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Préface

“The first lesson is what questions to ask.”

Robert Jordan, Knife of Dreams.

Quinze ans plus tard...

La toute première version de ce livre a été publiée en 1992 chez Eco-
nomica, sous le titre L’Analyse Statistique Bayésienne, comme premier titre
d’une collection de Statistique dirigée par Paul Deheuvels. Le livre a ensuite
été remanié à deux reprises pour donner les éditions de The Bayesian Choice,
publiées chez Springer-Verlag (New York) en 1994 et 2001. Les changements
par rapport à la première version française sont trop nombreux pour être
décrits ici, d’autant que cette édition initiale est épuisée et n’est donc plus
disponible qu’en bibliothèque. Si je me suis décidé à compléter le cercle et
à entreprendre la retraduction du Bayesian Choice, c’est, d’une part, parce
que la première édition française n’est plus disponible alors qu’il est toujours
un peu délicat de suggérer un livre de référence rédigé en anglais en troisième
(L3) et en quatrième (M1) années d’un cursus francophone... D’autre part, The
Bayesian Choice ayant été distingué par la Société Internationale de Statis-
tique Bayésienne (ISBA) en 2004 en obtenant le prix De Groot, il me semblait
qu’une version en français pouvait présenter un intérêt pour les bayésien(ne)s
francophones. Comme j’avais égaré le fichier TEX de la version française de
1992 ( !) et que les modifications apportées dans les versions anglaises me sem-
blaient globalement positives, je me suis fondé sur la seconde édition anglaise.
(J’ai d’ailleurs choisi de garder les citations tirées de The Wheel of Time de
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Robert Jordan, plutôt que de chercher de nouveau des citations en français
ou, pire, de les traduire litéralement...)

Programmes de Cours

Sans très grande originalité, je suggère que, dans un premier cours d’ana-
lyse bayésienne (par exemple, en L3 ou en M1), les chapitres de base (Cha-
pitres 1 à 6) devraient être traités presque entièrement à l’exception des Notes
et des Sections 4.5 et 5.4, alors qu’un cours centré plutôt sur la Théorie de la
Décision peut omettre quelques parties des Chapitres 1 à 3, et les Chapitres
4 et 6 entièrement, pour couvrir à la place les Chapitres 7 à 9.

Pour un programme d’études plus avancé concernant des étudiant(e)s déjà
familiarisé(e)s avec la Statistique bayésienne (en M1 ou en M2), ma suggestion
est de traiter d’abord l’impropriété abordée dans la Section 1.5, les lois a priori
non informatives de la Section 3.5, les modèles dynamiques de la Section 4.5 et
des Notes 4.7.3 et 4.7.4. Je passerais aussi du temps sur les tests abordés dans
le Chapitre 5 (excepté éventuellement les Sections 5.3 et 5.4). Puis, après une
présentation approfondie des méthodes de simulation à travers le Chapitre 6,
je passerais au sujet plus controversé du choix de modèle dans le Chapitre 7,
aux résultats récents d’admissibilité de la Section 8.2.5 et la Note 8.7.1, et à
la modélisation hiérarchique et empirique du Chapitre 10.

Une alternative pour un cours de cinquième année (M2) d’un semestre est
de couvrir ce livre et celui de Méthodes de Monte Carlo par Châınes de Mar-
kov en simultané : on pourrait ainsi traiter les Chapitres 1 à 3 du présent ou-
vrage, disposant ainsi d’un matériel d’illustration suffisant pour l’introduction
des méthodes de Monte Carlo et de Monte Carlo par châınes de Markov. On
peut ensuite revenir aux Chapitres 4, 5 et 7 du présent ouvrage, en éliminant
bien entendu le Chapitre 6. La disponibilité des outils MCMC1 permet ainsi de
traiter des modèles beaucoup plus ambitieux et on peut s’appuyer en parallèle
sur la dernière édition de Monte Carlo Statistical Methods pour les techniques
les plus récentes dans ce domaine. (Il est en effet très vraisemblable que je
n’entreprendrai pas une (re-)traduction de cet ouvrage en français !)

Remerciements

J’ai traduit ci-après la préface de l’édition de 2001 du Bayesian Choice,
principalement à cause de sa section de remerciements, que je réitère ici. (Je
n’ai pas voulu reprendre l’ensemble des trois préfaces pour ne pas surcharger
l’introduction et surtout pour éviter les répétitions !) Je dois quand même
rajouter quelques nouvelles “têtes” (et dettes) à ma liste de créditeurs. En
particulier, travailler avec Jean-Michel Marin depuis son arrivée à l’Université
Paris Dauphine m’a beaucoup apporté et, même si cette traduction n’a pas

1MCMC signifie Markov chain Monte Carlo ; il s’agit d’une méthode de simula-
tion (re)découverte aux débuts des années 1990 par la communauté bayésienne.
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intégré nos derniers travaux communs sur le choix de modèles et la sélection
cohérente de lois a priori, cette perspective se retrouve dans The Bayesian
Core, ouvrage que nous avons rédigé en commun à l’intention d’un public
plus pragmatique (à l’origine, les étudiant(e)s du DESS MD de Dauphine),
reprenant les fondements de l’analyse bayésienne dans un contexte d’études
de cas et d’implémentation en langage R. Qui plus est, Jean-Michel est aussi
à l’origine de la couverture de ce livre puisqu’elle a été réalisée par son père,
Michel. Je les remercie vivement tous les deux.

Cette traduction n’aurait tout simplement pas été entamée sans un support
financier initial de l’Université Paris Dauphine, obtenu grâce à l’insistance de
Maria Esteban, directrice du CEREMADE, que je remercie très chaleureuse-
ment. La première partie du livre a été traduite avec brio par Claudia Lagos–
Chopin, qui a su gérer son trilinguisme avec efficacité, et à qui j’exprime ma
gratitude, ainsi qu’à son mari Nicolas, pour leur travail. Suite à l’arrivée de
leur fille Alice et au bouleversement consécutif de leur emploi du temps, ils
n’ont pas pu continuer cette traduction comme ils le désiraient et Löıs Ri-
gouste de Télécom Paris a bien voulu reprendre le flambeau, accomplissant
la traduction des quatre derniers chapitres avec efficacité et rapidité, tout en
poursuivant sa thèse en parallèle. Je suis très reconnaissant à tous les trois
de leur travail, les modifications apportées par mes soins étant simplement
des actualisations de la seconde version anglaise. La relecture de parties du
livre par Löıs Rigouste, Joachim et Rachel Robert, et Arafat Tayeb ont aussi
permis de débusquer de nombreuses fautes de frappe qui m’avaient échappé2.

Anne-Françoise Dutaud, secrétaire du laboratoire de Statistique du CREST,
a également repris la traduction de la liste de référence en Bibtex (tout comme
Manuella Delbois l’avait fait en son temps pour Monte Carlo Statistical Me-
thods) et de l’actualisation des références dans le texte. Qu’elle ait pu s’acqui-
ter de ce travail ingrat en quelques mois sans avoir fait de TEX auparavant
est une mesure de son dévouement. (Comme toujours, la TEXpertise d’Olivier
Cappé m’a été d’une aide précieuse.)

Des remerciements vont aussi à Nathalie Huilleret, de Springer-Verlag (Pa-
ris), qui a su gérer contretemps, gestion des droits et problèmes de production
avec une grande efficacité.

Paris, France Christian P. Robert
23 novembre 2005

2Il reste encore, avec une forte probabilité, des fautes de frappe que les lecteurs
et lectrices sont invité(e)s à me signaler et qui seront affichées sur ma page web, à
la rubrique Books. Merci.



Préface à la seconde édition de The Bayesian
Choice

“You can never know everything,” Lan said quietly, “and part of
what you know is always wrong. Perhaps even the most important
part. A portion of wisdom lies in knowing that. A portion of courage
lies in going on anyway.”

Robert Jordan, Winter’s Heart.

Aperçu des Changements

Pourquoi une deuxième édition ? Quand on y réfléchit bien, il s’agit plutôt
d’une troisième édition, car la version précédente, The Bayesian Choice, était
en fait la traduction de la version française et incluait déjà des mises à jour
et des corrections. Les raisons de cette nouvelle édition sont multiples. Depuis
1994, la communauté bayésienne a énormément évolué. La version précédente
n’a pas seulement négligé d’importantes parties du domaine, mais elle a omis
des avancées significatives survenues lors des sept dernières années.

Ainsi, la révolution MCMCa considérablement attisé les progrès de la
modélisation bayésienne, avec des applications qui vont de la Statistique
médicale au traitement du signal et à la Finance. Ces progrès n’étaient pas suf-
fisamment soulignés dans l’édition de 1994. Par exemple, les méthodes MCMC
n’y étaient présentées qu’à partir de l’avant-dernier chapitre.

Une autre avancée significative qui mérite notre attention est le développe-
ment de nouvelles approches pour les tests statistiques et, plus généralement,
des outils de choix de modèles en connexion avec, et résultant des techniques
MCMC, comme celle de saut réversible. D’autres avancées importantes in-
cluent les modèles hiérarchiques et dynamiques dont le développement a com-
mencé au début des années 1990.
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Cette seconde édition est malgré tout loin d’être révolutionnaire par rap-
port à celle de 1994. Elle inclut cependant d’importantes avancées qui ont eu
lieu depuis. Le seul chapitre véritablement nouveau traite du choix du modèle
(Chap. 9), indépendamment de la théorie générale des tests (Chap. 5), parce
que le choix de modèle se présente effectivement comme un problème différent
et aussi parce qu’il exige des outils nouveaux, principalement informatiques.
Pour cette raison, mais aussi pour souligner l’importance des techniques infor-
matiques, le Chapitre 6, Chapitre 9 précédemment, a été placé plus haut dans
le livre, après la présentation des fondements de la Statistique bayésienne. Le
Chapitre 6 pourrait en fait être considéré comme un nouveau chapitre dans le
sens où sa présentation a été profondément renouvelée à la lumière de dix ans
de pratique des MCMC. Dans le Chapitre 3, la présentation des procédures
non informatives a été élargie et inclut en particulier les a priori d’adéquation,
puisque l’activité de recherche dans ce domaine a été assez intense ces dernières
années. Le Chapitre 4 fait toujours référence aux problèmes généraux d’esti-
mation mais j’ai ajouté une nouvelle section sur les modèles dynamiques, car
ceux-ci font partie intégrante du développement de la Statistique bayésienne
dans des domaines appliqués tels que le traitement du signal, la Finance et
l’Économétrie.

Malgré une critique assez négative du Chapitre 11 par Mohan Delampady
dans The Mathematical Reviews, j’ai décidé de maintenir ce chapitre de conclu-
sion, car je considère qu’il offre un aperçu d’ensemble plus philosophique sur
le sujet, le lecteur ayant très vraisemblablement déjà acquis une perspective
suffisante pour comprendre de tels arguments. (En terme de programme de
cours, ce chapitre peut être suggéré comme une lecture complémentaire, à
l’instar des notes de fin de chapitre.)

Un autre changement notable, par comparaison avec l’édition précédente,
est l’emphase moindre sur les principes de la Théorie de la Décision. Étant
arrivé à la Statistique bayésienne par un chemin décisionnel, je crois toujours
que les procédures statistiques doivent être fondées sur de tels principes. Ce-
pendant les développements des dix dernières années se sont principalement
concentrés sur la méthodologie, y compris computationnelle, plus que sur la
résolution plus large et plus ambitieuse des problèmes de décision (une fois de
plus, méthodologie informatique comprise). Une partie du livre (qui comprend
les Chapitres 6 et 7) est donc moins orientée vers la Théorie de la Décision,
et, pour les Chapitres 8 à 10, a à peine changé.

En ce qui concerne la mise en page, des sous-sections et des séparations
ont été introduites dans plusieurs sections afin d’améliorer la visibilité et la
lecture. Un plus grand nombre de parties avancées ou incomplètes ont été
déplacées en notes de fin de chapitre, suivant l’approche adoptée dans Monte
Carlo Statistical Methods, écrit avec George Casella. La fin d’un exemple est
associée au symbole ‖, tandis que la fin d’une démonstration est indiquée par
le symbole �.

Plusieurs livres sur la Statistique bayésienne sont apparus entre-temps,
parmi lesquels Bernardo et Smith (1994), Carlin et Louis (2001), Gelman
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et al. (2003), O’Hagan (1994), O’Hagan et Forster (2002) et Schervish (1995).
Cependant chacun de ces livres a soit mis l’accent sur l’approfondissement des
aspects théoriques à un niveau mathématique très élevé (Bernardo et Smith,
1994, O’Hagan, 1994, O’Hagan et Forster, 2002, Schervish, 1995) et a ainsi
visé une audience plus mûre que celle de ce livre, soit fait ressortir une vision
différente de la pratique de la Statistique bayésienne (Carlin et Louis, 2001,
Gelman et al., 2003), en perdant par exemple le lien avec la Théorie de la
Décision développée dans ce livre.

Remerciements

J’ai toujours éprouvé des sentiments mêlés sur le fait d’ajouter une section
de remerciements dans un livre. En fait, cette section ne dira pas grand-chose
à l’immense majorité des lecteurs, sauf à révéler certaines idiosyncrasies de
l’auteur qui feraient sans doute mieux de rester cachées ! Elle pourrait aussi
contrarier certaines personnes concernées parce qu’elles ne sont pas citées, ou
parce qu’elles ne sont pas citées selon leurs attentes, ou même parce qu’elles
le sont ! En revanche, une exigence éthique de base de tout travail intellectuel
est de reconnâıtre ses sources. Cela s’étend à mon avis aux suggestions qui ont
contribué à améliorer ce travail, à le rendre plus clair ou simplement différent.
Il s’agit d’un petit témoignage de gratitude envers les personnes suivantes,
pour le temps qu’ils et elles ont consacré aux versions successives de cette
édition, pour que leurs efforts soient vus et connus de tous !

Bien que cette édition soit “juste” une révision, le temps passé sur cet
ouvrage a été, en grande partie, volé aux soirs, aux matins (très tôt) et aux
week-ends revenant normalement à Brigitte, Joachim et Rachel ! Je leur suis
ainsi très reconnaissant pour avoir lu et joué (presque) sans faire de bruit
pendant que je tapais furieusement sur mon clavier et cherchais désespérément
dans des piles de papiers telle ou telle référence. Et aussi pour écouter Bartoli
et Gudjónsson, plutôt que Manau ou Diana Krall ! Je ne peux pas promettre
que cette expérience ne se répétera jamais, mais en attendant je m’engage à
trouver plus de temps disponible pour lire les aventures de Mister Bear to the
Rescue, assiéger le château Playmobil au complet, jouer aux échecs ou faire
du vélo les dimanches après-midi !

Je suis reconnaissant à de nombreuses personnes pour les améliorations
de cette édition. Pour commencer, j’ai eu un flot constant de retours et de
suggestions de la part de ceux qui enseignent à partir de ce livre. Ce groupe
inclut Ed Green, Tatsuya Kubokawa, et Marty Wells. En particulier, Judith
Rousseau, cycliste radicale et Jordanienne autant que bayésienne, a contribué
à la réorganisation du Chapitre 3. J’ai eu aussi beaucoup de commentaires
utiles de plusieurs personnes, en particulier des deux “Cambridge Frenchies”
Christophe Andrieu et Arnaud Doucet (sans compter un mémorable accueil
pendant une semaine de retraite à Cambridge pour finir le Chapitre 6), ainsi
que de Jim Berger (pour son soutien en général et pour m’avoir fourni des
preprints sur le choix de modèle en particulier), d’Olivier Cappé (qui a aussi
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installé Linux sur mon portable et par conséquent m’a apporté une immense
liberté pour travailler sur le livre n’importe où, du bac à sable au métro et
plus tard au CREST, d’où Unix est désormais banni !), de Maria De Iorio,
de Jean-Louis Fouley, de Malay Ghosh (pour sa critique du livre très po-
sitive dans JASA), de Jim Hobert (qui m’a aidé à clarifier les Chapitres 6
et 10), d’Ana Justel, de Stephen Lauritzen (pour avoir signalé des erreurs
sur les distributions de Wishart), d’Anne Philippe, de Walter Racugno (qui
m’a donné l’opportunité de faire un cours concernant le choix des modèles
à Cagliari l’automne dernier, cours qui constitue l’essentiel du Chapitre 7),
d’Adrian Raftery, d’Anne Sullivan Rosen (pour le style de cette préface) et
Jean-Michel Zakoian (pour ses conseils sur les nouvelles parties concernant
les modèles dynamiques). Je profite aussi de cette occasion pour remercier
d’autres ami(e)s et collègues comme George Casella, Jérôme Dupuis, Merrilee
Hurn, Kerrie Mengersen, Eric Moulines, Alain Monfort, et Mike Titterington.
Depuis que je travaille avec eux et avec elles, ils et elles m’ont donné une
vision plus large du domaine, qui est, espérons-le, incluse dans cette version.
En particulier, l’expérience de l’écriture de Monte Carlo Statistical Methods
avec George Casella ces dernières années a laissé ses marques dans ce livre
non seulement à travers le fichier de style et l’inclusion de notes en fin de
chapitre, mais aussi pour un sens plus aigu de l’essentiel. Manuela Delbois
m’a aidé très aimablement à transformer le texte de TEX à LATEX, puis à in-
clure les additions ultérieures et l’index. Et, last but not least !, John Kimmel
et Jenny Wolkowicki de Springer-Verlag ont été très efficaces, en m’encoura-
geant à écrire cette nouvelle édition pour le premier, en gardant le contrôle
du calendrier et en faisant publier le livre à temps pour la seconde. Inutile de
dire que l’avertissement d’usage s’applique : toute coquille, erreur, confusion,
formulation obscure restante est de ma responsabilité et rien que de la mienne !

In Memoriam

Une pensée très émue pour deux personnes dont l’absence a marqué cette
nouvelle édition. Durant l’été 1997, j’ai perdu mon ami Costas Goutis lors d’un
accident de plongée à Seattle. Je ne suis pas, et de loin, le seul à regretter
profondément son départ, mais sans aucun doute ce livre aurait bénéficié de
sa vision des choses s’il avait été là... Deux étés plus tard, en 1999, Bernhard
K. Flury est mort dans un accident de montagne dans les Dolomites. Bien
que la critique de nos livres respectifs se soit toujours limitée aux couleurs
de couverture, au point de s’envoyer l’un à l’autre une version piratée de nos
livres avec les “bonnes” couleurs, le monde est moins drôle sans son sens de
l’humour à nul autre pareil...

Paris, France Christian P. Robert
Mars 2001
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4.1.7 Retour à la décision . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 184
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6.3 Méthodes de Monte Carlo par châınes de Markov . . . . . . . . . . . . 322

6.3.1 Les MCMC en pratique . . . . . . . . . . . . . . . . . . . . . . . . . . . . 323
6.3.2 Algorithmes de Metropolis-Hastings . . . . . . . . . . . . . . . . . 325
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7.3.3 Méthodes MCMC . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 388
7.3.4 MCMC à sauts réversibles . . . . . . . . . . . . . . . . . . . . . . . . . . 393
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8.5 Conditions nécessaires d’admissibilité . . . . . . . . . . . . . . . . . . . . . . 446
8.6 Exercices . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 450
8.7 Notes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 460

9 Invariance, mesures de Haar et estimateurs équivariants . . . 463
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Introduction

“Sometimes the Pattern has a randomness to it—to our eyes, at
least—but what chance that you should meet a man who could guide
you in this thing, and he one who could follow the guiding ?”

Robert Jordan, The Eye of the World.

1.1 Problèmes statistiques et modèles statistiques

L’objet principal de la Statistique est de mener, grâce à l’observation d’un
phénomène aléatoire, une inférence sur la distribution probabiliste à l’origine
de ce phénomène, c’est-à-dire de fournir une analyse (ou une description) d’un
phénomène passé, ou une prédiction d’un phénomène à venir de nature simi-
laire3. Dans ce livre nous insistons sur les aspects décisionnels de l’inférence
statistique parce que, tout d’abord, ces analyses et prédictions sont la plupart
du temps motivées par un but objectif (une entreprise devrait-elle lancer un
nouveau produit ? un bateau de course modifier sa trajectoire ? un nouveau
médicament être mis sur le marché ou à la vente ? un individu vendre ses
actions ? etc.) ayant des conséquences mesurables (résultats financiers, clas-
sement à la fin de la course, taux de guérison des patients, bénéfices, etc).
Ensuite, parce que proposer des procédures inférentielles implique qu’on doit

3Comme la plupart des définitions formelles, cette vision de la Statistique laisse
de côté quelques aspects supplémentaires de la Statistique appliquée tels que la
collecte de données (sondages, plans d’expérience, etc). C’est le cas aussi de cet
ouvrage, même si nous ne voulons pas mésestimer l’importance de ces sujets, non
couverts ici.
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être prêt à les défendre, c’est-à-dire à justifier le fait qu’elles soient préférables
à d’autres. Il est donc nécessaire d’avoir un outil d’évaluation adapté à la com-
paraison de diverses procédures. Cette tâche est la raison d’être de la Théorie
de la Décision.

Nous insistons également sur le fait que la Statistique doit être considérée
comme l’interprétation d’un phénomène naturel, plutôt que son explication.
En effet, l’inférence statistique s’accompagne d’une modélisation probabiliste
du phénomène observé et implique nécessairement une étape de formalisation
réductrice. Sans cette base probabiliste, aucune conclusion utile ne pourra être
tirée.

Exemple 1.1. Les feux de forêt apparaissent généralement au hasard. Ce-
pendant, certains facteurs écologiques et atmosphériques favorisent leur dé-
clenchement. Une détermination de la probabilité p d’apparition d’un feu
comme fonction de ces divers facteurs devrait aider à la prévention des feux de
forêt, même si une telle modélisation est évidemment incapable de conduire
à l’éradication de ces feux et ne peut prendre en compte tous les facteurs im-
pliqués. Une approche plus réductrice est d’imposer une forme paramétrique
à la fonction p, prenant en compte des contraintes physiques sur les facteurs
explicatifs. Par exemple, notant h le taux d’humidité, t la température, x le
degré de gestion de la forêt, un modèle logistique peut être proposé, de la
forme

p = exp(α1h+ α2t+ α3x)/ [1 + exp(α1h+ α2t+ α3x)] ,

la phase statistique se chargeant de l’évaluation des paramètres α1, α2, α3. ‖

Apposer un modèle probabiliste sur un phénomène inexpliqué peut parâıtre
dans certains cas trop réducteur, car il est possible que le phénomène observé
soit entièrement déterministe, sans que la fonction régulatrice du processus
soit connue ni qu’il soit possible de la reconstruire à partir des observations.
C’est le cas par exemple des phénomènes chaotiques où, d’un point de vue sta-
tistique, une suite d’observations ne peut pas être distinguée d’une suite de
variables aléatoires (voir Bergé et al., 1984 et Gleick, 1987). Les générateurs
pseudo-aléatoires sont en fait fondés sur cette propriété. Bien qu’ils reposent
sur des algorithmes itératifs déterministes de la forme

at+1 = f(at),

ils imitent–simulent–de façon satisfaisante le comportement d’une suite de
variables aléatoires (voir Devroye, 1985, Gentle, 1998, Robert et Casella, 2004
pour une description des générateurs les plus courants).

Cependant, même si elle est valable d’un point de vue philosophique, cette
critique de la modélisation probabiliste ne tient pas si nous considérons celle-
ci sous l’angle de l’interprétation, évoquée ci-dessus. Ces modèles permettent
d’incorporer simultanément les informations disponibles sur le phénomène
(facteurs déterminants, fréquence, amplitude, etc.) et les incertitudes inhé-
rentes à ces informations. Ils autorisent donc un discours qualitatif sur le
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problème en fournissant, à travers la théorie des probabilités, un véritable
calcul de l’incertain qui permet de dépasser le stade descriptif des modèles
déterministes. C’est d’ailleurs la raison pour laquelle une interprétation pro-
babiliste est nécessaire pour conduire une inférence statistique : elle donne un
cadre qui permet de replacer le phénomène singulier observé dans la globa-
lité d’un modèle et autorise ainsi les analyses et les généralisations. Loin de
représenter un détournement des objectifs inférentiels, imposer une structure
probabiliste qui n’est qu’une simple approximation de la réalité est essentiel
pour que le traitement statistique qui en découle permette une compréhension
plus profonde et plus proche du phénomène considéré.

Évidemment la modélisation probabiliste ne peut être défendue que si elle
fournit une représentation suffisamment proche du phénomène observé. Une
critique plus prosäıque de la modélisation probabiliste est qu’il est difficile de
connâıtre exactement la distribution probabiliste sous-jacente de la génération
des observations, c’est-à-dire savoir s’il s’agit de la loi normale, exponentielle,
binomiale, etc., sauf dans des cas exceptionnels.

Exemple 1.2. On observe une substance radioactive de demi-vie H incon-
nue. Pour une particule donnée de cette substance, le temps passé avant
désintégration suit exactement une loi exponentielle4 de paramètre log(2)/H .
L’observation de plusieurs de ces particules permettra ainsi de mener une
inférence sur H . ‖

Exemple 1.3. Pour déterminer le nombre N de bus dans une ville, on
peut suivre la stratégie inférentielle suivante : observer les bus pendant toute
une journée et noter leurs numéros. Ensuite on répète la même expérience
le lendemain en relevant les numéros des bus déjà répertoriés la veille, n.
Si vingt bus ont été observés la première journée et trente la deuxième, n
suit une loi hypergéométrique,H(30, N, 20/N), et la connaissance des pro-
priétés de cette distribution permet, par exemple, l’approximation de N par
20(30/n). Cette méthode dite de capture-recapture, a donné lieu à de nom-
breux développements moins anecdotiques en écologie et dynamique des po-
pulations (voir le Chapitre 4). ‖

Nous pourrions citer d’autres exemples où la distribution des observations
est parfaitement connue, grâce à des considérations physiques, économiques
ou autres. Cependant, dans la plupart des cas, la modélisation statistique
est bien réductrice au sens où elle n’est qu’une approximation de la réalité,
perdant une partie de sa richesse mais gagnant en efficacité.

Exemple 1.4. Les variations des prix et des salaires sont fortement reliées.
Une façon de représenter cette dépendance est de supposer une relation
linéaire

4Voir Appendice A pour une liste des distributions les plus courantes.
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ΔP = a+ bΔS + ε,

où ΔP et ΔS sont les variations de prix et de salaires, a et b les coeffi-
cients inconnus et ε le terme d’erreur. Une façon, drastique, de simplifier plus
avant cette relation est de supposer que ε est normalement distribué. Bien
que ε soit effectivement une variable aléatoire, de nombreux facteurs doivent
être considérés dans la détermination des prix et des salaires et il est im-
possible d’établir la distribution de ε. Néanmoins, outre une justification par
le Théorème Central Limit (soit l’effet additionnel d’une multitude de petits
facteurs de même magnitude), cette modélisation avancée permet aussi une
analyse statistique plus minutieuse, qui est valide même si la distribution de
ε n’est pas exactement normale. (Voir aussi Exercice 1.3.) ‖

Exemple 1.5. Considérons le jeu de données de la Figure 1.1, qui représente
le taux mensuel de chômage en fonction du nombre d’accidents (en milliers)
dans le Michigan entre 1978 et 1987. Lenk (1999) soutient l’existence d’une
relation entre ces deux variations : un taux plus élevé de chômage entrâıne une
diminution de la circulation sur les routes, et donc du nombre d’accidents. Une
simplification supplémentaire est alors de postuler une structure paramétrique
de dépendance, comme le modèle de régression de Poisson

N |� ∼ P(exp{β0 + β1 log(�)}) , (1.1)

où N représente le nombre d’accidents et � le taux de chômage pour le même
mois. La Figure 1.1 donne ainsi l’espérance estimée E[N |�], qui a tendance à
confirmer l’impact décroissant du chômage sur les accidents. Mais la validité
de la modélisation (1.1) demande d’abord à être évaluée en utilisant des tests
d’adéquation ou d’autres techniques de choix de modèles. (Voir le Chapitre
7.) ‖

Dans certains cas, l’effet réducteur est volontairement recherché pour ses
conséquences positives de lissage des données. Il peut aussi enlever en partie
les perturbations moins importantes d’un phénomène et souvent améliorer son
analyse en mettant en évidence les facteurs essentiels comme dans l’exemple
suivant.

Exemple 1.6. Les radiographies médicales peuvent être représentées comme
une grille de 1 000× 1 200 points fondamentaux appelés pixels, qui prennent
un niveau de gris associé à un nombre compris entre 0 et 256. Par exemple,
la Figure 1.2 donne l’histogramme des niveaux de gris pour une radiogra-
phie typique des poumons. Si nous considérons un pixel comme une variable
aléatoire à valeurs dans {0, 1, . . . , 256}, donc discrète, l’histogramme donne
une approximation de la distribution de cette variable aléatoire. Comme le
montre la figure, cette distribution est plutôt complexe, mais approximative-
ment bimodale. Cette particularité a été observée dans la plupart des radio-
graphies et suggère une modélisation de la distribution via une approximation
continue par un mélange de deux distributions normales de densité
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Fig. 1.1. Taux de chômage mensuel en fonction du nombre d’accidents (en milliers)
dans le Michigan, de 1978 à 1987. (Source : Lenk, 1999.)
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Fig. 1.2. Histogramme de niveau de gris d’une radiographie de la poitrine et sa
modélisation par un mélange à deux composantes. (Source : Plessis, 1989.)

Évidemment cette modélisation a considérablement lissé l’histogramme (voir
la Figure 1.2), mais permet aussi une description de l’image avec cinq pa-
ramètres, sans perte substantielle d’information. Il a été déterminé que les
deux modes importants de la vraie distribution correspondent en fait aux deux
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régions de la poitrine, les poumons et le mediastinum. Cette technique de lis-
sage est utilisée dans un algorithme d’amélioration des radiographies appelé
Parametric Histogram Specification (voir Plessis, 1989). Nous consacrerons la
Section 6.4 à l’estimation bayésienne des mélanges. ‖

Face à cette réduction de la complexité du phénomène observé, deux ap-
proches statistiques s’opposent. La première approche suppose que l’inférence
statistique doit prendre en compte cette complexité autant que possible et
cherche donc à estimer la distribution sous-jacente du phénomène sous des
hypothèses minimales, en ayant recours en général à l’estimation fonction-
nelle (densité, fonction de régression, etc.). Cette approche est dite non pa-
ramétrique. Par opposition, l’approche paramétrique représente la distribution
des observations par une fonction de densité f(x|θ), où seul le paramètre θ
(de dimension finie) est inconnu.

Nous considérons cette seconde approche comme plus pragmatique dans
la mesure où elle prend en compte le fait qu’un nombre fini d’observations
ne peut estimer qu’un nombre fini de paramètres. De plus, la modélisation
paramétrique permet une évaluation des outils inférentiels pour une taille
d’échantillon finie, au contraire des méthodes non paramétriques, plus élabo-
rées, dont la principale justification est asymptotique et qui ne peuvent donc
s’appliquer que lorsque la taille de l’échantillon devient infinie (voir Field
et Ronchetti, 1990, qui étudient l’applicabilité des résultats asymptotiques
pour des échantillons à taille finie). Bien entendu, certaines approches non pa-
ramétriques, comme les tests (Hàjek et Sidàk, 1968), évacuent complètement
l’aspect d’estimation et les problèmes de tailles d’échantillons infinies en
construisant des statistiques de test indépendantes des distributions, mais
leurs applications restent limitées.

Les deux approches ont leurs avantages respectifs et nous ne justifierons
pas d’avantage le choix paramétrique. Naturellement, il existe aussi toute une
littérature sur la construction de modèles. Voir par exemple Cox (1990) et
Lehmann (1990) pour des références ainsi que pour des réflexions sur la no-
tion même de modèle statistique. Nous verrons dans le Chapitre 7 quelques
approches pour la comparaison de modèles qui peuvent être utilisées dans
l’étape de modélisation, c’est-à-dire quand plusieurs modèles potentiels ‘s’af-
frontent”.

Nous ne considérons dans ce livre que l’approche paramétrique. Nous sup-
posons que les observations x1, . . . , xn, sur lesquelles l’analyse statistique
se fonde, proviennent de lois de probabilité paramétriques, donc que xi

(1 ≤ i ≤ n) a une distribution de densité fi(xi|θi, x1, . . . , xi−1) sur R
p, telle

que le paramètre θi soit inconnu et la fonction fi soit connue (voir l’Exercice
1.2 sur l’ambigüıté formelle de cette définition et la Note 1.8.2 pour des in-
dications sur l’approche bayésienne de la statistique non paramétrique). Ce
modèle peut être représenté plus succinctement par

x ∼ f(x|θ),
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où x est le vecteur des observations et θ l’ensemble des paramètres, θ1, . . . , θn,
éventuellement tous égaux. Cette représentation est unificatrice dans le sens
où elle aborde de manière similaire une observation isolée, des observations
dépendantes, et des observations distribuées de façon indépendante et iden-
tiquement distribuées (iid) x1, . . . , xn de même loi, f(x1|θ). Dans le dernier
cas, x = (x1, . . . , xn) et

f(x|θ) =
n∏

i=1

f(xi|θ).

Notons que dans ce livre nous écrirons de manière identique les densités de
variables aléatoires continues et discrètes, la mesure de référence étant four-
nie naturellement par le contexte. De plus, nous utiliserons la notation “x est
distribué selon f” ou “x ∼ f” au lieu de “x est une observation de la distribu-
tion de densité f” par souci de concision1. La plupart du temps, l’échantillon
est réduit à une observation unique pour des raisons de simplification mais
aussi parce que souvent nous avons affaire à des distributions pour lesquelles
la taille de l’échantillon ne compte pas, car elles admettent une statistique
exhaustive de dimension constante (voir la Section 1.3 et le Chapitre 3).

Définition 1.7. Un modèle paramétrique statistique consiste en l’observation
d’une variable aléatoire x distribuée selon f(x|θ), où seulement le paramètre
θ est inconnu et appartient à un espace de dimension finie.

Une fois le modèle statistique identifié, l’objectif principal de l’analyse
statistique est de nous conduire à une inférence sur le paramètre θ. C’est
à dire que nous utilisons l’observation de x pour améliorer notre connais-
sance du paramètre θ, afin de pouvoir prendre une décision concernant le
paramètre, c’est à dire d’estimer une fonction de θ ou un futur événement
dont la distribution dépend de θ. L’inférence peut concerner certaines com-
posantes de θ, précisément (“Quelle est la valeur de θ1 ?”) ou non (“θ2 est-t-
il plus grand que θ3 ?”). Une distinction est souvent faite entre problèmes
d’estimation et problèmes de tests, suivant qu’on cherche la valeur exacte
des paramètres (ou de certaines fonctions des paramètres) ou seulement la
vérification d’une hypothèse sur ces paramètres. Par exemple, les deux livres

1Ce livre ne suit pas la convention probabiliste habituelle, qui note les variables
aléatoires par des lettres majuscules, par exemple X, et leur réalisation, qui n’est
autre que leur valeur observée, par la lettre minuscule correspondante, soit x, comme
dans P (X ≤ x). Ceci s’explique par le fait que, d’un point de vue bayésien, nous
conditionnons en la valeur réalisée x et considérons le paramètre θ comme une
variable aléatoire. L’utilisation d’une majuscule grecque peut amener à une confusion
extrême puisque Θ est plutôt, par convention, l’espace des paramètres. Cela rend
aussi plus facile l’utilisation des expressions conditionnelles, nombreuses dans les
calculs bayésiens. Dans les quelques cas où cette pratique prête à confusion, nous
reviendrons à la convention usuelle.
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de référence de la Statistique classique, Lehmann (1983) et Lehmann et Ca-
sella (1998), sont consacrés respectivement à chacun de ces sujets. D’autres
auteurs ont proposé une distinction plus subtile entre estimation et évaluation
des procédures d’estimation (voir, par exemple, Casella et Berger, 2001). Plus
généralement l’inférence recouvre tout phénomène aléatoire lié à θ et inclut
aussi la prévision, qui est l’évaluation de la distribution d’une future obser-
vation y dépendante de θ (et probablement de l’observation courante de x),
y ∼ g(y|θ, x). Nous verrons par la suite que ces divisions sont un peu artifi-
cielles, car tous les problèmes inférentiels peuvent se ramener à des problèmes
d’estimation quand ils sont considérés dans une perspective de Théorie de la
Décision.

Le choix du “tout paramétrique” fait dans ce livre est bien entendu cri-
tiquable, puisque nous ne pouvons pas toujours supposer que la distribution
des observations est connue à un paramètre (de dimension finie) près. Ce-
pendant, outre le fait qu’un traitement rigoureux des méthodes bayésiennes
non paramétriques demande un bagage théorique plus important, nous insis-
tons sur le fait que cette réduction permet des développements plus profonds
du processus inférentiel, même si cela peut parâıtre paradoxal. Les critiques
sur le caractère réducteur de l’approche statistique et, a fortiori, du choix
paramétrique, s’accompagnent en réalité d’autres critiques sur le choix des
critères d’évaluation et de l’objectif même de la Théorie de la Décision, comme
nous le verrons dans le Chapitre 2. Cependant, nous soutenons ces choix sur
la base que ces étapes de plus en plus réductrices sont des exigences minimales
pour qu’une approche statistique soit cohérente (c’est-à-dire fasse preuve de
cohérence interne). Effectivement le but ultime de l’analyse statistique, dans
l’énorme majorité des cas, est de défendre le choix d’une décision comme
optimale (ou au moins raisonnable). Il est donc nécessaire de pouvoir com-
parer les différents processus inférentiels disponibles. Les sections qui suivent
présentent les bases de l’analyse statistique bayésienne, laquelle nous parâıt
être l’approche la plus appropriée pour cette détermination des procédures
optimales2. Il s’agit aussi de la méthode la plus cohérente, car elle construit
ces procédures en partant des propriétés requises plutôt que l’inverse, c’est-
à-dire en vérifiant le bon comportement de procédures choisies sans principe.
Le choix bayésien, tel qu’il est présenté dans ce livre, peut apparâıtre comme
une réduction inutile de la portée du cadre inférentiel, et a été souvent cri-
tiqué pour cette raison. Mais nous verrons dans les chapitres suivants que
cette réduction est à la fois nécessaire et bénéfique. Le Chapitre 11 résume

2Comme le signalent Robins et Wasserman (2000), il existe plusieurs définitions
formelles de la cohérence, de Savage (1954) à Heath et Sudderth (1989), lesquels
sont arrivés à la conclusion qu’une procédure est cohérente si et seulement si elle est
bayésienne.
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plusieurs points de vue défendant le choix bayésien qui peuvent être lus en
perspective avec les arguments précédents3.

Notons qu’il existe aussi une approche bayésienne de la statistique non pa-
ramétrique. Elle met généralement en œuvre des distributions a priori sur des
espaces fonctionnels comme les processus de Dirichlet. Voir Ferguson (1973,
1974), Escobar (1989), Escobar et West (1995), Dey et al. (1998), et la Note
1.8.2 pour des références sur ce domaine. L’Exemple 1.23 donne une illustra-
tion de l’intérêt de l’approche bayésienne dans ce cadre.

1.2 Le paradigme bayésien et le principe de dualité

Comparée4 à la modélisation probabiliste, l’analyse statistique se ramène
fondamentalement à une inversion, car elle doit déterminer les causes–réduites
aux paramètres du mécanisme probabiliste générateur–à partir des effets–
résumés par les observations5. En d’autres termes, quand nous observons un
phénomène aléatoire contrôlé par le paramètre θ, une méthode statistique
permet de déduire de ces observations une inférence (c’est-à-dire, en résumé,
une caractérisation) sur θ, alors que la modélisation probabiliste caractérise le
comportement des observations futures conditionnellement à θ. Ce caractère
d’inversion propre à la Statistique apparâıt de façon évidente dans la notion de
fonction de vraisemblance, car, d’un point de vue formel, il s’agit simplement
d’une densité réécrite dans le bon ordre,

�(θ|x) = f(x|θ), (1.3)

soit donc comme fonction de θ, qui est inconnu, dépendant de la valeur ob-
servée x. Historiquement l’approche fiduciaire de Fisher (1956) se fonde aussi
sur cette inversion (voir la Note 1.8.1).

Une description générale de l’inversion des probabilités est donnée par le
théorème de Bayes : Si A et E sont des événements tels que P (E) �= 0, P (A|E)
et P (E|A) sont reliés par

P (A|E) =
P (E|A)P (A)

P (E|A)P (A) + P (E|Ac)P (Ac)

=
P (E|A)P (A)

P (E)
.

3Ce chapitre et le Chapitre 11 méritent d’être relus une fois qu’on a bien compris
les points les plus techniques du processus inférentiel bayésien et les problèmes qui
s’y rattachent.

4Le mot paradigme, qui est un terme grammatical, est utilisé ici abusivement
comme synonyme de modèle ou principes.

5À l’époque de Bayes et de Laplace, c’est-à-dire à la fin du XVIIIème siècle, la
Statistique était souvent appelée Probabilités inverses, à cause de cette perspective.
(Voir Stigler, 1986, Chapitre 3.)
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En particulier,
P (A|E)
P (B|E)

=
P (E|A)
P (E|B)

, (1.4)

quand P (B) = P (A). Obtenir ce résultat à partir des axiomes de la Théorie
des Probabilités est trivial. Il s’agit cependant de l’étape conceptuelle la plus
importante dans l’histoire de la Statistique, constituant la première inversion
des probabilités. L’équation (1.4) exprime le fait fondamental que, pour deux
causes équiprobables, le rapport des probabilités pour un effet donné est égal
au rapport des probabilités de ces deux causes. Ce théorème est aussi un
principe d’actualisation, car il décrit la mise à jour de la vraisemblance de
A de P (A) vers P (A|E), une fois que E a été observé. Bayes (1763) donne
en réalité une version continue de ces résultats, à savoir, pour deux variables
aléatoires x et y, de distributions conditionnelle6 f(x|y) et marginale g(y), la
distribution conditionnelle de y sachant x est

g(y|x) =
f(x|y)g(y)∫
f(x|y)g(y) dy .

Bien que ce théorème d’inversion soit naturel d’un point de vue probabi-
liste, Bayes et Laplace sont allés plus loin et ont considéré que l’incertitude sur
le paramètre θ d’un modèle peut être décrite par une distribution de probabi-
lité π sur Θ, appelée distribution a priori. L’inférence est alors fondée sur la
distribution de θ conditionnelle à x, π(θ|x), appelée distribution a posteriori
et définie par

π(θ|x) =
f(x|θ)π(θ)∫
f(x|θ)π(θ) dθ

. (1.5)

Notons que π(θ|x) est ainsi proportionnelle à la distribution de x condition-
nellement à θ, qui est aussi la vraisemblance, multipliée par la distribution a
priori de θ. (Il semble que la généralité de (1.5) n’ait pas été perçue par Bayes,
mais par Laplace, qui la développera plus avant.) La contribution principale
apportée par un modèle statistique bayésien est donc de considérer en sus une
distribution aléatoire pour les paramètres.

Définition 1.8. Un modèle statistique bayésien est constitué d’un modèle
statistique paramétrique, f(x|θ), et d’une distribution a priori pour les pa-
ramètres, π(θ).

En termes statistiques, le théorème de Bayes actualise donc l’information
sur θ en extrayant l’information contenue dans l’observation x. Son impact

6Souvent nous remplacerons distribution par densité, supposant que plus tard le
concept sera mieux défini par rapport à la mesure naturelle dominante, comme la
mesure de Lebesgue. C’est seulement dans un contexte plus avancé, comme pour
la mesure de Haar dans le Chapitre 6, qu’une connaissance plus approfondie de la
théorie de la mesure sera nécessaire.
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provient de la décision audacieuse de mettre causes et effets sur le même
niveau conceptuel, puisque les deux sont aléatoires. Du point de vue de la
modélisation statistique, il y a donc peu de différences entre observations et pa-
ramètres, car les manipulations conditionnelles permettent l’échange de leurs
rôles respectifs. Notons que, historiquement, cette idée que les paramètres
sont aléatoires peut être perçue comme allant à l’encontre du déterminisme
athée de Laplace7, ainsi que des conceptions religieuses de Bayes, qui était un
ecclésiastique non-conformiste. En imposant cette modification fondamentale
de la perception du phénomène aléatoire, ces deux mathématiciens ont créé
l’analyse statistique moderne et, plus particulièrement, l’analyse bayésienne.

En effet, le recours à une distribution a priori π pour les paramètres
d’un modèle est vraiment révolutionnaire. Elle représente de fait une avancée
majeure, passant de la notion de paramètre inconnu à celle de paramètre
aléatoire ; de nombreux statisticiens tracent une frontière hermétique entre
ces deux concepts, bien qu’ils acceptent une modélisation probabiliste des
observations. Ils défendent ce point de vue sur la base que, même si dans
certains cadres, le paramètre est obtenu sous l’action simultanée de plusieurs
facteurs et peut ainsi apparâıtre comme (partiellement) aléatoire, comme par
exemple en physique quantique, dans la plupart des cas il ne peut être perçu
comme le résultat d’une expérience aléatoire. Un cas typique est l’estimation
de quantités physiques comme la vitesse de la lumière c. Une réponse dans
ce cas particulier est que la précision limitée des instruments de mesure im-
plique que la vraie valeur de c ne sera jamais connue et justifie le fait de
considérer c comme uniformément distribué sur [c0 − ε, c0 + ε], où ε est la
précision maximale des instruments de mesure et c0 la valeur obtenue.

Nous considérons dans le Chapitre 3 différentes approches au problème
délicat de détermination de la distribution a priori. Cependant, et plus fon-
damentalement, nous voulons insister sur le fait que l’importance de la dis-
tribution a priori dans l’analyse statistique bayésienne ne réside en aucun cas
dans le fait que le paramètre d’intérêt θ puisse (ou ne puisse pas) être perçu
comme étant distribué selon π, ou même comme étant une variable aléatoire,
mais plutôt que l’utilisation de la distribution a priori est la meilleure façon
de résumer l’information disponible (et le manque d’information) sur ce pa-
ramètre ainsi que l’incertitude résiduelle, et qu’elle permet de cette façon
l’incorporation de cette information inexacte dans le processus de décision.
(Un raisonnement similaire a conduit Laplace à développer des modèles sta-
tistiques, malgré son déterminisme.) Un point plus technique est que le seul
moyen de construire une approche mathématiquement justifiée opérant condi-
tionnellement aux observations est d’introduire une distribution correspon-
dante pour les paramètres. Voir aussi Lindley (1990) pour une justification
axiomatique détaillée sur l’utilisation des distributions a priori.

7“Nous devons envisager l’état présent de l’Univers comme un effet de l’état
antérieur et comme la cause de l’état suivant.” – Laplace (1795).
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Nous terminons cette section par des exemples historiques de Bayes et de
Laplace.

Exemple 1.9. (Bayes, 1763) Une boule de billard W roule sur une ligne de
longueur un, avec une probabilité uniforme de s’arrêter n’importe où. Suppo-
sons qu’elle s’arrête en p. Une deuxième boule O roule alors n fois dans les
mêmes conditions, et on note X le nombre de fois que la boule O s’arrête à
gauche de W . Connaissant X, quelle inférence pouvons-nous mener sur p ?

Dans la terminologie moderne, le problème est de déterminer la distribu-
tion a posteriori de p conditionnellement à X , quand la distribution a priori
de p est uniforme sur [0, 1] et X ∼ B(n, p), variable aléatoire binomiale (voir
l’Appendice A). Comme

P (X = x|p) =
(
n

x

)
px(1− p)n−x,

P (a < p < b et X = x) =
∫ b

a

(
n

x

)
px(1 − p)n−xdp

et

P (X = x) =
∫ 1

0

(
n

x

)
px(1 − p)n−x dp,

nous trouvons que

P (a < p < b|X = x) =

∫ b

a

(
n
x

)
px(1 − p)n−x dp∫ 1

0

(
n
x

)
px(1 − p)n−x dp

=

∫ b

a
px(1 − p)n−x dp

B(x + 1, n− x+ 1)
,

donc que la distribution de p conditionnellement à X = x est une distribution
bêta, Be(x+ 1, n− x+ 1) (voir l’Appendice A). ‖

Dans le même esprit, Laplace introduit une modélisation probabiliste de
l’espace des paramètres. Mais ses exemples sont plus avancés que ceux de
Bayes au sens où les distributions a priori qu’il prend en compte sont fondées
sur un raisonnement abstrait, plutôt que sur une justification physique8.

Exemple 1.10. (Laplace, 1773) Une urne contient un nombre n de cartes
noires et blanches. Si la première carte sortie de l’urne est blanche, quelle est
la probabilité que la proportion p de cartes blanches soit p0 ? Pour résoudre
ce problème, Laplace suppose que tous les nombres de 2 à n − 1 sont

8On peut aussi imaginer un Bayes plus machiavélique qui choisit cet exemple
particulier afin de passer outre les critiques potentielles sur ce choix d’a priori. Mais
il semble que ce ne soit pas le cas et qu’en réalité Bayes ait étudié cet exemple pour
son intérêt propre. Voir Stigler (1986) pour plus de détails.
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équiprobables comme valeurs de pn, donc que p soit uniformément distribué
sur {2/n, . . . , (n − 1)/n}. La distribution a posteriori de p peut être alors
calculée en utilisant le théorème de Bayes,

P (p = p0| données ) =
p0 × 1/(n− 2)∑(n−1)/n

p=2/n p× 1/(n− 2)

=
n p0

n(n− 1)/2− 1
.

‖

Évidemment le choix précédent de la distribution a priori peut être
contesté comme étant partiellement arbitraire. Cependant, dans la perspective
de la théorie des probabilités de Laplace, la plupart des événements peuvent
être décomposés en événements équiprobables élémentaires et par conséquent,
dans ce cas particulier, il semble raisonnable de considérer les événements
{p = i/n} (2 ≤ i ≤ n − 1) comme élémentaires. Un raisonnement similaire
justifie l’exemple suivant.

Exemple 1.11. (Laplace, 1786) Considérant la proportion de naissances
masculines à Paris, Laplace veut vérifier que la probabilité x d’une naissance
masculine dépasse 1/2. Observant 251 527 naissances masculines et 241 945
naissances féminines en 1785 et supposant que x a pour distribution a priori
la loi uniforme sur [0, 1], Laplace obtient9

P (x ≤ 1/2|(251 527; 241 945)) = 1.15× 10−42.

(Voir Stigler, 1986, p. 134 et l’Exercice 1.8.) Il déduit alors que cette probabi-
lité x est très vraisemblablement supérieure à 50%. Utilisant de nouveau une
distribution a priori uniforme, il compare aussi les naissances masculines à
Londres et à Paris et en déduit que la probabilité d’une naissance masculine
est aussi significativement supérieure à 50% en Angleterre. ‖

L’exemple suivant résolu par Laplace est plus intéressant encore car, d’un
point de vue pratique, il propose une méthode pour obtenir une procédure
optimale, et d’un point de vue théorique, il s’agit de la première construction
formelle d’un estimateur de Bayes (détaillée dans le Chapitre 2).

Exemple 1.12. En astronomie, il est fréquent d’obtenir plusieurs observa-
tions d’une quantité ξ. Ces mesures sont distribuées indépendamment selon
une distribution supposée unimodale et symétrique autour de ξ. Si nous as-
signons une distribution a priori uniforme au paramètre ξ, il devrait s’agir
d’une “distribution uniforme sur (−∞,+∞)”, qui n’est pas définie en tant
que distribution de probabilité. Cependant, si nous acceptons cette extension

9Les nombres décimaux sont indiqués dans ce livre en notation anglo-saxone et
non française.
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formelle (voir la Section 1.5 pour une justification), nous pouvons travailler
plutôt avec la mesure de Lebesgue sur (−∞,+∞).

En utilisant cette distribution généralisée, Laplace (1773) a établi que la
médiane a posteriori de ξ, c’est-à-dire la médiane de la distribution de ξ
conditionnellement aux observations, est un estimateur optimal au sens où il
minimise l’erreur moyenne absolue

E
ξ[ |ξ − δ| ] (1.6)

en δ, où E
ξ[·] est l’espérance sous la distribution de ξ (voir l’Appendice B

pour une liste des notations usuelles). Ce résultat justifie l’utilisation de la
médiane a posteriori comme un estimateur de ξ, quelle que soit la distribu-
tion de l’observation. Bien qu’établi il y a plus de deux siècles, ce résultat
est incroyablement moderne (généralité de la distribution et choix de la fonc-
tion de perte pour évaluer les estimateurs) et Laplace l’a étendu en 1810 en
établissant un résultat similaire pour l’erreur quadratique.

Curieusement, Laplace était plutôt déçu par ce résultat, parce qu’il avait
encore besoin de la distribution de l’erreur d’observation pour calculer l’esti-
mateur résultant. En 1774, il considéra la distribution double exponentielle

ϕξ(x) =
ξ

2
e−ξ|x|, x ∈ R, ξ > 0, (1.7)

appelée aussi distribution de Laplace, qui impliquait en théorie la résolution
d’une équation du quinzième degré pour trois observations. (En réalité Laplace
a fait une erreur et l’équation correcte est cubique, comme le montre Stigler,
1986.) Puis, en 1777, il considéra l’alternative plus compliquée encore

ϕξ(x) =
1
2ξ

log (ξ/|x|) I|x|≤ξ, ξ > 0,

où I est la fonction indicatrice. Ce fut seulement en 1810, lorsque Legendre
et Gauss exposèrent de façon indépendante l’importance de la distribution
normale, que Laplace fut capable de calculer ses estimateurs de Bayes expli-
citement, désormais persuadé qu’il s’agissait de la distribution d’erreur idéale
(ou “normale”). ‖

Nous considérerons de nouveau cet exemple, ainsi que d’autres résultats
d’optimalité, dans le Chapitre 2, lorsque nous étudierons les différentes fonc-
tions de perte pour évaluer les procédures d’estimation et les estimateurs de
Bayes associés. Nous insistons ici sur le fait que la conséquence principale
des travaux de Bayes et de Laplace a été d’introduire le concept de perspec-
tive conditionnelle en Statistique, c’est-à-dire de s’être rendu compte que pa-
ramètres et observations sont fondamentalement des objets identiques, même
s’ils sont perçus de façon différente10. Construire en parallèle une distribu-
tion de probabilité sur l’espace des paramètres complète cette équivalence,

10Encore une fois, c’est la raison pour laquelle ce livre note indistinctement va-
riables aléatoires, observations et paramètres en minuscules.
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grâce au Théorème de Bayes, et permet un discours quantitatif sur les causes,
c’est-à-dire, dans notre cadre paramétrique, une inférence sur les paramètres.
Comme nous l’avons déjà évoqué auparavant, le choix de la distribution a
priori est délicat, mais sa détermination devrait être incluse dans le processus
statistique, en parallèle à la détermination de la distribution de l’observation.
Une distribution a priori est effectivement la meilleure façon d’inclure de l’in-
formation résiduelle dans un modèle. De plus, l’analyse statistique bayésienne
fournit des outils naturels pour prendre en compte l’incertitude associée à
l’information résiduelle dans le modèle (éventuellement via la modélisation
hiérarchique, voir le Chapitre 10). Pour finir, comme souligné par Lindley
(1971), le paradigme bayésien est intrinsèquement logique : pour un ensemble
donné de propriétés requises, représentées par la fonction de perte et la distri-
bution a priori, l’approche bayésienne fournit les estimateurs qui satisfont ces
propriétés, alors que d’autres approches évaluent les propriétés d’estimateurs
construits indépendamment du processus inférentiel.

1.3 Principes de vraisemblance et d’exhaustivité

1.3.1 Exhaustivité

La Statistique classique peut être décrite comme étant guidée par des prin-
cipes souvent justifiés par le “bon sens” ou par des axiomes supplémentaires.
L’approche bayésienne permet d’incorporer naturellement une majorité de ces
principes sans imposer de restrictions supplémentaires sur les procédures de
décision, et d’en rejeter d’autres de façon tout aussi systématique, comme la
notion d’estimation sans biais. Cette notion était à une époque la pierre an-
gulaire de la Statistique classique et limitait le choix des estimateurs à ceux
corrects en moyenne (voir Lehmann et Casella, 1998). Bien qu’intuitivement
acceptable, l’estimation sans biais impose des conditions trop strictes sur le
choix des procédures et mène souvent à des solutions peu performantes. (Voir,
par exemple, le cas de l’effet Stein décrit dans la Note 2.8.2.) Plus importants
encore, les problèmes qui peuvent être résolus à travers l’estimation sans biais
représentent un pourcentage infime de l’ensemble des problèmes d’estimation
(Exercice 1.17). Malgré ces inconvénients, une technique statistique récente
appelée bootstrap (Efron, 1982, Hall, 1992) a été présentée pour réduire le biais
(asymptotiquement).

Deux principes fondamentaux sont respectés par le paradigme bayésien :
le principe de vraisemblance et le principe d’exhaustivité.

Définition 1.13. Quand x ∼ f(x|θ), une fonction T de x (aussi appelée
statistique) est exhaustive si la distribution de x conditionnellement à T (x)
ne dépend pas de θ.
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Une statistique exhaustive T (x) contient toute l’information apportée par
x sur θ. Selon le théorème de factorisation, sous certaines conditions de
régularité (voir Lehmann et Casella, 1998), la densité de x s’écrit alors

f(x|θ) = g(T (x)|θ)h(x|T (x)),

si g est la densité de T (x). Nous verrons dans le Chapitre 2 que, quand un
estimateur est évalué sous un coût convexe, la procédure optimale dépend
uniquement de la statistique exhaustive (théorème de Rao-Blackwell). En par-
ticulier, quand le modèle admet une statistique exhaustive minimale (c’est-à-
dire fonction de toute autre statistique exhaustive), nous devons ne considérer
que les procédures dépendant de cette statistique ou, de façon équivalente, du
modèle statistique restreint à cette statistique. Le concept d’exhaustivité a
été développé par Fisher et conduit au principe suivant.

Principe d’exhaustivité Deux observations x et y donnant la même
valeur d’une statistique exhaustive T , c’est-à-dire telles que T (x) =
T (y), doivent conduire à la même inférence sur θ.

Exemple 1.14. Soient x1, . . . , xn des observations indépendantes d’une dis-
tribution normaleN (μ, σ2) (voir l’Appendice A). Le théorème de factorisation
implique alors que le couple T (x) = (x̄, s2), où

x̄ =
1
n

n∑
i=1

xi et s2 =
n∑

i=1

(xi − x̄)2,

forme une statistique exhaustive pour le paramètre (μ, σ), de densité

g(T (x)|θ) =
√

n

2πσ2
e−(x̄−θ)2n/2σ2 (s2)(n−3)/2e−s2/2σ2

σnΓ (n− 1/2)2n−1/2
.

Par conséquent, suivant le principe d’exhaustivité, l’inférence sur μ ne de-
vrait dépendre que de ce vecteur bidimensionnel, quelle que soit la taille de
l’échantillon n. Nous verrons dans le Chapitre 3 que l’existence d’une sta-
tistique exhaustive de dimension constante est caractéristique des familles
exponentielles11. ‖

Exemple 1.15. Soient x1 ∼B(n1, p), x2 ∼ B(n2, p), et x3 ∼ B(n3, p), trois
observations binomiales indépendantes où les tailles des échantillons n1, n2 et
n3 sont connues. La fonction de vraisemblance est alors

11Pour les autres distributions, l’exhaustivité n’est pas un concept intéressant
car la dimension de la statistique exhaustive est alors de l’ordre de la dimension de
l’observation x (ou de l’échantillon correspondant), comme expliqué dans le Chapitre
3.
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f(x1, x2, x3|p) =
(
n1

x1

)(
n2

x2

)(
n3

x3

)
px1+x2+x3(1− p)n1+n2+n3−x1−x2−x3

et les statistiques

T1(x1, x2, x3) = x1 + x2 + x3 ou T2(x1, x2, x3) =
x1 + x2 + x3

n1 + n2 + n3

sont exhaustives, contrairement à, par exemple, x1/n1 + x2/n2 + x3/n3. ‖

Le principe d’exhaustivité est généralement accepté par la plupart des sta-
tisticiens, en particulier à cause du théorème de Rao-Blackwell, qui écarte tout
estimateur ne dépendant pas uniquement de statistiques exhaustives. Dans
un cadre de choix de modèle, ce principe est parfois critiqué, pour être trop
réducteur. Soulignons cependant que le principe d’exhaustivité n’est légitime
que lorsque les observations sont véritablement générées par le modèle statis-
tique considéré. Toute incertitude sur la distribution des observations devrait
être incorporée dans le modèle, une modification qui conduirait certainement
à un changement des statistiques exhaustives. La même remarque s’applique
d’ailleurs au principe de vraisemblance.

1.3.2 Principe de vraisemblance

Ce deuxième principe est en partie une conséquence du principe d’exhaus-
tivité. Il peut être attribué à Fisher (1959) ou même à Barnard (1949), mais
il a été formalisé par Birnbaum (1962). Il est fortement défendu par Berger
et Wolpert (1988) qui ont fourni une étude approfondie du sujet. Dans la
définition suivante, la notion d’information doit être considérée au sens large
et non dans le sens mathématique d’information avancé par Fisher, définie au
Chapitre 3. Elle désigne, de façon générale, l’ensemble des inférences possibles
sur θ.

Principe de vraisemblance L’information apportée par une ob-
servation de x sur θ est entièrement contenue dans la fonction de
vraisemblance �(θ|x). De plus, si x1 et x2 sont deux observations qui
dépendent du même paramètre θ, et telles qu’il existe une constante c
satisfaisant

�1(θ|x1) = c�2(θ|x2)

pour tout θ, elles apportent la même information sur θ et doivent
conduire à la même inférence.

Notons que le principe de vraisemblance n’est valide que lorsque
(i) l’inférence concerne le même paramètre θ ; et
(ii) θ prend en compte tous les facteurs inconnus du modèle.

L’exemple suivant donne une illustration devenue “classique” de ce principe.
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Exemple 1.16. Soit l’étude de taux d’audience d’une émission de télévision,
0 ≤ θ ≤ 1 représentant la part d’audience. Un enquêteur a trouvé neuf
téléspectateurs et trois personnes n’ayant pas vu l’émission. Si nous ne dispo-
sons pas de plus d’information, au moins deux modèles probabilistes peuvent
être envisagés :

(1) l’enquêteur a interrogé 12 personnes, et a donc observé x ∼ B(12, θ)
avec x = 9 ;

(2) l’enquêteur a interrogé N personnes jusqu’à obtenir 3 non téléspecta-
teurs, avec N ∼ N eg(3, 1− θ) et N = 12.

En d’autres termes, la quantité aléatoire dans cette étude peut être soit 9, soit
12. (Notons qu’elles pourraient aussi être toutes deux aléatoires.) Le point à
souligner est que, pour les deux modèles, la vraisemblance est proportionnelle
à

θ3(1− θ)9.
Par conséquent, le principe de vraisemblance affirme que l’inférence sur θ
devrait être la même pour les deux modèles. Comme on verra dans l’Exercice
1.29, ceci n’est pas le cas dans l’approche classique. ‖

Puisque l’approche bayésienne est entièrement fondée sur la distribution
a posteriori

π(θ|x) =
�(θ|x)π(θ)∫
�(θ|x)π(θ)dθ

(voir équation (1.5) et la Section 1.4), qui ne dépend de x qu’à travers �(θ|x),
le principe de vraisemblance est automatiquement satisfait dans un cadre
bayésien.

Au contraire, l’approche classique ou fréquentiste12 est fondée sur des pro-
priétés de comportement moyen des procédures et justifie donc l’utilisation
d’un estimateur pour des raisons qui peuvent contredire le principe de vrai-
semblance. Cette perspective est particulièrement frappante en théorie des
tests, traitée au Chapitre 5. Par exemple, si x ∼ N (θ, 1) et si nous cher-
chons à vérifier l’hypothèse H0 : θ = 0, la procédure de test classique de
Neyman-Pearson au seuil 5% rejettera l’hypothèse si x = 1.96, sur la base
que P (|x − θ| ≥ 1.96) = 0.05, donc conditionné par l’événement |x| > 1.96
plutôt que par x = 1.96 (ce qui est impossible pour la théorie fréquentiste).
L’argument fréquentiste associé à cette procédure est alors que, dans 5% des
cas où H0 est vrai, l’hypothèse nulle est rejetée à tort. De tels arguments
contredisent le principe de vraisemblance, car les comportements des queues

12La théorie avancée par Wald, Neymann et Pearson dans les années 50 est dite
fréquentiste, car elle évalue les procédures par rapport à leurs performances sur le
long terme, c’est-à-dire en moyenne (ou en fréquence) plutôt que de se concentrer
sur la performance de la procédure pour l’observation obtenue, comme le ferait une
approche conditionnelle. L’approche fréquentiste sera abordée en détail dans les
Chapitres 2 et 5.
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de distributions peuvent varier pour les mêmes vraisemblances (voir les Exer-
cices 1.24 et 1.29). L’opposition entre paradigmes fréquentiste et bayésien est
plus forte en théorie des tests que pour l’estimation ponctuelle, où l’approche
fréquentiste apparâıt souvent comme un cas limite de l’approche bayésienne
(voir le Chapitre 5).

Exemple 1.17. Soient x1, x2 i.i.d. N (θ, 1). La fonction de vraisemblance est
alors

�(θ|x1, x2) ∝ exp{−(x̄− θ)2}
avec x̄ = (x1 + x2)/2. Soit maintenant la distribution alternative

g(x1, x2|θ) = π−3/2 e
−(x1+x2−2θ)2/4

1 + (x1 − x2)2
.

Cette distribution donne une fonction de vraisemblance proportionnelle à
�(θ|x1, x2) et par conséquent devrait conduire à la même inférence sur θ. Ce-
pendant, la distribution g est tout à fait différente de f(x1, x2|θ) ; par exemple,
l’espérance de (x1 − x2) n’est pas définie. Les estimateurs de θ auront donc
des propriétés fréquentistes différentes s’ils ne dépendent pas que de x̄. En
particulier, les régions de confiance pour θ peuvent différer significativement,
à cause des queues plus épaisses de g. ‖

Exemple 1.18. Une autre implication du principe de vraisemblance est le
principe des règles d’arrêt en analyse séquentielle. Une règle d’arrêt τ peut être
définie comme suit : si les expériences Ei produisent des observations xi ∈Xi,
avec xi ∼ f(xi|θ), considérons la suite correspondante Ai ⊂ X1 × . . . ×Xi

telle que le critère τ prend la valeur n si (x1, . . . , xn) ∈ An, i.e., l’expérience
s’arrête après la n-ième observation seulement si les n premières observations
sont en An. La vraisemblance de (x1, . . . , xn) est alors

�(θ|x1, . . . , xn) = f(x1|θ)f(x2|x1, θ)
. . . f(xn|x1, . . . , xn−1, θ)IAn(x1, . . . , xn),

et donc dépend seulement de τ via l’échantillon x1, . . . , xn. Ceci implique le
principe suivant.

Principe des règles d’arrêt Si une suite d’expériences, E1,E2, . . .,
admet une règle d’arrêt, τ , qui indique quand doivent s’arrêter les
expériences, l’inférence sur θ ne doit dépendre de τ qu’à travers
l’échantillon résultant.

L’Exemple 1.16 illustre le cas de deux critères d’arrêt différents qui
conduisent au même échantillon : ou bien on fixe la taille de l’échantillon
à douze, ou bien l’expérience s’arrête quand on a obtenu neuf réponses po-
sitives. Un autre exemple frappant (même s’il est artificiel) de règle d’arrêt
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consiste à observer des xi ∼ N (θ, 1) et à prendre τ comme le premier entier
n tel que

|x̄n| =
∣∣∣∣∣

n∑
i=1

xi/n

∣∣∣∣∣ > 1.96/
√
n.

Dans ce cas, la règle d’arrêt est évidemment incompatible avec la modélisation
fréquentiste, parce que avec un tel échantillon on rejettera toujours l’hypothèse
nulle H0 : θ = 0 au seuil de 5% (voir le Chapitre 5). En revanche, une
approche bayésienne évite cette difficulté (voir Raiffa et Schlaifer, 1961 et
Berger et Wolpert, 1988, p. 81). ‖

1.3.3 Dérivation du principe de vraisemblance

Une justification du principe de vraisemblance a été avancée par Birnbaum
(1962) qui a établi que le principe de vraisemblance est une conséquence du
principe d’exhaustivité, à condition d’accepter un second principe.

Principe de conditionnement Si deux expériences sur le pa-
ramètre θ, notées E1 et E2, sont possibles et si on choisit une de ces
expériences avec probabilité p, l’inférence sur θ ne doit dépendre que
de l’expérience choisie.

Il semble difficile de refuser ce principe quand l’expérience choisie est
connue, comme on peut le constater dans l’exemple (classique) suivant.

Exemple 1.19. (Cox, 1958) Dans un laboratoire de recherche, une quantité
physique θ doit être mesurée par un appareil efficace, mais très souvent utilisé,
qui donne une mesure x1 ∼ N (θ, 0.1), avec une probabilité p = 0.5, ou
grâce à un autre appareil, moins précis mais plus disponible, qui donne x2 ∼
N (θ, 10). L’appareil a été choisi au hasard selon la disponibilité de l’appareil
le plus précis. L’inférence sur θ ne devrait donc pas dépendre du fait que le
second appareil aurait pu être choisi. Cependant, un intervalle de confiance
classique au seuil 5% prenant en compte cette sélection, soit donc moyennant
entre toutes les expériences possibles, est de demi-longueur 5.19, tandis que
l’intervalle associé à E1 est de demi-longueur 0.62 (Exercice 1.26). ‖

Le résultat équivalent de Birnbaum (1962) est alors le suivant.

Théorème 1.20. Le principe de vraisemblance est équivalent à la conjonc-
tion des principes d’exhaustivité et de conditionnement.

Preuve. Définissons d’abord l’évidence associée à une expérience E , Ev(E , x),
comme l’ensemble des inférences possibles sur le paramètre θ pour cette
expérience. Soit E ∗ l’expérience mixte correspondant à Ei avec probabilité 0.5



1.3 Principes de vraisemblance et d’exhaustivité 21

(i = 1, 2), qui a donc comme résultat (i, xi). Sous ces notations, le principe
de conditionnement peut être énoncé ainsi : pour tout j = 1, 2,

Ev(E ∗, (j, xj)) = Ev(Ej , xj) . (1.8)

Soient x0
1 et x0

2 tels que
�(·|x0

1) = c�(·|x0
2). (1.9)

Le principe de vraisemblance est alors équivalent à

Ev(E1, x
0
1) = Ev(E2, x

0
2) . (1.10)

Supposons que (1.9) est vérifiée. Pour l’expérience mixte E ∗ construite à partir
des deux expériences initiales, considérons la statistique

T (j, xj) =

{
(1, x0

1) si j = 2, x2 = x0
2,

(j, xj) sinon,

qui prend la même valeur pour (1, x0
1) et pour (2, x0

2). Alors, cette statistique
est exhaustive puisque, si t �= (1, x0

1),

Pθ(X∗ = (j, xj)|T = t) = It(j, xj)

et
Pθ(X∗ = (1, x0

1)|T = (1, x0
1)) =

c

1 + c
,

de par la proportionnalité des fonctions de vraisemblance. Le principe d’ex-
haustivité implique alors que

Ev(E ∗, (1, x1)) = Ev(E ∗, (2, x2)) (1.11)

et, combiné avec (1.8), donne (1.10), soit donc le principe de vraisemblance.
La réciproque de ce théorème se déduit du principe de vraisemblance, du

fait que les fonctions de vraisemblance de (j, xj) et de xj sont proportionnelles
et, pour le principe d’exhaustivité, du théorème de factorisation. �

Evans et al. (1986) ont démontré que le principe de vraisemblance peut
être aussi obtenu comme une conséquence d’une version plus forte du principe
de conditionnement.

1.3.4 Mise en œuvre du principe de vraisemblance

Il parâıt donc tout à fait justifié de suivre le principe de vraisemblance,
puisque celui-ci s’obtient à partir des principes irréfutables d’exhaustivité et
de conditionnement. Cependant, ce principe est, somme toute, assez vague,
puisqu’il ne mène pas à la sélection d’une procédure particulière pour un
problème inférentiel donné. D’aucuns ont soutenu que le rôle du statisticien
devrait s’arrêter à la détermination de la fonction de vraisemblance (Box et
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Tiao, 1973) puisqu’elle suffit au client pour mener l’inférence, mais ce point
de vue extrême n’est tenable que dans les cas les plus simples (ou d’un point
de vue bayésien décisionnel, si le preneur de décision fournit aussi une dis-
tribution a priori et une fonction de perte). Pour de grandes dimensions (du
paramètre), la fonction de vraisemblance est aussi difficile à manipuler à cause
du manque d’outils de représentation adéquats.

Le caractère vague du principe de vraisemblance exige un renforcement
des bases axiomatiques du processus inférentiel, c’est-à-dire l’ajout de struc-
tures dans la construction des procédures statistiques. Par exemple, une mise
en œuvre efficace du principe de vraisemblance est l’estimateur du maximum
de vraisemblance, comme décrit brièvement en Section 1.3.5. De façon simi-
laire, le paradigme bayésien permet la mise en œuvre pratique du principe
de vraisemblance, avec comme avantage supplémentaire la prise en compte
des exigences décisionnelles du problème inférentiel, et même l’obtention de
procédures optimales d’un point de vue fréquentiste (voir plus bas).

Si nous gardons à l’esprit l’aspect d’inversion de la Statistique présenté
en Section 1.2, il est tentant de considérer la vraisemblance comme une den-
sité généralisée en θ, dont le mode serait alors l’estimateur du maximum de
vraisemblance, et de travailler avec cette densité comme une distribution or-
dinaire. Cette approche semble avoir été soutenue par Laplace qui propo-
sait d’utiliser une distribution a priori uniforme lorsque aucune information
n’était disponible sur θ (voir les Exemples 1.9-1.12). De même, Fisher intro-
duisit l’approche fiduciaire (voir la Note 1.8.1) pour tenter de circonvenir la
détermination de la distribution a priori lors de la mise en pratique du prin-
cipe de vraisemblance, le choix de cette distribution étant subjectif (puisque
ne dépendant que de la distribution des observations). Cependant, cette ap-
proche est surtout défendable quand θ est un paramètre de position (voir aussi
l’Exemple 1.25), puisqu’il entrâıne en général des paradoxes et des contradic-
tions. L’exemple le plus frappant est le fait que �(θ|x) n’est pas nécessairement
intégrable comme fonction de θ (Exercice 1.25). L’obtention de distributions
a posteriori objectives exige en fait une théorie plus avancée des distributions
non informatives (voir le Chapitre 3), qui montre que la fonction de vraisem-
blance ne peut pas toujours être considérée comme la distribution a posteriori
la plus naturelle.

Beaucoup d’approches ont été proposées pour mettre en œuvre le principe
de vraisemblance, comme par exemple la théorie de la vraisemblance pénalisée
(Akaike, 1978, 1983) ou la théorie de la complexité stochastique (Rissanen,
1983, 1990). Voir aussi Bjørnstad (1990) pour une revue des méthodes non
bayésiennes fondées sur le principe de vraisemblance dans le domaine de la
prévision. La conclusion générale de cette section est que, malgré tout, mis
à part le fait que plusieurs de ces théories ont une teneur bayésienne, une
approche véritablement bayésienne est la plus adéquate pour tirer parti du
principe de vraisemblance. (Voir Berger et Wolpert, 1988, Chapitre 5, pour
une discussion approfondie sur ce point.)
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1.3.5 Estimation par maximum de vraisemblance

Le principe de vraisemblance est en soi distinct de l’approche de l’estima-
tion par maximum de vraisemblance, qui n’est qu’une façon parmi d’autres
de mettre en œuvre ce principe. Puisque nous rencontrerons assez souvent
cette technique dans les prochains chapitres, et qu’elle se situe à la lisière du
paradigme bayésien, nous rappelons brièvement quelques faits élémentaires
concernant le maximum de vraisemblance. Un traitement plus étendu peut
être trouvé dans Lehmann et Casella (1998).

Lorsqu’on observe x ∼ f(x|θ), l’approche par maximum de vraisemblance
considère l’estimateur suivant de θ,

θ̂ = arg sup
θ
�(θ|x), (1.12)

qui est donc la valeur de θ qui maximise la densité en x, f(x|θ), ou, exprimé
de manière informelle, la probabilité d’observer la valeur donnée x. La maxi-
misation (1.12) n’est pas toujours possible (voir, par exemple, le cas d’un
mélange de deux distributions normales, détaillé au Chapitre 6), ou bien elle
peut mener à plusieurs maxima globaux équivalents (voir notamment le cas
d’une loi de Cauchy, C (0, 1), avec deux observations bien séparées). Cepen-
dant, l’estimation par maximum de vraisemblance est largement utilisée, à
cause d’une part de la motivation intuitive de maximiser la probabilité d’oc-
currence et d’autre part de ses propriétés asymptotiques fortes (convergence
et efficacité). Une autre caractéristique intéressante de l’estimateur du maxi-
mum de vraisemblance est son invariance par reparamétrisation. En effet,
pour toute fonction h(θ), l’estimateur de maximum de vraisemblance est h(θ̂)
(même quand h n’est pas bijective). Cette propriété n’est partagée par aucune
autre approche statistique (mis à part les estimateurs bayésiens dans le cas
particulier des fonctions de coût intrinsèques, voir la Section 2.5.4.)

La méthode du maximum de vraisemblance a aussi ses défauts. Premiè-
rement, la maximisation de �(θ|x) peut être assez complexe en pratique,
particulièrement dans les cas multidimensionnels ou contraints. Prenons les
exemples d’un mélange de distributions normales, d’une distribution de Wei-
bull tronquée

�(θ1, θ2|x1, . . . , xn) = (θ1θ2)n(x1 . . . xn)θ1 exp

{
−θ2

n∑
i=1

xθ1
i

}

(voir l’Exercice 1.28), ou d’une table 10 × 10 où xij ∼ N (θij , 1) et θij crôıt
en i et j (voir Robert et Hwang, 1996, et les Exercices 1.29 et 1.30). Certaines
procédures numériques, comme l’algorithme EM de Dempster et al. (1977),
pour des modèles à données manquantes, ou l’algorithme de Robertson et al.
(1988) pour des espaces paramétriques restreints par ordre, ont été adaptées
à cette approche, mais des problèmes non résolus demeurent (MacLachlan et
Krishnan, 1997, Robert et Casella, 2004).
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Deuxièmement, une technique de maximisation donne forcément des esti-
mateurs peu lisses, par opposition à l’intégration par exemple. Cela est par-
ticulièrement vrai lorsque l’espace des paramètres est restreint. Par exemple
Saxena et Alam (1982) montrent que, si x ∼ χ2

p(λ), loi du khi deux décentré
à p degrés de liberté13, l’estimateur du maximum de vraisemblance de λ
est égal à 0 pour x < p. De même, les estimateurs du maximum de vrai-
semblance peuvent être numériquement instables, c’est-à-dire peuvent varier
considérablement pour de petites variations des observations, du moins pour
des tailles d’échantillon réduites (Exercice 1.31).

Un dernier défaut, mais non des moindres, de l’approche du maximum
de vraisemblance est qu’elle n’admet pas de justifications probabiliste et
décisionnelle. De fait, elle ne répond pas aux exigences d’une analyse déci-
sionnelle et échoue ainsi à fournir des outils d’évaluation pour les estimateurs
qu’elle propose. Par exemple, il n’est pas possible de faire des tests dans un
contexte de maximum de vraisemblance pur : il est nécessaire de recourir à des
justifications fréquentistes, même pour des tests du rapport de vraisemblance
(voir la Section 5.3).

De même, les régions de confiance de la forme C = {θ; �(θ)/�(θ̂) ≥ c}, qui
sont les plus petites asymptotiquement, ne dépendront pas uniquement de la
fonction de vraisemblance si la borne c doit être choisie de manière à obtenir
un niveau de confiance α.

1.4 Distributions a priori et a posteriori

Supposons désormais que, en plus d’une distribution d’échantillonnage,
f(x|θ), une distribution a priori sur θ, π(θ), soit disponible, c’est-à-dire que
nous disposions d’un modèle complètement bayésien. Le Chapitre 3 traite du
problème préliminaire d’obtention de cette distribution à partir de l’infor-
mation a priori. Une fois données ces deux distributions, nous pouvons en
construire plusieurs autres, à savoir :

(a) la distribution jointe de (θ, x),

ϕ(θ, x) = f(x|θ)π(θ) ;

(b) la distribution marginale de x,

m(x) =
∫
ϕ(θ, x) dθ

=
∫
f(x|θ)π(θ) dθ ;

13Cet exemple montre aussi la limite de l’invariance mentionnée ci-dessus : lorsque
y ∼ Np(θ, Ip), l’estimateur maximum de vraisemblance de λ = ||θ||2 est ||y||2 = x ∼
χ2

p(λ), qui diffère de l’estimateur du maximum de vraisemblance fondé sur x (voir
l’Exercice 3.56).
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(c) la distribution a posteriori de θ, obtenue par la formule de Bayes,

π(θ|x) =
f(x|θ)π(θ)∫
f(x|θ)π(θ) dθ

=
f(x|θ)π(θ)
m(x)

;

(d) la distribution prédictive de y, où y ∼ g(y|θ, x), obtenue par

g(y|x) =
∫
g(y|θ, x)π(θ|x)dθ .

Exemple 1.21. (Suite de l’Exemple 1.9) Si x ∼ B(n, p) et p ∼ Be(α, β)
(avec α = β = 1 dans le cas particulier de Bayes),

f(x|p) =
(
n

x

)
px(1− p)n−x, x = 0, 1, ..., n,

π(p) =
1

B(α, β)
pα−1(1 − p)β−1, 0 ≤ p ≤ 1.

La distribution jointe de (x, p) est alors

ϕ(x, p) =

(
n
x

)
B(α, β)

pα+x−1(1 − p)n−x+β−1

et la distribution marginale de x est

m(x) =

(
n
x

)
B(α, β)

B(α+ x, n− x+ β)

=
(
n

x

)
Γ (α+ β)
Γ (α)Γ (β)

Γ (α+ x)Γ (n− x+ β)
Γ (α+ β + n)

,

puisque la distribution a posteriori de p est

π(p|x) =
pα+x−1(1− p)β+n−x−1

B(α+ x, β + n− x) ,

qui est une loi bêta Be(α+ x, β + n− x). ‖

Parmi ces distributions, le concept fondamental du paradigme bayésien
est la distribution a posteriori. En effet, cette distribution opère de façon
conditionnelle sur les observations, et met donc en œuvre automatiquement
l’inversion des probabilités définie dans la Section 1.2, tout en incluant les
exigences du principe de vraisemblance. On évite ainsi de moyenner sur des
valeurs de x non observées, ce qui est l’essence de l’approche fréquentiste. La
distribution a posteriori représente l’actualisation de l’information disponible
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sur θ, au vu de l’information contenue dans �(θ|x), tandis que π(θ) représente
l’information disponible a priori, c’est-à-dire préalable à l’observation de x.

Notons que l’approche bayésienne jouit d’un type spécifique de cohérence
(nous devrions en voir d’autres exemples dans les chapitres suivants) en ce
que l’ordre suivant lequel des observations i.i.d. sont collectées n’a pas d’im-
portance (il s’agit d’une conséquence du principe de vraisemblance), mais
aussi que mettre à jour l’a priori une observation après l’autre, ou toutes les
observations d’un coup, revient au même. En d’autres termes,

π(θ|x1, . . . , xn) =
f(xn|θ)π(θ|x1 , . . . , xn−1)∫
f(xn|θ)π(θ|x1, . . . , xn−1)dθ

=
f(xn|θ)f(xn−1|θ)π(θ|x1, . . . , xn−2)∫
f(xn|θ)f(xn−1|θ)π(θ|x1, . . . , xn−2)dθ

= . . . (1.13)

=
f(xn|θ)f(xn−1|θ) . . . f(x1|θ)π(θ)∫
f(xn|θ)f(xn−1|θ) . . . f(x1|θ)π(θ)dθ

.

Il peut arriver que les observations ne modifient pas les distributions de
certains paramètres. C’est évidemment le cas quand la loi de x ne dépend pas
de ces paramètres, comme dans certains cas non identifiables.

Exemple 1.22. Considérons une observation x d’une distribution

N

(
θ1 + θ2

2
, 1
)

avec un a priori π sur (θ1, θ2) tel que π(θ1, θ2) = π1(θ1 + θ2)π2(θ1 − θ2). Si
nous réalisons le changement de variables

ξ1 =
θ1 + θ2

2
, ξ2 =

θ1 − θ2
2

,

la distribution a posteriori de ξ2 est alors

π(ξ2) ∝
∫

R

exp
{−(x− ξ1)2/2

}
2π1(2ξ1)2π2(2ξ2)dξ1

∝ π2(2ξ2)
∫

R

exp
{−(x− ξ1)2/2

}
π1(2ξ1)dξ1

∝ π2(2ξ2)

pour chaque observation x. L’observation n’apporte donc pas d’information
sur ξ2. ‖

Nous devons avertir le lecteur ou la lectrice14 que tous les cas non iden-
tifiables ne mènent pas à cette conclusion simple : suivant le choix de la

14Dans la suite de l’ouvrage, le fait que le lectorat de cet ouvrage est mixte sera
pris en compte de manière implicite par un pluriel neutre afin de ne pas surcharger
le style.
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distribution a priori et de la reparamétrisation du paramètre θ en (θ1, θ2), où
la distribution de x ne dépend que de θ1, la distribution marginale a poste-
riori de θ2 peut dépendre ou non de x (Exercice 1.44). Un aspect important
du paradigme bayésien dans un cadre non identifiable est cependant que la
distribution a priori peut être utilisée comme un outil pour identifier les com-
posantes du paramètre qui ne sont pas couvertes par la vraisemblance, même
si un tel choix d’a priori peut avoir un impact sur la partie identifiable.

Cette invariance entre distributions a priori et distributions a posteriori
peut aussi affecter certains paramètres quand le nombre de ceux-ci devient
trop important par rapport à la taille de l’échantillon (Exercice 1.38).

Exemple 1.23. Une telle situation a lieu lorsque le nombre de paramètres
est infini, par exemple quand l’inférence concerne une distribution entière.
Dette et Studden (1997) considèrent n observations x1, . . . , xn provenant d’un
mélange de distributions géométriques,

x ∼
∫ 1

0

θx(1 − θ) dG(θ),

x prenant ses valeurs dans N et la distribution probabiliste G étant incon-
nue. Dans ce cadre, G peut être représenté par la suite de ses moments non
centrés c1, c2, . . . La fonction de vraisemblance est alors obtenue à partir de
P (X = k) = ck−ck+1. Dette et Studden (1997) montrent (Exercice 1.45) que,
bien que les ci soient liés par un nombre infini d’inégalités (commençant par
c1 > c2 > c21), il est possible de construire de façon analytique des fonctions
indépendantes entre elles des ci, p1, p2, . . ., prenant leurs valeurs dans [0, 1]
et telles que ci ne dépende que de (p1, . . . , pi) (voir l’Exercice 1.45 pour les
détails). Par conséquent, si la distribution a priori de (p1, p2, . . .) est

π(p1, p2, . . .) =
+∞∏
i=1

πi(pi)

et si la plus grande observation dans l’échantillon est k, la distribution a
posteriori de (pk+2, pk+3, . . .) ne dépend pas des observations :

π(pk+2, . . . |x1, . . . , xn) = π(pk+2, . . .) =
+∞∏

i=k+2

πi(pi).
‖

À l’inverse, la distribution marginale ne fait pas intervenir le paramètre
d’intérêt θ. Il est donc rare de s’en servir directement, sauf dans l’approche
bayésienne empirique (voir le Chapitre 10), car la distribution a posteriori
est beaucoup mieux adaptée aux objectifs inférentiels. La distribution mar-
ginale peut cependant être utilisée pour construire la distribution a priori,
si l’information disponible a été obtenue à partir de différentes expériences,
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c’est-à-dire lorsqu’on traite différents θ dans une méta analyse (voir Mosteller
et Chalmers, 1992, Mengersen et Tweedie, 1995, et Givens et al., 1997).

Pour une distribution π sur θ donnée, la portée de l’approche bayésienne
est bien plus étendue que celle de la perspective classique. Par exemple, non
seulement la moyenne, la médiane ou le mode de π(θ|x) peuvent être calculés,
mais en plus la performance de ces estimateurs (comme la variance et les
moments d’ordres plus élevés) peut être évaluée. De plus, la connaissance de
la distribution a posteriori permet la détermination des régions de confiance
sous la forme de régions de plus forte densité a posteriori (highest posterior
density, HPD), c’est-à-dire des régions de la forme

{θ;π(θ|x) ≥ k},

dans le cas unidimensionnel comme dans le cas multidimensionnel. De la même
manière, il est possible de calculer assez naturellement la probabilité d’une hy-
pothèse H0, en conditionnant sur les observations, soit P π(θ ∈ H0|x). Notons
que l’approche bayésienne est la seule permettant ce type d’interprétation,
car l’expression P (θ = θ0) = 0.95 n’a aucun sens si θ n’est pas une va-
riable aléatoire. D’un point de vue bayésien, cette expression signifie que nous
sommes prêts à parier que θ est égal à θ0 à 19 contre 1. Les Chapitres 4
et 5 sont consacrés à l’étude des techniques d’estimation qui incluent des exi-
gences décisionnelles. Nous nous contentons ici d’illustrer la simplicité de cette
approche en construisant un intervalle de confiance dans l’exemple suivant.

Exemple 1.24. Soient x ∼ N (θ, 1) et θ ∼ N (0, 10). Par conséquent, pour15

x donné,

π(θ|x) ∝ f(x|θ)π(θ) ∝ exp
(
− (x− θ)2

2
− θ2

20

)

∝ exp
(
−11θ2

20
+ θx

)

∝ exp
(
−11

20
{θ − (10x/11)}2

)

et donc θ|x ∼ N (10
11x,

10
11 ). Une région de confiance naturelle est alors

15Le symbole de proportionnalité s’entend en termes de fonctions de θ (et non de
x). Tout en restant tout à fait rigoureux, les calculs qui reposent sur des relations
proportionnelles permettent en général une plus grande efficacité dans l’obtention
de la distribution a posteriori. En effet, les densités de probabilité sont uniquement
déterminées par leur forme fonctionnelle et la constante de normalisation peut être
retrouvée, si nécessaire, à la fin du calcul. Cette technique sera donc utilisée abon-
damment dans cet ouvrage. Évidemment, elle n’est pas toujours appropriée, par
exemple quand la constante de proportionnalité est nulle ou infinie, comme on le
verra dans la Section 1.5.
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C = {θ;π(θ|x) > k}
=
{
θ;
∣∣∣∣θ − 10

11
x

∣∣∣∣ > k′
}
.

Nous pouvons aussi associer un niveau de confiance α à cette région, dans le
sens où, si zα/2 est le fractile α/2 de N (0, 1),

Cα =

[
10
11
x− zα/2

√
10
11
,

10
11
x+ zα/2

√
10
11

]

a une probabilité a posteriori (1 − α) de contenir θ. ‖

Nous verrons dans le Chapitre 10 que la distribution a posteriori peut par-
fois être décomposée en plusieurs niveaux selon une structure hiérarchique, les
paramètres des premiers niveaux étant traités comme des variables aléatoires,
suivant des distributions a priori supplémentaires. Mais cette décomposition
est purement utilitaire et ne modifie pas la structure fondamentale du modèle
bayésien.

Un problème que nous n’avons pas évoqué ci-dessus est le fait que, bien que
toutes les quantités a posteriori soient définies automatiquement d’un point
de vue conceptuel comme intégrales par rapport à la distribution a posteriori,
il est assez difficile dans la pratique de fournir une valeur numérique. En parti-
culier, une forme explicite de la distribution a posteriori ne peut pas toujours
être obtenue. En fait, la complexité de la distribution a posteriori augmente
quand les paramètres sont continus et la dimension de Θ est importante.

Ces difficultés de calcul sont étudiées dans le Chapitre 6, où nous four-
nissons quelques solutions générales. Cependant, elles ne doivent pas être
considérées comme un inconvénient majeur de l’approche bayésienne. En effet,
la Statistique numérique16 est actuellement en train de subir un développe-
ment très rapide et elle nous permet de rejeter la notion de distribution a priori
choisie pour la simplicité des calculs, même si nous pouvons toujours compter
sur ces distributions particulières pour présenter les exemples de façon claire
et simple dans cet ouvrage. Au contraire, il est encourageant de voir que nous
nous approchons de l’objectif de fournir un outil statistique plus performant
et plus efficace grâce à ces nouvelles techniques de calcul qui permettent l’uti-
lisation de distributions a priori plus complexes et aussi plus représentatives
de l’information a priori.

16Nous avons préféré traduire computational en numérique, plutôt que d’employer
le néologisme computationnel, assez lourd, même si comput et computer ont existé
en ancien français... En particulier, avant la Renaissance, comput était employé à la
place de mathématique en tant que matière scolaire.
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1.5 Distributions a priori impropres

Lorsque le paramètre θ peut être traité comme une variable aléatoire avec
une distribution de probabilité π connue, nous avons vu dans la section ci-
dessus que le théorème de Bayes est la base de l’inférence bayésienne, car
il donne la distribution a posteriori. Cependant, dans de nombreux cas, la
distribution a priori est déterminée par des critères subjectifs ou théoriques
qui conduisent à une mesure σ-finie sur l’espace des paramètres Θ plutôt qu’à
une mesure de probabilité, c’est-à-dire une mesure π telle que∫

Θ

π(θ) dθ = +∞.

Dans de tels cas, on dit que la distribution a priori est impropre (ou généralisée).
(Une définition alternative des estimateurs de Bayes généralisés est considérée
dans le Chapitre 2.)

Lorsque cette distribution découle de raisons subjectives, le décideur
évaluant par exemple la vraisemblance relative des différentes parties de l’es-
pace des paramètres Θ (voir le Chapitre 3), il est logique que, pour de grands
espaces de paramètres, par exemple lorsque Θ n’est pas dénombrable, la
somme des poids, c’est-à-dire la mesure de Θ, soit infinie.

Exemple 1.25. Soit une distribution f(x− θ) telle que le paramètre de po-
sition θ appartient à R sans restriction. Si aucune information a priori n’est
disponible sur le paramètre θ, il est assez raisonnable de considérer que la vrai-
semblance d’un intervalle [a, b] doit être proportionnelle à sa longueur b− a :
l’a priori est donc proportionnel à la mesure de Lebesgue sur R. C’est aussi la
distribution choisie par Laplace (voir l’Exemple 1.12). ‖

Quand une telle loi a priori impropre a été obtenue par des méthodes
automatiques, à partir de la densité f(x|θ) (voir le Chapitre 3), elle parâıt
plus susceptible aux critiques, mais soulignons les points suivants.

(1) Ces approches automatiques sont souvent la seule façon d’obtenir
une distribution a priori dans un cadre non informatif. Dans certains
cas, l’unique information disponible (ou retenue) est la connaissance de
la distribution d’échantillon f(x|θ). Cette généralisation du paradigme
bayésien rend ainsi possible une extension supplémentaire de l’applica-
bilité des techniques bayésiennes.

(2) Les performances des estimateurs obtenus à partir de ces distribu-
tions généralisées sont en général suffisamment bonnes pour justifier
leur utilisation. De plus, elles permettent souvent l’obtention d’estima-
teurs classiques comme l’estimateur du maximum de vraisemblance, et
garantissent donc une fermeture du champ inférentiel en proposant une
approche alternative située aux frontières du paradigme bayésien.
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(3) Les lois a priori généralisées se situent souvent à la limite des distribu-
tions propres (suivant plusieurs topologies). Elles peuvent être donc in-
terprétées comme un cas extrême où la précision de l’information a priori
a complètement disparu et elles semblent donner une réponse plus ro-
buste (ou plus objective) en termes d’une possible erreur de spécification
de la loi a priori (interprétation erronée de la faible information a priori).

(4) Ce type de distributions est généralement plus acceptable par les non-
bayésiens, en partie pour les raisons évoquées aux points (2) et (3),
mais aussi parce qu’elles peuvent avoir des justifications fréquentistes,
comme :
(i) la minimaxité, qui conduit habituellement aux distributions les moins

favorables définies dans le Chapitre 2 ;
(ii) l’admissibilité, les lois propres et certaines lois impropres engen-

drant des estimateurs admissibles et, réciproquement, les estimateurs
de Bayes étant parfois les seuls estimateurs admissibles (voir le Cha-
pitre 8) ; et

(iii) l’invariance, le meilleur estimateur équivariant étant un estimateur
de Bayes pour la mesure de Haar (généralement impropre) définie
pour le groupe de transformations correspondant (voir le Chapitre 9).

(5) Une perspective récente (voir par exemple Berger, 2000) est que les
lois a priori impropres devraient être privilégiées par rapport aux lois
a priori propres vagues, comme une distribution N (0, 1002), car ces
dernières donnent une fausse impression de sécurité due à leur caractère
propre tout en manquant de robustesse en termes d’influence sur les
résultats d’inférence.

Ces raisons ne convainquent pas tous les bayésiens (voir, par exemple, Lindley,
1965), mais l’introduction de distributions impropres dans le schéma bayésien
permet une fermeture du cadre inférentiel au sens topologique.

D’un point de vue plus pratique, le fait que la distribution a priori soit
impropre affaiblit la symétrie entre observations et paramètres, mais tant que
la distribution a posteriori est définie, les méthodes bayésiennes restent appli-
cables. En fait, la notion de mesure conditionnelle n’est pas clairement définie
en théorie de la mesure, bien que Hartigan (1983) l’ait préconisée comme
une extension. Cependant, la convention est de considérer la distribution a
posteriori π(θ|x) définie par la formule de Bayes

π(θ|x) =
f(x|θ)π(θ)∫

Θ
f(x|θ)π(θ) dθ

,

pourvu que la pseudo-distribution marginale
∫

Θ f(x|θ)π(θ) dθ soit correcte-
ment définie. C’est une condition impérative pour utiliser les lois a priori
impropres, qui est (presque) toujours vérifiée par les lois a priori propres
(Exercice 1.46).

Exemple 1.26. (Suite de l’Exemple 1.25) Si f(x − θ) est la densité de
la distribution normale N (θ, 1) et π(θ) = �, une constante arbitraire, la
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pseudo-distribution marginale est la mesure

m(x) = �

∫ +∞

−∞

1√
2π

exp
{−(x− θ)2/2}dθ = �

et, par la formule de Bayes, la distribution a posteriori de θ est

π(θ | x) =
1√
2π

exp
{
− (x− θ)2

2

}
,

c’est-à-dire qu’elle correspond à N (x, 1). Notons que la constante � ne joue
pas un rôle dans la distribution a posteriori, et que cette dernière est en fait la
fonction de vraisemblance. Par conséquent, même si les lois a priori impropres
ne peuvent pas être normalisées, ceci n’a pas d’importance, car la constante
n’a pas d’intérêt pour l’inférence statistique (cependant, voir le Chapitre 5
pour une exception importante). ‖

Dans la version bayésienne du principe de vraisemblance, seule importe
la distribution a posteriori. La généralisation à des distributions a priori im-
propres ne devrait donc pas poser de problèmes, au sens où une distribution
a posteriori correspondant à une loi (a priori) impropre peut être utilisée
de la même façon qu’une distribution a posteriori normale quand elles sont
définies. Évidemment, l’interprétation de la loi a priori est plus délicate. Par
exemple, dans l’Exemple 1.25, le poids a priori relatif de tout intervalle est
nul, mais cela ne veut pas dire qu’un intervalle est invraisemblable a priori.
En réalité, traiter des lois a priori impropres comme des lois a priori standard
peut conduire à des difficultés comme les paradoxes de marginalisation (voir
le Chapitre 3), car le calcul habituel des probabilités conditionnelles ne peut
pas s’appliquer dans ce cadre. Comme l’affirme Lindley (1990), l’erreur est de
les interpréter [les lois a priori non informatives] comme des représentations
d’une complète ignorance.

Il peut arriver que pour certaines observations x, la distribution a poste-
riori ne soit pas définie (Exercices 1.48-1.51). La solution la plus habituelle
est de déterminer la réponse impropre comme une limite définie à partir de
lois a priori propres (tout en s’assurant que la distribution impropre obtenue
est justifiée).

Exemple 1.27. Soit une observation binomiale, x ∼ B(n, p), comme dans
l’exemple originel de Bayes. Quelques auteurs (voir Novick et Hall, 1965, et
Villegas, 1977) contestent le choix de Laplace de la loi uniforme sur [0, 1]
comme distribution a priori automatique, car celle-ci apparâıt comme étant
biaisée contre les valeurs extrêmes 0 et 1. Ils proposent de considérer plutôt
l’a priori de Haldane (1931)

π∗(p) ∝ [p(1− p)]−1.

Dans ce cas, la loi marginale,
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m(x) =
∫ 1

0

[p(1− p)]−1

(
n

x

)
px(1− p)n−xdp

= B(x, n− x),
n’est définie que pour x �= 0, n. En conséquence, π(p|x) n’existe pas pour ces
deux valeurs extrêmes de x, car le produit π∗(p)px(1−p)n−x ne peut pas être
normalisé pour ces deux valeurs. Pour les autres valeurs de x, la distribution
a posteriori est Be(x, n−x), avec une moyenne a posteriori x/n, qui est aussi
l’estimateur du maximum de vraisemblance.

La difficulté en 0 et n peut être résolue de la façon suivante ; la mesure a
priori π∗ apparâıt comme une limite de lois bêta dénormalisées,

πα,β(p) = pα−1(1− p)β−1,

lorsque α et β tendent vers 0. Ces distributions πα,β donnent comme lois
a posteriori Be(α + x, β + n − x), malgré l’absence de facteur normalisant,
puisque le choix de cette constante n’a pas d’impact. La distribution a poste-
riori πα,β(p|x) a pour espérance

δπ
α,β(x) =

x+ α

α+ β + n
,

qui tend vers x/n quand α et β tendent vers 0. Si la moyenne a posteriori
est la quantité d’intérêt, nous pouvons alors étendre la procédure inférentielle
aux cas x = 0 et x = n en considérant également x/n comme un estimateur
bayésien (uniquement) formel. ‖

Exemple 1.28. Soit x ∼ N (0, σ2). Il découle de considérations d’invariance
qu’une distribution a priori intéressante pour σ est la mesure π(σ) = 1/σ (voir
le Chapitre 6). Ceci donne comme loi a posteriori

π(σ2|x) ∝ e−x2/2σ2

σ2
,

qui n’est pas définie pour x = 0. Cependant, de par la continuité de la variable
aléatoire x, cette difficulté a beaucoup moins d’importance que dans l’Exemple
1.27. ‖

Évidemment, ces arguments limites sur mesure ne sont pas toujours jus-
tifiés, en particulier parce que l’estimateur résultant peut dépendre du choix
de la suite convergente. Un exemple de ce phénomène est fourni par Richard
(1973) (voir aussi Bauwens, 1991) dans le cas d’une distribution normale
N (θ, σ2), lorsque π(θ) est la mesure de Lebesgue et σ−2 est distribué selon
une loi gamma G (α, s20), c’est-à-dire quand

π(θ, σ2) ∝ 1
σ2(α+1)

e−s2
0/2σ2

;
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l’estimateur de θ dépend alors du comportement du rapport s20/(α−1) quand
numérateur et dénominateur tendent simultanément vers 0.

De plus, lorsqu’on estime une fonction discontinue de θ, l’estimateur pour
la loi limite peut différer de la limite des estimateurs. C’est le cas par exemple,
en théorie des tests, pour le paradoxe de Jeffreys-Lindley (voir le Chapitre 5).
Enfin, dans certains cadres, la distribution a priori impropre ne peut pas être
utilisée si facilement, comme dans l’estimation des modèles de mélange (voir
l’Exercice 1.56 et le Chapitre 6) ou en théorie des tests lorsqu’on teste des
hypothèses bilatérales (voir les Exercices 1.60-1.62 et le Chapitre 5).

Il est donc important de prendre plus de précautions quand on a affaire
à des lois impropres, afin d’éviter les distributions mal définies. Dans cet ou-
vrage, les lois impropres seront toujours utilisées en supposant implicitement
que la distribution a posteriori correspondante existe, même s’il existe des
situations où cette condition peut être relâchée (voir la Note 1.8.3).

La difficulté pratique est de vérifier la condition d’intégrabilité∫
f(x|θ)π(θ) dθ <∞

dans des situations complexes, comme les modèles hiérarchiques (voir l’Exer-
cice 1.66 et le Chapitre 10), où l’utilisation de lois a priori impropres au niveau
supérieur de la hiérarchie est assez commune. Le problème y est même plus
aigu parce que les nouveaux outils de calcul comme les algorithmes MCMC
(Chapitre 6) ne nécessitent pas dans la pratique de vérifier cette condition.
(Voir Note 1.8.3 et Hobert et Casella, 1996, 1998.)

Nous voudrions insister de nouveau sur le fait que la principale justification
des distributions a priori impropres est de vouloir clore le champ inférentiel
bayésien pour des raisons subjectives, axiomatiques (liées aux résultats sur les
classes complètes, voir le Chapitre 8) et pratiques. Cette extension ne modifie
pas la complexité de l’inférence, cependant, puisque la distribution a posteriori
est bien une distribution de probabilité.

1.6 Le choix bayésien

Pour clore cette introduction, nous voudrions attirer l’attention des lec-
teurs sur le fait qu’il existe un choix bayésien. Il est donc toujours possible
d’adhérer ou non à ce choix. Bien que nous le défendions avec vigueur, ce
n’est pas une excuse pour devenir trop véhément. La plupart des théories
statistiques, comme celles présentées par Lehmann et Casella (1998), ont un
niveau raisonnable de cohérence et donnent le plus souvent des résultats si-
milaires lorsque le nombre d’observations devient grand en regard du nombre
de paramètres (voir la Note 1.8.4).

Si nous ne présentons pas ces autres théories dans ce livre, c’est pour
des raisons à la fois philosophiques et pratiques (exposées dans le Chapitre
11), et aussi par souci de présenter un discours unifié sur la Statistique,
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tel que toute procédure soit une conséquence logique d’un ensemble donné
d’axiomes. Tel est sans doute pour nous l’argument premier pour adhérer au
choix bayésien, à savoir la cohérence fondamentale des axiomes de l’inférence
statistique bayésienne. En modélisant des paramètres inconnus de la distri-
bution d’échantillonnage à travers une structure probabiliste, donc en pro-
babilisant l’inconnu, l’approche bayésienne autorise un discours quantitatif
sur ces paramètres. Elle permet aussi l’incorporation de l’information a priori
et de l’imprécision de cette information dans la procédure inférentielle. En
outre, à part des arguments subjectifs et axiomatiques en faveur de l’approche
bayésienne, qui reste le seul système permettant de conditionner sur les ob-
servations (et donc de mettre en œuvre le principe de vraisemblance), il faut
prendre en compte le fait que les estimateurs de Bayes sont aussi essentiels
pour les notions d’optimalité fréquentiste en Théorie de la Décision. De fait,
ils peuvent fournir des outils essentiels même pour les statisticiens qui refusent
l’élicitation a priori et l’interprétation bayésienne de la réalité.

1.7 Exercices

Section17 1.1

1.1 �(Kelker, 1970) Un vecteur x ∈ R
p est distribué selon une distribution à

symétrie sphérique si e.x a la même distribution que x pour toute transfor-
mation orthogonale e.
a. Montrer que, lorsqu’une distribution à symétrie sphérique admet une densité,

celle-ci est fonction de xtx uniquement.
b. Montrer que, si la densité de x est ϕ(xtx), la densité de r = ||x|| est propor-

tionnelle à
rp−1 ϕ(r2),

et donner le coefficient de proportionnalité.
c. Montrer que, si x = (x′1, x

′
2)

′
avec x1 ∈ R

q et x2 ∈ R
p−q, et ||x||2 =

||x1||2 + ||x2||2, la densité de (r1, r2) = (||x1||, ||x2||) est proportionnelle à

rq−1
1 rp−q−1

2 ϕ
`
r21 + r22

´
.

d. En déduire que

U =
||x1||2

||x1||2 + ||x2||2
est distribuée selon une distribution bêta Be(q/2, (p− q)/2).

e. Conclure que
p− q
q

||x1||2
||x2||2

17Les exercices signalés par une étoile sont plus avancés, mais ils offrent une vision
plus générale des points traités dans chaque chapitre. Ils peuvent être pris comme
des compléments utiles, ou, pour la plupart des lecteurs, comme une lecture guidée
des articles pertinents.
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est distribuée selon la distribution Fp−q,q indépendamment de la distribution
à symétrie sphérique de x. En déduire que le rapport de F est robuste au sens
où sa distribution est constante sur l’ensemble des distributions à symétrie
sphérique.

1.2 �(Gouriéroux et Monfort, 1996) Cet exercice illustre le fait que la frontière
entre modèles paramétriques et non paramétriques est relativement difficile à
déterminer. Cependant, le paramètre ne peut pas être identifié dans le second
cas.
a. Montrer qu’une fonction de répartition se caractérise par les valeurs qu’elle

prend en les nombres rationnels.
b. En déduire que la collection des fonctions de répartition sur R a la puissance

du continu (cardinal de l’ensemble des parties de N, ensemble des entiers
naturels) et donc que toutes les distributions de probabilité sur R peuvent
être indexées par un paramètre réel.

1.3 Montrer que, si x1, . . . , xn sont des variables explicatives et y1, . . . , yn sont
distribués selon E[yi] = bxi, l’estimateur des moindres carrés de b, solution
de

min
b

nX
i=1

(yi − bxi)
2,

est aussi estimateur du maximum de vraisemblance sous l’hypothèse de norma-
lité.

1.4 Dans l’Exemple 1.3, donner l’espérance de n. Est-ce que cela signifie que 20 ×
30/n est un estimateur sans biais de N ?

1.5 Dans l’Exemple 1.6, montrer que les moments de x ∼ f(x) peuvent s’écrire
E[xk] = pE[xk

1 ] + (1 − p)E[xk
2 ]. En déduire un estimateur des moments de

(p, μ1, μ2, σ
2
1 , σ

2
2). [Note : Historiquement, il s’agit de l’estimateur de Pearson,

1894.]

Section 1.2

1.6 Calculer les probabilités de l’Exemple 1.11 pour l’approximation

Φ(−x) � 1√
2πx

e−x2/2,

qui est valide lorsque x est grand.

1.7 Un examen comporte quinze questions, chacune ayant trois réponses pos-
sibles. Supposons que 70% des étudiants passant l’examen sont bien préparés et
répondent correctement à chaque question avec une probabilité de 0.8 ; les 30%
restants répondent au hasard.
a. Caractériser la distribution de S, la note de chaque étudiant, si un point est

accordé à chaque bonne réponse.
b. Il faut huit bonnes réponses pour réussir l’examen. Conditionnellement au

fait qu’un étudiant réussisse un examen, quelle est la probabilité qu’il était
bien préparé ?

1.8 Démontrer les versions discrètes et continues du théorème de Bayes.

1.9 �(Romano et Siegel, 1986) Le paradoxe de Simpson fournit une illustration de la
nécessité d’une approche conditionnelle en Statistique. Soient deux traitements
médicaux, T1 et T2, T1 étant appliqué à cinquante patients et T2 à cinquante
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autres. Le résultat de cette expérience donne les pourcentages de survie suivants :
40% pour le traitement T1, 32% pour le traitement T2. Donc le traitement T1

semble meilleur puisqu’il entrâıne un taux de survie plus élevé. Cependant, si
on prend l’âge en compte, et l’on sépare les patients entre juniors (50) et seniors
(50), les taux de succès sont donnés dans la table suivante :

T1 T2

junior 40 50
senior 10 35

et T1 est moins bon que T2 dans les deux cas. Expliquer ce paradoxe en utilisant
le théorème de Bayes.

1.10 Montrer que la quantité δ qui minimise (1.6) est la médiane de la distribution
de ξ. Donner la quantité δ qui minimise le coût quadratique moyen E

ξ[(ξ− δ)2].
1.11 Calculer la médiane de la distribution a posteriori associée à la distribution

d’échantillonnage (1.7) et l’a priori plat π(ξ) = 1 sur ξ. [Note : Voir Stigler,
1986, pour une solution.]

Section 1.3

1.12 Montrer que, pour un échantillon normal N (θ, σ2), il n’existe pas d’estimateur
sans biais de σ, mais seulement de puissances entières de σ2.

1.13 Soit x ∼ P (λ). Montrer que δ(x) = I0(x) est un estimateur sans biais de e−λ

qui est nul avec probabilité 1 − e−λ.

1.14 ∗Une statistique S est dite libre si sa distribution ne dépend pas du paramètre
θ et complète si Eθ[g(S)] = 0 pour tout θ implique g(s) ≡ 0. Montrer que, si S
est complète et exhaustive minimale, elle est indépendante de toute statistique
libre. [Note : Ce résultat est appelé théorème de Basu. La réciproque est fausse.]

1.15 Soit un échantillon x1, . . . , xn de variables i.i.d. de fonction de répartition F .
a. Donner la densité de la statistique d’ordre.
b. Montrer que O = (X(1), ..., X(n)) est exhaustive. Quelle est la distribution

conditionnelle de (X1, ..., Xn) sachant O ?
c. Soient X1, ..., Xn i.i.d. de densité complètement inconnue. Montrer que O est

alors complète.

1.16 Montrer qu’une statistique T est exhaustive si et seulement si

�(θ|x) ∝ �(θ|T (x)).

1.17 (Berger et Wolpert, 1988, p. 21) Soit x de support {1, 2, 3} et de distribution
f(· | 0) ou f(· | 1), avec

x
1 2 3

f(x|0) 0.9 0.05 0.05
f(x|1) 0.1 0.05 0.85

Montrer que la procédure qui rejette l’hypothèse H0 : θ = 0 (pour accepter
H1 : θ = 1) est correcte avec une probabilité de 0.9 lorsque x = 2, 3 (sous H0 et
H1). Quelle est l’implication du principe de vraisemblance quand x = 2?
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1.18 Montrer que le principe de la règle d’arrêt exposé dans l’Exemple 1.18 est
une conséquence du principe de vraisemblance dans le cas discret. [Note : Voir
Berger et Wolpert, 1988, pour une généralisation au cas continu.]

1.19 Pour l’Exemple 1.18, montrer que la règle d’arrêt τ est finie avec probabilité
1. (Indication : Utiliser la loi du logarithme itéré. Voir Billingsley, 1995.)

1.20 (Berger et Wolpert, 1988) Montrer que, si z ∼ f(z|θ) et si x = t(z), x est une
statistique exhaustive si et seulement si pour tout a priori π sur θ, π(θ|x) =
π(θ|z).

1.21 Soient x1, . . . , xn distribués selon E xp(λ). Ces données sont censurées au sens
où il existe n variables aléatoires y1, . . . , yn distribuées selon f(y), indépendam-
ment de λ, et z1 = x1 ∧ y1, . . . , zn = xn ∧ yn sont les variables réellement
observées.
a. Montrer que, selon le principe de vraisemblance, l’estimation de λ ne devrait

pas dépendre de f .
b. Étendre ce résultat à d’autres types de censures.

1.22 (Berger, 1985b) Dans le cadre de l’Exemple 1.16, montrer que, pour le test
UMPU H0 : p = 1/2, l’hypothèse nulle sera acceptée ou rejetée au niveau
5%, selon la distribution considérée. En déduire que la théorie fréquentiste des
tests n’est pas compatible avec le principe de vraisemblance. (Indication : Voir
Chapitre 5 pour des définitions.)

1.23 Montrer que la densité g(x1, x2|θ) donnée dans l’Exemple 1.17 est effective-
ment une densité de probabilité.

1.24 Cet exercice a pour but de généraliser les Exemples 1.16 et 1.17 au cas
continu, en démontrant qu’il peut y avoir aussi incompatibilité entre l’approche
fréquentiste et le principe de vraisemblance dans ce cas.
a. Si f(x|θ) est une densité telle que x soit une statistique complète, montrer

qu’il n’existe pas d’autre densité g(x|θ) telle que les deux fonctions de vrai-
semblance �f (θ|x) = f(x|θ) et �g(θ|x) = g(x|θ) sont proportionnelles (en tant
que fonctions de θ) pour tout x.

b. Soit maintenant un échantillon x1, . . . , xn distribué selon f(x|θ). Nous sup-
posons qu’il existe une statistique exhaustive complète T (x1, . . . , xn) de di-
mension 1 et une statistique libre S(x1, . . . , xn) telle que le couple (T, S)
soit une fonction bijective de (x1, . . . , xn). Montrer que, s’il existe une autre
densité g(x1, . . . , xn|θ) telle que les deux fonctions de vraisemblance soient
proportionnelles,

�g(θ|x1, . . . , xn) = ω(x1, . . . , xn)�f (θ|x1, . . . , xn),

le facteur de proportionnalité ω ne dépend que de S(x1, . . . , xn).
c. Dans le cas particulier où f(x|θ) est la densité exponentielle, f(x|θ) = θe−θx,

donner un exemple d’une densité g(x1, . . . , xn|θ) telle que les deux fonctions
de vraisemblance soient proportionnelles. (Indication : Trouver une statis-
tique libre S et construire une fonction h(x1, . . . , xn) ne dépendant que de
S(x1, . . . , xn) telle que Eθ[h(x1, . . . , xn)] = 1.)

– Comparer les longueurs des intervalles de confiance au seuil 10% dans le cadre
de l’Exemple 1.19.

– Montrer que les intervalles de confiance de l’Exemple 1.19 sont corrects : pour
l’expérience mixte, x ∼ 0.5N (θ, 0.1) + 0.5N (θ, 10) et P (θ ∈ [x − 5.19, x +
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5.19]) = 0.95, tandis que pour l’expérience E1, x ∼ N (θ, 0.1) et P (θ ∈ [x −
0.62, x+ 0.62]) = 0.95.

Les exercices suivants (1.25 à 1.35) présentent quelques aspects supplémen-
taires de l’estimation par maximum de vraisemblance.

1.25 Montrer que, si la fonction de vraisemblance �(θ|x) est utilisée comme une
densité en θ, l’inférence résultante n’obéit pas au principe de vraisemblance.
(Indication : Montrer que la distribution a priori de h(θ), lorsque h est une
transformation bijective, n’est pas la transformée de �(θ|x) selon la règle du
jacobien.)

1.26 Soit une variable aléatoire de Bernoulli y ∼ B([1 + eθ]−1).
a. Si y = 1, montrer qu’il n’existe pas d’estimateur du maximum de vraisem-

blance de θ.
b. Montrer qu’on a le même problème lorsque y1, y2 ∼ B([1 + eθ]−1) et y1 =
y2 = 0 ou y1 = y2 = 1. Donner l’estimateur du maximum de vraisemblance
dans les autres cas.

1.27 Soient x1, x2 deux observations indépendantes de C (θ, 1). Montrer que, lorsque
|x1 − x2| > 2, la fonction de vraisemblance est bimodale. Trouver des exemples
de x1, x2, x3 i.i.d. C (θ, 1) tels que la fonction de vraisemblance ait trois modes.

1.28 La loi de Weibull W e(α, c) est très utilisée en ingénierie et en fiabilité. Sa
densité est donnée par

f(x|α, c) = cα−1(x/α)c−1e−(x/α)c

.

a. Montrer que, lorsque c est connu, ce modèle est équivalent à un modèle
gamma.

b. Donner les équations de vraisemblance en α et c et montrer qu’elles n’ad-
mettent pas de solutions explicites.

c. Soit un échantillon i.i.d. x1, . . . , xn de W e(α, c) censuré à droite en y0. Don-
ner la fonction de vraisemblance correspondante lorsque α et c sont inconnus
et montrer qu’il n’existe pas d’estimateur du maximum de vraisemblance ex-
plicite dans ce cas.

1.29 ∗(Robertson et al., 1988) Pour un échantillon x1, . . . , xn, et une fonction f
sur X , la régression isotonique de f avec les poids ωi est la solution de la
minimisation en g de

nX
i=1

ωi(g(xi) − f(xi))
2,

sous la contrainte g(x1) ≤ · · · ≤ g(xn).
a. Montrer que la solution à ce problème est obtenue par l’algorithme d’agrégation

des mauvais classements :

Algorithme 1.1. Si f n’est pas isotonique,

(i) trouver i tel que f(xi−1) > f(xi) ;

(ii) remplacer f(xi−1) et f(xi) par

f∗(xi) = f∗(xi−1) =
ωif(xi) + ωi−1f(xi−1)

ωi + ωi−1
,
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et répéter (i)-(ii) jusqu’à ce que la contrainte soit satisfaite.
Prendre g = f∗.

b. Appliquer au cas n = 4, f(x1) = 23, f(x2) = 27, f(x3) = 25, f(x4) = 28,
avec des poids tous égaux.

1.30 ∗(Suite de l’Exercice 1.29) Le classement par arbre simple est obtenu en
comparant les effets d’un traitement à un état test. La régression isotonique est
alors obtenue sous la contrainte g(xi) ≥ g(x1) pour i = 2, . . . , n.
a. Montrer que l’algorithme suivant fournit la régression isotonique g∗ :

Algorithme 1.2. Si f n’est pas isotonique,

(i) classer les f(xi) par ordre croissant (i ≥ 2) ;

(ii) trouver le plus petit j tel que

Aj =
ω1f(x1) + . . .+ ωjf(xj)

ω1 + . . . ωj
< f(xj+1)

(iii) poser g∗(x1) = Aj = g∗(x2) = . . . = g∗(xj), g
∗(xj+1) = f(xj+1), . . ..

b. Appliquer au cas n = 5, f(x1) = 18, f(x2) = 17, f(x3) = 12, f(x4) = 21 et
f(x5) = 16, avec ω1 = ω2 = ω5 = 1 et ω3 = ω4 = 3.

1.31 (Olkin et al., 1981) Soient n observations x1, . . . , xn de B(k, p), k et p étant
inconnus.
a. Montrer que l’estimateur du maximum de vraisemblance de k, k̂, est tel que

(k̂(1 − p̂))n ≥
nY

i=1

(k̂ − xi) et ((k̂ + 1)(1 − p̂))n <
nY

i=1

(k̂ + 1 − xi),

où p̂ est l’estimateur du maximum de vraisemblance de p.
b. Si l’échantillon est 16, 18, 22, 25, 27, montrer que k̂ = 99.
c. Si l’échantillon est 16, 18, 22, 25, 28, montrer que k̂ = 190 et conclure sur la

stabilité de l’estimateur du maximum de vraisemblance.

1.32 Donner l’estimateur du maximum de vraisemblance de p pour l’Exemple 1.6
lorsque les autres paramètres sont connus et deux observations sont disponibles.
Comparer avec la moyenne a posteriori lorsque p ∼ U[0,1].

1.33 (Basu, 1988) Une urne contient 1 000 tickets ; 20 sont marqués θ et 980 sont
marqués 10θ. Un ticket est tiré au hasard, et est marqué x.
a. Donner l’estimateur du maximum de vraisemblance de θ, δ(x), et montrer

que P (δ(x) = θ) = 0.98.
b. Supposons maintenant que 20 tickets soient marqués θ et 980 soient marqués
aiθ (i ≤ 980), avec ai ∈ [10, 10.1] et ai �= aj (i �= j). Donner le nouvel esti-
mateur du maximum de vraisemblance, δ′, et montrer que P (δ′(x) < 10θ) =
0.02. Conclure sur l’attrait de l’estimateur du maximum de vraisemblance
dans ce cas.

1.34 (Romano et Siegel, 1986) Pour

f(x) =
1

x
exp

"
−50

„
1

x
− 1

«2
#

(x > 0) ,
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montrer que f est intégrable et qu’il existe a, b > 0 tels queZ b

0

af(x)dx = 1 et

Z b

1

af(x)dx = 0.99.

Pour la distribution de densité

p(y|θ) = aθ−1f(yθ−1)I[0,bθ](y),

donner l’estimateur du maximum de vraisemblance, δ(y), et montrer que
P (δ(y) > 10θ) = 0.99.

1.35 (Romano et Siegel, 1986) Soient x1, x2, x3 i.i.d. N (θ, σ2).
a. Donner l’estimateur du maximum de vraisemblance de σ2 pour (x1, x2, x3) =

(9, 10, 11) et pour (x1, x2, x3) = (29, 30, 31).
b. Pour trois observations supplémentaires x4, x5, x6, donner l’estimateur du

maximum de vraisemblance lorsque (x1, . . . , x6) = (9, 10, 11, 29, 30, 31). Ce
résultat contredit-il le principe de vraisemblance ?

Section 1.4

1.36 Si x ∼ N (θ, σ2), y ∼ N (�x, σ2), comme dans un modèle autorégressif, avec
� connu, et π(θ, σ2) = 1/σ2, calculer la distribution prédictive de y sachant x.

1.37 Si y ∼ B(n, θ), x ∼ B(m, θ), et θ ∼ Be(α, β), donner la distribution prédictive
de y sachant x.

1.38 Pour une distribution a priori propre π(θ) et une distribution d’échantillon-
nage f(x|θ), montrer que π(θ|x) et π(θ) sont identiques si et seulement si f(x|θ)
ne dépend pas de θ.

1.39 Considérons une distribution a priori π positive surΘ et x ∼ f(x|θ). Supposons
que la vraisemblance �(θ|x) est bornée, continue et admet un maximum unique
θ̂(x).
a. Montrer que, pour un échantillon artificiel xn = (x, . . . , x) fait de n réplica-

tions de l’observation initiale x, la distribution a posteriori π(θ|xn) converge
vers une masse de Dirac en θ̂(x).

b. Construire un algorithme bayésien pour calculer les estimateurs du maximum
de vraisemblance.

1.40 �Pour un couple (x, y) de variables aléatoires, les distributions marginales
f(x) et f(y) ne suffisent pas à caractériser la distribution jointe de (x, y).
a. Donner un exemple de deux distributions bivariées différentes admettant

les mêmes distributions marginales. (Indication : Prendre des distributions
uniformes U ([0, 1]) pour les marginales et trouver une fonction de [0, 1]2 dans
[0, 1]2 croissante dans les deux dimensions.)

b. Montrer que, à l’inverse, lorsque les deux distributions conditionnelles f(x|y)
et f(y|x) sont connues, la distribution du couple (x, y) est définie de manière
unique.

c. Étendre b. à un vecteur (x1, . . . , xn) tel que les conditionnelles complètes
fi(xi|xj , j �= i) soient connues. [Note : Ce résultat est le théorème de Ham-
mersley-Clifford, voir Robert et Casella, 2004.]

d. Montrer que la propriété b. n’est pas forcément vérifiée lorsque f(x|y) et
f(x) sont connus, donc que plusieurs distributions f(y) peuvent relier f(x)
et f(x|y). (Indication : Trouver un contre-exemple.)
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e. Donner des conditions suffisantes sur f(x|y) pour que la propriété ci-dessus
soit vraie. (Indication : Relier ce problème à la théorie des statistiques
complètes.)

1.41 Soient x1, . . . , xn i.i.d. P(λ). Montrer que
Pn

i=1 xi est une statistique exhaus-
tive et donner une région de confiance comme dans l’Exemple 1.24 lorsque π(λ)
est une distribution G (α, β). Pour un seuil α donné, comparer sa longueur avec
une région de confiance symétrique.

1.42 Donner les distributions marginales et a posteriori dans les cas suivants :
(i) x|σ ∼ N (0, σ2), 1/σ2 ∼ G (1, 2) ;
(ii) x|λ ∼ P(λ), λ ∼ G (2, 1) ;
(iii) x|p ∼ N eg(10, p), p ∼ Be(1/2, 1/2).

1.43 Montrer que, pour un échantillon x1, . . . , xn d’une distribution de densité
conditionnelle f(xi|θ, xi−1), la décomposition d’actualisation (1.13) s’applique
aussi. [Note : La suite xi est alors une châıne de Markov.]

1.44 Montrer que, dans le cadre de l’Exemple 1.22, la distribution a posteriori mar-
ginale de ξ2 est différente de la distribution a priori marginale lorsque π(ξ1, ξ2)
ne se factorise pas en π1(ξ1)π2(ξ2).

1.45 �(Dette et Studden, 1997) Dans le cadre de l’Exemple 1.23, nous définissons les
moments canoniques d’une distribution et montrons qu’ils peuvent être utilisés
comme une représentation de cette distribution.
a. Montrer que les deux premiers moments c1 et c2 sont reliés par les inégalités

suivantes :
c21 ≤ c2 ≤ c1

et que la suite (ck) est monotone décroissante vers 0.
b. Soit un polynôme de degré k

Pk(x) =
kX

i=0

aix
i.

Déduire de Z 1

0

P 2
k (x)g(x)dx ≥ 0 (1.14)

que
atCka ≥ 0, ∀a ∈ R

k+1, (1.15)

où

Ck =

0
BB@

1 c1 c2 . . . ck
c1 c2 c3 . . . ck+1

. . . . . . . . . . . . . . .
ck ck+1 . . . c2k

1
CCA

et at = (a0, a1, . . . , ak).
c. Montrer que pour toute distribution g, les moments ck satisfont˛̨̨

˛̨̨
˛̨
1 c1 c2 . . . ck
c1 c2 c3 . . . ck+1

. . . . . . . . . . . . . . .
ck ck+1 . . . c2k

˛̨̨
˛̨̨
˛̨ > 0. (1.16)

(Indication : Interpréter (1.15) comme une propriété de Ck.)
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d. En utilisant des inégalités semblables à (1.14) pour les polynômes t(1 −
t)P 2

k (t), tP 2
k (t), et (1−t)P 2

k (t), prouver les inégalités suivantes sur les moments
de g : ˛̨̨

˛̨̨
˛̨
c1 − c2 c2 − c3 . . . ck−1 − ck
c2 − c3 c3 − c4 . . . ck − ck+1

. . . . . . . . . . . .
ck−1 − ck . . . . . . c2k−1 − c2k

˛̨̨
˛̨̨
˛̨ > 0, (1.17)

˛̨̨
˛̨̨
˛̨
c1 c2 . . . ck
c2 c3 . . . ck+1

. . . . . . . . . . . .
ck ck+1 . . . c2k−1

˛̨̨
˛̨̨
˛̨ > 0, (1.18)

˛̨̨
˛̨̨
˛̨

1 − c1 c1 − c2 . . . ck−1 − ck
c1 − c2 c2 − c3 . . . ck − ck+1

. . . . . . . . . . . .
ck−1 − ck . . . . . . c2k−2 − c2k−1

˛̨̨
˛̨̨
˛̨ > 0. (1.19)

e. Montrer que (1.16) (resp. (1.17)) permet de majorer (resp. de minorer) par
c2k (resp. c̄2k) c2k et que (1.18) (resp. (1.19)) permet de majorer (resp. de
minorer) par c2k−1 (resp. c̄2k−1) c2k−1.

f. Définissant pk par

pk =
ck − ck
c̄k − ck

,

montrer que la relation entre (p1, ..., pn) et (c1, ..., cn) est bijective pour tout
n et que les pi sont indépendants.

g. Montrer que la transformation inverse est donnée par les formules récursives
suivantes. Soit

qi = 1 − pi, ζ1 = p1, ζi = piqi−1 (i ≥ 2).

Alors 8><
>:
S1,k = ζ1 + . . .+ ζk (k ≥ 1),

Sj,k =
Pk−j+1

i=1 ζiSj−1,i+j−1 (j ≥ 2),

cn = Sn,n.

Section 1.5

1.46 La difficulté avec les lois a priori impropres, à savoir la non-existence éventuelle
de l’intégrale

R
Θ
f(x|θ)π(θ) dθ, ne concerne pas les a priori propres.

a. Rappeler le théorème de Fubini et l’appliquer au couple de fonctions (f(x|θ),
π(θ)).

b. En déduire que, si π est une mesure positive finie,Z
Θ

f(x|θ)π(θ) dθ <∞ (1.20)

presque partout.
c. Montrer que, si π est impropre et f(x|θ) a un support fini, alors π(θ|x) est

défini si et seulement si (1.20) est fini pour tout x dans le support de f(x|θ).
1.47 Montrer que, si π est une mesure positive sur Θ, l’intégrale (1.20) est positive

presque partout.
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1.48 (Fernandez et Steel, 1999) Soient n observations i.i.d. x1, . . . , xn d’un mélange

pN (μ0, σ
2
0) + (1 − p)N (μ0, σ

2
1) ,

où p, μ0 et σ0 sont connues. L’a priori sur σ1 est une distribution bêta Be(α, β).
Montrer que, si r ≥ 1 observations sont égales à μ0, la distribution a posteriori
n’est définie que pour α > r. [Note : D’un point de vue de théorie de la mesure,
l’ensemble des xi égaux à μ0 est de mesure nulle. Si une ou plusieurs observations
valent exactement μ0, cela signifie que ce modèle de mélange continu n’est pas
approprié.]

1.49 (Suite de l’Exercice 1.48) Soit une observation x d’une loi normale
N (0, σ2).
a. Si la loi a priori sur σ est une distribution exponentielle E xp(λ), montrer

que la loi a posteriori n’est pas définie pour x = 0.
b. Si la loi a priori sur σ est la distribution impropre π(σ) = σ−1 exp(−ασ−2),

avec α > 0, montrer que la loi a posteriori est toujours définie.

1.50 (Suite de l’Exercice 1.49) Soit une observation y telle que y = x − λ, où
x suit la distribution de Laplace ,

f(x|θ) = θ−1 exp(−|x|/θ) ,
et λ est distribué selon

π(λ) = |λ|−1/2
I[−1/2,1/2](λ) .

Si θ suit une loi gamma G (1/2, a) (a > 0), montrer que, si y = 0, la distribution
a posteriori n’est pas définie.

1.51 (Musio et Racugno, 1999) Soit le modèle de Poisson P(θ)

Pθ(X = x) =
θx

x!
e−θ, x = 0, 1, . . . , θ > 0,

et la distribution a priori π(θ) = 1/θ. Montrer que pour x = 0, la distribution a
posteriori n’est pas définie.

1.52 (Raiffa et Schlaifer, 1961) Soit une loi a priori Be(αm, (1−m)α) sur p ∈ [0, 1].
Montrer que, si m est fixe et α tend vers 0, la loi a priori converge vers une
distribution concentrée en deux points, de poids m pour p = 1 et (1 −m) pour
p = 0. Commenter les inconvénients d’une telle approche.

1.53 (Bauwens, 1991) Soient x1, . . . , xn i.i.d. N (θ, σ2) et

π(θ, σ2) = σ−2(α+1) exp(−s20/2σ2).

a. Calculer la distribution a posteriori π(θ, σ2|x1, . . . , xn) et montrer qu’elle ne
dépend que de x̄ et s2 =

Pn
i=1(xi − x̄)2.

b. Calculer l’espérance a posteriori E
π[θ|x1, . . . , xn] et montrer que son compor-

tement lorsque α et s0 convergent simultanément vers 0 dépend de la limite
du rapport s20/α− 1.

1.54 Montrer que si l’a priori π(θ) est impropre et l’espace d’échantillonnage X est
fini, la distribution a posteriori π(θ|x) n’est pas définie pour certaines valeurs
de x.
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1.55 Soient x1, . . . , xn distribués selon N (θj , 1), avec θj ∼ N (μ, σ2) (1 ≤ j ≤ n)
et π(μ, σ2) = σ−2. Montrer que la distribution a posteriori π(μ,σ2|x1, . . . , xn)
n’est pas définie.

1.56 Dans le cadre de l’Exemple 1.6, c’est-à-dire pour un mélange de distributions
normales,
a. Montrer que l’estimateur du maximum de vraisemblance n’est pas défini

quand tous les paramètres sont inconnus.
b. De même, montrer qu’il n’est pas possible d’utiliser un a priori impropre de

la forme
π1(μ1, σ1)π2(μ2, σ2)π3(p)

pour estimer ces paramètres. (Indication : Écrire la vraisemblance comme une
somme de n + 1 termes, dépendant du nombre d’observations allouées à la
première composante.)

[Note : Mengersen et Robert, 1996, montrent qu’il est possible d’utiliser cer-
taines lois a priori impropres en introduisant une dépendance a priori entre les
composantes.]

1.57 ∗(Suite de l’Exercice 1.56 ) Pour un mélange de deux distributions nor-
males (1.2), si la distribution a priori sur les paramètres est de la forme

π1(μ1, σ1)π1(μ2, σ2)π3(p)

et π3(p) = π3(1 − p), montrer que la distribution a posteriori marginale de
(μ1, σ1) est identique à la distribution a posteriori marginale de (μ2, σ2), quel
que soit l’échantillon des observations. En déduire que l’espérance a posteriori
de (μ1, σ1) est égale à l’espérance a posteriori de (μ2, σ2) et que ce n’est donc
pas un estimateur pertinent. [Note : Ce problème est une conséquence de la non-
identifiabilité des indices des composants dans un mélange. Il peut être résolu
par des contraintes d’identification, comme l’ordonnancement μ1 ≤ μ2, ou par
l’utilisation de fonctions de perte invariantes par permutation des indices de
composantes. Voir Celeux et al., 2000.]

1.58 Construire un argument limite comme dans l’Exemple 1.27 afin de résoudre
l’indétermination de l’Exemple 1.28. Calculer l’espérance a posteriori.

1.59 Montrer que, si la distribution a priori est impropre, la pseudo-distribution
marginale est aussi impropre.

1.60 ∗(Hobert et Casella, 1998) Soit un modèle à effets aléatoires.

yij = β + ui + εij , i = 1, . . . , I, j = 1, . . . , J,

où ui ∼ N (0, σ2) et εij ∼ N (0, τ 2). Pour l’a priori

π(β, σ2, τ 2) =
1

σ2τ 2
,

l’a posteriori n’existe pas.

a. En intégrant sur les effets aléatoires (non observables) ui, montrer que la
distribution a posteriori jointe de (β, σ2, τ 2) est

π(β, σ2, τ 2|y) ∝ σ−2−I τ−2−IJ exp
n
− 1

2τ2

P
i,j (yij − ȳi)

2
o

× exp
n
− J

P
i(ȳi−β)2

2(τ2+Jσ2)

o
(Jτ−2 + σ−2)−I/2 .



46 1 Introduction

b. Intégrer sur β pour obtenir la densité marginale a posteriori

π(σ2, τ 2|y) ∝ σ−2−I τ−2−IJ

(Jτ−2 + σ−2)I/2
(τ 2 + Jσ2)1/2

× exp

(
− 1

2τ 2

X
i,j

(yij − ȳi)
2 − J

2(τ 2 + Jσ2)

X
i

(ȳi − ȳ)2
)
.

c. Montrer que la densité a posteriori jointe n’est pas intégrable. (Indication :
Pour τ �= 0, π(σ2, τ 2|y) se comporte comme σ−2 au voisinage de 0.)

d. Montrer que les distributions conditionnelles

Ui|y, β, σ2, τ 2 ∼ N

„
J(ȳi − β)

J + τ 2σ−2
, (Jτ−2 + σ−2)−1

«
,

β|u, y, σ2, τ 2 ∼ N (ȳ − ū, τ 2/JI) ,

σ2|u, β, y, τ 2 ∼ IG
 
I/2, (1/2)

X
i

u2
i

!
,

τ 2|u, β, y, σ2 ∼ IG
 
IJ/2, (1/2)

X
i,j

(yij − ui − β)2
!
,

sont bien définies. [Note : Les conséquences de cette définition de la densité
a posteriori jointe seront clarifiées dans le Chapitre 6.]

1.61 ∗Soit un modèle probit dichotomique, où (1 ≤ i ≤ n)

P (di = 1) = 1 − P (di = 0) = P (zi ≥ 0) , (1.21)

avec zi ∼ N (riβ, σ
2), β ∈ R, ri étant une variable explicative. (Noter que les zi

ne sont pas observés.)

a. Montrer que le paramètre (β, σ) n’est pas identifiable.

b. Pour la distribution a priori π(β, σ) = 1/σ, montrer que la distribution a
posteriori n’est pas définie.

c. Pour la distribution a priori

σ−2 ∼ Ga(1.5, 1.5) , β|σ ∼ N (0, 102) ,

montrer que la distribution a posteriori est bien définie.

d. Une contrainte d’identification possible est σ = 1. Donner des conditions
suffisantes sur les observations (di, ri) pour que la distribution a posteriori
sur β soit définie si π(β) = 1.

e. Même question que d. lorsque la distribution normale sur les zi est remplacée
par la fonction logistique, c’est-à-dire

P (di = 1) = 1 − P (di = 0) =
exp(riβ)

1 + exp(riβ)
,

ce qui donne le modèle logit dichotomique.
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1.62 ∗(Kubokawa et Robert, 1994) Dans les modèles de calibration linéaire, on
s’intéresse à la détermination des valeurs du régresseur x, partant des valeurs ob-
servées y, à l’inverse de la régression linéaire standard. Une version simplifiée de
ce problème peut s’inscrire dans le cadre de l’observation de variables aléatoires
indépendantes

y ∼ Np(β, σ
2Ip), z ∼ Np(x0β, σ

2Ip), s ∼ σ2χ2
q , (1.22)

avec x0 ∈ R, β ∈ R
p. Le paramètre d’intérêt est x0.

a. Une distribution a priori de référence sur (x0, β, σ) donne la distribution a
posteriori jointe

π(x0, β, σ
2|y, z, s) ∝ σ−(3p+q)− 1

2 exp{−(s+ ‖y − β‖2

+‖z − x0β‖2)/2σ2} (1 + x2
0)

−1/2 .

Montrer que cet a posteriori est compatible avec la distribution d’échantil-
lonnage (1.22).

b. Montrer que la distribution marginale a posteriori de x0 est

π(x0|y, z, s) ∝ (1 + x2
0)

(p+q−1)/2(„
x0 − ytz

s+ ‖y‖2

«2

+
‖z‖2 + s

‖y‖2 + s
− (ytz)2

(s+ ‖y‖2)2

)(2p+q)/2
.

c. En déduire que la distribution a posteriori de x0 est bien définie.

[Note : Voir Osborne, 1991, pour une introduction aux problèmes de calibra-
tion. Le modèle (1.22) est aussi équivalent au problème de Fieller, 1954. Voir,
notamment, Lehmann et Casella, 1998.]

Note 1.8.2

1.63 ∗(Diaconis et Kemperman, 1996) Montrer que la définition du processus de
Dirichlet D(F0, α) donnée en Section 1.8.2 est compatible avec la définition
suivante : pour une suite de xi i.i.d. tirés de F0 et une suite de poids ωi telles
que

ω1 ∼ Be(1, α), ω1 + ω2 ∼ Be(1, α)I[ω1,1], . . .

la distribution aléatoire

F =

∞X
i=1

ωiδxi

suit D(F0, α).

1.64 ∗(Suite de l’Exercice 1.63) Si F ∼ D(F0, α), la quantité X =
R
xF (dx)

est une variable aléatoire.

a. Si α = 1 et F0 est une distribution de Cauchy, montrer que X suit aussi une
distribution de Cauchy. [Note : Ceci est relié à la propriété caractéristique
des distributions de Cauchy, qui est que la moyenne de variables aléatoires
de Cauchy est aussi une variable de Cauchy, avec les mêmes paramètres.]

b. Si α = 1 et F0 = �δ0+(1−�)δ1, montrer queX suit une loi bêta Be(�, 1−�).
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c. Montrer que, si α = 1 et F0 est U[0,1], X a pour densité

e

π

sin(πy)

(1 − y)(1−y)yy
.

[Note : Voir Diaconis et Kemperman, 1996 pour une formule générale reliant F0

à la densité de X.]

1.65 ∗(Diaconis et Kemperman, 1996) Le processus a priori de Dirichlet D(F0, α)
peut aussi se décrire via le processus dit du restaurant chinois. Soit un restaurant
ayant beaucoup de grandes tables et assignons à chaque table j une réalisation
yj de F0. Puis traitons les arrivées comme suit : la première personne qui arrive
s’assoit à la première table. La (n + 1)-ième personne s’assoit à une nouvelle
table avec probabilité α/(α+ n), ou à la droite d’une personne déjà assise avec
probabilité n/(α+ n).

a. Si xi est le numéro zj de la table à laquelle la personne i est assise, montrer
que la suite x1, x2, . . . est échangeable (c’est-à-dire que la distribution est
invariante sous toute permutation d’indices).

b. Montrer que x1, x2, . . . peut être considérée comme une suite de réplications
i.i.d. tirées de F , où F est distribuée selon D(F0, α), en utilisant la distri-
bution conditionnelle donnée en Note 1.8.2.

c. Montrer que cette définition est aussi compatible avec celle de l’Exercice
1.63.

Note 1.8.3

1.66 ∗(Hadjicostas et Berry, 1999) Soient des observations indépendantes xi (i =
1, . . . , n) de distributions de Poisson P(λiti), où les durées ti sont connues.
Les λi suivent indépendamment la distribution a priori gamma G (α, β). Ce
modèle est hiérarchique, car on suppose que les paramètres (α, β) suivent une
distribution a priori π(α, β) telle que

π(α, β) ∝ αk1(α+ s1)
k2βk3(β + s2)

k4 , (1.23)

où les valeurs ki sont sj > 0 connues (i = 1, . . . , 4, j = 1, 2).

a. Montrer que la distribution a priori (1.23) est propre, si et seulement si,

k1 + k2 + 1 < 0, k1 + 1 > 0, k3 + k4 + 1 < 0, et k3 + 1 > 0.

b. En intégrant sur les λi la distribution jointe des λi’s et de (α, β), calculer
la distribution (marginale) a posteriori de (α, β).

c. Montrer que la distribution (marginale) a posteriori de (α, β) est définie
(propre) si et seulement si

k1 + y + 1 > 0, k3 + r + 1 > 0, k3 > k1 + k2

et, de plus, soit k3 + k4 + 1 < 0, soit k3 + k4 + 1 = 0 et k1 + y > 0, avec

y =

nX
i=1

I0(xi), r =

nX
i=1

xi .
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d. Vérifier que les conditions de a. impliquent les conditions de b. (comme
convenu).

e. Montrer que les conditions de b. sont satisfaites lorsque (k1, . . . , k4) =
(−8, 0,−5, 0) et (y, r) = (10, 337), et que les conditions de a. ne le sont
pas dans ce cas.

f. Montrer que les conditions de b. ne sont pas satisfaites lorsque (k1, . . . , k4) =
(−12, 0, 1, 1) et (y, r) = (10, 337).

Note 1.8.4

1.67 ∗(Robins et Ritov, 1997) Soient des observations i.i.d. (xi, yi) dans (0, 1)k ×R

tirées du modèle suivant : x ∼ f(x), y|x ∼ N (θ(x), 1), où la fonction moyenne θ
est bornée uniformément sur (0, 1)k et la densité f est telle que c < f(x) < 1/c
uniformément sur (0, 1)k, où c < 1 est une constante fixée. Supposons que la
quantité d’intérêt est

ϕ =

Z
(0,1)k

θ(x)dx .

a. Montrer que l’espace Θ des fonctions moyennes θ est de dimension infinie.

b. Donner la vraisemblance �(θ, f) et montrer qu’elle se factorise en une fonc-
tion de f multipliée par une fonction de θ.

c. Lorsque f est connue, montrer que (x1, . . . , xn) est une statistique libre.

d. Lorsque f est inconnue, montrer que (x1, . . . , xn) est θ-libre, au sens où la
vraisemblance conditionnelle en (x1, . . . , xn) est fonction de θ uniquement,
la distribution marginale de (x1, . . . , xn) est fonction de f uniquement, et
l’espace des paramètres est un espace produit. (Voir Cox et Hinkley, 1987,
et Robins et Wasserman, 2000, pour plus de détails sur cette notion.)

e. Lorsque f est connue, montrer que

1

n

nX
i=1

yi

f(xi)

est un estimateur convergent de ϕ. (En fait, il s’agit d’un estimateur uni-
formément convergent en

√
n.)

f. Lorsque f est inconnue, Robins et Ritov (1997) ont démontré qu’il n’existe
pas d’estimateur uniformément convergent de ϕ. En déduire que, si la
distribution a posteriori sur (θ, f) se factorise en π1(θ)π2(f), l’inférence
bayésienne sur θ (et donc sur ϕ) est la même quelle que soit la valeur de f .

g. Au contraire, si la distribution a priori sur (θ, f) rend θ et f dépendants,
et si f est connue et vaut f0, la distribution a posteriori dépend de f0. En
déduire que cette dépendance viole le principe de vraisemblance.

[Note : La description simplifiée ci-dessus de Robins et Ritov, 1997, est tirée de
Robins et Wasserman, 2000.]
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1.8 Notes

1.8.1 Une brève histoire de la Statistique bayésienne

Différents livres ont été écrits sur l’histoire de la Statistique bayésienne, notam-
ment Stigler (1986), Dale (1991), Lad (1996) et Hald (1998). Nous ne faisons ici
que souligner quelques points forts du développement de cette discipline durant
les deux cents dernières années.

Comme nous le détaillons dans ce chapitre, la formule de Bayes est apparue pour
la première fois en 1761, dans le cadre de l’exemple binomial de la Section 1.2,
exposé par le révérend Thomas Bayes devant la “Royal Society”, et publié de
façon posthume par son ami R. Price en 1763. Pierre Simon Laplace redécouvrit
ensuite cette formule dans une plus grande généralité en 1773, sans, semble-t-il,
avoir connaissance des travaux précédents de Bayes. L’utilisation du principe
bayésien devint alors courant pendant le siècle suivant, comme le rapporte Sti-
gler (1986), mais des critiques commencèrent à émerger vers la fin du XIXème
siècle, comme par exemple dans Venn (1886) ou Bertrand (1889), en particulier
sur le choix de la loi a priori uniforme et des paradoxes de reparamétrisation
qui en résultent, voir Zabell (1989).

Puis, malgré des formalisations plus poussées du paradigme bayésien par Edge-
worth et (Karl) Pearson au tournant du siècle et, plus tard, par Keynes (1921),
le début du XXème siècle fut surtout marqué par, tout d’abord, Kolmogorov, qui
proposa dans les années 1920 une axiomatisation de la théorie des probabilités
semblant contredire le paradigme bayésien et la notion de probabilité subjec-
tive, ensuite par Fisher qui s’éloigna de l’approche bayésienne (Fisher, 1912) en
définissant la fonction de vraisemblance (Fisher, 1922), puis en développant la
Statistique fiduciaire (Fisher, 1930), et qui ne révisa jamais son opinion négative
sur la Statistique bayésienne. Cette opposition parâıt quelque peu paradoxale,
car la Statistique fiduciaire tentait, en un certain sens, de surmonter la diffi-
culté de choisir une loi a priori en la construisant à partir de la fonction de
vraisemblance (Seidenfeld, 1992), dans le même esprit que les approches non
informatives de Jeffreys (1939) et Bernardo (1979).

Par exemple, considérant la relation O = P + ε où ε est un terme d’erreur,
la Statistique fiduciaire tient que, si P (la cause) est connu, O (l’effet) suit
la loi définie par la relation ci-dessus. Réciproquement, si O est connu, P =
O − ε est distribuée selon la distribution symétrique. De ce point de vue, les
observations et les paramètres jouent un rôle symétrique, selon la façon dont on
analyse le modèle, c’est-à-dire suivant ce qui est connu et ce qui ne l’est pas.
Plus généralement, l’approche fiduciaire consiste à renormaliser la vraisemblance
(1.3) afin de la transformer en densité de θ lorsqueZ

Θ

�(θ|x) dθ < +∞,

donc en inversant effectivement les rôles de x et θ. Comme on peut le voir dans
l’exemple précédent, le raisonnement sous-tendant cette inversion causale est
complètement conditionnel : sachant P , on a O = P+ε, et, sachant O, P = O−ε.
Bien entendu, ce raisonnement ne tient pas d’un point de vue probabiliste : si
O est une variable aléatoire et P est un paramètre (constant), écrire P = O− ε
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n’implique pas que P soit une variable aléatoire. De plus, transformer �(θ|x) en
une densité n’est pas toujours possible. L’approche fiduciaire a été abandonnée
progressivement après la mise en évidence de paradoxes fondamentaux (voir
Stein, 1959, Wilkinson, 1977, et les références dans Zabell, 1992).

Le livre de Jeffreys (1939) est le premier traité moderne de Statistique bayé-
sienne : il couvre, en plus de la notion d’a priori non informatif, celles de loi
prédictive, de facteur de Bayes et d’a priori impropre. Mais cet ouvrage publié
au moment du développement par Fisher de la Statistique de la vraisemblance
et des intervalles de confiance par Neyman (1934), ne rencontra pas le même
succès. Les approches alternatives à la Statistique bayésienne devinrent alors
standard dans les années 1930, avec l’introduction des estimateurs du maximum
de vraisemblance et le développement d’une théorie formalisée de la Statistique
mathématique, pour laquelle les lois a priori n’apparaissaient au mieux que
comme une façon de construire des estimateurs optimaux, voir Wald (1950) ou
Ibragimov et Has’minskii (Ibragimov et Has’minskii, 1981, Chapitre 6).

Les tentatives d’une formalisation plus poussée de l’approche bayésienne par
Gini ou de Finetti, des années 1930 aux années 1970, ne se traduisirent pas
par une plus grande popularité face à la théorie alors dominante de Neyman-
Pearson, même si la communauté bayésienne s’accroissait et produisait des
traités tels que ceux de Savage (1954) et de Lindley (1965, 1971).

On peut avancer que ce n’est que très récemment que la Statistique bayésienne
a pris un nouvel élan, grâce au développement de nouveaux outils numériques–
qui ont toujours joué un rôle central pour le paradigme bayésien–et l’intérêt
vite croissant des praticiens pour cette approche de modélisation statistique,
comme souligné dans l’article de Berger (2000) sur l’état présent et futur de la
Statistique bayésienne18.

La vitalité actuelle de la Statistique bayésienne peut être mise en évidence par
le pourcentage élevé d’articles bayésiens publiés dans les revues statistiques ou
concernant d’autres domaines scientifiques. Il semble donc que les praticiens de
ce siècle prendront mieux en compte les avantages de la Statistique bayésienne
que leurs prédécesseurs du XXème siècle.

1.8.2 Statistique bayésienne non paramétrique

Bien que ce livre se cantonne à l’approche paramétrique de la Statistique, il
existe une littérature (de plus en plus) importante sur la Statistique bayésienne
non paramétrique. Premièrement, les notions d’optimalité comme la minimaxité
jouent un rôle central en estimation fonctionnelle ; de la même façon que dans
le cadre paramétrique (voir le Chapitre 3), les estimateurs de Bayes peuvent
être utilisés pour la détermination de bornes de minimaxité et d’estimateurs
minimax.

Deuxièmement, et d’un point de vue nettement moins formel, il est parfois
nécessaire de concevoir une modélisation bayésienne a priori dans un espace
de dimension infinie. C’est bien entendu plus difficile, tant pour des raisons
mathématiques que pour des raisons de construction de l’a priori. Mais une

18On pourra aussi consulter la revue de Fienberg (2005) sur la question historique
suivante : à partir de quelle époque la méthodologie utilisant les principes bayésiens
a-t-elle pris la dénomination de “bayésienne” ?
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première solution est de se situer dans la zone grise entre Statistique pa-
ramétrique et non paramétrique comme dans l’Exemple 1.23 : le nombre de
paramètres est fini mais crôıt vers l’infini avec le nombre d’observations. C’est
le cas notamment pour l’estimation par noyau, où une densité est approchée par
un mélange

1

nσ

nX
i=1

K
“x− xi

σ

”
,

où K est une densité, et σ peut être estimé d’une façon bayésienne, par des
développements d’Hermite (Hjort, 1996), ou des bases d’ondelettes (Müller et
Vidakovic, 1999, Chap. 1). Dans ce dernier cas, une fonction f est décomposée
sur une base fonctionnelle,

f(x) =
X

i

X
j

ωijΨ

„
x− μi

σj

«
,

où Ψ est une fonction particulière appelée ondelette mère, comme par exemple
l’ondelette de Haar

Ψ(x) = I[0,1/2) − I[1/2,1) ,

les paramètres de position et d’échelle μi et σj étant fixés et connus. Les coeffi-
cients ωij peuvent être associés à une distribution a priori telle que (Abramovich
et al., 1998)

ωij ∼ �iN (0, τ 2
i ) + (1 − �i)δ0 ,

où δ0 est la masse de Dirac en 0.

Une deuxième solution, lorsqu’on cherche à estimer une fonction de répartition
F , est d’assigner une distribution a priori à celle-ci. Le choix le plus cou-
rant est la distribution de Dirichlet D(F0, α), F0 étant la moyenne a priori
et α la précision, comme introduit par Ferguson (1974). Cette loi a priori
jouit d’une propriété de cohérence, c’est-à-dire si F ∼ D(F0, α), le vecteur
(F (A1), . . . , F (Ap)) est distribué selon une loi de Dirichlet au sens usuel du
terme, Dp(αF0(A1), . . . , αF0(Ap)) pour toute partition (A1, . . . , Ap). Elle génère
cependant des distributions a posteriori qui sont partiellement discrètes : si
x1, . . . , xn sont distribués selon F et F ∼ D(F0, α), la distribution marginale de
x1 conditionnellement à (x2, . . . , xn) est

α

α+ n− 1
F0 +

1

α+ n− 1

nX
i=2

δxi .

(Voir aussi les Exercices 1.63 et 1.65 pour d’autres caractérisations.) L’approxi-
mation de la distribution a posteriori nécessite des outils numériques avancés
que nous traiterons dans le Chapitre 6. (Voir Note 6.6.7 pour plus de détails.)
D’autres types de distributions a priori ont été proposés dans la littérature
comme les distributions généralisées de Dirichlet (Hjort, 1996), les arbres de
Pólya (Fabius, 1964, Lavine, 1992), les processus bêta (Hjort, 1996), et les pro-
cessus de Lévy (Phillips et Smith, 1996).

Pour conclure, mentionnons qu’une tendance récente de la Statistique bayésienne
est de considérer des modèles de dimension variable, comme les mélanges, les
modèles de châınes de Markov cachées et d’autres modèles dynamiques, ainsi que
les réseaux neuronaux, grâce à de nouveaux outils numériques développés par
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Grenander et Miller (1994), Green (1995), Phillips et Smith (1996) ou Stephens
(1997). C’est le cas, par exemple, pour les modèles de mélange,

kX
i=1

pikϕ(x|θik)

où ϕ(·|θ) est une densité paramétrique, la somme des poids pik vaut 1 et le
nombre de composants k est inconnu. Bien qu’il s’agisse d’un problème pa-
ramétrique bien défini, il s’approche plus des impératifs non paramétriques que
de l’estimation paramétrique standard (voir Richardson et Green, 1997 ou Marin
et al., 2004).

1.8.3 Lois a posteriori propres

Nous savons depuis la Section 1.5 qu’un a priori impropre π ne peut être utilisé
dans un but inférentiel que si (1.20) est vérifiée pour l’observation x disponible.
Si ce n’est pas le cas, les quantités a posteriori telles que moyenne ou médiane
n’ont pas de sens, puisque, par exemple, le rapportR

Θ
f(x|θ)π(θ) dθR

Θ
θf(x|θ)π(θ) dθ

n’est pas défini. Vérifier la condition (1.20) peut se révéler relativement difficile
pour des modèles complexes (voir les Exercices 1.60 et 1.61) ou même simple-
ment impossible. Malheureusement, l’avènement de techniques informatiques
comme l’échantillonnage de Gibbs (voir le Chapitre 6) autorise à ne se tenir
qu’à la relation π(θ|x) ∝ f(x|θ)π(θ) afin de simuler des valeurs de l’a poste-
riori π(θ|x) et les résultats de cette simulation ne mettent hélas pas toujours en
évidence le fait que cet a posteriori n’existe pas (voir Hobert et Casella, 1996). Il
existe effectivement des exemples dans la littérature de données analysées avec
de telles lois a posteriori non définies, ce problème n’ayant été découvert que
plusieurs années après.

Nous verrons cependant dans la Note 6.6.4 qu’il existe de bonnes raisons pour
utiliser des a posteriori impropres sur des espaces étendus, c’est-à-dire pour une
complétion de θ en (α, θ), tant que la distribution π(θ|x) reste propre.

1.8.4 Propriétés asymptotiques des estimateurs de Bayes

Nous ne développons pas le point de vue asymptotique dans ce livre pour
deux raisons principales, la première étant que l’approche bayésienne est in-
trinsèquement conditionnelle. Lorsqu’on conditionne en x, qui peut être un
échantillon (x1, . . . , xn), il n’y a aucune raison de se demander ce qui pour-
rait arriver si n tendait vers l’infini, puisque n est déterminé par la taille
de l’échantillon. Conjecturer sur des valeurs futures des observations revient
à mener une analyse fréquentiste, à l’opposé des impératifs de la perspective
bayésienne. La seconde raison est que, même si elles ne sont pas construites
dans ce but, les procédures bayésiennes ont de bonnes performances asympto-
tiques dans une large majorité des cas. Il n’est pas si paradoxal que la perspective
bayésienne, et en particulier le choix d’un a priori, cessent le plus souvent de
produire des résultats véritablement différents de ceux du maximum de vrai-
semblance lorsque le nombre d’observations devient infiniment plus grand que
le nombre de paramètres. (Ce cadre idéal souffre d’exceptions bien connues,
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comme le problème de Neyman-Scott de l’Exemple 3.35, voir Diaconis et Freed-
man, 1986, où le nombre de paramètres crôıt avec le nombre d’observations et
donne des estimateurs de Bayes non convergents, voir aussi Robins et Ritov,
1997, et l’Exercice 1.67 qui s’y rapporte.)

Ibragimov et Has’minskii (1981, Chap. 1) démontrent que les estimateurs de
Bayes sont convergents dans un cadre général, c’est-à-dire qu’ils convergent
presque sûrement vers la vraie valeur du paramètre lorsque le nombre d’observa-
tions tend vers l’infini. C’est le cas notamment pour les estimateurs δα (α ≥ 1)
qui minimisent le coût a posteriori (voir le Chapitre 2) associé à la fonction de
perte L(δ, θ) = |θ − δ|α, sous des conditions assez faibles sur la distribution a
priori π et la densité d’échantillonnage f(x|θ). Ibragimov et Has’minskii (1981,
Chap. 3) établissent aussi (sous des conditions plus fortes) l’efficacité asympto-
tique de certains estimateurs de Bayes, c’est-à-dire le fait que la distribution a
posteriori converge vers la vraie valeur à la vitesse n−1/2 ; voir Schervish (1995)
pour plus de détails.

Barron et al. (1999) donnent des conditions générales pour la convergence d’une
distribution a posteriori dans le sens suivant : la probabilité a posteriori de tout
voisinage de Hellinger de la vraie distribution tend vers 1 presque sûrement
lorsque la taille de l’échantillon tend vers l’infini. (La distance de Hellinger entre
deux densités f1 et f2 (ou les distributions correspondantes) est définie par

d(f1, f2) =

Z “
f1(x)

1/2 − f2(x)1/2
”2

dx .

Nous l’utiliserons dans le cadre de la Théorie de la Décision dans le Chapitre 2.)
L’hypothèse de base sur la distribution a priori π est qu’elle attribue une masse
positive à tout voisinage de Kullback-Leibler de la vraie distribution. (Nous
utiliserons aussi la pseudo-distance de Kullback-Leibler dans le Chapitre 2.)

Nous reviendrons cependant à l’asymptotique, dans le Chapitre 3, pour la
définition de lois a priori non informatives via l’approximation asymptotique
des comportements de queue et, dans le Chapitre 6, pour l’approximation de
Laplace des intégrales de densités a posteriori.
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Les bases de la Théorie de la Décision

“Today would run out according to the Pattern. But over and over
he mulled over the decisions he had made since he first entered the
Waste. Could he have done something different, something that would
have avoided this day, this place ? Next time, perhaps.”

Robert Jordan, The Fires of Heaven.

2.1 Évaluation des estimateurs

Considérant que l’objectif général de la plupart des études inférentielles
est de fournir une décision au statisticien (ou au client), il semble raison-
nable d’exiger un critère d’évaluation des procédures de décision qui prenne
en compte les conséquences de chaque décision et dépende des paramètres du
modèle, c’est-à-dire du vrai état du monde (ou de la nature). Ces décisions
peuvent être de différents types, par exemple acheter des capitaux selon leurs
futurs rendements θ, interrompre une expérience agricole sur une nouvelle
culture de productivité θ, estimer la contribution de l’économie souterraine
θ au PIB des États-Unis, déterminer si le nombre θ des sans domicile fixe
a augmenté depuis le dernier recensement. Un autre type de décision est
d’évaluer si une nouvelle théorie scientifique est compatible avec les données
expérimentales disponibles. Si aucun critère d’évaluation n’est disponible, il
est impossible de comparer différentes procédures décisionnelles et des so-
lutions absurdes, comme l’estimateur θ̂ = 3 ou pis encore, la réponse que
quelqu’un veut imposer, ne peuvent être éliminées que par un raisonnement
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ad hoc. Éviter ce type de raisonnement nécessite un renforcement de l’axioma-
tisation du cadre inférentiel statistique, appelé Théorie de la Décision. Cette
structure théorique augmentée est nécessaire à la Statistique pour aboutir à
une cohérence autrement inatteignable19.

Bien que presque tout le monde s’accorde sur le besoin de tels critères
d’évaluation, il existe une controverse importante autour du choix de ces
critères, car les conséquences de cette décision ne sont pas négligeables. Ces dif-
ficultés amènent même certains statisticiens à rejeter complètement la Théorie
de la Décision, en s’appuyant sur l’argument qu’une détermination pratique
des critères d’évaluation du décideur est totalement impossible dans la plupart
des cas.

Ce critère est habituellement appelé coût et est défini ci-dessous. L’en-
semble des décisions possibles, D , est appelé espace de décision et la plupart
des exemples théoriques se concentrent sur le cas D = Θ, qui représente le
cadre d’estimation standard.

Définition 2.1. Une fonction de coût est une fonction L de Θ × D dans
[0,+∞).

La fonction de coût est censée évaluer la pénalité (ou l’erreur) L(θ, d)
associée à la décision d quand le paramètre prend la valeur θ. Dans un cadre
traditionnel d’estimation du paramètre, lorsque D est Θ ou h(Θ), la fonction
de coût L(θ, δ) mesure l’erreur commise en évaluant h(θ) par δ. La Section
2.2 présente un ensemble d’axiomes de rationalité qui garantissent l’existence
d’une telle fonction dans un cadre décisionnel.

Dans la pratique, la détermination même de la fonction de coût est sou-
vent difficile, en particulier parce que les conséquences de chaque action pour
chaque valeur de θ sont souvent impossibles à déterminer quand D ou Θ
sont de grands ensembles, par exemple quand ils contiennent un nombre in-
fini d’éléments. De plus, dans les modèles qualitatifs, il peut être délicat de
quantifier les conséquences de chaque décision. Nous verrons à travers des
paradoxes comme le paradoxe de Saint-Pétersbourg que, même quand la fonc-
tion de coût semble évidente, par exemple lorsque des erreurs peuvent être
exprimées comme pertes monétaires, la fonction de coût réelle peut être assez
différente de son approximation linéaire et intuitive.

La complexité de la détermination de la fonction de coût subjective du
décideur incite souvent le statisticien à recourir aux fonctions de coût clas-
siques ou canoniques, choisies pour leur simplicité et leur souplesse mathé-
matique. Ce type de fonction de coût est aussi nécessaire pour un traite-
ment théorique de l’obtention des procédures optimales, quand il n’y a pas
de motivation pratique pour le choix d’une fonction de coût en particulier.

19L’approche bayésienne est, de notre point de vue, l’étape ultime de cette re-
cherche de cohérence.
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Le terme classique est lié à une longue histoire qui remonte jusqu’à La-
place (1773) pour le coût absolu (2.4) et à Gauss (1810) pour le coût qua-
dratique (2.2), à l’époque où l’erreur en termes de performance des estima-
teurs ou de conséquences des décisions était confondue avec l’erreur au sens
de l’irréductible variabilité des variables aléatoires (variance). Mais cette ca-
ractéristique ne devrait pas être prise comme une quelconque validation, car
une utilisation plus générale de ces coûts ne les légitime pas davantage. En
réalité, le recours à ces coûts automatiques (ou génériques), bien que jus-
tifié dans la pratique–il vaut mieux malgré tout, prendre une décision en un
temps fini en utilisant un critère approximatif que de passer un temps infini
à déterminer exactement la fonction de coût correcte–a généré une grande
partie des critiques envers la Théorie de la Décision.

Une base fondamentale de la Théorie de la Décision bayésienne est que
l’inférence statistique devrait commencer par la détermination de trois fac-
teurs :

(1) la famille des distributions pour les observations, f(x|θ) ;
(2) la distribution a priori pour les paramètres, π(θ) ;
(3) le coût associé aux décisions, L(θ, δ) ;

les distributions a priori et la fonction de coût, et parfois même la distribu-
tion d’échantillonnage résultant de considérations partiellement subjectives.
Les partisans de la Théorie de la Décision classique omettent le deuxième
point mais les critiques fréquentistes du paradigme bayésien échouent souvent
à prendre en compte le problème de la construction de la fonction de coût,
même si celle-ci est aussi compliquée que l’obtention de la distribution a priori.
De plus, présupposer l’existence d’une fonction de coût implique qu’une cer-
taine information sur le problème considéré est disponible. Cette information
peut donc être utilisée plus efficacement pour développer une distribution a
priori. En réalité, coût et a priori sont difficiles à dissocier et devraient être
analysés simultanément (Lindley, 1985). Nous verrons dans la Section 2.4 un
exemple de la dualité qui existe entre ces deux facteurs. Nous verrons aussi
dans la Section 2.5.4 comment les coûts classiques peuvent être remplacés
par des coûts plus intrinsèques (similaires aux lois a priori non informatives
présentées dans le Chapitre 3), quand il n’y a aucune information disponible
sur la pénalité associée à des décisions erronées ou même sur la paramétrisation
d’intérêt.

Dans certains cas il est possible de réduire la classe des fonctions de
coût acceptables par des considérations d’invariance, par exemple quand le
modèle est invariant sous l’action d’un groupe de transformations. Ce type de
considérations s’applique aussi au choix de la distribution a priori, comme on
le verra dans le Chapitre 9. Il est important de souligner que ces motivations
d’invariance sont souvent utilisées dans d’autres approches décisionnelles, lors-
qu’une réduction drastique de la classe des procédures inférentielles se révéle
nécessaire pour obtenir la “meilleure” solution.
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Exemple 2.2. Soit le problème de l’estimation de la moyenne θ d’un vecteur
normal, x ∼ Nn(θ,Σ), où Σ est une matrice diagonale connue avec pour
éléments diagonaux σ2

i (1 ≤ i ≤ n). Dans ce cas, D = Θ = R
p et δ représente

une évaluation de θ. S’il n’y a pas d’information additionnelle disponible sur le
modèle, il parâıt logique de choisir une fonction de coût qui attribue le même
poids à chaque composante, soit donc un coût de la forme

n∑
i=1

L
(
δi − θi

σi

)
,

où L prend son minimum en 0. Effectivement, pour ce type de coût, les com-
posantes ayant une grande variance ne biaisent pas fortement la sélection de
l’estimateur résultant. En d’autres termes, les composantes avec une grande
variance n’ont pas un poids trop important dès que les erreurs d’estimation
(δi−θi) sont normalisées par σi. Le choix habituel de L est le coût quadratique
L(t) = t2, ce qui signifie que l’erreur d’estimation globale est la somme des
carrés des erreurs de chaque composante. ‖

2.2 La fonction d’utilité

La notion d’utilité (définie comme l’opposé d’une fonction de coût) est
utilisée non seulement en Statistique, mais aussi en économie et dans d’autres
domaines comme la Théorie des Jeux où il est nécessaire d’ordonner les
conséquences d’actions ou de décisions. Conséquences (ou récompenses) sont
des notions génériques qui résument l’ensemble des résultats émanant de l’ac-
tion du décideur. Dans les cas les plus simples, il peut s’agir d’un gain ou
d’un coût financier dus à cette décision. Dans le cas de l’estimation, l’uti-
lité peut être une mesure de la distance entre l’évaluation et la vraie valeur
du paramètre, comme dans l’Exemple 2.2. Les bases axiomatiques de l’uti-
lité ont été attribuées à von Neumann et Morgenstern (1947) et ont mené
à de nombreuses extensions, particulièrement en Théorie des Jeux. Dans un
cadre statistique, cette approche a été considérée par Wald (1950) et Ferguson
(1967). Des extensions et des commentaires additionnels peuvent être trouvés
dans (DeGroot, 1970, Chapitre 7) ; pour des références sur la théorie de l’uti-
lité, voir Fishburn (1988) et Machina (1982, 1987). Voir aussi Chamberlain
(2000) pour une connexion avec l’Économétrie.

Le cadre général sous-tendant la théorie de l’utilité considère R, l’espace
des récompenses, supposé complètement connu ; par exemple, R = R. Nous
supposons aussi qu’il est possible d’ordonner les récompenses, donc qu’il existe
un ordre total, noté �, sur R tel que, si r1 et r2 sont dans R,

(1) r1 � r2 ou r2 � r1 ; et
(2) si r1 � r2 et r2 � r3, alors r1 � r3.
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Ces deux propriétés paraissent être des conditions minimales dans un cadre
décisionnel. En particulier, la transitivité (2) est absolument nécessaire pour
permettre une comparaison entre les procédures de décision. Sinon, nous pou-
vons nous retrouver avec des cycles tels que r1 � r2 � r3 � r1 et être dans
l’incapacité de sélectionner la meilleure récompense parmi ces trois choix. (La
Note 2.8.3 présente un critère qui est intransitif et ne se rapporte donc pas à
la Théorie de la Décision.) Nous notons respectivement ≺ et ∼ l’ordre strict
et la relation d’équivalence dérivés de �. Cependant, une et seulement une
des trois relations suivantes est satisfaite par tout couple (r1, r2) dans R2

r1 ≺ r2, r2 ≺ r1, r1 ∼ r2.

Pour avancer davantage dans la construction de la fonction d’utilité, il
est nécessaire d’étendre l’espace des récompenses de R à P, l’espace des
distributions de probabilité dans R. Ceci permet aussi au décideur de prendre
des décisions partiellement aléatoires ; de plus, l’espace des récompenses ainsi
étendu est convexe.

Exemple 2.3. Dans toute situation réaliste, les récompenses associées à une
action ne sont pas exactement connues au moment où la décision est prise ou,
d’une façon équivalente, certaines décisions comportent une part de risque.
Par exemple, en finance, le revenu financier r ∈ R = R d’actions cotées en
Bourse n’est pas garanti au moment où les actionnaires doivent déterminer les
entreprises dont ils devront acheter des actions. Dans ce cas, D = {d1, . . . , dn},
où dk représente l’action “acheter des actions de la compagnie k”. Au moment
de la décision, les gains associés aux différentes actions sont des dividendes
aléatoires, connus seulement à la fin de l’année. ‖

La relation d’ordre � est supposée disponible également dans P. Par
exemple, quand la récompense est monétaire, la relation d’ordre dans P peut
être obtenue en comparant la moyenne des rendements associés à la distri-
bution P . Il est donc possible de comparer deux distributions de probabilité
dans R, P1 et P2. Nous supposons ainsi que � satisfait les extensions des deux
hypothèses (1) et (2) sur P :

(A1) P1 � P2 ou P2 � P1 ; et
(A2) si P1 � P2 et P2 � P3, alors P1 � P3.

La relation d’ordre sur R apparâıt alors comme un cas particulier d’ordre sur
P, via la considération des masses de Dirac δr (r ∈ R).

L’existence de l’ordre � sur P est fondée sur l’hypothèse qu’il existe une
récompense optimale, et donc qu’il existe au moins un ordre partiel sur les
conséquences, même quand elles sont aléatoires. C’est évidemment le cas lors-
qu’il existe une fonction U de R associée à �, telle que P1 � P2 est équivalente
à

E
P1 [U(r)] ≤ E

P2 [U(r)],
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comme dans l’exemple monétaire ci-dessus. Cette fonction U est dite fonction
d’utilité. Nous présentons maintenant un système axiomatique portant sur �
qui assure l’existence de la fonction d’utilité.

Par souci de simplicité, nous considérons ici seulement le groupe des distri-
butions bornées, PB, correspondant aux distributions à support borné, pour
lesquelles il existe r1 et r2 tels que

[r1, r2] = {r : r1 � r � r2} et P ([r1, r2]) = 1.

Pour P1, P2 dans PB, nous définirons le mélange P = αP1 +(1−α)P2 comme
la distribution qui génère une récompense de P1 avec probabilité α et une
récompense de P2 avec probabilité (1−α). Par exemple, αδr1 +(1−α)δr2 est
la distribution qui donne comme résultat la récompense r1 avec probabilité α
et la récompense r2 avec probabilité (1−α). Deux hypothèses supplémentaires
(ou axiomes) sont nécessaires pour obtenir l’existence d’une fonction d’utilité
dans R. Tout d’abord, il doit y avoir respect de l’ordre sous des alternatives
indifférentes :

(A3) si P1 � P2, αP1 + (1− α)P � αP2 + (1− α)P pour tout P ∈P.

Par exemple, si les actionnaires de l’Exemple 2.3 peuvent comparer deux com-
pagnies avec des distributions de dividendes P1 et P2, ils doivent pouvoir gar-
der le même classement s’il y a une probabilité (1−α) que les deux dividendes
soient remplacés par des bons du Trésor avec une distribution de dividendes
P . La relation d’ordre doit être aussi connexe (ou fermée) :

(A4) si P1 � P2 � P3, il existe α et β ∈]0, 1[ tel que
αP1 + (1− α)P3 � P2 � βP1 + (1− β)P3.

La dernière hypothèse implique alors le résultat suivant.

Lemme 2.4. Si r1, r2, et r sont des récompenses dans R avec r1 ≺ r2 et
r1 � r � r2, il existe un seul v (0 ≤ v ≤ 1) tel que r ∼ vr1 + (1− v)r2.

Le Lemme 2.4 est en réalité le point essentiel pour la construction de
la fonction d’utilité, U , dans R. En effet, pour r1 et r2, deux récompenses
arbitraires telles que r2 ≺ r1, nous pouvons définir U de la façon suivante.
Pour chaque r ∈ R, soit

(i) U(r) = v si r2 � r � r1 et r ∼ vr1 + (1 − v)r2 ;
(ii) U(r) = −v

1−v si r � r2 et r2 ∼ vr1 + (1− v)r ; et
(iii) U(r) = 1

v si r1 � r et r1 ∼ vr + (1− v)r2.
En particulier, U(r1) = 1 et U(r2) = 0. De plus, cette fonction U conserve la
relation d’ordre sur R (voir DeGroot, 1970, p.105, pour une démonstration).

Lemme 2.5. Si r1, r2 et r3 sont trois récompenses dans R telles que r2 ∼
αr1 + (1− α)r3

U(r2) = αU(r1) + (1− α)U(r3).
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En réalité, les axiomes (A3) et (A4) peuvent être davantage affaiblis. Il
est effectivement suffisant qu’ils ne soient satisfaits que dans R. L’exten-
sion de la définition de fonction d’utilité pour PB nécessite une hypothèse
supplémentaire. Soit P tel que P ([r1, r2]) = 1, définissons

α(r) =
U(r)− U(r1)
U(r2)− U(r1)

et
β =

∫
[r1,r2]

α(r) dP (r).

Alors, l’axiome additionnel

(A5) P ∼ βδr2 + (1− β)δr1

implique que, si r est équivalent à α(r)r1+(1−α(r))r2 pour chaque r ∈ [r1, r2],
cette équivalence doit être vraie en moyenne. En effet, notons que β est obtenu
à partir d’une utilité moyenne,

β =
E

P [U(r)] − U(r1)
U(r2)− U(r1)

,

et cette hypothèse fournit une définition de U dans PB. Comme dans le
Lemme 2.5 où U est restreint à R, et comme le montre le résultat suivant,
l’axiome (A5) indique que U permet une linéarisation (ou une paramétrisation
linéaire) de la relation d’ordre � dans PB. Bien que légèrement tautologique
–puisqu’elle dépend dans sa formulation de la fonction d’utilité que nous es-
sayons de construire–, (A5) nous conduit effectivement à l’extension suivante
du Lemme 2.5 à PB.

Théorème 2.6. Soient P1 et P2 sur PB. Alors,

P1 � P2

si et seulement si
E

P1 [U(r)] ≤ E
P2 [U(r)].

De plus, si U∗ est une autre fonction d’utilité qui satisfait la relation d’équi-
valence présentée ci-dessus, il existe a > 0 et b tels que

U∗(r) = aU(r) + b.

Preuve. Soient r1 et r2 tels que

P1([r1, r2]) = P2([r1, r2]) = 1

(avec r1 ≺ r2). Comme
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P1 ∼ E
P1 [U(r)]− U(r1)
U(r2)− U(r1)

δr2 +
U(r2)− E

P1 [U(r)]
U(r2)− U(r1)

δr1

et

P2 ∼ E
P2 [U(r)] − U(r1)
U(r2)− U(r1)

δr2 +
U(r2)− E

P2 [U(r)]
U(r2)− U(r1)

δr1 ,

P1 � P2 est effectivement équivalent à

E
P1 [U(r)] − U(r1)
U(r2)− U(r1)

≤ E
P2 [U(r)]− U(r1)
U(r2)− U(r1)

,

soit encore E
P1 [U(r)] ≤ E

P2 [U(r)]. De plus, pour toute autre fonction d’utilité
U∗, il existe a et b tels que U∗(r1) = aU(r1) + b, U∗(r2) = aU(r2) + b.
L’extension de cette relation à chaque r ∈ R découle du Lemme 2.5. �

Notons que la construction ci-dessus n’implique aucune restriction sur la
fonction U . Donc, celle-ci n’a pas besoin d’être bornée, bien que cette condition
soit souvent mentionnée dans les livres. On peut avancer que cette généralité
est artificielle et formelle, car les fonctions d’utilité subjectives sont toujours
bornées. Par exemple, quand on considère une récompense monétaire, il existe
un seuil psychologique, disons de 100 000 000 euros, au-dessus duquel (la
plupart) des individus ont une fonction d’utilité presque constante.

Cependant, cette limite supérieure varie d’individu à individu, et la varia-
tion est encore plus grande entre des individus et des entreprises ou des États.
Il est aussi important d’inclure les récompenses inacceptables, bien que l’hy-
pothèse (A4) empêche les récompenses d’utilité égale à −∞. (Cette restriction
implique que la mort d’un patient pendant une étude pharmaceutique ou un
accident grave dans une centrale nucléaire ont une utilité finie.) De plus, la
plupart des fonctions de coût théoriques ne sont pas bornées. Une contrepartie
de cette généralité est que les résultats ci-dessus n’ont été établis que pour
PB. En réalité, ils peuvent être étendus à PE , l’ensemble des distributions
P dans P telles que E

P [U(r)] soit finie, sous l’hypothèse que (A1)–(A5) et
deux conditions supplémentaires sont satisfaites par PE (voir l’Exercice 2.3).

Théorème 2.7. Soient P et Q, deux distributions sur PE . Alors, P � Q si
et seulement si

E
P [U(r)] ≤ E

Q[U(r)].

Évidemment, le Théorème 2.7 ne parvient pas à traiter des distributions
d’utilité infinies. Si de telles distributions existent, elles doivent être com-
parées entre elles et une fonction d’utilité doit être construite sur cette classe
restreinte, puisque dans un sens il s’agit des seules distributions intéressantes.

Cependant, les fonctions de coût considérées par la suite seront minorées,
le plus souvent par 0. Les fonctions d’utilité correspondantes, opposées aux
fonctions de coût, sont donc toujours majorées et les paradoxes de récompense
infinie peuvent être évités. (Rubin, 1984 et Fishburn, 1988, fournissent des
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systèmes axiomatiques plus faibles assurant l’existence d’une fonction d’uti-
lité.)

Plusieurs critiques ont été formulées, d’ordre théorique et psychologique,
contre la notion de rationalité des décideurs et les axiomes associés (A1)–(A4).
Premièrement, il parâıt illusoire de croire que les individus peuvent comparer
toutes les récompenses, c’est-à-dire qu’ils peuvent fournir un ordre total de P
(ou même de R), car leurs capacités de discernement sont forcément limitées,
en particulier en ce qui concerne les alternatives contigües ou extrêmes.

L’hypothèse de transitivité est aussi trop forte, car les exemples en sport
ou en politique montrent que l’ordre des préférences conduit souvent dans la
pratique à une intransitivité, comme on le voit dans les paradoxes de Condor-
cet et de Simpson (voir Casella et Wells, 1993, et les Exercices 1.9 et 2.2).
Plus fondamentalement, l’hypothèse que l’ordre peut être étendu de R à P a
été fortement contestée, car elle implique que l’ordre social puisse être obtenu
à partir d’un ensemble d’ordres individuels, et en général cela n’est pas pos-
sible (voir Arrow, 1956 ou Blyth, 1972a). Cependant, bien que reconnaissant
ce fait, Rubin (1984) remarque que cette impossibilité implique simplement
que l’utilité et l’a priori soient inséparables, non pas qu’une décision opti-
male (bayésienne) ne puisse pas être obtenue, et il donne une série restreinte
d’axiomes se rapportant à cet objectif. En général, les critiques exprimées
ci-dessus sont absolument valables, mais ne peuvent résister à l’argument de
la nécessité absolue d’un cadre axiomatique qui valide la prise de décision
dans un cadre incertain. Comme cela est déjà évoqué dans le Chapitre 1, la
modélisation statistique est et doit être réductrice. Même si elle passe à côté
d’une partie de la complexité du monde, cette représentation simplifiée du
monde permet aux statisticiens et aux autres de prendre des décisions. La
Théorie de la Décision décrit ainsi un cadre idéalisé, sous une rationalité fon-
damentale que les vrais décideurs n’arrivent pas à atteindre, mais qu’ils visent
néanmoins20.

D’un point de vue plus pratique, la construction de la fonction d’utilité
décrite au-dessus peut être critiquée comme irréaliste. Berger (1985b) four-
nit quelques exemples fondés sur DeGroot (1970), où la fonction d’utilité
est construite par des divisions successives de l’espace des récompenses (voir
aussi Raiffa et Schlaifer, 1961). Cependant, si R est grand (par exemple, non
dénombrable), U ne peut pas être évaluée pour chaque récompense r, même
si la linéarité mise en avant dans le Lemme 2.5 permet des approximations
quand R ⊂ R. Dans un cadre multidimensionnel, les approximations linéaires
ne sont plus possibles, sauf si on utilise une combinaison linéaire d’utilités
réelles, soit

20Pour emprunter à Smith (1984), critiquer les structures idéales de la Théorie de
la Décision à cause des limitations humaines revient, d’une façon ou d’une autre, à
remettre en cause l’intégration parce que quelques intégrales ne peuvent être résolues
que numériquement.
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U(r1, r2, . . . , rn) =
n∑

i=1

αiUi(ri)

(voir Raiffa, 1968, Keeney et Raiffa, 1976, ou Smith, 1988, pour une discus-
sion). En général, les fonctions d’utilité pratiques ne seront que des approxi-
mations des vraies fonctions d’utilité.

Même quand la récompense est purement financière, une détermination ri-
goureuse de la fonction d’utilité s’impose, car U peut être loin d’être linéaire,
en particulier pour de grandes récompenses. Cela signifie qu’un gain de
3 000 avec une probabilité de 1/2 n’équivaut pas forcément à gagner 1 500

sûrement. Pour résoudre ce paradoxe, Laplace (1795) introduit la notion
d’attente morale, dérivée de la valeur relative d’une augmentation du gain
“la valeur absolue divisée par le gain total de la personne concernée”. Laplace
infère que l’attente morale “cöıncide avec l’attente mathématique quand le
gain devient infini en comparaison avec les variations dues à l’incertitude”, ce
qui signifie que l’utilité n’est effectivement linéaire qu’au voisinage de 0. Sinon,
les attitudes d’aversion au risque ralentissent la courbe d’utilité, qui est typi-
quement concave et majorée pour de grandes valeurs des récompenses. (Les
personnes avec une fonction d’utilité convexe sont dites amateurs de risque,
car elles préfèrent un gain aléatoire à l’espérance de ce gain. Notons que cette
attitude est assez compréhensible au voisinage de 0.) Construire une fonction
d’utilité monétaire est évidemment plus compliqué que d’utiliser une utilité
linéaire, mais cette construction fournit une représentation plus précise de la
réalité et peut même éviter des paradoxes comme celui présenté ci-dessous.

Exemple 2.8. (Paradoxe de Saint-Pétersbourg) Soit un jeu où une pièce est
lancée jusqu’à ce que le côté face apparaisse. Quand cela arrive au n-ième jet,
le gain du joueur est 3n, ce qui donne un gain moyen de

+∞∑
n=1

3n 1
2n

= +∞.

Chaque joueur devrait donc être prêt à payer un droit d’entrée arbitrairement
élevé pour jouer ce jeu, même s’il a moins de 0.05 de probabilité d’aller au-
delà du cinquième jet ! Cette modélisation ne prend pas en compte le fait
que la fortune d’un joueur est nécessairement bornée et qu’il ne peut jouer
qu’un nombre limité de fois. Une solution à ce paradoxe est de substituer une
fonction d’utilité bornée à la fonction d’utilité linéaire, comme

U(r) =
r

δ + r
(δ > 0, r > −δ),

et U(r) = −∞ sinon. Cette construction est assez similaire à l’attente morale
de Laplace. Un droit d’entrée acceptable e sera alors tel que l’utilité moyenne
du jeu est aussi grande que l’utilité de ne rien faire, soit

E[U(r − e)] ≥ U(0) = 0.
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La Figure 2.1 représente l’utilité moyenne en fonction de δ, calculée par ap-
proximation numérique de la série

+∞∑
n=1

3n

δ + 3n
2−n .
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Fig. 2.1. Utilité moyenne pour le paradoxe de Saint-Pétersbourg.

Considérons maintenant une modification du jeu où le joueur peut se re-
tirer à n’importe quel moment n et prendre le gain 3n si le côté pile n’est pas
encore apparu. Le gain moyen au temps n est alors

3n

δ + 3n
2−n,

qui peut fournir un temps optimal n0 pour quitter le jeu, dépendant du pa-
ramètre d’utilité δ, qui caractérise en quelque sorte l’aversion au risque du
joueur (voir Smith, 1988, pour une description plus minutieuse). Par exemple,
δ peut représenter la chance du joueur, car U(τ) tend vers −∞ quand τ
tend vers −δ. Ce choix particulier de U peut bien sûr être critiqué, mais
une représentation plus précise de la fonction d’utilité nécessite une analyse
détaillée des motivations du joueur (voir aussi l’Exercice 2.9). ‖

Voir également Bernardo et Smith (1994) pour une analyse détaillée des
bases de la théorie de l’utilité, avec une description particulière des arbres
de décision.
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2.3 Utilité et coût

Revenons à un cadre purement statistique. D’un point de vue décisionnel,
le modèle statistique inclut maintenant trois espaces : X , espace des ob-
servations, Θ, espace des paramètres, et D , espace des décisions (ou espace
d’action). L’inférence statistique consiste alors à prendre une décision d ∈ D
par rapport au paramètre θ ∈ Θ, fondée sur l’observation x ∈ X , x et θ
étant reliés par la distribution f(x|θ). Dans la plupart des cas, la décision d
devra évaluer (ou estimer) une fonction de θ, h(θ), le plus précisément pos-
sible. La Théorie de la Décision suppose de plus que chaque action d peut être
évaluée (ce qui signifie que la précision peut être quantifiée) et conduit à une
récompense r, avec une utilité U(r) (qui existe sous l’hypothèse de rationa-
lité des décideurs). Dorénavant, cette utilité sera notée U(θ, d) pour insister
sur le fait qu’elle dépend uniquement de ces deux facteurs. Quand d’autres
facteurs aléatoires r interviennent dans U , nous écrirons U(θ, d) = Eθ,d[U(r)].
Donc, U(θ, d) peut être vue comme une mesure de proximité entre l’estimation
proposée d et la vraie valeur h(θ).

Une fois que la fonction d’utilité a été construite (ou approchée), nous
construisons la fonction de coût correspondante

L(θ, d) = −U(θ, d).

En général, la fonction de coût est supposée positive, ce qui implique U(θ, d) ≤
0, et donc il n’existe pas de décision ayant une utilité infinie. L’hypothèse de
l’existence d’un minorant pour L peut être critiquée comme trop stricte, mais
elle évite des paradoxes comme ceux mentionnés ci-dessus. On peut aussi
soutenir que, d’un point de vue statistique, la fonction de coût L représente
bien le coût (ou l’erreur) dû à une mauvaise évaluation de la fonction de θ
d’intérêt, et donc que même la meilleure évaluation possible de cette fonction,
soit, lorsque θ est connu, peut entrâıner au mieux un coût nul. Dans le cas
contraire, la fonction de coût perdrait sa continuité en d = θ , ce qui pourrait
même empêcher le choix d’une procédure de décision.

Évidemment, sauf pour les cas les plus triviaux, il est généralement impos-
sible de minimiser uniformément (en d) la fonction de coût L(θ, d) quand θ
est inconnu. Pour obtenir un critère de comparaison utilisable à partir d’une
fonction de coût dans un contexte aléatoire, l’approche fréquentiste propose
de considérer plutôt le coût moyen (ou risque fréquentiste)

R(θ, δ) = Eθ[L(θ, δ(x))]

=
∫

X

L(θ, δ(x))f(x|θ) dx,

où δ(x) est la règle de décision, soit l’attribution d’une décision à chaque
résultat x ∼ f(x|θ) de l’expérience aléatoire. La fonction δ, de X dans D ,
est habituellement appelée estimateur (tandis que la valeur δ(x) est appelée
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estimation de θ). Quand il n’y a pas de risque de confusion, nous noterons
aussi D l’ensemble des estimateurs.

Le paradigme fréquentiste repose sur cette notion pour comparer les esti-
mateurs et, si possible, choisir le meilleur d’entre eux. Le raisonnement est que
ces estimateurs sont évalués selon leurs performances à long terme pour toutes
les valeurs possibles du paramètre θ. Notons cependant qu’il existe plusieurs
difficultés liées à cette approche.
(1) L’erreur (coût) est moyennée sur toutes les valeurs de x, proportionnelle-

ment à la densité f(x|θ). Il semble donc que l’observation x ne soit plus
prise en compte par la suite. Le critère de risque évalue les procédures
selon leurs performances de long terme et non directement pour une ob-
servation x donnée. Une telle évaluation peut être satisfaisante pour un(e)
statisticien(ne), mais elle n’est pas très convaincante pour un(e) client(e)
qui cherche un résultat optimal pour ses données x, pas pour celles des
autres !

(2) L’analyse fréquentiste du problème de décision suppose tacitement que le
même problème sera rencontré de nombreuses fois pour que l’évaluation
en fréquence ait un sens. En effet, R(θ, δ) est approximativement le coût
moyen sur les répétitions i.i.d. de la même expérience, selon la Loi des
Grands Nombres. Cependant, d’un point de vue philosophique et pra-
tique, il existe beaucoup de controverses sur la notion même de répétabilité
des expériences (voir Jeffreys, 1961). En fait, si de nouvelles observations
parviennent à un statisticien, celui-ci devrait les utiliser, ce qui pourrait
modifier la façon dont l’expérience est conduite, comme par exemple dans
les expériences médicales.

(3) Pour une procédure δ, le risque R(θ, δ) est une fonction du paramètre
θ. L’approche fréquentiste n’induit donc pas un ordre total sur l’en-
semble des procédures. Il est généralement impossible de comparer les
procédures de décision avec ces critères, car deux fonctions de risque qui
se croisent empêchent la comparaison entre les estimateurs correspon-
dants. Au mieux, on peut espérer trouver une procédure δ0 qui minimise
(en δ) uniformément (en θ) R(θ, δ), mais ce type de situation se produit
rarement, à moins que l’espace des procédures de décision ne soit très
restreint. Les procédures optimales ne peuvent être obtenues que par une
restriction plutôt artificielle à un ensemble de procédures autorisées.

Exemple 2.9. Soient x1 et x2, deux observations de

Pθ(x = θ − 1) = Pθ(x = θ + 1) = 0.5, θ ∈ R.

Le paramètre d’intérêt est θ (donc D = Θ) et il est estimé par δ sous le coût

L(θ, δ) = 1− Iθ(δ),

appelée le plus souvent coût 0−1, qui pénalise les erreurs d’estimation, quelle
que soit leur magnitude, par 1. Considérons en particulier l’estimateur
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δ0(x1, x2) =
x1 + x2

2
,

dont la fonction de risque est

R(θ, δ0) = 1− Pθ(δ0(x1, x2) = θ)
= 1− Pθ(x1 �= x2) = 0.5.

Ce calcul montre que l’estimateur δ0 est correct la moitié du temps. En réalité,
cet estimateur est toujours correct quand x1 �= x2, et toujours faux autrement.
Cependant l’estimateur δ1(x1, x2) = x1+1 a aussi une fonction de risque égale
à 0.5, comme δ2(x1, x2) = x2−1. Donc, δ0, δ1 et δ2 ne peuvent pas être classés
sous le coût 0− 1. ‖

En revanche, l’approche bayésienne de la Théorie de la Décision intègre
sur l’espace Θ, car θ est inconnu, plutôt que de le faire sur l’espace X , x étant
connu. Il est fondé sur le coût moyenne a posteriori

�(π, d|x) = E
π [L(θ, d)|x] =

∫
Θ

L(θ, d)π(θ|x) dθ ,

qui moyenne l’erreur (c’est-à-dire le coût) selon la distribution a posteriori
du paramètre θ, conditionnellement à la valeur observée x. Pour un x donné,
l’erreur moyenne résultant de la décision d est en réalité �(π, d|x). Le coût
moyen a posteriori est ainsi une fonction de x mais cette dépendance n’est pas
gênante, contrairement à la dépendance fréquentiste du risque au paramètre
puisque x, à la différence de θ, est connu.

En se donnant une distribution a priori π, il est aussi possible de définir
le risque intégré, qui est le risque fréquentiste moyenné sur les valeurs de θ
selon leur distribution a priori

r(π, δ) = E
π[R(θ, δ)]

=
∫

Θ

∫
X

L(θ, δ(x)) f(x|θ) dx π(θ) dθ.

Un intérêt particulier de ce deuxième concept est qu’il associe un nombre
réel à chaque estimateur, et non une fonction de θ. Il induit donc un ordre
total sur l’ensemble des estimateurs et permet une comparaison directe entre
ces estimateurs. Cela implique que, quoique prenant en compte l’information
a priori via la distribution a priori, l’approche bayésienne est suffisamment
réductrice (dans un sens positif) pour atteindre une décision efficace. De plus,
les deux notions ci-dessus sont équivalentes puisqu’elles conduisent à la même
décision.

Théorème 2.10. Un estimateur minimisant le risque intégré r(π, δ) est ob-
tenu par sélection, pour chaque x ∈X , de la valeur δ(x) qui minimise le coût
moyen a posteriori, �(π, δ|x), puisque
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r(π, δ) =
∫

X

�(π, δ(x)|x)m(x) dx. (2.1)

Preuve. L’égalité (2.1) découle directement du Théorème de Fubini, car,
comme L(θ, δ) ≥ 0,

r(π, δ) =
∫

Θ

∫
X

L(θ, δ(x))f(x|θ) dx π(θ) dθ

=
∫

X

∫
Θ

L(θ, δ(x))f(x|θ)π(θ) dθ dx

=
∫

X

∫
Θ

L(θ, δ(x))π(θ|x) dθ m(x) dx .

�

Ce résultat mène à la définition suivante d’un estimateur de Bayes.

Définition 2.11. Un estimateur de Bayes associé à une distribution a priori
π et une fonction de coût L est un estimateur δπ minimisant r(π, δ). Pour
chaque x ∈ X , ce dernier est donné par

δπ(x) = arg min
d
�(π, d|x) .

La valeur r(π) = r(π, δπ) est alors appelée risque de Bayes.

Le Théorème 2.10 fournit ainsi un outil constructif pour la détermination
des estimateurs de Bayes. Notons que, d’un point de vue strictement bayésien,
seul le coût moyen a posteriori �(π, δ|x) compte, puisque le paradigme bayésien
est fondé sur une approche conditionnelle. Faire la moyenne sur toutes les
valeurs possibles de x, alors que nous connaissons la valeur observée de
x, semble être une perte d’information. Néanmoins, l’équivalence présentée
par le Théorème 2.10 est importante parce que, premièrement, elle montre
que l’approche conditionnelle n’est pas nécessairement aussi dangereuse que
les critiques fréquentistes peuvent l’indiquer. En effet, bien que l’approche
bayésienne fonctionne de façon conditionnelle à l’observation présente x, elle
inclut aussi les propriétés probabilistes de la distribution de l’observation,
f(x|θ). Deuxièmement, cette équivalence fournit une connection entre les
résultats classiques de la Théorie des Jeux (voir la Section 2.4) et l’approche
axiomatique bayésienne, fondée sur la distribution a posteriori. Ceci explique
aussi pourquoi les estimateurs de Bayes jouent un rôle important pour les
critères d’optimalité fréquentistes.

Le résultat présenté ci-dessus est valable pour des a priori propres et im-
propres, du moment que le risque de Bayes r(π) est fini. Dans le cas contraire,
la notion d’estimateur (décisionnel) de Bayes est affaiblie. Nous définissons
alors un estimateur de Bayes généralisé comme la quantité minimisant, pour
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chaque x, le coût moyen a posteriori. En terme d’optimalité fréquentiste, nous
verrons que la distinction entre a priori propres et impropres est beaucoup
moins importante que celle entre estimateurs de Bayes réguliers et généralisés,
puisque les premiers sont admissibles. Notons que, pour des fonctions de coût
strictement convexes, les estimateurs de Bayes sont uniques.

Nous terminons cette partie par un exemple de construction d’une fonction
de coût dans un cadre de calibrage d’expert. Les références dans ce domaine
sont DeGroot et Fienberg (1983), Murphy (1984), Bayarri et DeGroot (1988)
et Schervish (1989). Smith (1988) montre aussi comment l’évaluation d’un
prévisionniste peut aider à améliorer l’estimation des probabilités a priori.
Voir la Note 2.8.1 pour une illustration différente en traitement d’image.

Exemple 2.12. Les prévisions météorologiques aux États-Unis sont souvent
données sous la forme de probabilités. Par exemple “la probabilité de pluie
pour demain est estimée à 0.4”. De telles prévisions étant quantifiées, il est
intéressant (pour leurs employeurs autant que pour les utilisateurs) d’évaluer
les météorologistes à travers une fonction de coût.

Pour un météorologiste donné, soit N le nombre des différents pourcen-
tages annoncés au moins une fois par an et soient pi (1 ≤ i ≤ N) les différents
pourcentages. Par exemple, nous pouvons avoir N = 5 et

p1 = 0, p2 = 0.45, p3 = 0.7, p4 = 0.9, et p5 = 0.95.

Dans ce cas, on observe effectivement les paramètres θi, soit

θi =
nombre de jours pluvieux pour lesquels pi est prédite

nombre de jours pour lesquels pi est prédite

(plus exactement, ce rapport est une bonne approximation de θi).
Si qi indique la proportion de jours où pi est prédite, une fonction de coût

possible pour les experts est

L(θ, p) =
N∑

i=1

qi(pi − θi)2 +
N∑

i=1

qi log(qi).

Pour un ensemble donné de θi (1 ≤ i ≤ N), le meilleur météorologiste est celui
qui est parfaitement calibré, donc celui qui satisfait pi = θi (1 ≤ i ≤ N). De
plus, parmi ces météorologistes parfaits, le meilleur est le mieux équiréparti,
satisfaisant qi = 1/N (1 ≤ i ≤ N), c’est-à-dire le météorologiste le plus
audacieux, par opposition à celui qui veut donner toujours le même pronostic
pi0 , par conséquence du terme d’entropie, E(q) =

∑
i qi log(qi). Cependant,

la distance (pi − θi)2 peut être remplacée par n’importe quelle autre fonction
prenant son minimum en pi = θi (voir les Exercices 2.12 et 2.14). Le poids
qi dans la première somme est aussi utilisé pour calibrer plus efficacement les
météorologistes, afin de prévenir la sur pénalisation de prévisions plus rares.
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Ce coût a été construit avec un biais en faveur des experts utilisant un
grand N , car l’entropie E(N) augmente avec N . Cependant, une meilleure
performance pour un plus grand N nécessite que pi soit (presque) égal à θi et
que qi soit proche de 1/N . ‖

2.4 Deux optimalités : minimaxité et admissibilité

Cette section est consacrée à deux notions fondamentales de la Théorie de
la Décision fréquentiste, présentées par Wald (1950) et Neyman et Pearson
(1933a,b). Comme il a été mentionné auparavant, et contrairement à l’ap-
proche bayésienne, le paradigme fréquentiste n’est pas assez réducteur pour
conduire à un seul estimateur optimal. Bien que dans ce livre nous nous
intéressions surtout aux aspects bayésiens de la Théorie de la Décision, il
est nécessaire malgré tout d’étudier ces notions fréquentistes en détail, parce
qu’elles montrent que les estimateurs de Bayes sont souvent optimaux pour
les concepts fréquentistes d’optimalité et devraient donc être utilisés même
lorsque l’information a priori est omise. En d’autres termes, on peut re-
fuser le paradigme bayésien et ignorer la signification d’une distribution a
priori, tout en obtenant malgré tout des estimateurs corrects d’un point de
vue fréquentiste par l’utilisation de cette distribution a priori. Donc, dans
ce sens technique, les fréquentistes devraient aussi prendre en compte l’ap-
proche bayésienne, car elle fournit un outil pour la construction d’estimateurs
optimaux (voir Brown, 1971, 2000, Strawderman, 1971, Berger, 1985b, ou
Berger et Robert, 1990, pour des exemples). De plus, ces propriétés peuvent
être utiles pour la sélection d’une distribution a priori, quand l’information a
priori n’est pas suffisamment précise pour conduire à une distribution a priori
unique (Chapitre 3).

2.4.1 Estimateurs randomisés

De même que pour l’étude de la fonction d’utilité, où nous étendons l’es-
pace de récompense de R à P, nous avons besoin d’étendre aussi l’espace de
décision à l’ensemble des estimateurs randomisés, prenant leurs valeurs dans
D∗, l’espace des distributions de probabilité sur D . Utiliser un estimateur
randomisé δ∗ signifie que l’action est générée selon la distribution de densité
de probabilité δ∗(x, .), une fois que l’observation x a été recueillie. Le coût de
l’estimateur randomisé δ∗ est alors défini comme le coût moyen

L(θ, δ∗(x)) =
∫

D

L(θ, a)δ∗(x, a) da.

Cette extension est nécessaire au traitement des notions de minimaxité et
d’admissibilité. Évidemment, de tels estimateurs n’en sont pas moins à pres-
crire, en particulier parce qu’ils contredisent le principe de vraisemblance, en
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donnant plusieurs réponses possibles pour la même valeur de x (et donc de
�(θ|x)). De plus, il semble assez paradoxal d’ajouter du bruit au phénomène
étudié pour prendre une décision dans l’incertain !

Exemple 2.13. (Suite de l’Exemple 2.9) Soit l’estimateur randomisé

δ∗(x1, x2)(t) =

{
I(x1+x2)/2(t) si x1 �= x2,

[I(x1−1)(t) + I(x1+1)(t)]/2 sinon,

où Iv est la masse de Dirac sur v. En réalité, si x1 = x2, les deux valeurs
θ1 = x1 − 1 et θ2 = x1 + 1 ont la même vraisemblance. Comparé avec δ0
qui n’estime jamais correctement θ lorsque x1 = x2, δ∗ est exact avec une
probabilité de 1/2. Cependant, quand δ∗ n’estime pas correctement θ, il est
plus loin de θ que δ0. Le choix de l’estimateur dépend alors de la fonction de
coût, donc de la manière dont la distance (ou l’erreur) entre l’estimateur et le
paramètre θ est mesurée. ‖

D’un point de vue fréquentiste, les estimateurs randomisés sont néanmoins
nécessaires, par exemple pour la théorie des tests fréquentistes, car ils per-
mettent d’obtenir des niveaux de confiance qui ne peuvent être atteints
autrement (voir le Chapitre 5). L’ensemble D∗ apparâıt ainsi comme une
complétion topologique de D . Cependant, cette modification de l’espace de
décision ne modifie aucunement les réponses bayésiennes, comme le montre
le résultat suivant (où l’ensemble des fonctions prenant leurs valeurs dans D∗

est aussi noté D∗).

Théorème 2.14. Pour toute distribution a priori π sur Θ, le risque de Bayes
pour l’ensemble des estimateurs randomisés est le même que celui pour l’en-
semble des estimateurs non randomisés, soit

inf
δ∈D

r(π, δ) = inf
δ∗∈D∗

r(π, δ∗) = r(π).

Preuve. Pour tout x ∈ X et tout δ∗ ∈ D∗, nous avons∫
Θ

∫
D

L(θ, a)δ∗(x, a)da π(θ|x)dθ

=
∫

D

∫
Θ

L(θ, a)π(θ|x)dθ δ∗(x, a)da

≥
∫

D

inf
a

{∫
Θ

L(θ, a)π(θ|x)dθ
}
δ∗(x, a)da

= �(π, δπ |x).

�
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Ce résultat reste vrai même quand le risque de Bayes r(π) est infini. La
démonstration est fondée sur le fait qu’une procédure randomisée moyennise
le risque des estimateurs non randomisés et ne peut ainsi faire mieux que ces
derniers. Cependant, le fait qu’utiliser des procédures randomisées n’a pas de
sens n’est pas pris en compte par le risque fréquentiste à moins que certaines
conditions, comme la convexité, ne soient imposées à la fonction de coût.

2.4.2 Minimaxité

Le critère de minimaxité que nous présentons maintenant apparâıt comme
une assurance contre le pire, car il vise à minimiser le coût moyen dans le
cas le moins favorable. Il représente aussi un effort fréquentiste pour éviter de
recourir au paradigme bayésien, tout en engendrant un ordre (faible) sur D∗.

Définition 2.15. On appelle risque minimax associé à la fonction de coût L
la valeur

R̄ = inf
δ∈D∗

sup
θ
R(θ, δ) = inf

δ∈D∗
sup

θ
Eθ[L(θ, δ(x))],

et estimateur minimax tout estimateur (éventuellement randomisé) δ0 tel que

sup
θ
R(θ, δ0) = R̄.

Cette notion est validée par la Théorie des Jeux, où deux adversaires (“le
statisticien” et la “Nature”) s’affrontent. Une fois que le statisticien a choisi
une procédure, la Nature choisit l’état de la nature (c’est-à-dire le paramètre
θ) qui maximise l’erreur du statisticien. (Nous verrons ci-après que ce choix
est en général équivalent à celui de la distribution a priori π. L’approche
bayésienne n’entre donc pas dans ce cadre conflictuel, car la distribution a
priori est aussi supposée connue.) En général, cette perspective antagoniste
apparâıt comme regrettable dans une analyse statistique. En effet, considérer
la Nature (ou la réalité) comme un ennemi ne peut que biaiser vers les pires
cas et empêcher le statisticien d’utiliser l’information disponible (pour une
analyse et une défense de la minimaxité, voir Brown, 1993, et Strawderman,
2000.)

La notion de minimaxité fournit une bonne illustration des aspects conser-
vateurs du paradigme fréquentiste. Puisque cette approche refuse de faire la
moindre hypothèse sur le paramètre θ, elle doit considérer les pires cas comme
également probables et nécessite alors de se fixer sur le risque maximal. En
réalité, d’un point de vue bayésien, cela équivaut souvent à prendre une dis-
tribution a priori concentrée sur ces pires cas (voir la Section 2.4.3). Dans
la plupart des cas, ce point de vue est trop conservateur parce que certaines
valeurs du paramètre sont moins vraisemblables que d’autres.
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Exemple 2.16. Les premières plates-formes pétrolières en mer du Nord ont
été construites selon un principe de minimaxité. En effet, elles étaient sup-
posées résister à l’action conjuguée des plus fortes houles et des plus fortes
tempêtes jamais observées, sous une température minimale record. Cette
stratégie donne évidemment une marge confortable de sécurité, mais elle est
très coûteuse. Pour des plates-formes plus récentes, les ingénieurs ont pris en
compte la distribution de ces phénomènes climatiques afin de réduire les coûts
de construction. ‖

Exemple 2.17. Une file d’attente à un feu rouge est en général correctement
représentée par une loi de Poisson. Le nombre de voitures qui arrivent durant le
temps d’observation, N , est donc distribué selon P(λ), avec un paramètre de
moyenne λ devant être estimé. Évidemment, les valeurs de λ au-dessus d’une
certaine limite sont assez invraisemblables. Par exemple, si λ0 est le nombre
de voitures dans toute la ville, le nombre moyen de voitures qui attendent à
un feu n’excédera pas λ0. Cependant, il peut arriver que certains estimateurs
ne soient pas minimax parce que leur risque dépasse R̄ pour les plus grandes
valeurs de λ. ‖

L’exemple ci-dessus n’est pas forcément une critique du principe minimax,
mais illustre plutôt le fait qu’une certaine information résiduelle est disponible
dans la plupart des problèmes et pourrait être utilisée, même de manière
marginale. De la même façon, l’Exemple 2.18 exhibe deux estimateurs, δ1 et
δ2, tels que δ1 a un risque minimax constant de R̄ et δ2 a un risque qui peut
être aussi bas que R̄/10 mais dépasse légèrement R̄ pour des valeurs plus larges
du paramètre (voir la Figure 2.2). Donc, selon le principe minimax, δ1 devrait
être préféré à δ2, même si les valeurs de θ pour lesquelles δ1 domine δ2 sont
plus invraisemblables (voir l’Exercice 2.28 pour un autre exemple frappant).

Exemple 2.18. Pour des raisons exposées dans la Note 2.8.2, nous considé-
rons l’estimateur suivant

δ2(x) =

⎧⎨
⎩
(

1− 2p− 1
||x||2

)
x si ||x||2 ≥ 2p− 1,

0 sinon,

pour estimer θ ∈ R
p quand x ∼ Np(θ, Ip). Cet estimateur, dit partie positive

de l’estimateur de James-Stein, est évalué sous le coût quadratrique,

L(θ, d) = ||θ − d||2.

La Figure 2.2 donne une comparaison des fonctions de risque respectives de δ2
et δ1(x) = x, estimateur du maximum de vraisemblance, pour p = 10. Cette
figure montre que δ2 ne peut pas être minimax, car le risque maximum de δ2 est
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supérieur au risque (constant) de δ1, c’est-à-dire R(θ, δ2) = Eθ[||θ−δ2(x)||2] =
p. (Nous montrerons dans la Section 2.4.3 que δ1 est en effet un estimateur
minimax dans ce cas.) Mais l’estimateur δ2 est clairement supérieur dans la
partie la plus intéressante de l’espace des paramètres, le coût supplémentaire
étant d’ailleurs relativement minime. ‖

0 2 4 6 8 10
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4
6

8
10

theta

Fig. 2.2. Comparaison des risques des estimateurs δ1 et δ2.

Les divergences entre l’analyse bayésienne et l’analyse minimax sont
illustrées par l’exemple suivant, emprunté à la Théorie des Jeux (puisqu’il
n’y a ni observation ni modèle statistique).

Exemple 2.19. Deux personnes, A et B, suspectées d’être complices d’un
cambriolage, sont arrêtées et placées dans des cellules séparées. Les deux sus-
pects ont été interrogés et on leur a suggéré d’avouer le cambriolage. Bien
qu’ils ne puissent pas être condamnés sans que l’un d’entre eux ait avoué,
celui qui avoue le premier verra sa peine réduite. Le Tableau 2.1 fournit la
perception de la récompense selon A (en années de liberté), où a1 (resp. θ1)
représente le fait que A (resp. B) avoue. Les deux suspects ont un gain maxi-
mal s’ils se taisent tous les deux. Cependant, du point de vue de A, la stratégie
minimax d’être le premier à parler, soit donc a1, puisque maxθ R(a1, θ) = 4
et maxθ R(a2, θ) = 10. Par conséquent, les deux cambrioleurs se retrouveront
en prison !

Tab. 2.1. Fonction d’utilité U(θi, aj).

a1 a2

θ1 −4 − 10
θ2 8 30

Au contraire, si π est la probabilité (subjective) que A associe à l’événement
“B parle”, soit, à θ1, le risque de Bayes de a1 est
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r(π, a1) = E
π[−U(θ, a1)] = 4π − 8(1− π) = 12π − 8

et pour a2,

r(π, a2) = E
π [−U(θ, a2)] = 10π − 30(1− π) = 40π − 30 .

On vérifie simplement que, pour π ≤ 11/14, r(π, a2) est plus petit que r(π, a1).
Par conséquent, à moins que A ne soit persuadé que B va parler, il vaut mieux
pour A ne rien dire. ‖

2.4.3 Existence d’une règle minimax et d’une stratégie maximin

Une difficulté importante liée à la notion de minimaxité est que les es-
timateurs minimax n’existent pas nécessairement. Ferguson (1967) et Ber-
ger (1985b, Chapitre 5) donnent des conditions suffisantes. En particulier, il
existe une stratégie minimax quand Θ est fini et la fonction de coût est conti-
nue. Plus généralement, Brown (1976) (voir aussi Le Cam, 1986, et Strasser,
1985) considère l’espace de décision D comme plongé dans un autre espace de
manière telle que l’ensemble des fonctions de risque sur D est compact dans ce
grand espace. Dans cette perspective et sous des hypothèses supplémentaires,
il est alors possible de construire des estimateurs minimax lorsque la fonc-
tion de coût est continue. Cependant, ces extensions impliquent l’utilisation
de techniques topologiques trop avancées pour être considérées dans cet ou-
vrage. Par conséquent, nous ne donnerons ici que le résultat suivant (voir
Blackwell et Girshick, 1954, pour une démonstration).

Théorème 2.20. Si D ⊂ R
k est convexe et compact et si L(θ, d) est conti-

nue et convexe en tant que fonction de d, pour chaque θ ∈ Θ, il existe un
estimateur minimax non randomisé.

La restriction à des estimateurs non randomisés découle de l’inégalité de
Jensen, puisque, lorsque la fonction de coût est convexe,

L(θ, δ∗) = E
δ∗

[L(θ, δ)] ≥ L(θ,Eδ∗
(δ)).

Ce résultat est un cas particulier du théorème de Rao-Blackwell (voir Lehmann
et Casella, 1998).

Exemple 2.21. (Suite de l’Exemple 2.13) L’estimateur randomisé δ∗ est
uniformément dominé pour toute fonction de coût convexe par l’estimateur
non randomisé E

δ∗
[δ∗(x1, x2)], soit

δ̃(x1, x2) =

{
1
2 (x1 + x2) si x1 �= x2,
1
2 (x1 − 1) + 1

2 (x1 + 1) = x1 sinon,

qui est en fait identique à l’estimateur δ0 considéré initialement. Notons que
cela n’est pas vrai pour le coût 0− 1, pour lequel δ∗ domine δ̃. ‖
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Le résultat suivant met en avant la connexion entre approche bayésienne
et principe minimax, dont la démonstration est immédiate.

Lemme 2.22. Le risque de Bayes est toujours plus petit que le risque mini-
max,

R = sup
π
r(π) = sup

π
inf
δ∈D

r(π, δ) ≤ R̄ = inf
δ∈D∗

sup
θ
R(θ, δ).

La première valeur est dite risque maximin et une distribution π∗ telle
que r(π∗) = R est appelée distribution a priori la moins favorable, quand
de telles distributions existent. En général, la borne supérieure r(π∗) est at-
teinte plutôt par une distribution impropre pouvant s’exprimer comme une
limite de distributions a priori propres πn. Mais ce phénomène n’empêche pas
nécessairement la construction d’estimateurs minimax (voir le Lemme 2.27).
Quand elles existent, les distributions les moins favorables sont celles qui ont
le risque de Bayes le plus grand, donc aussi les moins intéressantes en terme
de coût lorsqu’elles ne sont pas suggérées par l’information a priori disponible.
Le résultat ci-dessus est assez logique au sens où l’information a priori ne peut
qu’améliorer l’erreur d’estimation, même dans le pire des cas.

Un cas particulièrement intéressant correspond à la définition suivante.

Définition 2.23. Un problème d’estimation est dit admettre une valeur si
R = R̄, c’est-à-dire quand

sup
π

inf
δ∈D

r(π, δ) = inf
δ∈D∗

sup
θ
R(θ, δ).

Quand le problème admet une valeur, certains estimateurs minimax sont
des estimateurs de Bayes correspondant aux lois a priori les moins favorables.
Cependant, ils peuvent être randomisés comme le démontre l’exemple suivant.
Par conséquent le principe minimax ne fournit pas toujours des estimateurs
acceptables.

Exemple 2.24. Soit21 une observation de Bernoulli, x ∼ Be(θ) avec θ ∈
{0.1, 0.5}. Quatre estimateurs non randomisés sont disponibles,

δ1(x) = 0.1, δ2(x) = 0.5,
δ3(x) = 0.1 Ix=0 + 0.5 Ix=1, δ4(x) = 0.5 Ix=0 + 0.1 Ix=1.

Nous supposons de plus que la pénalité pour une réponse incorrecte est 2
quand θ = 0.1 et 1 quand θ = 0.5. Les vecteurs de risque (R(0.1, δ), R(0.5, δ))
des quatre estimateurs sont alors, respectivement, (0, 1), (2, 0), (0.2, 0.5), et
(1.8, 0.5). Il est simple de voir que le vecteur de risque de chaque estimateur
randomisé est une combinaison convexe de ces quatre estimateurs ou, d’une

21Les calculs dans cet exemple sont assez simples. Si besoin, voir le Chapitre 8
pour les détails.
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façon équivalente, que l’ensemble de risques, R, est l’enveloppe convexe des
quatre vecteurs ci-dessus, comme le représente la Figure 2.3.

Dans ce cas, l’estimateur minimax est obtenu à l’intersection de la diago-
nale de R

2 avec la frontière inférieure de R. Comme le montre la Figure 2.3,
cet estimateur δ∗ est randomisé et prend la valeur δ3(x) avec une probabilité
α = 0.87 et δ2(x) avec une probabilité 1 − α. Le poids α est en effet obtenu
par l’équation

0.2α+ 2(1− α) = 0.5α.

Cet estimateur δ∗ est aussi un estimateur (randomisé) de Bayes pour la loi a
priori

π(θ) = 0.22 I0.1(θ) + 0.78 I0.5(θ);

la probabilité a priori π1 = 0.22 correspond à la pente entre (0.2, 0.5) et (2, 0),
soit,

π1

1− π1
=

0.5
2− 0.2

.

Notons que tout estimateur randomisé qui est une combinaison de δ2 et de δ3
est un estimateur de Bayes pour cette distribution, mais que seul δ∗ est aussi
un estimateur minimax. ‖
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Fig. 2.3. Ensemble de risques pour l’estimation du paramètre de la distribution
de Bernoulli et diagonale Δ.
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À l’instar des estimateurs minimax, une distribution la moins favorable
n’existe pas forcément, car son existence dépend d’un théorème d’hyperplan
séparateur qui n’est pas toujours vérifié (voir Pierce, 1973, Brown, 1976, Ber-
ger, 1985b, et le Chapitre 8). De plus, Strawderman (1971) montre que, dans le
cas particulier où x ∼ Np(θ, Ip), il n’existe pas d’estimateur de Bayes régulier
qui soit minimax lorsque p ≤ 4.

D’un point de vue plus pratique, le Lemme 2.22 fournit des conditions
suffisantes de minimaxité.

Lemme 2.25. Si δ0 est un estimateur de Bayes pour π0 et si R(θ, δ0) ≤ r(π0)
pour tout θ dans le support de π0, δ0 est minimax et π0 est la distribution la
moins favorable.

Exemple 2.26. (Berger, 1985b) Soit x ∼B(n, θ) où θ est à estimer sous un
coût quadratique,

L(θ, δ) = (δ − θ)2 .
L’estimateur de Bayes est alors donné par les espérances a posteriori (voir la
Section 2.5) et quand θ ∼ Be

(√
n

2 ,
√

n
2

)
, l’espérance a posteriori est

δ∗(x) =
x+
√
n/2

n+
√
n
.

De plus, cet estimateur a un risque constant, R(θ, δ∗) = 1/4(1 +
√
n)2. Par

conséquent, en intégrant sur θ, r(π) = R(θ, δ∗) et δ∗ est minimax selon le
Lemme 2.25. Notons la différence avec l’estimateur du maximum de vraisem-
blance, δ0(x) = x/n, pour des petites valeurs de n et la concentration irréaliste
de l’a priori dans un voisinage de 0.5 pour les valeurs les plus grandes de n. ‖

Puisque les estimateurs minimax correspondent généralement à des esti-
mateurs de Bayes généralisés, on doit souvent recourir à un argument limite
pour établir la minimaxité, plutôt que de calculer directement le risque de
Bayes comme dans le Lemme 2.25.

Lemme 2.27. S’il existe une suite (πn) de lois a priori propres telles que
l’estimateur de Bayes généralisé δ0 satisfasse

R(θ, δ0) ≤ lim
n→∞ r(πn) < +∞

pour tout θ ∈ Θ, alors δ0 est minimax.

Exemple 2.28. Quand x ∼ N (θ, 1), l’estimateur de maximum de vraisem-
blance δ0(x) = x est un estimateur de Bayes généralisé par rapport à la mesure
de Lebesgue sur R, pour le coût quadratique. Puisque

R(δ0, θ) = Eθ(x − θ)2 = 1 ,
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ce risque est la limite du risque de Bayes r(πn) quand πn est égal à N (0, n),
comme

r(πn) =
n

n+ 1
.

Par conséquent, l’estimateur de maximum de vraisemblance δ0 est minimax.
Notons que cet argument peut être étendu directement au cas x ∼ Np(θ, Ip)
pour établir que δ0 est minimax pour tout p. ‖

Quand l’espace Θ est compact, une description exacte des règles (ou des
estimateurs) de Bayes minimax est disponible. Ceci découle du principe des
zéros séparés pour les nombres complexes : si la fonction R(θ, δπ) n’est pas
constante et est analytique, l’ensemble des θ tels que R(θ, δπ) est maximal est
un ensemble séparé et, dans le cas d’un ensemble compact Θ, forcément fini.

Théorème 2.29. Considérons un problème statistique admettant simultané-
ment une valeur, une loi la moins favorable π0, et un estimateur minimax
δπ0 . Alors, si Θ ⊂ R est compact et si R(θ, δπ0) est une fonction analytique
de θ, soit π0 a un support fini, soit R(θ, δπ0) est constant.

Exemple 2.30. Soit x ∼ N (θ, 1), avec |θ| ≤ m, c’est-à-dire θ ∈ [−m,m].
Alors, selon le Théorème 2.29, les lois les moins favorables ont nécessairement
un support fini, {±θi, 1 ≤ i ≤ ω}, avec un cardinal 2ω ou 2ω−1 et des points
de support θi dépendant dem. En effet, le seul estimateur à risque constant est
δ0(x) = x, qui n’est pas minimax dans ce cas. En général, la détermination
exacte de n et des points de θi ne peut être faite que numériquement. Par
exemple, quand m ≤ 1.06, la loi a priori avec pour poids 1/2 en ±m est la
seule distribution a priori la moins favorable. Pour 1.06 ≤ m ≤ 2, le support de
π contient −m, 0, et m. Voir Casella et Strawderman (1981) et Bickel (1981)
pour plus de détails, et Johnstone et MacGibbon (1992) pour un traitement
similaire du modèle de Poisson. ‖

Les exemples ci-dessus montrent pourquoi le principe minimax, bien
qu’étroitement lié au paradigme bayésien, n’est pas nécessairement attirant
d’un point de vue bayésien. En effet, mis à part le fait que les estimateurs
minimax sont parfois randomisés, comme dans l’Exemple 2.24, les Exemples
2.26 et 2.30 montrent que les lois a priori les moins favorables sont souvent
irréalistes, car conduisant à un fort biais a priori vers quelques points de
l’espace d’échantillonnage. Pour l’Exemple 2.30, Gatsonis et al. (1987) ont
montré que les lois a priori uniformes sont de bons substituts à des lois a
priori à support discret, même si elles ne sont pas minimax.

Des extensions du Théorème 2.29 au cas non compact sont données dans
Kempthorne (1988). Dans un cadre multidimensionnel, quand le problème est
invariant par rotation, les lois les moins favorables sont uniformes sur une suite
de sphères imbriquées (voir Robert et al., 1990). Le problème pratique de la
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détermination des points du support est considéré par Kempthorne (1988) et
Eichenauer et Lehn (1989).

Lorsqu’un problème admet une valeur, il est souvent difficile de construire
la loi la moins favorable. Des méthodes alternatives pour obtenir un esti-
mateur minimax sont alors nécessaires. Le Chapitre 9 montre comment la
détermination de certaines structures d’invariance du modèle peut conduire à
l’identification du meilleur estimateur équivariant et à un estimateur minimax
(théorème de Hunt-Stein). Malheureusement, les conditions sous lesquelles ce
théorème peut s’appliquer sont difficiles à vérifier et sont rarement satisfaites.

Finalement, une fois qu’on a obtenu un estimateur minimax, il reste à
déterminer s’il est optimal ou non : plusieurs estimateurs minimax peuvent
exister simultanément et certains d’entre eux peuvent dominer uniformément
d’autres. Il est alors nécessaire de présenter un deuxième critère, plus local,
pour comparer les estimateurs minimax, qui sont des estimateurs ayant de
bonnes performances globales.

2.4.4 Admissibilité

Ce deuxième critère fréquentiste induit un ordre partiel sur D∗ en compa-
rant les risques fréquentistes des estimateurs R(θ, δ).

Définition 2.31. Un estimateur δ0 est inadmissible s’il existe un estimateur
δ1 qui domine δ0, c’est-à-dire tel que pour tout θ,

R(θ, δ0) ≥ R(θ, δ1)

et, pour au moins une valeur θ0 du paramètre,

R(θ0, δ0) > R(θ0, δ1) .

Sinon, δ0 est dit admissible.

Ce critère est particulièrement intéressant pour son action réductrice. Ef-
fectivement, du moins en théorie, il semble logique de soutenir que les estima-
teurs inadmissibles ne devraient pas être considérés du tout, puisqu’ils peuvent
être améliorés uniformément. Par exemple, le théorème de Rao-Blackwell im-
plique alors que, pour des fonctions de coût convexes, les estimateurs rando-
misés et plus généralement ceux dépendant d’autres quantités que les statis-
tiques exhaustives sont inadmissibles. Cependant, l’admissibilité à elle seule
n’est pas suffisante pour valider l’utilisation d’un estimateur. Par exemple,
les estimateurs constants δ(x) = θ0 sont en général admissibles parce qu’ils
fournissent une valeur exacte pour θ = θ0. D’un point de vue fréquentiste, il
est donc important de chercher des estimateurs qui satisfassent les deux opti-
malités : minimaxité et admissibilité. Dans cette optique, on peut mentionner
les résultats suivants.
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Proposition 2.32. S’il existe un unique estimateur minimax, cet estimateur
est admissible.

Preuve. Si δ∗ est le seul estimateur minimax, pour tout estimateur δ̃ �= δ∗,

sup
θ
R(θ, δ̃) > sup

θ
R(θ, δ∗).

Donc, δ̃ ne peut pas dominer δ∗. �
Notons que la réciproque de ce résultat est fausse, car il peut exister plusieurs
estimateurs minimax admissibles. Par exemple, dans le cas Np(θ, Ip), il existe
des estimateurs de Bayes réguliers minimax pour p ≥ 5 (Strawderman, 1971 et
Fourdrinier et al., 1998). Quand la fonction de coût L est absolument convexe
(en d), la caractérisation suivante est aussi possible.

Proposition 2.33. Si δ0 est admissible de risque constant, δ0 est l’unique
estimateur minimax.

Preuve. Pour tout θ0 ∈ Θ, supθ R(θ, δ0) = R(θ0, δ0). Alors, s’il existe δ1 tel
que R̄ ≤ supθ R(θ, δ1) < R(θ0, δ0), δ0 ne peut pas être admissible. De la même
façon, si

R̄ = sup
θ
R(θ, δ1) = R(θ0, δ0)

et si θ1 est tel que R(θ1, δ1) < R̄, δ1 domine δ0. Par conséquent, quand δ0 est
admissible, le seul cas possible est qu’il existe δ1 tel que R(θ, δ1) = R(θ, δ0)
pour tout θ ∈ Θ. Ce qui est aussi impossible quand δ0 est admissible (voir
l’Exercice 2.36). �

Remarquons à nouveau que la réciproque de ce résultat est fausse. Il peut
exister des estimateurs minimax ayant un risque constant qui soient inad-
missibles. En fait, ils sont inadmissibles dès qu’il existe d’autres estimateurs
minimax. C’est le cas par exemple pour δ0(x) = x quand x ∼ Np(θ, Ip) et
p ≥ 3 (voir la Note 2.8.2 et l’Exercice 2.57). Il y a aussi des cas où il n’existe
pas d’estimateur minimax admissible (il faut pour cela qu’il n’existe pas de
classe minimale complète, voir le Chapitre 8).

Nous avons vu dans la section précédente que la minimaxité pouvait être
parfois considérée, dans une perspective bayésienne, comme un choix par la
“Nature” d’une stratégie maximin (loi la moins favorable), π, donc que cer-
tains estimateurs minimax sont des estimateurs de Bayes. La notion d’admis-
sibilité est encore plus fortement liée au paradigme bayésien au sens où, dans
la plupart des problèmes statistiques, les estimateurs de Bayes “engendrent”
la classe des estimateurs admissibles, c’est-à-dire que ces derniers peuvent être
écrits comme des estimateurs de Bayes (ou estimateurs de Bayes généralisés)
ou comme limites d’estimateurs de Bayes. Le Chapitre 8 est consacré plus
en détail aux relations entre estimateurs de Bayes et admissibilité. Nous ne
donnerons ici que deux résultats importants.
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Proposition 2.34. Si la distribution a priori π est strictement positive sur
Θ, de risque de Bayes fini, et la fonction de risque R(θ, δ) est une fonction
continue de θ pour tout δ, l’estimateur de Bayes δπ est admissible.

Preuve. Supposons δπ inadmissible. Soit δ′ un estimateur dominant uni-
formément δπ. Alors, pour tout θ, R(θ, δ′) ≤ R(θ, δπ) et, dans tout ensemble
ouvert C de Θ, R(θ, δ′) < R(θ, δπ). Par intégration de cette inégalité, on
obtient

r(π, δ′) < r(π, δπ) =
∫

Θ

R(θ, δπ)π(θ) dθ,

ce qui est impossible. �

Proposition 2.35. Si l’estimateur de Bayes associé à une loi a priori π est
unique, il est admissible.

La démonstration de ce résultat est similaire à celle de la Proposition 2.32.
Même si l’estimateur de Bayes n’est pas unique, il reste possible de présenter
au moins un estimateur de Bayes admissible. Quand la fonction de coût est
strictement convexe, l’estimateur de Bayes est nécessairement unique et donc
admissible, selon la proposition ci-dessous.

Exemple 2.36. (Suite de l’Exemple 2.26) L’estimateur δ∗ est un estima-
teur de Bayes régulier, donc admissible, et de risque constant. Par conséquent,
il est l’estimateur minimax unique sous le coût quadratique. ‖

Notons que la Proposition 2.34 fait intervenir l’hypothèse d’un risque de
Bayes fini. Autrement, tout estimateur est, dans un certain sens, un estimateur
de Bayes (voir l’Exercice 2.43). D’un autre côté, quelques résultats d’admis-
sibilité peuvent être établis pour des lois a priori impropres. C’est la raison
pour laquelle nous préférons appeler estimateurs de Bayes généralisés ceux
associés à un risque de Bayes infini, plutôt que les estimateurs correspondant
à une loi a priori impropre. Ce choix implique que les estimateurs de Bayes
de différentes quantités associés à la même loi a priori peuvent être respec-
tivement estimateurs de Bayes réguliers et estimateurs de Bayes généralisés,
suivant ce qu’ils estiment. Ceci assure aussi que les estimateurs de Bayes
réguliers seront toujours admissibles, comme le démontre le résultat suivant.

Proposition 2.37. Si un estimateur de Bayes, δπ, associé à une loi a priori
(propre ou impropre) π, est tel que le risque de Bayes,

r(π) =
∫

Θ

R(θ, δπ)π(θ) dθ,

soit fini, δπ est admissible.
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Exemple 2.38. Soit x ∼ N (θ, 1), et on veut tester l’hypothèse nulle
H0 : θ ≤ 0 contre l’hypothèse alternative H1 : θ > 0. Ce problème de test
est un problème d’estimation si nous considérons l’estimation de la fonction
indicatrice IH0(θ). Sous le coût quadratique

(IH0 (θ)− δ(x))2 ,
nous pouvons proposer l’estimateur suivant

p(x) = P0(X > x) (X ∼ N (0, 1))
= 1− Φ(x),

dit p-value, qui est considéré comme une bonne réponse fréquentiste au
problème de test (voir Kiefer, 1977 et Casella et Berger, 1987). En utilisant
l’Exemple 1.25, il est facile de montrer que p est un estimateur de Bayes sous
la mesure de Lebesgue et un coût quadratique, car π(θ|x) est la distribution
N (x, 1) et

p(x) = E
π[IH0 (θ)|x] = P π(θ < 0|x)

= P π(θ − x < −x|x) = 1− Φ(x).

De plus, le risque de Bayes de p est fini (Exercice 2.34). Par conséquent la
p-value, en tant qu’estimateur de IH0 , est admissible. (Voir la Section 5.4 pour
une analyse approfondie des propriétés de la p-value.) ‖

Exemple 2.39. Dans le cadre de l’exemple précédent, si θ est le paramètre
d’intérêt, δ0(x) = x est un estimateur de Bayes généralisé sous le coût qua-
dratique, car

r(π, δ0) =
∫ +∞

−∞
R(θ, δ0) dθ =

∫ +∞

−∞
1 dθ = +∞ .

La Proposition 2.35 ne permet donc pas dans ce cas de déterminer l’admissi-
bilité de δ0. Bien que δ0 soit en réalité admissible, son admissibilité doit être
établie à l’aide d’une suite de lois a priori propres, comme nous le montrerons
dans le Chapitre 8. ‖

Exemple 2.40. Soit x ∼ Np(θ, Ip). Si le paramètre d’intérêt est ||θ||2 et la
loi a priori est la mesure de Lebesgue sur R

p, puisque E
π [||θ||2|x] = E[||y||2],

avec y ∼ Np(x, Ip), l’estimateur de Bayes sous le coût quadratique est

δπ(x) = ||x||2 + p.

Cet estimateur de Bayes généralisé n’est pas admissible parce qu’il est do-
miné par δ0(x) = ||x||2 − p (Exercice 2.35). (Puisque le risque classique est
R(θ, δπ) = var(‖x‖2) + 4p2, le risque de Bayes est bien infini.) Ce phénomène
montre que la mesure de Lebesgue n’est pas nécessairement le meilleur choix
d’une mesure a priori non informative quand le paramètre d’intérêt est un
sous-vecteur du paramètre (voir le Chapitre 3). ‖
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2.5 Fonctions de coût usuelles

Quand le contexte d’une expérience ne permet pas une détermination
de la fonction d’utilité (manque de temps, information, etc.), une alterna-
tive courante est de faire appel à des fonctions de coût classiques, qui sont
mathématiquement simples et de propriétés connues. Bien entendu, cette ap-
proche est une approximation sous-jacente du modèle statistique et ne devrait
être utilisée que quand la fonction d’utilité n’est pas disponible. Nous finissons
cette section par une note sur des fonctions de coût plus intrinsèques, même
si celles-ci sont rarement utilisées en pratique. (Voir aussi la Note 2.8.1 pour
une description des fonctions de coût utilisées en analyse d’image.)

2.5.1 Le coût quadratique

Introduit par Legendre (1805) et Gauss (1810), ce coût est sans conteste
le critère d’évaluation le plus commun. Fondant sa validité sur l’ambigüıté de
la notion d’erreur dans un contexte statistique (soit erreur de mesure, soit
variation aléatoire), il a aussi donné lieu à de nombreuses critiques, la plus
fréquente étant sans doute le fait que le coût quadratique

L(θ, d) = (θ − d)2 (2.2)

pénalise trop fortement les grandes erreurs.
Cependant, les fonctions de coût convexes comme (2.2) ont l’avantage in-

comparable d’éviter le paradoxe des amateurs de risque (traduction de risk
lovers) et d’exclure les estimateurs randomisés. Une autre justification ha-
bituelle pour le coût quadratique est que celui-ci peut être vu comme le
développement limité d’un coût symétrique plus complexe (voir l’Exercice
4.15 pour un contre-exemple). Dans son article de 1810, Gauss reconnaissait
déjà l’arbitraire du coût quadratique mais le défendait au nom de la simplicité.
Bien que les critiques concernant l’utilisation systématique de la fonction de
coût quadratique soient fondées, son usage est néanmoins très répandu, car
il donne en général des solutions bayésiennes qui sont celles naturellement
fournies comme estimateurs pour une inférence non décisionnelle fondée sur
une distribution a priori. En effet, les estimateurs de Bayes associés au coût
quadratique sont les moyennes a posteriori. Cependant, notons que le coût
quadratique n’est pas le seul coût à avoir cette caractéristique. Les fonctions
de coût conduisant à la moyenne a posteriori comme estimateur de Bayes sont
appelées fonctions de coût propres et ont été identifiées par Lindley (1985),
Schervish (1989), der Meulen B. (1992), et Hwang et Pemantle (1994) (voir
aussi l’Exercice 2.15).

Proposition 2.41. L’estimateur de Bayes δπ associé à la loi a priori π et
au coût quadratique (2.2) est la moyenne a posteriori
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δπ(x) = E
π [θ|x] =

∫
Θ
θf(x|θ)π(θ) dθ∫

Θ f(x|θ)π(θ) dθ
.

Preuve. Comme

E
π [(θ − δ)2|x] = E

π[θ2|x]− 2δEπ[θ|x] + δ2,

le minimum du coût a posteriori est effectivement atteint par δπ(x) = E
π[θ |

x]. �

Les corollaires suivants se déduisent de manière immédiate.

Corollaire 2.42. L’estimateur de Bayes δπ associé à π et au coût quadra-
tique pondéré

L(θ, δ) = ω(θ)(θ − δ)2, (2.3)

où ω(θ) est une fonction positive, est

δπ(x) =
E

π[ω(θ)θ|x]
Eπ [ω(θ)|x] .

Corollaire 2.43. Quand Θ ∈ R
p, l’estimateur de Bayes δπ associé à π et au

coût quadratique,
L(θ, δ) = (θ − δ)tQ(θ − δ),

est la moyenne a posteriori, δπ(x) = E
π[θ|x], pour toute matrice Q p × p

symétrique définie positive.

Le Corollaire 2.42 exhibe une dualité (faible) entre coût et loi a priori, au
sens où il revient au même d’estimer θ sous (2.3) avec la loi π, ou sous (2.2)
avec la loi πω(θ) ∝ π(θ)ω(θ). De plus, bien que la notion d’admissibilité soit
indépendante de la fonction ω, l’estimateur de Bayes en dépend fortement. Par
exemple, δπ peut ne pas exister si ω crôıt trop vite vers +∞. D’un autre côté,
le Corollaire 2.43 montre la robustesse de l’estimateur de Bayes par rapport à
la forme quadratique de Q. (Shinozaki, 1975, a aussi montré que le caractère
admissible ne dépend pas de Q.)

Le coût quadratique est particulièrement intéressant lorsque l’espace des
paramètres est borné et le choix d’un coût plus subjectif est impossible. En
effet, ce coût est assez simple d’utilisation et l’erreur d’approximation est
alors de faible importance. L’indétermination de la fonction de coût (et son
remplacement par une approximation quadratique) est fréquente en évaluation
de la précision, qui inclut par exemple l’estimation du coût (Rukhin, 1988a,b,
Lu et Berger, 1989a,b, Hwang et al., 1992, Robert et Casella, 1993, 1994, et
Fourdrinier et Wells, 1993).

Exemple 2.44. (Suite de l’Exemple 2.21) Nous cherchons à évaluer la
performance de l’estimateur
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δ(x1, x2) =

⎧⎨
⎩
x1 + x2

2
si x1 �= x2,

x1 + 1 sinon,

par α(x1, x2) sous le critère quadratique

[Iθ(δ(x1, x2))− α(x1, x2)]
2
,

où Iθ(v) vaut 1 si v = θ, 0 sinon ; la fonction α estime donc d’une certaine
façon la probabilité que δ prenne la vraie valeur θ. (Ceci est un cas particulier
d’estimation de coût, pour la fonction de coût 1 − Iθ(δ).) Deux estimateurs
peuvent être considérés :

(i) α0(x1, x2) = 0.75, qui donne l’espérance de Iθ(δ(x1, x2)) ; et

(ii) α1(x1, x2) =

{
1 si x1 �= x2,

0.50 si x1 = x2.

Le risque des deux estimateurs est alors

R(θ, α0) = Eθ (Iθ(δ(x1, x2))− 0.75)2

= 0.75− (0.75)2 = 0.1875

et

R(θ, α1) = Eθ (Iθ(δ(x1, x2))− α1(x1, x2))
2

= (0.5)2
1
2

= 0.125 .

Par conséquent, α1 est un meilleur estimateur des performances de δ que α0.
Présenté dans Berger et Wolpert (1988), ce résultat de domination est assez
logique et suggère qu’une évaluation conditionnelle des estimateurs est plus
appropriée. ‖

2.5.2 L’erreur de coût absolu

Une solution alternative au coût quadratique en dimension un est d’utiliser
le coût absolu,

L(θ, d) =| θ − d |, (2.4)

déjà considéré par Laplace (1773) ou, plus généralement, une fonction linéaire
par morceaux

Lk1,k2(θ, d) =

{
k2(θ − d) si θ > d,

k1(d− θ) sinon.
(2.5)

De telles fonctions croissent plus lentement que le coût quadratique. Par
conséquent, tout en restant convexes, elles ne surpénalisent pas des erreurs
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grandes mais peu vraisemblables. Huber (1964a) propose aussi un mélange
des fonctions coûts absolues et quadratiques, pour maintenir une pénalisation
quadratique aux alentours de 0,

L̃(θ, d) =

{
(d− θ)2 si | d− θ |< k,

2k | d− θ | − k2 sinon.

Bien que convexe22, le coût mixte ralentit la progression du coût quadratique
pour des grandes erreurs et robustifie son effet. Malheureusement, il n’existe
pas en général de formule explicite des estimateurs de Bayes sous cette fonction
de coût.

Proposition 2.45. L’estimateur de Bayes associé à la loi a priori π et à la
fonction de coût linéaire par morceaux (2.5) est le fractile (k2/(k1 + k2)) de
π(θ|x).

Preuve. L’équation classique suivante,

E
π[Lk1,k2(θ, d)|x] = k1

∫ d

−∞
(d− θ)π(θ|x) dθ + k2

∫ +∞

d

(θ − d)π(θ|x) dθ

= k1

∫ d

−∞
P π(θ < y|x) dy + k2

∫ +∞

d

P π(θ > y|x) dy,

est obtenue par une intégration par parties. Dérivant en d, on obtient

k1P
π(θ < d|x) − k2P

π(θ > d|x) = 0,

soit encore
P π(θ < d|x) =

k2

k1 + k2
.

�

En particulier, si k1 = k2, soit, dans le cas du coût absolu, l’estimateur
de Bayes est la médiane a posteriori, qui est l’estimateur obtenu par Laplace
(voir l’Exemple 1.11). Notons que, quand π a un support non connexe, la
Proposition 2.45 fournit des exemples d’estimateurs de Bayes multiples pour
certaines valeurs de x (voir l’Exercice 2.40).

22De nouveau, si nous insistons sur la convexité, c’est parce qu’elle assure que
les estimateurs randomisés sont sous-optimaux d’un point de vue fréquentiste. Par
conséquent, une approche décisionnelle statistique qui voudrait rester le plus fidèle
possible au principe de vraisemblance impose nécessairement d’avoir une fonction de
coût convexe. Bien évidemment, cette exigence exclut les fonctions de coût bornées.
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2.5.3 Le coût 0 − 1

Ce coût est surtout utilisé dans l’approche classique des tests d’hypothèse,
proposée par Neyman et Pearson (voir la Section 5.3). Plus généralement,
c’est un exemple typique d’un coût non quantitatif. En effet, pour ce coût, la
pénalité associée à un estimateur δ est 0 si la réponse est correcte et 1 sinon.

Exemple 2.46. Soit le test de H0 : θ ∈ Θ0 contre H1 : θ �∈ Θ0. Alors
D = {0, 1}, où 1 représente l’acceptation de H0 et 0 son rejet. (En d’autres
termes, la fonction de θ estimée est IΘ0(θ).) Pour la fonction de coût 0 − 1,
qui vaut

L(θ, d) =

{
1− d si θ ∈ Θ0

d sinon,
(2.6)

le risque associé est

R(θ, δ) = Eθ[L(θ, δ(x))]

=

{
Pθ(δ(x) = 0) si θ ∈ Θ0,

Pθ(δ(x) = 1) sinon,

ce qui donne exactement les erreurs de première et deuxième espèce qui sous-
tendent la Théorie de Neyman-Pearson . ‖

Ce coût n’est pas très intéressant, de par son caractère non quantitatif, et
nous verrons au Chapitre 5 quelques théories alternatives pour le test d’hy-
pothèses. Les estimateurs de Bayes associés reflètent aussi l’aspect primitif
d’un tel coût (voir aussi l’Exercice 2.41).

Proposition 2.47. L’estimateur de Bayes associé à π et au coût (2.6) est

δπ(x) =

{
1 si P (θ ∈ Θ0|x) > P (θ �∈ Θ0|x),
0 sinon,

donc δπ(x) vaut 1 si et seulement si P (θ ∈ Θ0|x) > 1/2.

2.5.4 Coûts intrinsèques

Il peut arriver que certains problèmes soient tellement non informatifs que
non seulement la fonction de coût soit inconnue, mais aussi que le modèle
n’admette pas une paramétrisation naturelle. Ce type de situation apparâıt
quand c’est la loi f(x|θ) elle-même qui nous intéresse, par exemple dans un
contexte de prévision.
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Cependant, comme nous l’avons évoqué dans la section précédente, le choix
de la paramétrisation est important, car, contrairement à l’approche du maxi-
mum de vraisemblance, si g est une transformation bijective de θ, l’estima-
teur de Bayes de g(θ) est généralement différent de la transformation par
g de l’estimateur de Bayes de θ sous le même coût (voir l’Exercice 2.36).
Ce manque d’invariance, bien qu’il soit perturbant pour les néophytes, n’est
généralement pas préoccupant pour les décideurs, car il montre comment le
paradigme bayésien peut s’adapter à un problème d’estimation donné et à
une fonction de coût donnée, tandis que l’estimation par maximum de vrai-
semblance n’est pas capable de tenir compte de la notion de coût. Mais les
quelques cas où la fonction de coût et la paramétrisation naturelle sont ab-
solument indisponibles peuvent nécessiter ce type d’invariance ultime. (Voir
Wallace et Boulton, 1975, pour une autre approche.)

Dans un tel contexte non informatif, il semble naturel d’utiliser des coûts
comparant directement les distributions f(·|θ) et f(·|δ) associées au vrai pa-
ramètre θ et l’estimateur δ. De telles fonctions de coût,

L(θ, δ) = d(f(·|θ), f(·|δ)),

sont effectivement indépendantes de la paramétrisation. Deux distances stan-
dard pour les distributions sont

(1) la distance entropique

Le(θ, δ) = Eθ

[
log
(
f(x|θ)
f(x|δ)

)]
, (2.7)

dite aussi divergence de Kullback-Leibler et qui n’est pas une distance
au sens mathématique à cause de son asymétrie ; et

(2) la distance de Hellinger

LH(θ, δ) =
1
2

Eθ

⎡
⎣(
√
f(x|δ)
f(x|θ) − 1

)2
⎤
⎦ . (2.8)

Exemple 2.48. Soit x ∼N (θ, 1). On a alors

Le(θ, δ) =
1
2

Eθ[−(x− θ)2 + (x− δ)2] =
1
2
(δ − θ)2,

LH(θ, δ) = 1− exp{−(δ − θ)2/8}.

Dans le cas normal où π(θ|x) est une loi N (μ(x), σ2), il est trivial de
démontrer que l’estimateur de Bayes est μ(x) dans les deux cas. ‖

Le coût de Hellinger est sans doute plus intrinsèque que le coût entropique,
ne serait-ce que parce qu’il existe toujours (notons que (2.8) est majoré par
1). Malheureusement, bien qu’il mène à des expressions explicites de LH(θ, δ)
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pour les familles de distributions usuelles, il ne permet pas de calcul expli-
cite des estimateurs de Bayes, sauf dans le cas particulier traité ci-dessus. En
revanche, pour les familles exponentielles, le coût entropique fournit un esti-
mateur explicite qui est la moyenne a posteriori du paramètre naturel (voir le
Chapitre 3). De plus, bien qu’il soit assez différent du coût de Hellinger, le
coût entropique fournit des réponses similaires pour les familles de distribu-
tions habituelles (voir Robert, 1996b). Il y a aussi plusieurs raisons théoriques
pour défendre l’utilisation de la distance de Kullback-Leibler, allant de la
théorie de l’information (Exercice 2.48) à l’importance de la règle du score
logarithmique et de l’invariance de position et d’échelle, comme le détaillent
Bernardo et Smith (1994).

2.6 Critiques et alternatives

Quelques critiques des notions fréquentistes de minimaxité et d’admissi-
bilité ont été mentionnées dans les sections précédentes. Ces concepts ont en
réalité peu d’importance d’un point de vue purement bayésien. D’une part,
l’admissibilité est automatiquement satisfaite par la plupart des estimateurs
de Bayes. D’autre part, la minimaxité est en quelque sorte incompatible avec
le paradigme bayésien, car, sous une loi a priori, les valeurs du paramètre ne
peuvent pas être pondérées de façon égale. Cependant, la minimaxité peut
être pertinente en termes de robustesse, c’est-à-dire quand l’information a
priori n’est pas suffisamment précise pour déterminer la loi a priori.

Il arrive parfois que le décideur soit incapable de construire précisément la
fonction de coût. Par exemple, quand le décideur est un comité composé de
plusieurs experts, il n’est pas rare que ceux-ci soient en désaccord sur le choix
de la fonction de coût (et parfois même de la distribution a priori). Partant
d’Arrow (1956), la littérature sur ces extensions de la Théorie de la Décision
est assez vaste (voir Genest et Zidek, 1986, Rubin, 1984, et Van Eeden et
Zidek, 1993, pour des détails et références).

Lorsque la fonction de coût n’a pu être entièrement déterminée, on peut
supposer qu’elle appartient à une famille paramétrique de fonctions de coût,
le décideur choisissant le paramètre le plus approprié. Mis à part les coûts Lp,
deux autres possibilités sont

L1(θ, δ) = log(α||θ − δ||2 + 1), L2(θ, δ) = 1− exp{−c||θ− δ||2}.

Une approche alternative plus en accord avec le paradigme bayésien est de
considérer que, du moment que le coût est partiellement inconnu, cette in-
certitude peut être représentée par une fonction de coût aléatoire L(θ, δ).
L’évaluation des estimateurs est alors obtenue en intégrant par rapport à
cette variable additionnelle : si F est la distribution du coût, la fonction à
minimiser (en δ) est
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Θ

∫
Ω

L(θ, δ, ω)dF (ω) dπ(θ|x), (2.9)

où F dépend éventuellement de θ ou même de x. En réalité, ce cas est la seule
extension intéressante, car, sinon, minimiser (2.9) revient à utiliser le coût
moyen

L̄(θ, δ) =
∫

Ω

L(θ, δ, ω) dF (ω).

Une autre approche du problème de manque de précision de la fonction
de coût consiste à considérer simultanément un ensemble de fonctions de coût
et à construire des estimateurs ayant de bonnes performances pour toutes ces
fonctions. Évidemment, ce critère multidimensionnel n’engendre qu’un ordre
partiel sur les estimateurs. On pourra consulter Abraham et Daurés (2000)
et Abraham (2001) pour des perspectives intéressantes sur cette approche
robuste des coûts.

Exemple 2.49. Soit x ∼ Np(θ, Ip). Le paramètre θ est estimé sous un coût
quadratique. Si la matrice des coûts Q n’est pas déterminée exactement, une
alternative robuste est de considérer les coûts associés aux matrices Q telles
que Q1 � Q � Q1 (où A � B signifie que la matrice B−A est définie positive).
Notons que, selon le Corollaire 2.43, l’estimateur de Bayes est le même pour
tous les Q. ‖

Exemple 2.50. Dans le cadre de l’exemple ci-dessus, Brown (1975) montre
qu’un estimateur à rétrécisseur de la forme (1−h(x))x domine δ0(x) = x pour
une classe de coûts quadratiques, c’est-à-dire une classe de matrices Q, si et
seulement si

tr(Q)− 2λmax(Q) > 0 (2.10)

pour toute matrice dans la classe (où λmax(Q) désigne la plus grande valeur
propre de la matrice Q). Notons que cette condition exclut le cas p ≤ 2, pour
lequel δ0 est en réalité admissible. La constante tr(Q) − 2λmax(Q) apparâıt
aussi dans la constante de majoration de ||x||2h(||x||2) (voir le Théorème 2.52).
Par conséquent, (2.10) est à la fois une condition nécessaire et suffisante pour
avoir un phénomène de Stein (voir l’Exemple 2.18 et la Note 2.8.2). ‖

Le critère ultime pour la robustesse de la fonction de coût est celui de la do-
mination universelle introduit par Hwang (1985). En effet, ce critère considère
l’ensemble de toutes les fonctions de coût �(||δ−θ||Q), pour une norme donnée
||x||Q = xtQx et toutes les fonctions croissantes �. Un estimateur δ1 est dit
dominer universellement un autre estimateur δ2 si, pour tout �,

Eθ[�(||δ1(x) − θ||Q)] ≤ Eθ[�(||δ2(x)− θ||Q)].

Un deuxième critère est celui de la domination stochastique : δ1 domine sto-
chastiquement δ2 si, pour tout c > 0,
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Pθ(||δ1(x)− θ||Q ≤ c) ≥ Pθ(||δ2(x) − θ||Q ≤ c).
Bien que ce critère paraisse plus intrinsèque et moins lié à la Théorie de la
Décision que la domination universelle, Hwang (1985) a montré que les deux
critères sont en réalité équivalents.

Théorème 2.51. Un estimateur δ1 domine universellement un estimateur
δ2 si et seulement si δ1 domine stochastiquement δ2.

Preuve. L’estimateur δ1 domine stochastiquement δ2 si, pour tout c > 0,

Pθ(||δ1(x)− θ||Q ≤ c) ≥ Pθ(||δ2(x) − θ||Q ≤ c).
Ce qui s’écrit

Eθ

[
I[c,+∞[(||δ1(x)− θ||Q)

] ≤ Eθ

[
I[c,+∞[(||δ2(x) − θ||Q)

]
.

Comme �(t) = I[c,+∞[(t) est une fonction croissante de t, la domination uni-
verselle implique la domination stochastique. La réciproque découle du fait
que deux variables aléatoires stochastiquement ordonnées ont également leurs
premiers moments ordonnés. �

De plus, ces deux critères ne sont pas vides, car Hwang (1985) a établit
le résultat de domination suivant : Si x ∼ Tα(μ, σ2), loi de Student à α
degrés de liberté, certains estimateurs à rétrécisseur dominent universelle-
ment δ0(x) = x. Si la dimension n’est pas trop petite (normalement, p = 4
suffit), Brown et Hwang (1989) ont prouvé que, si x ∼Np(θ,Σ), l’estimateur
δ0(x) est admissible par domination universelle si et seulement si Q = Σ. Pour
d’autres choix de la matrice Q et p assez grand, δ0 est dominé stochastique-
ment. Cependant, même si ces critères sont moins discriminants que les coûts
habituels, ils permettent d’effectuer des comparaisons, et même de faire ap-
parâıtre des phénomènes de Stein (Note 2.8.2), car les estimateurs classiques
ne sont pas nécessairement optimaux.

L’étude des fonctions de coût multiples n’est pas très développée d’un point
de vue bayésien, car les estimateurs de Bayes varient en général avec un chan-
gement de fonction de coût. Cependant, dans des cas très particuliers, Rukhin
(1978) a montré que les estimateurs de Bayes peuvent être indépendants de la
fonction de coût. Sous certaines hypothèses de régularité, ce cas correspond
aux densités vérifiant des équations de la forme

log f(x|θ) + log π(θ) = A1(x)eαθ +A2(x)e−αθ +A3(x),

où π est la distribution a priori. Donc, pour cette famille exponentielle (voir
la Section 3.3.3),

f(x|θ) =
B(x)
π(θ)

exp{A1(x)eαθ +A2(x)e−αθ}, (2.11)

les estimateurs de Bayes sont universels, parce qu’ils ne dépendent pas de la
fonction de coût choisie.
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2.7 Exercices

Section 2.2

2.1 Montrer que, si la fonction d’utilité de U est convexe, tout P ∈ PE satisfait

E
P [r] =

Z
R

r dP (r) � P.

En déduire qu’une fonction de coût concave n’est pas réaliste.

2.2 Soient quatre dés avec les chiffres suivants sur leurs faces respectives : (4, 4, 4,
4, 0, 0), (3, 3, 3, 3, 3, 3), (6, 6, 2, 2, 2, 2), (1, 1, 1, 5, 5, 5). Deux joueurs lancent un dé
chacun et comparent leurs résultats. Montrer que la relation le dé [i] l’emporte
sur le dé [j] est intransitive, c’est-à-dire pour chaque choix du premier joueur,
le deuxième peut choisir un dé de manière à ce que la probabilité de gagner soit
supérieure à 0.5. Relier cet exemple au concept de proximité de Pitman présenté
dans la Note 2.8.3.

2.3 ∗Montrer que PB ⊂ PE , c’est-à-dire que les distributions bornées ont une
utilité moyenne finie.

2.4 Démontrer les Lemmes 2.4 et 2.5.

2.5 ∗(DeGroot, 1970) Afin de démontrer l’extension du Théorème 2.6 de PB à
PE , considérons une suite décroissante sm (pour �) dans R telle que, pour
tout r ∈ R, il existe m avec sm � r. Si P ∈ PE et si P ({sm � r}) > 0, on note
Pm la distribution conditionnelle

Pm(A) =
P (A ∩ {sm � r})
P ({sm � r}) .

De même, si tn est une suite croissante de R telle que, pour tout r ∈ R, il existe
n tel que r � tn, on définit Pn par

Pn(A) =
P (A ∩ {r � tn})
P ({r � tn}) ,

pour P ({r � tn}) > 0. On supposera que de telles suites existent dans R.
a. Montrer que Pn et Pm sont inclus dans PB.

On ajoute l’hypothèse supplémentaire :
(A6) Pour tous P, Q ∈ PE , tels qu’il existe r0 ∈ R vérifiant P ({r � r0}) =
Q({r0 � r}) = 1, l’ordre P � Q est nécessairement satisfait.

b. Montrer que (A6) est en fait satisfait par PB.
c. Montrer que, pour tout P ∈ PE ,

E
P [U(r)] = lim

m→+∞
E

Pm [U(r)] = lim
n→+∞

E
P n

[U(r)].

d. Soient P ∈ PE et m < m1, n < n1 tels que P ({sm � r}) > 0 et P ({r �
tn}) > 0. Montrer que

Pn � Pn1 � P � Pm1 � Pm.

La deuxième hypothèse additionnelle :
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(A7) Soient P et Q dans PE . S’il existe m0 tel que Pm � Q pour m ≥ m0,
alors P � Q. De plus, il existe n0 tel que Pn � Q pour n ≥ n0, alors
P � Q,

est supposée vraie ci-dessous.
e. Soient P et Q dans PE avec r1, r2 dans R tels que

P ({r1 � r}) = Q({r2 � r}) = 1.

Montrer que P � Q si et seulement si E
P [U(r)] ≤ E

Q[U(r)]. (Indication :
Soient les suites Pn, Pm, et am = E

Pm [U(r)], bn = E
P n

[U(r)]. Utiliser l’hy-
pothèse (A4) et les questions c. et d.)

f. Déduire de la question ci-dessus que, si P, Q ∈ PE , P � Q si et seulement
si E

P [U(r)] ≤ E
Q[U(r)].

2.6 Dans le cadre de l’Exemple 2.8 sur le paradoxe de Saint-Pétersbourg, déterminer
l’utilité moyenne d’un joueur pour δ = 1 et δ = 10. Calculer le nombre moyen
de jeux qu’un joueur est prêt à jouer dans le jeu modifié.

2.7 ∗(Smith, 1988) Un expert a un ordre de préférence tel que les récompenses
αδ(x+h)+(1−α)δ(x−h) et x sont équivalentes, avec α indépendant de x. Montrer
que la fonction d’utilité est, soit linéaire (quand α = 1/2), soit de la forme ecx

(c > 0) (α < 1/2), soit de la forme 1 − e−cx (α > 1/2).

2.8 (Raiffa, 1968) Dans un premier cas, une personne doit choisir entre un gain
certain de 10 000 (a1) et un gain aléatoire de 50 000 avec probabilité 0.89 et
0 sinon (a2). Le deuxième cas est tel qu’un gain de 50 000 avec une probabilité
0.1 (a3) est opposé à un gain de 10 000 avec probabilité 0.11 (a4). Montrer
que, même s’il parâıt naturel de préférer a1 à a2 et a3 à a4, il n’existe pas de
fonction d’utilité qui garantisse l’ordre a1 � a2 et a3 � a4.

2.9 Dans le cadre du paradoxe de Saint-Pétersbourg, défini dans l’Exemple 2.8,
considérer les trois classes de fonction d’utilité suivantes :
(i) U(r) = log(δ + r) ;
(ii) U(r) = (δ + r) (0 < � < 1) ; et
(iii) U(r) = 1 − eδ+r.
Pour chaque classe, déterminer les prix d’entrée maximaux et le nombre optimal
de jeux.

Section 2.3

2.10 (Casella, 1990) Montrer que, si la fonction r, de R+ dans R+, est concave,
alors r(t) est strictement décroissante et r(t)/t décroissante.

2.11 Considérant la fonction de coût proposée dans l’Exemple 2.12, montrer qu’un
expert parfait pour N = 2 domine un expert parfait pour N = 1. Ce même
phénomène peut-il se produire pour N = 3?

2.12 (Smith, 1988) En utilisant les notations de l’Exemple 2.12, le score de Brier
est défini comme la fonction de coût

L(θ, p) =
NX

i=1

qi(pi − θi)
2 + q̄(1 − q̄) −

NX
i=1

qi(pi − q̄)2,

avec q̄ =
PN

i=1 qiθi, la proportion de jours pluvieux. Montrer qu’un expert
parfait P1 est meilleur qu’un expert parfait P2 si sa “résolution”
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R =
NX

i=1

qi(θi − q̄)2

est plus grande. Discuter l’expression de la fonction de coût.

2.13 Montrer que, pour une fonction de coût L(θ, d) strictement croissante dans
|d−θ| telle que L(θ, θ) = 0, il n’existe pas de procédure statistique uniformément
optimale. Donner un contre-exemple quand

L(θ, ϕ) = θ(IR∗(θ) − ϕ)2.

2.14 En relation avec l’Exemple 2.12, le score d’un météorologiste est la somme,
tout au long de l’année, des erreurs (IAij − pi)

2 pour tous les jours dont la
probabilité pi a été annoncée et pour lesquels Aij est l’évènement qu’il pleuve
effectivement. Si ni est le nombre de jours où pi a été prévu, montrer que le
score se décompose en

NX
i=1

niX
j=1

(IAij − θi)
2 +

NX
i=1

ni(θi − pi)
2.

2.15 ∗(Schervish, 1989) Soit un problème inférentiel où la probabilité p d’un
évènement E doit être prédite, comme par exemple la probabilité de pluie.
La réponse δ ∈ [0, 1] d’un météorologiste est évaluée via un score L(E, δ), qui
prend la valeur gi(δ) ≥ 0 si IE = i (i = 0, 1). Le score est dit correct si l’erreur
moyenne

m(δ) = pg1(δ) + (1 − p)g0(δ)
est minimisée en δ = p.

a. Montrer que, pour un score correct, g0 est croissante et g1 est décroissante.
b. Montrer que, si les gi sont dérivables, le score est correct si et seulement si

−pg′1(p) = (1 − p)g′0(1 − p)

pour tout p dans [0, 1].
c. En déduire que, quand le score est correct, il existe une fonction positive h,

intégrable sur [0, 1], telle que

g0(r) =

Z
[0,r]

h(t) dt et g1(r) =

Z
[1−r,1]

t

1 − th(t) dt.

2.16 Montrer à l’aide d’exemples discrets et continus qu’un estimateur de Bayes
peut correspondre à plusieurs distributions a priori pour la même fonction de
coût et, symétriquement, à plusieurs fonctions de coût pour une même loi a
priori.

2.17 Deux experts doivent fournir une estimation de p ∈ [0, 1] sous la fonction de
coût (δ− p)2. Ils ont pour distributions a priori respectivement π1 et π2, égales
à Be(1, 2) et Be(2, 3).
a. Donner les deux estimations δ1 et δ2 quand les experts répondent séparément

(sans observation).
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b. L’expert 1 connâıt la valeur de δ2. On suppose que la quantité p est ob-
servée après coup et que le meilleur expert reçoit une amende de (δi − p)2,
et l’autre une amende d’un montant fixe A. Montrer que la fonction de coût
pour l’expert 1 est

(δ1 − p)2I|δ1 − p| ≤ |δ2 − p| +AI|δ1 − p| > |δ2 − p|.

Déduire que, si A est suffisamment grand, la réponse optimale pour l’expert
1 est δ1 = δ2.

c. Modifier la fonction de coût ci-dessus afin de forcer l’expert 1 à donner une
réponse honnête, qui est la valeur initiale δ1.

2.18 (Raiffa et Schlaifer, 1961) Pour une fonction de coût L(θ, d) donnée, définir la
décision optimale comme la décision dθ qui minimise L(θ, d) pour un θ donné.
Le coût d’opportunité est alors défini comme L∗(θ, d) = L(θ, d) − L(θ, dθ).
a. Montrer que ceci est équivalent à supposer que infθ L(θ, d) = 0 pour tout θ.
b. Montrer que l’ensemble des procédures classiques (fréquentistes) optimales

(au sens, respectivement, de l’admissibilité et de la minimaxité) est le même
pour L et L∗.

c. Montrer que les procédures de Bayes sont les mêmes pour L et L∗.

2.19 (Raiffa et Schlaifer, 1961) Pour une fonction de coût L(θ, d) et une distribution
a priori π données, la décision a priori optimale est dπ qui minimise E

π[L(θ, d)].
a. Soit D = {d1, d2} et L(θ, d1) = 0.5+ θ, L(θ, d2) = 2− θ. Donner les décisions

a priori optimales quand π est Be(1, 1) et Be(2, 2).
b. La valeur de l’information de l’échantillon x est définie comme

ν(x) = E
π[L(θ, dπ)|x] − E

π[L(θ, δπ(x))|x],
où δπ(x) est un estimateur de Bayes régulier de θ. Indiquer pourquoi ν(x) ≥ 0
et donner la valeur de l’information de l’échantillon quand x ∼ B(n, θ) pour
les fonctions de coût et a priori ci-dessus.

c. Quand Θ = D = R, x ∼ N (θ, 1), et θ ∼ N (θ0, 10
2), montrer que la décision

a priori optimale sous l’erreur quadratique est dπ = θ0 et que la valeur de l’in-
formation de l’échantillon est (θ0−x)2. Conclure en commentant la cohérence
de cette notion.

2.20 Une stratégie d’investissement peut être mise en œuvre selon deux stratégies
différentes, d1 et d2. Le profit (ou utilité) de l’investissement dépend d’un pa-
ramètre de rentabilité θ ∈ R et vaut U(θ, di) = ki +Kiθ.
a. Pour une loi a priori donnée π sur θ, quelle est la décision a priori optimale ?
b. Soit x ∼ N (θ, 1) et θ ∼ N (0, 10). Donner les stratégies a priori et a pos-

teriori optimales. Exprimer l’amélioration apportée par l’observation de x en
termes d’utilité et d’utilité espérée.

c. Si l’observation de x a un coût cs, déterminer le coût cs à partir duquel
observer x n’est plus avantageux.

2.21 (Raiffa et Schlaifer, 1961) Dans un cadre semblable à celui de l’exercice
précédent, on considère l’espace de décision D = {d1, d2} et le paramètre
θ ∈ [0, 1]. La fonction d’utilité est L(θ, di) = ki +Kiθ.
a. Si on définit ϕ = (k1 − k2)/(K1 −K2), montrer que ϕ �∈ (0, 1) implique que

l’une des deux décisions est toujours optimale. Dans les questions suivantes,
nous supposons que ϕ ∈ (0, 1).
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b. Soit x|θ ∼ B(n, θ) et soit θ ∼ Be(r, n′ − r). Calculer les décisions a priori
et a posteriori optimales et l’amélioration moyenne (de l’utilité) obtenue par
l’observation de x.

c. Pour un coût d’observation K donné pour chaque variable aléatoire de Ber-
noulli, déterminer la taille d’échantillon optimale pour l’espérance moyenne.

Section 2.4.1

2.22 Démontrer le Théorème 2.14 lorsque r(π) est fini.

2.23 Comparer δ0 et δ∗ dans l’Exemple 2.9 sous le coût 0−1. Est-ce que ce résultat
contredit le théorème de Rao-Blackwell (Théorème 2.20) ?

Section 2.4.2

2.24 Construire un exemple semblable à l’Exemple 2.19, mais où A serait forcé de
se confesser d’un point de vue bayésien.

2.25 Considérer le cas où Θ = {θ1, θ2} et D = {d1, d2, d3}, pour la fonction de coût
suivante

d1 d2 d3
θ1 2 0 0.5
θ2 0 2 1

a. Déterminer les procédures minimax.
b. Identifier la distribution a priori la moins favorable. (Indication : Représenter

l’espace des risques associé aux trois actions de la même façon que dans
l’Exemple 2.24.)

2.26 Considérer la fonction de risque suivante pour Θ = {θ1, θ2} et D = {d1, d2, d3}
d1 d2 d3

θ1 1 2 1.75
θ2 2 1 1.75

a. Dessiner le diagramme des risques de la même façon que dans l’Exemple 2.24
et en déduire les estimateurs minimax.

b. Déduire de cet exemple que la minimaxité n’est pas cohérente au sens sui-
vant : d1, d2, d3 peuvent être telles que maxθ R(θ, d1) ≥ maxθ R(θ, d3) et
maxθ R(θ, d2) ≥ maxθ R(θ, d3), alors que l’estimateur minimax est de la forme
αd1 + (1 − α)d2.

Section 2.4.3

2.27 Démontrer le Lemme 2.22.

2.28 Considérer x ∼ B(n, θ), avec n connu.
a. Si π(θ) est la distribution bêta Be(

√
n/2,

√
n/2), donner la distribution a

posteriori associée π(θ|x) et l’espérance a posteriori δπ(x).
b. Montrer que, lorsque L(δ, θ) = (θ−δ)2, la fonction de risque δπ est constante.

Conclure que δπ est minimax.
c. Comparer la fonction de risque pour δπ avec celle de δ0(x) = x/n pour
n = 10, 50 et 100. Conclure sur l’intérêt de δπ.

2.29 Démontrer les Lemmes 2.25 et 2.27.

2.30 Soient x ∼ N (θ, 1) et θ ∼ N (0, n). Montrer que le risque quadratique
bayésien vaut n/(n+ 1). Conclure sur la minimaxité de δ0(x) = x.
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2.31 ∗Donner la densité de la distribution uniforme sur la sphère de rayon c et
calculer la distribution marginale de x ∼ Np(θ, Ip), lorsque θ est distribué uni-
formément sur cette sphère. Calculer l’espérance a posteriori δπ(x) et étudier
ses propriétés.

2.32 Construire un exemple équivalent à l’Exemple 2.28 lorsque x ∼ P(λ), c’est-à-
dire lorsque δ0(x) = x est minimax. (Indication : Noter que δ0 est un estimateur
de Bayes généralisé pour π(λ) = 1/λ et utiliser une suite de lois a priori G (α, β).)

2.33 Établir les Propositions 2.32, 2.35 et 2.37.

Section 2.4.4

2.34 Dans l’Exemple 2.38, nous souhaitons prouver que le risque bayésien de p(x)
est fini.
a. Montrer que

τ (π) =

Z
R2

˘
Φ2(x) − 2Φ(x)Iθ≤0 + Iθ≤0

¯ e−(x−θ)2/2

√
2π

dθdx

quand π(θ) = 1.
b. En déduire que

τ (π) =

Z +∞

−∞
Φ(x)Φ(−x)dx

= 2

Z +∞

0

Φ(x)Φ(−x)dx

en intégrant d’abord par rapport θ.
c. Montrer que Z +∞

0

Φ(−x)dx =

Z +∞

0

y
e−y2

√
2π
dy.

d. En déduire que τ (π) est fini.

2.35 Soit x ∼ Np(θ, Ip). Une classe d’estimateurs de ||θ||2 est donnée par

δc(x) = ||x||2 + c, c ∈ R.

a. Montrer que, sous le coût quadratique, δ−p minimise la fonction de risque
pour tout θ, au sein des estimateurs δc. Est-ce que ce problème d’estimation
a un intérêt pratique ?

b. Comment choisir ω(θ) de façon telle que la fonction de risque de δ−p soit
bornée uniformément pour le coût quadratique pondéré par ω(θ) ? Conclure
sur la minimaxité de δ−p.

c. Montrer que δ−p n’est pas admissible, et proposer un estimateur qui domine
δ−p uniformément.

2.36 Montrer que, sous la fonction de coût quadratique, si deux estimateurs à va-
leurs réelles δ1 et δ2 sont distincts et satisfont

R(θ, δ1) = (θ − δ1(x))2 = R(θ, δ2) = (θ − δ2(x))2,
l’estimateur δ1 n’est pas admissible. (Indication : Considérer δ3 = (δ1 + δ2)/2
ou δ4 = δα

1 δ
1−α
2 .) Étendre ce résultat à toutes les fonctions de coût strictement

convexes et construire un contre-exemple pour une fonction de coût non convexe.
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2.37 Soit Θ = {θ1, θ2}. On considère le cas où l’ensemble des risques est R =
{(r1, r2); (r1 − 2)2 + (r2 − 2)2 < 2, r1 ≤ 2, r2 ≤ 2}.
a. Tracer R et en déduire l’existence d’un point de minimaxité.
b. Donner les deux règles de décision admissibles pour ce problème.
c. Que peut-on dire sur l’existence de procédures bayésiennes ?

2.38 Deux experts ont des fonctions de coût différentes, données dans la table sui-
vante pour D = {d1, d2, d3} et Θ = {θ1, θ2}.

L1/L2 d1 d2 d3
θ1 1/1 2.5/1.5 2/2.5
θ2 1.5/4 2/3.5 3/3

a. Tracer les ensembles des risques pour les deux experts et identifier les
procédures minimax et admissibles dans les deux cas.

b. Il y a plusieurs façons de combiner les opinions d’expert, c’est-à-dire de
construire une fonction de coût unique. Pour chacun des choix suivants, don-
ner l’ensemble des risques et les règles de décision optimales :

(i) L = (L1 + L2)/2 (ii) L = sup(L1,L2) (iii) L =
√

L1L2.

c. Pour quel choix de L les règles admissibles le sont aussi pour l’un des deux
coûts initiaux ? Sous quelles conditions l’ensemble des risques est-il convexe ?

Section 2.5

2.39 ∗Établir les Propositions 2.41, 2.42, et 2.43. Démontrer le lemme de Shinozaki
(1975) : si δ est admissible pour le coût quadratique usuel, il l’est aussi pour tout
coût quadratique.

2.40 Soient π(θ) = (1/3)(U[0,1](θ)+U[2,3](θ)+U[4,5](θ)) et f(x|θ) = θe−θx. Montrer
que, sous le coût (2.5), il existe, pour tout x, des valeurs de k1 et k2 telles que
l’estimateur de Bayes ne soit pas unique.

2.41 Établir la Proposition 2.47 et montrer que la fonction de coût L considérée
dans l’Exemple 2.48 est équivalente à l’estimateur IH0(θ) sous le coût absolu,

L(θ, δ) = |θ − δ|.
Calculer l’estimateur de Bayes associé au coût quadratique.

2.42 ∗(Zellner, 1986a) Soit la fonction de coût dite LINEX sur R, définie par

L(θ, d) = ec(θ−d) − c(θ − d) − 1.

a. Montrer que L(θ, d) > 0 et représenter ce coût comme une fonction de (θ−d)
lorsque c = 0.1, 0.5, 1, 2.

b. Donner l’expression des estimateurs de Bayes sous cette fonction de coût.
c. Pour x1, . . . , xn ∼ N (θ, 1) et π(θ) = 1, donner l’estimateur de Bayes associé.

2.43 (Berger, 1985b) Soient x ∼ N (θ, 1), θ ∼ N (0, 1) et la fonction de coût

L(θ, δ) = e3θ2/2(θ − δ)2.
a. Montrer que δπ(x) = 2x.
b. Montrer que δπ est dominé uniformément par δ0(x) = x et que r(π) = +∞.



2.7 Exercices 101

2.44 Déterminer l’estimateur de Bayes associé avec le coût absolu sur R
k,

L(θ, δ) = ||θ − δ||.

2.45 Considérer les questions suivantes pour le coût entropique et le coût intrinsèque
de Hellinger.
a. Montrer que Le (resp. LH) est positive, qu’elle est nulle si d = θ et déterminer

sous quelle condition d = θ est l’unique solution de Le(θ, d) = 0 (resp. de
LH(θ, d) = 0).

b. Donner les expressions de ces deux fonctions de coût lorsque x ∼ N (0, θ) et
x ∼ Be(n, θ).

c. Montrer que, si x ∼ G (α, θ) et θ ∼ G (ν, x0), l’estimateur de Bayes de θ sous
le coût de Hellinger est de la forme k/(x0 + x).

2.46 ∗(Wells, 1992) Comme cela est mentionné dans la Section 2.5.4, les estimateurs
de Bayes ne sont pas invariants sous une reparamétrisation arbitraire. Dans le
cas gaussien, x ∼ N (θ, 1), déterminer si les seules transformations de θ pour
lesquelles les estimateurs de Bayes sont invariants sous le coût quadratique sont
les transformations affines, η = aθ + b. [Note : La réponse est non.]

2.47 ∗(Efron, 1992) Calculer les estimateurs de Bayes de θ lorsque θ|x ∼ N (μ(x), 1)
et lorsque la fonction de coût est quadratique asymétrique,

L(θ, δ) =

(
ω(θ − δ)2 si δ < θ,

(1 − ω)(θ − δ)2 sinon.

2.48 (Robert, 1996a) Montrer que les coûts entropiques et de Hellinger sont
équivalents localement au coût quadratique associé à l’information de Fisher,

I(θ) = Eθ

"
∂ log f(x|θ)
∂ log

„
∂ log f(x|θ)
∂ log

«t
#
,

c’est-à-dire

Le(θ, δ) = Le(θ − δ)tI(θ)−1(θ − δ) +O(‖θ − δ‖2)

et
LH(θ, δ) = cH(θ − δ)tI(θ)−1(θ − δ) +O(‖θ − δ‖2),

où ce et cH sont des constantes.

2.49 Soit y = x+ ε avec ε et x variables aléatoires indépendantes et E[ε] = 0.
a. Montrer que E[y|x] = x.
b. Montrer que la réciproque n’est pas vraie : E[x|y] n’est pas toujours égal

à y. (Indication : Considérer, par exemple, le cas où x ∼ pN (θ1, 1) + (1 −
p)N (θ2, 1) et ε ∼ N (0, 1).)

Section 2.6

2.50 Montrer que, pour les distributions universelles (Rukhin, 1978), les estimateurs
de Bayes sont effectivement indépendants de la fonction de coût. Dans le cas
particulier où x ∼ G (ν, 1/ν), identifier θ, A1(x), A2(x) et l’a priori universel
π(θ).
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Note 2.8.1

2.51 Montrer que l’estimateur de Bayes associé à la fonction de coût L0 est l’esti-
mateur du maximum a posteriori (MAP).

2.52 Montrer que l’estimateur de Bayes associé à la fonction de coût L1 est le
vecteur des estimateurs MAP pour chaque composante.

2.53 Si D est un sous-ensemble de {1, . . . , N}, notons e = {ei, i ∈ D}, le vecteur
des classifications erronées et mD leur nombre.

a. Montrer que p(mD) peut s’écrire

p(mD) = 1 −
Y
i∈D

(1 − ei) .

b. Soit q(mD) la fonction qui vaut 1 si et seulement si mD = |D |. Montrer que

q(mD) =
Y
i∈D

ei .

c. Montrer que

p(mD) =

|D|X
k=1

(−1)k+1
X

ω∈Pk(D)

q(mω) .

Note 2.8.2

2.54 Montrer que le paradoxe de Stein ne peut avoir lieu lorsque δ0 est un esti-
mateur de Bayes au sens strict, quelle que soit la dimension p. [Note : Brown
(1971) a montré que certains estimateurs de Bayes généralisés jouissent de cette
propriété.]

2.55 Montrer que la constante de majoration dans le Théorème 2.52 peut être
remplacée par

c = 2
q − 2α

p− q + 4β
.

(Indication : Majorer d’abord h2(t, u) par c(u/t)h(t, u).) Comparer les deux
bornes.

2.56 ∗(Stein, 1973) Établir le lemme de Stein : Si x ∼ N (θ, 1) et f est continue
et presque partout dérivable, alors

Eθ[(x− θ)f(x)] = Eθ[f
′(x)].

En déduire que, si x ∼ Np(θ,Σ), δ(x) = x+Σγ(x), et L(θ, δ) = (δ−θ)tQ(δ−θ),
avec γ dérivable, alors

R(θ, δ) = Eθ

ˆ
tr(QΣ) + 2 tr(Jγ(x)Q∗) + γ(x)tQ∗γ(x)

˜
,

où tr(A) est la trace de A, Q∗ = ΣQΣ et Jγ(x) est la matrice formée des
éléments ∂

∂xi
γj(x). [Note : Cette représentation de la fonction de risque est

liée à la technique d’estimation sans biais du risque, qui est centrale pour la
construction de conditions suffisantes de domination d’estimateurs usuels. Voir
Berger, 1985b, et Johnstone, 1998.]
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2.57 ∗(Suite de l’Exercice 2.56) Utiliser la représentation sans biais fournie
par le lemme de Stein pour montrer que, si x ∼ Np(θ,Σ), δ(x) = x + γ(x) et
L(θ, δ) = ||δ − θ||2, l’estimateur associé à γ(x) = 2(2 − p)/||x||2 a un risque
constant égal à p.

Note 2.8.3

Les exercices suivants (2.58–2.63) traitent du critère de proximité de Pitman.
Un estimateur δ1 de θ domine au sens de Pitman un estimateur δ2, ce qui est

noté δ1
P�δ2, si, pour tout θ ∈ Θ,

Pθ(|δ1(X) − θ| < |δ2(X) − θ|) > 0.5.

La notion d’admissibilité de Pitman en découle directement.

2.58 ∗Soit un estimateur sans biais médian δM , qui donc satisfait

∀θ, Pθ(δ
M (x) ≤ θ) = 0.5.

a. Montrer que δM est le meilleur estimateur (sous le critère de Pitman) au sein
des estimateurs linéaires δM (x) +K, K ∈ R.

b. Si θ > 0 et δM > 0, montrer que δM est aussi le meilleur estimateur (pour
le critère de Pitman) au sein des estimateurs KδM , K > 0.

2.59 ∗Soient X = θU , θ > 0, U ∼ U (−0.9, 1.1). Montrer que

X
P� 0.9|X| P� 3.2|X| P� X .

2.60 ∗(Robert et al., 1993b) Soit X ∼ f(x− θ), avecZ 0

−∞
f(u) du = 1/2

et f(0) > 0. Si F est la fonction de répartition de X pour θ = 0, la fonction ε(θ)
est définie par

F (−θ) =

(
P0(0 < X < ε(θ)) si θ > 0,

1 − P0(0 > X > −ε(θ)) si θ < 0,

et ε(0) = 0. Soit

θ1 = Arg{min
θ>0

|θ + ε(θ)|}, θ2 = Arg{min
θ<0

|θ − ε(θ)|}.

La version tronquée de ε est définie par

ε∗(θ) =

8><
>:
ε(θ) si θ > θ1 ou θ < θ2

θ1 + ε(θ1) − θ si 0 < θ < θ1

θ + ε(θ2) − θ2 si 0 > θ > θ2.

L’ensemble A vérifie

(x, θ) ∈ A si et seulement si θ < x ≤ θ + ε∗(θ)

pour θ > 0, et

(x, θ) ∈ A si et seulement si θ − ε∗(θ) ≤ x < θ.
pour θ < 0.
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a. Justifier la troncature de ε et représenter A dans un cas particulier où le
calcul de ε∗ est faisable.

b. Montrer que, si δ(x) est une fonction croissante telle que (x, δ(x)) ∈ A, alors

δ
P� δ0(x) = x.

c. Montrer que, si F (c) − F (−c) = 1/2, tout estimateur δ tel que

δ(x) = 0 quand |x| < c , (2.12)

est admissible au sens de Pitman.
d. Lorsque δ est monotone, vérifie (2.12) et est dans A, montrer que δ est

admissible au sens de Pitman et domine δ0 au sens de Pitman. Montrer que

c < θ1 + ε(θ1) et − c > θ2 − ε(θ2)
et conclure à propos de l’existence de tels estimateurs.

2.61 Soit un couple de variables aléatoires (x, y) de fonction de répartition jointe

Fα(x, y) =
xy

1 + α(1 − x)(1 − y) I[0,1]2(x, y).

a. Montrer que Fα est effectivement une fonction de répartition et en déduire
la densité fα(x, y).

b. Donner la distribution marginale de x et y.
c. Supposons que deux estimateurs δ1 et δ2 soient distribués selon θ−2fα(δ1/θ,
δ2/θ). Que peut-on dire à propos de la proximité de Pitman à θ ? (Indication :
Calculer P (|δ1 − θ| < |δ2 − θ|).)

2.62 ∗Montrer que, si X1,X2 ∼ f(x|θ), alors

X
P� X1 .

Appliquer ce résultat à la loi de Cauchy. Montrer que, pour tout réel η, X est
plus proche au sens de Pitman de η que X1, même si η est quelconque. [Note :
Cette propriété n’est pas spécifique à la proximité de Pitman, puisqu’elle est
aussi satisfaite par le coût quadratique.]

2.63 ∗(Robert et al., 1993b) Montrer que (ou utiliser directement le résultat), si
χ2

α(p, λ) est l’α-quantile d’une distribution du khi deux décentré, χ2
p(λ), il vérifie

p− 1 + λ ≤ χ2
0.5(p, λ) ≤ χ2

0.5(p, 0) + λ.

a. Déduire de cette inégalité que les estimateurs de James-Stein

δh(x) =

„
1 − h(x)

||x||2
«
x

dominent au sens de Pitman δ0 lorsque x ∼ N (θ, Ip) et

0 < h(x) ≤ 2(p− 1).

b. Montrer que cette condition est aussi nécessaire lorsque h est constante.
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2.8 Notes

2.8.1 Fonctions de coût pour l’analyse d’image

Une image, représentée sur l’écran d’un ordinateur, est un tableau à deux dimen-
sions x contenant des pixels de couleurs différentes (ou niveaux de gris, pour
les images en noir et blanc). Une image est souvent observée avec du bruit,
provenant éventuellement des imperfections du dispositif d’acquisition, comme
pour un appareil de photo qui n’est pas mis au point, des perturbations dans
la transmission, ou de défauts de l’image elle-même, comme par exemple des
nuages dans une image satellite. L’analyse d’image bayésienne cherche, entre
autres choses, à reconstruire l’image initiale.

L’image observée, x, peut aussi s’écrire sous la forme d’un vecteur (x1 . . . , xN),
chaque xi prenant ses valeurs dans {0, 1, . . . , C−1}, l’ensemble des couleurs. La
vraie image est notée θ et x suit la loi x ∼ f(x|θ).
La fonction de coût la plus rudimentaire dans ce cadre est la fonction dichoto-
mique “0–1” L0(θ, δ) = 0 si θ = δ et L0(θ, δ) = 1 sinon. Pour un a priori π(θ),
l’estimateur de Bayes δπ associé au coût 0–1 est l’image qui maximise la densité
a posteriori π(θ|x), dite aussi estimateur MAP. Comme il a été noté par Rue
(1995), cette fonction de coût est extrêmement sensible aux erreurs de classifi-
cation, et entrâıne un surlissage de l’image, gommant de petites structures qui
sont importantes dans des applications comme la reconnaissance de forme.

La seconde fonction de coût standard est le taux d’erreur de classification, c’est-
à-dire le nombre de classifications erronées, obtenu à partir du vecteur e, qui
est défini, pour un estimateur δ et une vraie image θ, comme ei = Iδi �=θi (i =
1, . . . , N). Le nombre de classifications erronées est alors

L1(θ, δ) =

NX
i=1

ei .

Étant donné la structure additive de cette fonction de coût, le coût a posteriori
est la somme des coûts pour chaque site E[ei|x] et l’estimateur de Bayes est
donc le vecteur des estimateurs MAP marginaux. Le défaut de cette fonction de
coût est donc l’inverse de celui du coût précédent : elle entrâıne une estimation
trop locale et ne prend pas en compte les interactions entre des sites voisins.

Rue (1995) introduit une nouvelle famille de fonctions de coûts pour la construc-
tion d’estimateurs d’images bayésiens, qui prennent en compte les différents
traits caractéristiques de l’image. Si D est un sous-ensemble de {1, . . . , N}, et
mD le nombre de classifications erronées dans D ,

mD =
X
i∈D

ei ,

p(mD) vaut 0 si mD = 0, 1 sinon, RφD est l’ensemble D tourné d’un angle
φ ∈ {0,±π/2, π} et TsD est D translaté de s (dans sa représentation à deux
dimensions). Si on note Pj(D) l’ensemble des sous-ensembles D de taille j, les
fonctions de coût sont construites à partir (i) d’un ensemble de sous-ensembles
de base de {1, . . . , N}, et (ii) de coefficients de pénalité tij, tels que la pénalité
associée à une région Bi soit
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Pi(mBi) =

|Bi|X
j=1

ti,j
X

ω∈Pj(Bi)

p(mω) .

La fonction de coût est alors

L(θ, δ) =
nX

i=1

X
s,φ

Pi(mTsRφBi) , (2.13)

où la seconde somme est restreinte aux couples (s, φ) tels que TsRφBi soit un
sous-ensemble de {1, . . . , N}, c’est-à-dire est à l’intérieur de l’image initiale.

La motivation pour recourir à une telle combinaison devient plus claire lorsque,
à l’instar de Rue (1995), on prend n = 1 et B1 est la région 2 × 2 constituée
par les quatre voisins d’un point arbitraire. Dans ce cas particulier, Rue (1995)
propose de prendre t1,1 = 1 afin de pénaliser une classification erronée en un
site et de choisir une pénalité supplémentaire t1,2 > 0 pour le cas où deux sites
voisins sont simultanément mal classés, tandis que t1,3 = t1,4 = 0. La fonction
de coût résultante est alors le nombre de sites mal classés, plus t1,2 fois le nombre
de couples de voisins simultanément mal classés.

Comme le détaille Rue (1995), les problèmes de résolution minimales, de recon-
naissance de forme et les modèles d’Ising sont d’autres exemples de ce cadre
général. Par exemple, les sous-ensembles de base Bi peuvent inclure des formes
particulières, comme des voitures pour le contrôle du traffic, ou des tumeurs
pour le traitement d’images radiologiques. Bien entendu, le calcul de l’estima-
teur de Bayes associé à (2.13) n’est pas aussi simple que pour L0 et L1, et Rue
(1995) propose une méthode itérative fondée sur une châıne de Markov (voir le
Chapitre 6).

2.8.2 Le phénomène de Stein

S’il existe un unique estimateur minimax, celui-ci est admissible, selon la Pro-
position 2.32. Réciproquement, si un estimateur minimax δ0 est inadmissible, il
existe des estimateurs minimax qui dominent δ0 (sous certaines conditions de
régularité faible, voir Brown, 1976). En particulier, si l’estimateur minimax à
risque constant est inadmissible, il s’agit du pire estimateur minimax au sens où
tout autre estimateur minimax a un risque uniformément plus petit. Jusqu’en
1955, on supposait que l’estimateur des moindres carrés, δ0(x) = x, lorsque
x ∼ Np(θ, Ip), était admissible et, puisque sa fonction de risque était constante,
qu’il s’agissait de l’unique estimateur minimax. Stein (1955a) a montré que ceci
n’est vrai que pour p = 1, 2 et mis ainsi en lumière “le phénomène de Stein”,
c’est-à-dire le supposé paradoxe de l’inadmissibilité d’estimateurs standards.

Formellement, le paradoxe de Stein peut être exprimé de la façon suivante.
Si un estimateur standard δ∗(x) = (δ0(x1), . . . , δ0(xp)) est évalué sous le coût
quadratique pondéré

pX
i=1

ωi(δi − θi)
2, (2.14)

où ωi > 0 (i = 1, . . . , p), il existe p0 tel que δ∗ ne soit pas admissible pour
p ≥ p0, bien que les composantes δ0(xi) soient, priss séparément, admissibles
pour l’estimation des θi. Le phénomène de Stein est dû à l’utilisation de la
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fonction de coût jointe (2.14), qui permet à l’estimateur dominant de tirer profit
des autres composantes, même si celles-ci sont indépendantes et correspondent
à des problèmes d’estimation sans rapport entre eux.

La littérature sur le phénomène de Stein et les phénomènes qui lui sont associés
est désormais trop vaste pour que nous puissions en présenter tous les résultats
ici. Nous renvoyons les lecteurs à Judge et Bock (1978), Lehmann (1983) et
Berger (1985b) pour une bibliographie plus détaillée. Nous développerons dans le
Chapitre 10 une analyse bayésienne du phénomène de Stein. Cette note présente
brièvement les résultats principaux sur le phénomène de Stein, d’un point de
vue fréquentiste.

Initialement, bien que la démonstration d’inadmissibilité de Stein (1955a) soit
non constructive, James et Stein (1961) exhibèrent un estimateur qui domine
uniformément δ0(x) = x sous le coût quadratique pour p ≥ 3 dans le cas gaus-
sien, donc tel que, pour tout θ,

p = Eθ[||δ0(x) − θ||2] > Eθ[||δJS(x) − θ||2].

Cet estimateur,

δJS(x) =

„
1 − p− 2

||x||2
«
x, (2.15)

est désormais appelé l’estimateur de James-Stein. Notons le comportement cu-
rieux de δJS lorsque x tend vers 0 : Le facteur

1 − p− 2

||x||2

devient négatif et tend même vers −∞ lorsque ||x|| tend vers 0. Cependant,
δJS domine δ0 pour tout θ. (Ceci est une conséquence du Théorème 2.52 ci-
dessous.) Baranchick (1970) corrigea ce comportement paradoxal en montrant
que les estimateurs tronqués

δ+c (x) =

„
1 − c

||x||2
«+

x

=

(
(1 − c

||x||2 )x si ||x||2 > c,
0 sinon,

(2.16)

dominent uniformément leurs équivalents non tronqués pour p−2 ≤ c ≤ 2(p−2).
En particulier, δ+p−2 domine δJS. Ces estimateurs sont de plus non comparables
(pour différentes valeurs de c). Cette classe d’estimateurs est importante parce
que, bien qu’elle soit constituée d’estimateurs non admissibles (voir le Chapitre
8), il est difficile de construire des estimateurs qui les dominent et ces der-
niers ne réduisent pas de manière significative la fonction de risque (Shao et
Strawderman, 1996). En revanche, les estimateurs de James-Stein tronqués (ou
positive-part) permettent une réduction significative du risque par rapport aux
estimateurs des moindres carrés, comme l’illustre la Figure 2.2 pour p = 10 et
c = 2p− 1.

À la suite de James et Stein (1961), des classes plus générales d’estimateurs
dominant δ0 ont été proposées par Alam (1973), Berger et Bock (1976), Judge
et Bock (1978), Stein (1981), George (1986a,b), et Brandwein et al. (1992).
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Ces estimateurs sont appelés estimateurs à rétrécisseur parce que, à l’instar de
(2.15) et (2.16), ils rétrécissent x vers 0. Des phénomènes de Stein ont été aussi
mis en évidence pour des distributions non normales et d’autres coûts que la
fonction quadratique, voir Berger (1975b), Brandwein et Strawderman (1980),
Hwang (1982a), Ghosh et al. (1983), Bock (1985), Haff et Johnstone (1986),
Srivastava et Bilodeau (1988), Brandwein et Strawderman (1990). Certaines
restrictions sur les classes d’estimateurs à rétrécisseur ont été proposées, qui
permettent d’intégrer les contraintes d’admissiblité (Brown, 1971, Alam, 1973,
Strawderman, 1974, Brown, 1975, Berger et Srinivasan, 1978, Brown et Hwang,
1982, Das Gupta et Sinha, 1986, Brown, 1988, et Fraisse et al., 1998). Bondar
(1987) montre que l’amélioration (en termes de risque) apportée par les esti-
mateurs à rétrécisseur n’est significative que sur une petite partie de l’espace
des paramètres, mais George (1986a,b) montre qu’il est possible d’étendre cette
région grâce au concept d’estimateur à rétrécisseur multiple (voir l’Exercice
10.38).

Le phénomène de Stein peut aussi être considéré comme robuste au sens où
il dépend principalement de la fonction de coût, plutôt que de la distribution
exacte des observations, comme cela a été montré par Brown (1975), Shino-
zaki (1980, 1984), Berger (1980b,a), Das Gupta (1958), Bilodeau (1988), Cellier
et al. (1989), Brandwein et Strawderman (1990) ou Kubokawa et al. (1991, 1992,
1993b). Il ne se restreint pas à l’estimation ponctuelle, et apparâıt aussi dans le
cadre des régions de confiance (Stein, 1962a, Hwang et Casella, 1982, Hwang et
Casella, 1984, Casella et Hwang, 1983, Casella et Hwang, 1987, Robert et Ca-
sella, 1990, Hwang et Ullah, 1994), et dans celui de l’estimation de la précision
(ou du coût) (Johnstone, 1998, Rukhin, 1988a,b, Lu et Berger, 1989a,b, Robert
et Casella, 1993, Fourdrinier et Wells, 1993, George et Casella, 1994). En re-
vanche, Gutmann (1982) a établi que le phénomène de Stein ne peut avoir lieu
pour des espaces de paramètres finis. Brown (1971) (voir aussi Srinivasan, 1981,
Johnstone, 1984, et Eaton, 1992) a prouvé que l’admissibilité est reliée à un
processus stochastique associé à l’estimateur et Brown (1980) prouve le résultat
surprenant suivant, appelé phénomène de Berger, d’après Berger (1980a) : il
existe toujours une fonction de coût telle que la frontière entre admissiblité
et inadmissibilité pour l’estimateur standard soit une dimension p0 arbitraire
donnée.

Ce survol rapide ne fait pas justice à la richesse des travaux sur le phénomène
de Stein. Les avancées dans ce domaine sur les trente dernières années ont beau-
coup apporté à la Théorie de la Décision, notamment à sa branche bayésienne.
En effet, une des conséquences importantes du paradoxe de Stein a été de mar-
quer la fin de l’âge d’or de la Statistique classique, puisqu’il montre que la
quête du meilleur estimateur, c’est-à-dire d’un estimateur minimax admissible
unique, est sans espoir, à moins qu’on ne restreigne la classe des estimateurs à
considérer, ou qu’on ne prenne en compte une information a priori. Les travaux
sur le phénomène de Stein ont donc mené à l’abandon progressif de l’estimation
sans biais, à une compréhension plus profonde de la minimaxité et de l’admis-
sibilité, et à une amélioration des techniques fréquentistes de calcul de risque
(poursuivant l’idée de Stein, 1973, d’une estimation sans biais du risque). Ce-
pendant, son apport principal a été de renforcer l’interface entre les approches
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fréquentiste et bayésienne23, en incitant les fréquentistes à recourir aux tech-
niques bayésiennes (voir, par exemple, les estimateurs pseudo-bayésiens de Bock,
1988) et les bayésiens à rendre les estimateurs plus robustes à l’égard de leurs
performances fréquentistes, et de l’incertitude portant sur le choix de l’a priori
(Berger, 1980a, 1982b, 1984, George, 1986a,b, Lu et Berger, 1989a,b, Berger et
Robert, 1990). Nous renvoyons les lecteurs aux livres mentionnés ci-dessus ainsi
qu’à Brandwein et Strawderman (1990) et Lehmann et Casella (1998) pour des
références additionnelles.

Nous concluons cette note par la démonstration de l’inadmissibilité de δ0(x) = x
pour l’estimation du paramètre θ d’une distribution à symétrie sphérique, de
densité f(||x − θ||) sur R

p (p ≥ 3). Kelker (1970), Eaton (1986) et Fan et
Anderson (1990) (voir aussi l’Exercice 1.1) fournissent des références sur ces
distributions généralisant la loi normale dans les modèles de régression linéaire.
Ce résultat a été établi pour la première fois par Cellier et al. (1989).

Théorème 2.52. Soit z = (xt, yt)t ∈ R
p, de loi

z ∼ f(||x − θ||2 + ||y||2), (2.17)

avec x ∈ R
q et y ∈ R

p−q. Un estimateur

δh(z) = (1 − h(||x||2, ||y||2))x
domine δ0 sous le coût quadratique usuel s’il existe α, β > 0 tels que :
(1) tαh(t, u) est une fonction croissante de t pour tout u ;
(2) u−βh(t, u) est une fonction croissante de u pour tout t ; et

(3) 0 ≤ (t/u)h(t, u) ≤ 2(q − 2)α

p− q − 2 + 4β
.

Les conditions sur h données ci-dessus ne font donc pas intervenir f dans (2.17),
qui n’a pas besoin d’être connue ; de plus, elles sont identiques à celles obtenues
dans le cas normal (voir Brown, 1975). La présence d’un phénomène de Stein
est donc robuste dans la classe des distributions à symétrie sphérique admettant
un coût quadratique fini.

Preuve. Les conditions (1) et (2) impliquent que(
t ∂

∂t
h(t, u) ≥ −αh(t, u),

u ∂
∂u
h(t, u) ≤ βh(t, u).

La fonction de coût δh peut s’écrire :

R(θ, δh) = Eθ

"
qX

i=1

˘
xi − θi − h(||x||2, ||y||2)xi

¯2

#

= Eθ

"
qX

i=1

(xi − θi)
2

#
− 2Eθ

"
qX

i=1

h(||x||2, ||y||2)xi(xi − θi)

#

+Eθ

ˆ
h2(||x||2, ||y||2)||x||2˜ .

23Le développement des techniques bayésiennes empiriques en est un exemple
typique, voir le Chapitre 10.
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On montre par une intégration par parties queZ +∞

−∞
h(||x||2, ||y||2)xi(xi − θi)f(||x − θ||2 + ||y||2) dxi

=

Z +∞

−∞

∂

∂xi

ˆ
h(||x||2, ||y||2)xi

˜
F̄ (||x− θ||2 + ||y||2) dxi,

où

F̄ (t) =

Z +∞

t

f(u)du.

Donc

Eθ

"
qX

i=1

h(||x||2, ||y||2)xi(xi − θi)

#

=

Z
Rp

ˆ
qh(||x||2, ||y||2) + 2h′1(||x||2, ||y||2)||x||2

˜
F̄ (||x− θ||2 + ||y||2) dz ,

où h′1(t, u) = ∂
∂t
h(t, u). De même,

Eθ[h
2(||x||2, ||y||2)||x||2] = Eθ

» ||x||2
||y||2 h

2(||x||2, ||y||2)||y||2
–

=

Z
Rp

||x||2
p−qX
j=1

∂

∂yj

„
h2(||x||2, ||y||2) yj

||y||2
«
F̄ (||x− θ||2 + ||y||2) dz

=

Z
Rp

||x||2
»
4h(||x||2, ||y||2)h′2(||x||2, ||y||2)||x||2

+ (p− q − 2)h2(||x||2, ||y||2) 1

||y||2
–
F̄ (||x− θ||2 + ||y||2) dz,

où h′2(t, u) = ∂
∂u
h(t, u). La différence des risques vaut alors

R(θ, δ0) −R(θ, δh) =Z
Rp

j
2

»
qh(||x||2, ||y||2) + 2h′1(||x||2, ||y||2)||x||2

–
||x||2h(||x||2, ||y||2)»

4h′2(||x||2, ||y||2) − (p− q − 2)h(||x||2, ||y||2) 1

||y||2
–ff

×F̄ (||x− θ||2 + ||y||2) dz

≥
Z

Rp

h(||x||2, ||y||2)
»
−h(||x||2, ||y||2) ||x||

2

||y||2 (p− q − 2 + 4β)

+2(q − 2α)

–
F̄ (||x − θ||2 + ||y||2) dz > 0,

ce qui conclut la démonstration. ��

Notez que ce résultat de domination inclut comme cas particulier l’estimation
d’un vecteur normal moyen lorsque la variance est connue à une constante multi-
plicative près, soit le problème considéré initialement par James et Stein (1961).
Lorsque h(t, u) = au/t, a est borné par 2(q−2)/(p−q+2), comme l’ont démontré
James et Stein (1961).
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2.8.3 Proximité de Pitman

Une approche alternative à la Théorie de la Décision standard a été développée
par Pitman (1937). Afin de comparer deux estimateurs δ1 et δ2 de θ, il a proposé
de comparer les distributions de leurs distances (ou proximité) à θ, soit,

Pθ (||δ1(x) − θ|| ≤ ||δ2(x) − θ||) .
Si cette probabilité est uniformément plus grande que 0.5, δ1 domine δ2 au
sens de Pitman, avec le message implicite que δ1 devrait alors être préféré à
δ2. Quoique formellement semblable à la domination stochastique, ce critère,
dit proximité de Pitman, présente des défauts majeurs, et nous déconseillons
son utilisation comme critère de comparaison. Néanmoins, la littérature sur ce
sujet est assez vaste (voir, par exemple, Blyth, 1972b, Rao, 1980, 1981, Blyth
et Pathak, 1985, Rao et al., 1986, Keating et Mason, 1988, Peddada et Khat-
tree, 1986, Sen et al., 1989, Ghosh et Sen, 1989). Ces articles étudient les pro-
priétés de la proximité de Pitman et mettent en avant son caractère intrinsèque,
puisqu’elle fait intervenir la distribution complète de ||δ1(x) − θ|| (par opposi-
tion à l’évaluation réductrice à travers une fonction de coût, quadratique par
exemple). À l’opposé, Robert et al. (1993b) exposent les défauts fondamentaux
de ce critère. Nous présentons ici deux points caractéristiques (voir les Exercices
2.58-2.63 pour d’autres exemples).

Une première critique importante de la proximité de Pitman concerne sa non-
transitivité. De fait, ce critère ne fournit pas de moyen de déterminer un estima-
teur optimal ou même de comparer des estimateurs entre eux. Pitman (1937)
avait déjà remarqué cette difficulté, mais certains partisans de ce critère (voir no-
tamment Blyth, 1972a) affirment de manière paradoxale que cette propriété est
un avantage supplémentaire, puisqu’elle reflète la complexité du monde. Comme
nous l’avons déjà vu, il peut effectivement arriver qu’un ordre de préférence
raisonnable ne soit pas toujours transitif. Mais le besoin aigu de réduire une
telle complexité mis à part, notons que la proximité de Pitman est mise en
avant comme un critère de comparaison, une alternative aux fonctions de coûts
usuelles : lorsqu’il y a non-transitivité, l’ordre déduit de ce critère n’est pas ab-
solu puisque, comme le montre l’exemple suivant, il y a toujours une possibilité
d’obtenir un cycle de préférence. Dans de tels cas, ce critère ne peut pas fournir
d’estimateur optimal.

Exemple 2.53. Soient U ∼ U[−0.9,1.1] et x = θU . On peut alors prouver que,
au sens de Pitman, δ0(x) = x domine δ1(x) = 0.9|x|, δ1 domine δ2(x) = 3.2|x|, et
δ2 domine δ0. Si on doit choisir l’un de ces trois estimateurs, ce critère n’apporte
aucune aide. ‖

Bien entendu, la non-transitivité du critère de Pitman l’empêche d’être équivalent
à une fonction de coût ; à ce titre, il ne peut pas relever de la Théorie de la
Décision. Pour la même raison, il ne peut pas être équivalent à la domination
stochastique. En fait, Blyth et Pathak (1985) fournissent un exemple où ces deux
critères produisent des ordres opposés. Il est de même impossible de définir un
estimateur de Bayes (décisionnel) pour le critère de Pitman (bien qu’un esti-
mateur a posteriori de Pitman puisse exister. Voir Bose, 1992 et Ghosh et al.,
1993).



112 2 Les bases de la Théorie de la Décision

Un second défaut majeur de la proximité de Pitman est qu’elle peut exclure
certains estimateurs classiques, même si ces derniers sont admissibles sous coût
quadratique. Par exemple, Efron (1975) remarque qu’il est possible de dominer
δ0(x) = x au sens de Pitman dans le cas gaussien, x ∼ N (θ, 1). Robert et al.
(1993b) montrent qu’un phénomène de Stein affecte Np(θ, Ip) pour p ≥ 2 et que
la condition de domination ne fait intervenir qu’une majoration pour la fonction
de rétrécissement h (voir aussi Sen et al., 1989 et l’Exercice 2.63). Le résultat
suivant étend celui d’Efron (1975) au cas général où x ∼ f(x − θ) et θ est la
médiane de la distribution (voir l’Exercice 2.60 pour une démonstration).

Proposition 2.54. Sous les conditions ci-dessus, l’estimateur δ0(x) = x n’est
pas admissible au sens de Pitman.

De plus, les estimateurs dominants peuvent avoir des comportements indésira-
bles, par exemple être nuls sur de grandes parties de l’espace des observations
(voir l’Exercice 2.60).

Ces multiples défauts semblent indiquer clairement que la proximité de Pitman
n’est pas une alternative viable à la Théorie de la Décision. Cet échec renforce
notre conviction que la Théorie de la Décision est la formalisation adéquate
d’une prise de décision dans un cadre incertain.

Comme nous l’avons souligné dans l’introduction, la détermination de la fonc-
tion de coût est une étape importante de la modélisation. Cette étape est trop
souvent ignorée, au profit des fonctions de coût classiques, et il serait intéressant
d’étudier la robustesse de ce choix, à l’instar de celle de la distribution a priori
(voir la Section 3.5). Cependant, cette difficulté pratique ne justifie pas à elle
seule de recourir à des critères exotiques, comme la proximité de Pitman, in-
trinsèquement incohérents.
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Des informations a priori aux lois a priori

“In the meantime, there was so much information to gather, so
many puzzles to solve. Their house was the perfect place for Moraine
to find the information she needed. Except that it was not there.”

Robert Jordan, The Great Hunt.

3.1 La difficulté du choix d’une loi a priori

Sans conteste, le point le plus criticable et le plus critiqué de l’analyse
bayésienne est le choix de la loi a priori. Car, une fois que cette loi a priori est
connue, l’inférence peut être conduite d’une façon quasi mécanique en mini-
misant le coût a posteriori, en calculant les régions de plus forte densité a pos-
teriori ou en intégrant les paramètres pour obtenir la distribution prédictive.
La loi a priori est la clé de voute de l’inférence bayésienne et sa détermination
est donc l’étape la plus importante dans la mise en œuvre de cette inférence.
Dans une certaine mesure, c’est aussi la plus difficile. Évidemment, dans la
pratique, il est rare que l’information a priori soit suffisamment précise pour
conduire à une détermination exacte de la loi a priori, au sens où plusieurs lois
de probabilité peuvent être compatibles avec cette information. Il y a plusieurs
raisons pour cela : le décideur, le client ou le statisticien n’a pas forcément le
temps ou les ressources (ni souvent la volonté) de chercher à construire un a
priori exact (qui, de toute façon, peut tout simplement ne pas exister, au vu
de l’information disponible) et doit compléter l’information partielle qu’il a
rassemblée à l’aide de données subjectives afin d’obtenir une loi a priori.
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Il est donc nécessaire le plus souvent de faire un choix (partiellement) ar-
bitraire de loi a priori, ce qui peut avoir un impact considérable sur l’inférence
qui en découle. En particulier, l’utilisation systématique de lois usuelles (nor-
male, gamma, bêta, etc.) et la restriction plus forte encore aux lois conjuguées
(définies plus loin, dans la Section 3.3) ne sont pas toujours justifiées, car
la détermination subjective de la loi a priori qui en résulte se fait au prix
d’un traitement analytique plus fruste du problème, puisque ignorant une
partie de l’information a priori. Certaines situations requièrent cependant
une détermination partiellement automatisée de la loi a priori comme dans
le cas extrême où l’information a priori est complètement absente. Nous
considérerons deux techniques usuelles : l’approche a priori conjuguée (Section
3.3), qui nécessite une quantité limitée d’information, et l’approche non infor-
mative (Section 3.5), qui est obtenue à partir de la distribution de l’échantillon.

Historiquement, les détracteurs du paradigme bayésien ont concentré leurs
critiques sur le choix de la loi a priori, en commençant par celui effectué par
Laplace. Tandis que Bayes pouvait justifier sa modélisation a priori des boules
de billard par un raisonnement physique (voir la Section 1.2), la modélisation
abstraite par Laplace de la distribution des boules blanches dans une urne
(Exemple 1.9), ou de la proportion de garçons (Exemple 1.11), les deux étant
fondées sur le principe de la raison insuffisante. se prêtaient plus facilement
à des critiques, qui d’ailleurs n’ont pas tardé à apparâıtre (voir Boole, 1854,
Bertrand, 1889, et Chrystal, 1891).

Ces critiques contre l’approche bayésienne ont une certaine validité au
sens où elles attirent l’attention sur le fait qu’il n’y a pas une façon unique de
choisir une loi a priori, et que le choix de cette loi a un impact sur l’inférence
résultante. Cet impact peut être négligeable, modéré ou énorme, puisqu’il
est toujours possible de choisir une loi a priori qui donnera la réponse qu’on
souhaite obtenir. Mais le point essentiel est ici que, premièrement, les lois
a priori non fondées fournissent des inférences a posteriori non justifiées et,
deuxièmement, le concept d’une loi a priori unique n’a pas de sens, sauf dans
des cas très particuliers. Après des années de critiques (voir la Note 1.8.1),
le travail de Jeffreys (1946) sur les a priori non informatifs apparut comme
un don du ciel pour la communauté bayésienne, car il propose une méthode
de construction de la loi a priori directement déduite de la distribution des
observations. Certains bayésiens sont cependant en désaccord avec l’utilisa-
tion de méthodes automatisées (voir, par exemple, Lindley, 1971, 1990). Plus
récemment, les avancées théoriques en robustesse et analyse de sensibilité ont
aussi fourni une base solide à l’analyse bayésienne dans les cas d’information
a priori incomplète, tandis que l’introduction de la modélisation hiérarchique
(Chapitre 10) permet de placer la sélection d’un a priori à un niveau plus
éloigné, avec une diminution notable de l’impact sur l’inférence résultante.
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3.2 Détermination subjective et approximations

3.2.1 Existence

À moins que le décideur (ou le statisticien) ne soit informé sur le mécanisme
(physique, économique, biologique, etc.) sous-jacent de génération du pa-
ramètre θ, il est généralement très difficile de proposer une forme exacte
ou même paramétrée pour la distribution a priori sur θ. En fait, dans la
plupart des cas, θ n’a pas de réalité propre (intrinsèque), mais correspond
plutôt à une paramétrisation de la loi décrivant le phénomène aléatoire ob-
servé. La loi π est alors un moyen de résumer l’information disponible sur ce
phénomène, ainsi que l’incertitude liée à cette information. Ces situations im-
pliquent évidemment des approximations de la vraie distribution a priori—si
une vraie loi existe ! Effectivement, et comme cela est discuté dans le Chapitre
1, les modèles statistiques sont le plus souvent des représentations simplifiées
de ces phénomènes aléatoires et, puisqu’il n’existe pas de vrai modèle—mais
seulement un modèle le plus proche du phénomène pour une distance appro-
priée— il est conceptuellement difficile de parler de la vraie valeur de θ et, a
fortiori, d’une vraie loi a priori.

Exemple 3.1. (Dupuis, 1995b) Dans une expérience de capture-recapture
(les détails de ces expériences seront abordés à la Section 4.3.3) de lézards,
des biologistes s’intéressent aux migrations de ces lézards entre des zones de
leur territoire (autour du mont Lozère). L’information disponible auprès des
biologistes sur les probabilités de capture et de survie, respectivement pt et
qit, où t et i sont les indices correspondant au temps et à la région considérés,
est représentée dans le Tableau 3.1 par une moyenne a priori et un intervalle
de confiance a priori de 95% pour ces probabilités. Plusieurs distributions a
priori sont compatibles avec cette information a priori. Par exemple, puisque
la distribution bêta Be(α, β) peut être caractérisée par sa moyenne et un in-
tervalle de confiance (voir l’Exercice 3.1), le statisticien choisit la distribution
a priori bêta présentée dans le Tableau 3.2. ‖

Tab. 3.1. Information a priori sur les paramètres de capture et de survie pour
différents temps et sites de capture. (Source : Dupuis, 1995a.)

Épisode 2 3 4 5 6

Moyenne 0.3 0.4 0.5 0.2 0.2
int. 95% [0.1,0.5] [0.2,0.6] [0.3,0.7] [0.05,0.4] [0.05,0.4]

Site A B

Épisode t = 1, 3, 5 t = 2, 4 t = 1, 3, 5 t = 2, 4

Moyenne 0.7 0.65 0.7 0.7
int. 95% [0.4,0.95] [0.35,0.9] [0.4,0.95] [0.4,0.95]
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Tab. 3.2. Modèle a priori de capture et de survie correspondant à l’information
du Tableau 3.1. (Source : Dupuis, 1995a.)

Épisode 2 3 4 5 6

Dist. Be(6, 14) Be(8, 12) Be(12, 12) Be(3.5, 14) Be(3.5, 14)

Site A B

Épisode t=1,3,5 t=2,4 t=1,3,5 t=2,4

Dist. Be(6.0, 2.5) Be(6.5, 3.5) Be(6.0, 2.5) Be(6.0, 2.5)

Exemple 3.2. Un décideur veut modéliser les distributions des observations
et du paramètre comme des lois normales : x1, . . . , xn ∼ N (θ, 1) et θ ∼
N (μ, τ). Puisque la moyenne a posteriori de θ est

δπ(x1, . . . , xn) =
x̄τ + μ/n

τ + 1/n
,

l’hyperparamètre τ−1 se comporte comme n, la taille de l’échantillon, et μ
comme x̄, la moyenne de l’échantillon. Ces hyperparamètres peuvent donc
être approchés en comparant la quantité d’information apportée par (μ, τ) à
celle apportée par un échantillon ; par exemple, en considérant que la moyenne
(connue) μ est la moyenne d’un échantillon virtuel de taille 1/τ . ‖

D’un point de vue formel, il est possible de construire une distribution
a priori de la même façon que pour les fonctions d’utilité dans le chapitre
précédent, c’est-à-dire en déterminant une échelle des vraisemblances respec-
tives des valeurs du paramètre θ. Quand cette échelle est cohérente, c’est-à-dire
respecte les axiomes donnés ci-dessous, l’existence d’une distribution a priori
peut être déduite. L’existence d’une distribution a priori subjective comme
résultat d’un ordre des vraisemblances relatives est très important, car il nous
permet d’échapper au cadre restrictif des justifications fréquentistes qui n’est
pas toujours applicable à ce type de situations. Nous donnons dans la Note
3.8.1 les axiomes sur lesquels se fonde la preuve de l’existence d’une distribu-
tion a priori à partir d’un ordre des vraisemblances et renvoyons les lecteurs
à DeGroot (1970, Chapitre 6) pour un traitement plus approfondi (voir aussi
Jeffreys, 1961 et Bernardo et Smith, 1994).

Il arrive souvent que la détermination subjective d’une distribution a priori
conduise à des incohérences dans l’ordre des vraisemblances, pour des raisons
psychologiques, mais aussi parce que la capacité des individus à identifier des
petites probabilités est assez limitée. À ce sujet, ainsi que sur la construction
pratique d’une distribution de probabilité et l’évaluation de prévisionnistes,
nous renvoyons les lecteurs à DeGroot et Fienberg (1983), Dawid (1984),
Lindley (1985) et Smith (1988).
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3.2.2 Approximations de la loi a priori

Quand l’espace des paramètres Θ est fini , il est souvent possible d’obtenir
une évaluation subjective des probabilités des différentes valeurs de θ. Parfois,
on peut utiliser des expériences précédentes du même type, mais ce n’est pas
toujours le cas. Pensons, par exemple, à l’obtention de la loi d’un incident
nucléaire majeur ! Plus fondamentalement, cette approche fréquentiste mène
à se poser la question conceptuelle de la répétabilité des expériences (Les
cadres expérimentaux sont-ilstoujours les mêmes ? Une expérience peut-elle
n’avoir aucun effet sur l’expérience suivante ?). Jeffreys (1961) fournit une
critique détaillée de cette hypothèse.

Quand l’espace des paramètres Θ n’est pas dénombrable, par exemple,
lorsqu’il s’agit d’un intervalle, la détermination subjective de la loi a priori π
est évidemment beaucoup plus compliquée. En général, une première approxi-
mation de π est obtenue par le partitionnement de Θ en différents ensembles
(par exemple des intervalles) et la détermination de la probabilité de chaque
ensemble ; π(θ) est alors approchée par un histogramme. Une autre démarche
consiste à sélectionner des éléments significatifs de Θ, à évaluer leurs vrai-
semblances respectives et à en déduire une courbe de vraisemblance propor-
tionnelle à π. Dans les deux cas, une difficulté majeure se présente lorsque Θ
n’est pas borné. En effet, il est alors nécessaire de construire les queues de
la distribution et il est assez difficile d’évaluer subjectivement les probabilités
des régions extrêmes de l’espace des paramètres ; c’est d’autant plus gênant
que la forme et les propriétés des estimateurs résultants dépendent fortement
de ces queues (voir l’Exemple 3.5).

Quand aucune information directe n’est disponible sur θ, une alternative
est de recourir à la distribution marginale de x,

m(x) =
∫

Θ

f(x|θ)π(θ) dθ

afin d’obtenir de l’information sur π. Plusieurs techniques ont été proposées
dans la littérature (voir Berger, 1985b, Section 3.5) ; en plus de la méthode
des moments, nous pouvons citer l’entropie maximale et les méthodes ML-
II (Good, 1983). Le principe de cette construction est que le phénomène
aléatoire observé peut dans certains cas être incorporé dans une classe plus
large (ou méta modèle) pour laquelle une information est disponible. Par
exemple, si θ est la moyenne journalière de production de lait pour une vache
laitière donnée, une information sur θ peut être obtenue à partir de la pro-
duction du troupeau auquel appartient la vache, bien que ces observations
proviennent de la distribution marginale. Cette perspective est au cœur des
modèles hiérarchiques (Chapitre 10) et elle permet de résoudre la difficulté de
la répétabilité des expériences mentionnée ci-dessus.
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3.2.3 Lois a priori d’entropie maximale

Si certaines caractéristiques de la loi a priori sont connues (moments, quan-
tiles, etc.), en supposant qu’elles peuvent s’écrire comme des espérances a
priori (k = 1, . . . ,K),

E
π [gk(θ)] = ωk , (3.1)

une façon de choisir un a priori qui satisfait ces contraintes est la méthode de
l’entropie maximale, développée par Jaynes (1980, 1983).

Dans un cadre fini, l’entropie est définie comme

E(π) = −
∑

i

π(θi) log{π(θi)} .

Cette quantité a été introduite par Shannon (1948) comme une mesure de
l’incertitude en théorie de l’information et en traitement du signal. L’a priori
π qui maximise l’entropie minimise, dans ce sens théorico-informatif, l’infor-
mation a priori apportée par π sur θ. La distribution d’entropie maximale,
sous les contraintes de moments (3.1), est la distribution associée à la densité

π∗(θi) =
exp

{∑K
1 λkgk(θi)

}
∑

j exp
{∑K

1 λkgk(θj)
} ,

les nombres λk étant obtenus à partir de (3.1) comme des multiplicateurs de
Lagrange. Par exemple, sans contrainte sur π, la distribution d’entropie maxi-
male est la distribution uniforme sur Θ. (Cette propriété révèle un problème
de fond de la méthode, car les lois a priori d’entropie maximale ne sont pas
invariantes par reparamétrisation ; voir la Section 3.5.1.)

L’extension au cas continu est plus délicate, car elle implique le choix
d’une mesure de référence π0, qui peut être caractérisée comme la distribu-
tion complètement non informative. Il s’agit en effet de l’a priori d’entropie
maximale en l’absence de contrainte. Cette mesure de référence peut être ob-
tenue de plusieurs façons (voir la Section 3.5) et la distribution d’entropie
maximale dépend de ce choix. Quand une structure de groupe est disponible
pour le problème d’intérêt (et acceptée comme une partie de l’information a
priori), on convient généralement que la mesure de Haar invariante à droite
associée à ce groupe est un choix acceptable pour π0. (Les justifications pour
un tel choix sont données dans le Chapitre 9.) Une fois la mesure de référence
π0 choisie, l’entropie de π est définie par

E(π) = E
π0

[
log
(
π(θ)
π0(θ)

)]
=
∫

log
(
π(θ)
π0(θ)

)
π0(dθ),

qui est aussi la distance de Kullback-Leibler entre π et π0. Dans ce cas, la
distribution d’entropie maximale sous (3.1) est donnée par la densité
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π∗(θ) =
exp

{∑K
1 λkgk(θ)

}
π0(θ)∫

exp
{∑K

1 λkgk(η)
}
π0(dη)

, (3.2)

ce qui prouve l’importance de π0. Notons que les distributions π∗ ci-dessus
appartiennent formellement à une famille exponentielle (voir la Section 3.3.3).

En plus de la dépendance à π0 exhibée par (3.2) et du manque d’inva-
riance par reparamétrisation, un autre inconvénient de la méthode d’entropie
maximale est que les contraintes (3.1) ne sont pas toujours suffisantes pour
obtenir une distribution sur θ. Signalons que c’est souvent le cas quand les
caractéristiques (3.1) sont liées aux quantiles, car les fonctions gk(θ) sont alors
de la forme I(−∞,ak](θ) ou I(bk,∞](θ).

Exemple 3.3. Soit θ, un paramètre réel tel que E
π[θ] = μ. Si la mesure de

référence π0 est la mesure de Lebesgue sur R, l’a priori d’entropie maximale
satisfait π∗(θ) ∝ eλθ et ne peut pas être normalisé comme une distribution
de probabilité. En revanche, si on sait de plus que var(θ) = σ2, la loi a priori
d’entropie maximale correspondante est

π∗(θ) ∝ exp{θλ1 + θ2λ2},
soit donc la distribution normale N (μ, σ2). ‖

Seidenfeld (1987) et Kass et Wasserman (1996) avancent des critiques
supplémentaires sur l’approche par entropie maximale (Exercice 3.2).

3.2.4 Approximations paramétriques

Une alternative fréquemment utilisée pour construire un a priori continu
consiste à restreindre arbitrairement le choix de π à une famille de densités
paramétrées et à déterminer les paramètres correspondants via les moments
ou via les quantiles , cette seconde option étant plus robuste. Par exemple, des
évaluations subjectives de la médiane et du quantile à 75% sont suffisantes
pour identifier les deux paramètres d’une distribution normale. (Voir aussi
l’Exemple 3.1.)

Exemple 3.4. Soit Xi ∼ B(ni, pi) le nombre d’étudiants réussissant l’exa-
men d’introduction à l’analyse, dans une classe de ni étudiants. Les années
précédentes, la moyenne des pi a été de 0.70, avec une variance de 0.1. Si
nous supposons que les pi sont tous générés selon la même distribution bêta,
Be(α, β), les paramètres α et β sont estimés par

α

α+ β
= 0.7,

αβ

(α+ β)2(α+ β + 1)
= 0.1,

soit α = 0.77 et β = 0.33, ce qui conduit à la distribution a priori
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p ∼Be(0.77, 0.33).

Dans ce cas, le choix de la distribution bêta est motivé par son caractère
conjugué (voir la Section 3.3). ‖

La méthode des moments est souvent difficilement applicable et engendre
parfois des valeurs impossibles des paramètres, comme par exemple des va-
riances négatives. Cependant, un inconvénient plus grave de la plupart des
approches paramétriques est que la sélection de la famille paramétrée est
fondée sur la simplicité du traitement mathématique et non sur des bases
subjectives comme un histogramme préliminaire approchant π. Cette ap-
proche peut même provoquer un rejet partiel de l’information disponible,
parce qu’elle n’est pas compatible avec la distribution paramétrée. Ainsi, dans
les Exemples 3.1 et 3.4, la connaissance a priori supplémentaire de la médiane
peut empêcher l’utilisation d’une distribution bêta. En réalité, la construc-
tion d’une distribution à partir d’un histogramme peut aussi être trompeuse,
car différentes familles peuvent correspondre au même histogramme et mener
malgré tout à des inférences assez différentes. (Néanmoins, nous étudierons
dans la prochaine section une méthode particulière de détermination de loi a
priori paramétrée, car les cas où l’information est limitée nécessitent une telle
approche.)

Exemple 3.5. (Berger, 1985b) Soit x ∼N (θ, 1). Supposons que la médiane
a priori de θ soit 0, que le premier quartile a priori soit −1, et que le troisième
quartile a priori soit +1. Alors, si la distribution a priori sur θ est de la forme
N (μ, τ), nous devons avoir θ ∼ N (0, 2.19). En revanche, le choix d’une
distribution de Cauchy mène à θ ∼ C (0, 1). Sous une perte quadratique,
l’estimateur de Bayes devrait être, dans le premier cas,

δπ
1 (x) = x− x

3.19

et
δπ
2 (x) ≈ x− x

1 + x2

dans le deuxième cas pour |x| ≥ 4 (voir Berger et Srinivasan, 1978). Par
conséquent, pour x = 4, qui est une observation assez compatible avec l’in-
formation a priori dans les deux cas, les deux estimations devraient être
δπ
1 (4) = 2.75 et δπ

2 (4) = 3.76 ! La Figure 3.1 compare les deux estimateurs
pour une série de valeurs de x, le calcul de δπ

2 étant fait par la méthode de
Monte Carlo (voir le Chapitre 6). ‖

Ces différences de résultats démontrent la nécessité de conduire des tests
sur la validité (ou robustesse) des lois a priori choisies, tests dépendants des
observations, afin d’évaluer à quel point un léger changement dans la distri-
bution a priori influe sur l’inférence sur les paramètres d’intérêt. (La Section
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Fig. 3.1. Comparaison des estimateurs δπ
1 (x) (pointillés) et δπ

2 (x) (traits pleins).

3.5 traite de cette évaluation.) L’exemple ci-dessous illustre à nouveau le fait
qu’une information trop vague peut mener à des conclusions très différentes,
selon la façon dont elle est interprétée.

Tab. 3.3. Étendue des valeurs des moments a posteriori pour des moments a priori
μ1 = 0 et μ2 fixés. (Source : Goutis, 1990.)

Moyenne Moyenne Variance
μ2 x minimale maximale maximale

3 0 -1.05 1.05 3.00
3 1 -0.70 1.69 3.63
3 2 -0.50 2.85 5.78

1.5 0 -0.59 0.59 1.50
1.5 1 -0.37 1.05 1.97
1.5 2 -0.27 2.08 3.80

Exemple 3.6. (Goutis, 1990, 1994) Soit x ∼ f(x|θ), avec θ ∈ R, et supposons
que la moyenne a priori de θ, μ1, soit connue. Trop de distributions a priori
s’accordent avec cette information, car

inf
π

E
π[θ|x] = −∞ et sup

π
E

π [θ|x] = +∞

et aucune inférence utile ne peut être menée à partir de cette seule informa-
tion ; notons que dans ce cas il est aussi impossible de construire une distribu-
tion d’entropie maximale (voir l’Exemple 3.3). Si, de plus, la variance a priori
μ2 est fixée, la variabilité des réponses a posteriori est plus restreinte, car

−∞ < inf
π

E
π[θ|x] ≤ sup

π
E

π [θ|x] < +∞, (3.3)
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tant que f(x|θ) est positive dans un voisinage de μ1 et bornée quand |θ− μ1|
est grand. Sous les mêmes hypothèses, nous avons de plus

0 = inf
π

Varπ[θ|x] ≤ sup
π

Varπ[θ|x] < +∞ . (3.4)

Le Tableau 3.3 donne l’étendue exacte des bornes (3.3) et (3.4) pour une
distribution normale N (θ, 1) et μ1 = 0. ‖

3.2.5 Autres techniques

Les techniques de Bayes dites empiriques et hiérarchiques sont deux ap-
proches relativement opposées qui intègrent l’incertitude sur la distribution a
priori d’une façon naturelle et qui seront traitées en détail dans le Chapitre 10
(voir aussi Carlin et Louis, 2000a). L’approche bayésienne empirique se fonde
sur les observations (et la distribution marginale) pour estimer les paramètres
de la distribution a priori ; elle est utilisée plus souvent par les fréquentistes
que par les bayésiens, car elle n’obéit pas au paradigme bayésien. Formelle-
ment, il semble paradoxal de choisir a posteriori une distribution a priori !
Plus fondamentalement, le choix de π dépendant de x, les estimateurs ob-
tenus ne bénéficient pas des propriétés d’optimalité des vrais estimateurs de
Bayes. Une dernière critique est qu’il existe de trop nombreuses possibilités
pour les techniques d’estimations utilisées dans la construction des distribu-
tions a priori, ce qui donne par conséquent un caractère fortement arbitraire
à la sélection d’un a priori.

L’approche hiérarchique bayésienne modélise le manque d’information sur
les paramètres d’une distribution a priori en recourant au paradigme de Bayes,
c’est-à-dire en spécifiant une autre distribution sur ces paramètres (les pa-
ramètres de cette distribution sont appelés hyperparamètres et ces nouveaux
a priori, des lois hyper a priori). Bien que ce choix puisse parâıtre conceptuel-
lement trop abstrait, les bayésiens préfèrent généralement cette approche à
l’alternative empirique, car, dans un sens pratique et théorique, celle-ci four-
nit de meilleurs estimateurs. (Le Chapitre 10 présente et compare ces deux
techniques.)

3.3 Lois a priori conjuguées

3.3.1 Introduction

Quand l’information a priori sur le modèle est trop vague ou peu fiable, une
construction subjective complète de la distribution a priori est évidemment
impossible. D’autres raisons (retards, coûts à respecter, manque de commu-
nication entre statisticiens et décideurs, etc.) peuvent expliquer l’absence
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de distributions correctement définies. De plus, des exigences d’objectivité
peuvent forcer le statisticien à fournir une réponse aussi neutre que possible,
afin de fonder l’inférence sur le modèle d’échantillonnage uniquement. De
tels cas semblent justifier le recours à des solutions non bayésiennes (estima-
teurs du maximum de vraisemblance, estimateurs sans biais optimaux, etc.).
Cependant, tout en gardant à l’esprit les fondements bayésiens des critères
fréquentistes d’optimalité (voir les Chapitres 2, 8 et 9), il parâıt préférable de
suivre l’approche bayésienne, en utilisant un a priori dit objectif, c’est-à-dire
construit à partir du modèle d’échantillonnage, comme un outil technique.
Lorsque aucune information a priori n’est disponible, ces a priori sont dits
non informatifs et sont traités dans la Section 3.5.

D’abord, nous étudierons dans cette section une approche paramétrique
classique qui implique un apport d’information subjective le plus limité pos-
sible et qui est à la base des deux techniques bayésiennes, hiérarchique et
empirique, du Chapitre 10. En dehors de l’exigence d’une contribution sub-
jective minimale, les lois a priori conjuguées peuvent être considérées comme
un point de départ pour l’élaboration de distributions a priori fondées sur une
information a priori limitée, dont l’imprécision peut être déterminée grâce à
des distributions a priori supplémentaires. Cependant, il faut garder à l’esprit
le fait que l’impression commune que les lois conjuguées sont non informatives
est fausse : le choix d’un a priori conjugué, bien qu’il soit défendable comme
on le verra ci-dessous, est toujours un choix particulier et influence donc, dans
une certaine mesure, l’inférence résultante. De plus, il peut obliger à ignorer
une partie de l’information a priori si cette dernière n’est pas complètement
compatible avec la structure de la loi a priori conjuguée. Enfin il existe d’autres
lois a priori fondées sur la même information subjective limitée, mais avec une
influence plus limitée sur l’inférence résultante (voir la Section 3.6).

Définition 3.7. Une famille F de distributions de probabilité sur Θ est dite
conjuguée (ou fermée par échantillonnage) par une fonction de vraisemblance
f(x|θ) si, pour tout π ∈ F , la distribution a posteriori π(·|x) appartient
également à F .

Un exemple trivial d’une famille conjuguée est l’ensemble F0 de toutes les
lois de probabilité sur Θ, qui est bien entendu inutile pour le choix d’une loi a
priori. L’intérêt principal du caractère conjugué devient plus évident quand F
est paramétrée. Effectivement, le passage de distribution a priori à distribution
a posteriori se réduit dans ce cas à une mise à jour des paramètres correspon-
dants. Cette seule propriété peut expliquer pourquoi les lois a priori conjuguées
sont si populaires, car les distributions a posteriori sont toujours calculables
(au moins jusqu’à un certain degré). En revanche, une telle justification est
plutôt faible d’un point de vue subjectif et d’autres familles pourraient aussi
bien convenir. Notons que l’objectif d’obtenir la famille conjuguée minimale
comme l’intersection de toutes les familles conjuguées est malheureusement
voué à l’échec, car cette intersection est vide (Exercice 3.13).
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3.3.2 Justifications

L’approche a priori conjuguée, introduite par Raiffa et Schlaifer (1961),
peut être justifiée partiellement par un raisonnement d’invariance. En fait,
quand l’observation de x ∼ f(x|θ) modifie π(θ) en π(θ|x), l’information trans-
mise par x sur θ est évidemment limitée ; par conséquent, elle ne devrait pas
entrâıner une modification de toute la structure de π(θ), mais simplement
de ses paramètres. En d’autres termes, la modification résultant de l’obser-
vation de x devrait être de dimension finie. Un changement plus radical de
π est alors inacceptable et le choix des lois a priori devrait toujours être fait
parmi les lois conjuguées, quelle que soit l’information a priori. D’une certaine
façon, de Finetti (1974) avait un avis similaire parce qu’il considérait que l’in-
formation a priori pouvait être interprétée comme des observations passées
virtuelles, comme dans l’Exemple 3.2, ce qui mène forcément à des lois a
priori conjuguées pour des familles exponentielles (voir ci-dessous). Malheu-
reusement, cette condition devient paradoxale dans les cas extrêmes où toute
la distribution a priori est déjà disponible ! Mais les lois a priori conjuguées
sont surtout utilisées dans des environnements où l’information est limitée,
car elles ne nécessitent la détermination que de quelques paramètres. Une
autre justification pour utiliser les lois a priori conjuguées est que certains
estimateurs de Bayes sont alors linéaires, comme l’ont montré Diaconis et
Ylvisaker (1979) (voir la Proposition 3.19 ci-dessous). Néanmoins, nous de-
vons reconnâıtre que la principale motivation pour utiliser les lois a priori
conjuguées reste la commodité de traitement.

Cette modélisation particulière par une famille paramétrée de lois a priori
est effectivement très tentante, car elle autorise des manipulations explicites
des lois a posteriori. Ces lois a priori conjuguées sont parfois appelées objectives
parce que le modèle d’échantillonnage, f(x|θ), détermine entièrement la classe
des lois a priori, mais toute méthode qui produit de façon automatique des lois
a priori à partir de la distribution d’échantillonnage serait tout aussi objective.
A contrario, leur utilisation est fortement critiquée par certains bayésiens, car
elle obéit à des contraintes techniques plutôt qu’à des impératifs d’adéquation
à l’information a priori disponible. Le rôle des lois a priori conjuguées est alors
de fournir une première approximation de la distribution a priori adéquate,
qui devrait être suivie d’une analyse de robustesse (voir la Section 3.5). Nous
verrons dans la Section 3.4 qu’elles sont plus justifiées si on les traite comme
une base (dans un sens fonctionnel) pour la modélisation de l’information a
priori.

3.3.3 Familles exponentielles

Les lois a priori conjuguées sont généralement associées à un type par-
ticulier de lois d’échantillonnage qui permet toujours leur obtention ; il est
même caractéristique des lois a priori conjuguées comme nous le verrons ci-
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dessous. Ces lois constituent ce qu’on appelle des familles exponentielles et
sont étudiées en détail dans Brown (1986b).

Définition 3.8. Soient μ une mesure σ-finie sur X , Θ l’espace des pa-
ramètres, C et h des fonctions respectivement de X et Θ dans R+, et R
et T des fonctions de Θ et X dans R

k. La famille des distributions de densité
(par rapport à μ)

f(x|θ) = C(θ)h(x) exp{R(θ) · T (x)} (3.5)

est dite famille exponentielle de dimension k. Dans le cas particulier où Θ ⊂
R

k, X ⊂ R
k et

f(x|θ) = C(θ)h(x) exp{θ · x}, (3.6)

la famille est dite naturelle.

Notons qu’un changement de variable de x en z = T (x) et une repa-
ramétrisation de θ en η = R(θ) nous permettent de considérer principalement
la forme naturelle (3.6), bien que les espaces T (X ) et R(Θ) puissent être
difficiles à décrire et à utiliser.

D’un point de vue analytique, les familles exponentielles ont certaines
caractéristiques intéressantes (voir Brown, 1986b). En particulier, elles sont
telles que, pour tout échantillon de (3.5), il existe une statistique exhaustive
de dimension constante. En effet, si x1, . . . , xn ∼ f(x|θ), avec f satisfaisant
(3.6),

x̄ =
1
n

n∑
i=1

xi ∈ R
k

est exhaustive pour tout n. La réciproque de ce résultat a été aussi établie
par Koopman (1936) et Pitman (1936) (voir aussi Jeffreys, 1961, Section 3.7.1
pour une preuve).

Théorème 3.9. (Lemme de Pitman-Koopman) Si une famille de lois
f(·|θ) à support constant est telle que, à partir d’une taille d’échantillon suf-
fisamment grande, il existe une statistique exhaustive de taille fixe, la famille
est exponentielle.

La restriction sur le support de f(·|θ) est une condition nécessaire pour le
lemme parce que les distributions uniforme U ([−θ, θ]) et de Pareto P(α, θ)
satisfont aussi cette propriété (voir l’Exemple 3.16). En réalité, ces dis-
tributions pourraient être appelées familles quasi exponentielles, car elles
héritent de plusieurs des propriétés intéressantes des familles exponentielles,
incluant l’existence de statistiques suffisantes de dimension constante et de
lois conjuguées (Exercice 3.15).

De nombreuses distributions usuelles continues et discrètes appartiennent
à des familles exponentielles.
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Exemple 3.10. Si Sk est le simplexe de R
k,

Sk =

{
ω = (ω1, . . . , ωk);

k∑
i=1

ωi = 1, ωi > 0

}
,

la loi de Dirichlet sur Sk, Dk(α1, . . . , αk), est une extension de la distribution
bêta, définie comme

f(p|α) =
Γ (α1 + · · ·+ αk)
Γ (α1) · · ·Γ (αk)

k∏
i=1

pαi−1
i ISk

(p),

où p = (p1, . . . , pk). Puisque

f(p|α) = C(α)h(p) exp
( k∑

i=1

αi log(pi)
)
,

la loi de Dirichlet constitue une famille naturelle exponentielle pour T (p) =
(log(p1), . . . , log(pk)). ‖

Exemple 3.11. Soit x ∼Np(θ, σ2Ip). Alors

f(x|θ) =
1
σp

1
(2π)p/2

exp

{
−

p∑
i=1

(xi − θi)2/2σ2

}

= C(θ, σ)h(x) exp{x.(θ/σ2) + ||x||2(−1/2σ2)}

et la distribution normale appartient à une famille exponentielle de paramètres
naturels θ/σ2 et −1/2σ2. De la même façon, si x1, . . . , xn ∼ Np(θ, σ2Ip), la
distribution jointe satisfait

f(x1, . . . , xn) = C′(θ, σ)h′(x1, . . . , xn)

× exp

{
nx̄ · (θ/σ2) +

n∑
i=1

||xi − x̄||2(−1/2σ2)

}

et la statistique (x̄,
∑

i ||xi − x̄||2) est exhaustive pour tout n ≥ 2. ‖

Dans l’exemple précédent, notons que l’espace des paramètres est de di-
mension p+ 1, tandis que la dimension des observables, x, est p. Bien que la
dimension d’une famille exponentielle ne soit pas fixée, car il est toujours pos-
sible d’ajouter des combinaisons convexes des paramètres originaux comme
des paramètres supplémentaires (et évidemment inutiles), une dimension mi-
nimale intrinsèque est associée à cette famille.
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Définition 3.12. Soit f(x|θ) = C(θ)h(x) exp(θ.x), une famille exponentielle
naturelle. L’espace naturel des paramètres est

N =
{
θ;
∫

X

eθ·xh(x) dμ(x) < +∞
}
.

La famille est dite régulière si N est un ensemble ouvert et minimale si
dim(N) = dim(K) = k, où K est la clôture de l’enveloppe convexe du support
de μ.

Il est toujours possible de réduire une famille exponentielle à une forme
standard et minimale de dimension m, et cette dimension m ne dépend aucu-
nement de la paramétrisation choisie (Brown, 1986b, p. 13-16). (Voir l’Exercice
3.23 pour l’exemple d’une famille exponentielle non régulière.)

Les familles exponentielles naturelles peuvent aussi être réécrites sous la
forme

f(x|θ) = h(x) eθ.x−ψ(θ) (3.7)

et ψ(θ) est dite fonction cumulante des moments pour la raison suivante, dont
la démonstration est laissée aux lecteurs.

Lemme 3.13. Si θ ∈ N̊ , intérieur de N , la fonction cumulante des moments
ψ est C ∞ et

Eθ[x] = ∇ψ(θ), cov(xi, xj) =
∂2ψ

∂θi∂θj
(θ),

où ∇ désigne l’opérateur gradient.

Exemple 3.14. Soit x ∼P(λ). Alors

f(x|λ) = e−λ λ
x

x!
=

1
x!
eθ.x−eθ

et ψ(θ) = exp(θ) pour le paramètre naturel θ = logλ. Par conséquent, Eλ[x] =
eθ = λ et var(x) = λ. ‖

La structure régulière des familles exponentielles permet de nombreuses
applications statistiques, comme en témoigne la vaste littérature sur ce sujet.
(Voir, par exemple, la classification des familles exponentielles selon le type de
fonction de variance : Morris, 1982, Letac et Mora, 1990, et Exercices 3.24 et
10.33.) Nous verrons dans la Section 3.3.4 qu’elles autorisent également une
construction simple des lois a priori conjuguées.

Exemple 3.15. Si x ∼N (θ, θ2) dans un modèle multiplicatif, la loi a priori
conjuguée n’est pas la loi normale. La vraisemblance est proportionnelle à
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1
| θ | exp

{
x

θ
− x2

2θ2

}

et la distribution induit une famille exponentielle de dimension 2. Par conséquent,
les lois normales inverses généralisées I N (α, μ, τ), de densité

π(θ) ∝ |θ|−α exp

{
−
(

1
θ
− μ

)2/
2τ2

}

constituent pour ce modèle une famille conjuguée. Cette famille de lois, qui
forme une famille exponentielle, généralise la loi de l’inverse d’une observation
normale (qui correspond au cas α = 2). (Voir l’Exercice 3.33 pour plus de
détails.) ‖

-2 -1 0 1 2

0.0
0.5

1.0
1.5

2.0

 0

1

2

Fig. 3.2. Densités I N (α, μ, τ ) pour α = 2, τ = 1 et μ = 0, 1, 2.

Évidemment, la plupart des lois n’appartiennent pas à une famille expo-
nentielle ! Par exemple, la loi de Student, Tp(ν, θ, σ2), ne peut pas s’exprimer
sous la forme (3.5). La Définition 3.8 exclut aussi toutes les lois avec un
support non constant, alors que certaines d’entre elles admettent des lois a
priori conjuguées avec un nombre fini de paramètres (ou plus exactement,
d’hyperparamètres).

Exemple 3.16. Les lois de Pareto, P(α, θ), de densité

f(x|α, θ) = α
θα

xα+1
I[θ,+∞[(x) (θ > 0),

sont de telles lois puisque, bien qu’en dehors du cadre des familles exponen-
tielles, elles admettent des lois conjuguées simples sur θ, qui sont des lois de
Pareto pour 1/θ. ‖
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D’autres exemples de familles pour lesquelles des lois conjuguées sont dis-
ponibles sont les distributions U[−θ,θ] et U[0,θ] ; ces lois sont aussi quasi ex-
ponentielles, car elles admettent des statistiques exhaustives de dimension
constante. Par exemple, si x1, . . . , xn ∼ U[−θ,θ], une statistique exhaustive
est la statistique d’ordre (x(1), x(n)), où x(1) est la valeur la plus petite de
l’échantillon et x(n) la plus grande.

Notons que, dans l’Exemple 3.15, la loi a priori conjuguée sur θ dépend
de trois hyperparamètres, α, μ, et τ2 ; par conséquent, leur utilisation intro-
duit une plus grande complexité dans la loi du modèle. Ce type de phénomène,
c’est-à-dire le fait que la structure du modèle exige un nombre plus grand d’hy-
perparamètres, est souvent rencontré dans les familles exponentielles courbes,
par exemple quand une reparamétrisation naturelle par η = R(θ) n’est pas
utile à cause des contraintes portant sur les paramètres naturels. Il s’agit
évidemment d’un inconvénient, car les valeurs de ces hyperparamètres doivent
être déterminées pour obtenir une inférence sur θ utilisant des lois conjuguées.

Quand une distribution n’admet pas de famille conjuguée, sauf le cas trivial
F0, il est parfois possible d’exprimer cette distribution comme un mélange de
distributions de familles exponentielles ; f est appelée mélange caché, car cette
représentation est sans pertinence pour le problème inférentiel, mais est utile
pour le calcul pratique de la loi a posteriori et des estimateurs de Bayes,
comme nous le verrons dans le Chapitre 6.

Exemple 3.17. (Dickey, 1968) Pour la loi de Student, une représentation
de mélange caché existe, fondée sur la distribution normale, car f(x|θ) est le
mélange d’une distribution normale par l’inverse d’une distribution gamma :
si x ∼ T1(p, θ, σ2),

x|z ∼N (θ, zσ2), z−1 ∼ G (p/2, p/2) .

Une loi a priori techniquement intéressante sur θ est alors N (μ, τ2) et la plu-
part des calculs peuvent être faits conditionnellement à z. Cette décomposition
est plus utile quand x est multidimensionnel, car certaines intégrales de-
viennent alors unidimensionnelles. ‖

Exemple 3.18. Plusieurs lois non centrées peuvent s’écrire comme un mé-
lange (caché) des lois centrées correspondantes par la loi de Poisson, de par
une propriété d’infinie divisibilité (voir Feller, 1971, Chapitre 9). Par exemple,
tel est le cas de la loi du khi deux décentré, χ2

p(λ) : Lorsque x ∼ χ2
p(λ), la

génération de x peut être aussi décomposée comme

x|z ∼ χ2
p+2z , z ∼P(λ/2).

Cette décomposition est utilisée par James et Stein (1961) pour exprimer le
risque de leur estimateur et obtenir une condition suffisante de domination de
l’estimateur de maximum de vraisemblance (voir la Note 2.8.2). ‖
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Cette extension du champ d’application des lois conjuguées est cependant
discutable, car la représentation par mélange caché n’est pas unique et le choix
du mélange détermine celui de la loi a priori.

3.3.4 Lois conjuguées des familles exponentielles

Soit f(x|θ) = h(x)eθ.x−ψ(θ), loi générique d’une famille exponentielle.
Cette loi admet alors une famille conjuguée, comme le démontre le résultat
suivant (dont la démonstration est directe).

Proposition 3.19. Une famille conjuguée pour f(x|θ) est donnée par

π(θ|μ, λ) = K(μ, λ) eθ.μ−λψ(θ), (3.8)

où K(μ, λ) est la constante de normalisation de la densité. La loi a posteriori
correspondante est π(θ|μ+ x, λ + 1).

La mesure définie par (3.8) est σ-finie ; elle génère une loi de probabilité
sur Θ si et seulement si

λ > 0 et
μ

λ
∈ N̊ (3.9)

(Exercice 3.35) : c’est uniquement quand (3.9) est vérifié que K(μ, λ) est bien
défini. Par conséquent, une loi conjuguée pour f(x|θ) peut être obtenue de
façon automatique ; c’est pourquoi (3.8) est souvent appelée loi conjuguée na-
turelle de f . Le Tableau 3.4 présente les lois conjuguées pour certaines lois
usuelles appartenant à une famille exponentielle24. Évidemment, l’inférence
bayésienne ne peut être menée que si les hyperparamètres μ et λ sont connus.
L’aspect automatique des lois conjuguées a priori est ainsi trompeur, car un
apport subjectif via la détermination de ces valeurs demeure nécessaire. No-
tons aussi que (3.8) requiert un paramètre additionnel, relativement à f(x|θ).

Pour des familles exponentielles naturelles, les lois a priori conjuguées ont
un attrait supplémentaire, comme le montrent Diaconis et Ylvisaker (1979) : si
ξ(θ) est l’espérance de x ∼ f(x|θ), l’espérance a posteriori de ξ(θ) est linéaire
en x pour une loi a priori conjuguée.

Proposition 3.20. Si Θ est un ensemble ouvert dans R
k et θ a pour loi a

priori
πλ,x0(θ) ∝ eθ·x0−λψ(θ)

avec x0 ∈ X , alors
E

π[ξ(θ)] = E
π[∇ψ(θ)] =

x0

λ
.

24Puisque les lois conjuguées viennent aussi d’une famille exponentielle, Bar-Lev
et al. (1994) ont étudié le problème réciproque, à savoir la détermination des distribu-
tions π(θ) pour lesquelles une famille exponentielle admet π(θ) comme loi conjuguée.
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Tab. 3.4. Lois a priori conjuguées naturelles pour quelques familles exponentielles
usuelles.

f(x|θ) π(θ) π(θ|x)
Normale Normale

N (θ, σ2) N (μ, τ 2) N (�(σ2μ+ τ 2x), �σ2τ 2)

�−1 = σ2 + τ 2

Poisson Gamma
P(θ) G (α, β) G (α+ x, β + 1)

Gamma Gamma
G (ν, θ) G (α, β) G (α+ ν, β + x)

Binomiale Bêta
B(n, θ) Be(α, β) Be(α+ x, β + n− x)

Binomiale Négative Bêta
N eg(m,θ) Be(α, β) Be(α+m,β + x)

Multinomiale Dirichlet
Mk(θ1, . . . , θk) D(α1, . . . , αk) D(α1 + x1, . . . , αk + xk)

Normale Gamma

N (μ, 1/θ) G a(α, β) G (α+ 0.5, β + (μ− x)2/2)

Par conséquent, si x1, . . . , xn sont i.i.d. f(x|θ),

E
π[ξ(θ)|x1, . . . , xn] =

x0 + nx̄

λ+ n
. (3.10)

Ce résultat est bien connu pour les distributions normales (Exemple 3.2)
et peut ainsi être généralisé à toutes les familles exponentielles. L’équation
(3.10) montre de nouveau que le paramètre λ est comparable à la taille
de l’échantillon n. Par conséquent, sa détermination peut être réalisée, si
nécessaire, en considérant que l’information a priori sur x0 provient d’un
échantillon virtuel de taille λ. Brown (1986b) établit que la Proposition 3.20
peut s’étendre au cas où πλ,x0 est impropre, par exemple quand λ = 0 et
x0 = 0. Dans ce cas, l’espérance a posteriori est x̄, qui est aussi l’estimateur
du maximum de vraisemblance de ξ(θ).

Diaconis et Ylvisaker (1979) ont montré, de surcrôıt, une réciproque de
cette proposition, à savoir que, si la mesure de référence est continue par
rapport à la mesure de Lebesgue, la linéarité de E

π[ξ(θ)|x] comme dans (3.10)
entrâıne que la loi a priori est de la forme (3.6). Les extensions aux cas discrets
sont plus délicates.

Bien que les familles exponentielles permettent généralement un traitement
plus aisé et, particulièrement, l’utilisation commode de lois a priori conjuguées
et le calcul analytique des espérances a posteriori, comme dans la Proposition
3.20, ce n’est pas toujours le cas. Par exemple, quand x ∼ Be(α, θ) avec α
connu, la distribution appartient à une famille exponentielle, car

f(x|θ) ∝ Γ (α+ θ)(1− x)θ

Γ (θ)
,
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mais les lois conjuguées ne sont pas faciles à utiliser, car

π(θ|x0, λ) ∝
(
Γ (α+ θ)
Γ (θ)

)λ

(1 − x0)θ

dépend de la fonction gamma Γ (θ), qui n’a pas d’expression explicite.

Exemple 3.21. La régression logistique est utilisée pour décrire des modèles
qualitatifs comme dans l’Exemple 1.1. Soit une variable indicatrice y, prenant
ses valeurs dans {0, 1}, et des variables explicatives x ∈ R

k, telles que la
distribution de y conditionnelle à x soit

Pα(y = 1) = 1− Pα(y = 0) =
exp(αtx)

1 + exp(αtx)
. (3.11)

Ce modèle permet l’extension du très utile modèle de régression linéaire à des
cadres plus qualitatifs. Pour un échantillon (y1, x1), . . . , (yn, xn) de (3.11), le
modèle est bien sûr exponentiel conditionnellement aux xi, puisque

f(y1, . . . , yn|x1, . . . , xn, α) = exp

(
αt

n∑
i=1

yixi

)
n∏

i=1

(1 + eαtxi)−1,

qui dépend uniquement de la statistique exhaustive
∑n

i=1 yixi. Dans la pra-
tique, les lois a priori conjuguées pour ce modèle sont plutôt difficiles à utiliser,
car elles sont de la forme

π(α|y0, λ) ∝ eαty0

n∏
i=1

(1 + eαtxi)−λ.

La constante de normalisation pour π(α|y0, λ) est inconnue et les approxima-
tions des quantités a posteriori comme l’espérance et la médiane a posteriori
ne peuvent être obtenues qu’à travers des techniques de simulation présentées
dans le Chapitre 6. ‖

3.4 Critiques et extensions

Comme nous l’avons déjà vu ci-dessus, le caractère automatique des lois
conjuguées est à la fois un avantage et un inconvénient. En sus des argu-
ments d’invariance et de linéarité, on peut argumenter qu’il s’agit d’une
approche objective, où l’apport subjectif est réduit à la détermination des
hyperparamètres. Mis à part le fait que l’objectivité est un concept diffi-
cile à définir, on peut répliquer que toute autre loi a priori avec le même
nombre d’hyperparamètres pourrait parâıtre tout aussi objective. De plus, les
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lois a priori conjuguées ne sont pas forcément les lois a priori les plus ro-
bustes (voir la Section 3.5) et, de ce point de vue, d’autres lois peuvent être
préférées, si l’impératif est de minimiser l’influence de l’a priori sur le résultat
de l’inférence. L’exemple suivant montre comment le choix d’une loi a priori
peut modifier la distribution a posteriori pour des échantillons de petite taille.

Exemple 3.22. (Diaconis et Ylvisaker, 1985) Lorsqu’on fait tourner une
pièce sur la tranche, plutôt que de la lancer dans l’air, la proportion de piles
est rarement proche de 1/2, mais se stabilise plutôt autour de 1/3 ou 2/3, du
fait d’irrégularités de fabrication qui biaisent le résultat en faveur d’un côté
ou de l’autre. On observe le nombre de piles, x ∼ B(n, p) pour une pièce
donnée qu’on fait tourner n fois sur sa tranche. La loi a priori sur p semble
être bimodale, ce que ne peut refléter une loi a priori conjuguée π1 comme
Be(1, 1). Un mélange de lois a priori π2 tel que

1
2

[Be(10, 20) + Be(20, 10)]

est donc plus approprié. Il peut arriver aussi que des expériences précédentes
avec la même pièce indiquent un biais vers pile et mènent à l’a priori alternatif
suivant, π3 :

0.5 Be(10, 20) + 0.2 Be(15, 15) + 0.3 Be(20, 10).

La Figure 3.3 fournit le graphe des deux densités a priori ci-dessus et de
l’a priori neutre Be(1, 1), les différences entre les trois modèles a priori étant
effectivement assez importantes. Si, pour n = 10, nous observons x = 3, les
lois a posteriori correspondantes sont :

(i) Be(1 + x, 1 + n− x), soit Be(4, 8) ;
(ii) 0.84 Be(13, 27) + 0.16 Be(23, 17) ; et
(iii) 0.77 Be(13, 27) + 0.16 Be(18, 22) + 0.07 Be(23, 17).

En (ii), les pondérations de probabilités a posteriori sont obtenues comme
étant proportionnelles à

1
2
B(13, 27)
B(10, 20)

et
1
2
B(23, 17)
B(20, 10)

et, pour (iii),

0.5
B(13, 27)
B(10, 20)

, 0.2
B(18, 22)
B(15, 15)

, et 0.3
B(23, 17)
B(20, 10)

,

où
B(a, b) =

Γ (a)Γ (b)
Γ (a+ b)

est l’inverse du terme de normalisation de la densité bêta (définie dans l’Ap-
pendice A), qui peut être approchée numériquement (ou calculée exactement
dans le cas de coefficients entiers).
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p
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2 comp.
3 comp.

Fig. 3.3. Trois lois a priori pour une expérience de pile ou face.

Par conséquent, pour cet échantillon, les trois moyennes a posteriori, 1/3,
0.365 et 0.362 respectivement, sont assez proches mais les formes des lois a
posteriori différent malgré tout (voir la Figure 3.4). Considérons maintenant
un échantillon de taille n = 50 avec x = 36. Les lois a posteriori sont :

(i) Be(15, 37) ;
(ii) 0.997 Be(24, 56) + 0.003 Be(34, 46) ; et
(iii) 0.95 Be(24, 56) + 0.047 Be(29, 51) + 0.003 Be(34, 46).

Elles sont alors plus proches les unes des autres que pour n = 10, comme le
montre la Figure 3.5. ‖

p
0.0 0.2 0.4 0.6 0.8 1.0

0
1

2
3

4

1 comp.
2 comp.
3 comp.

Fig. 3.4. Lois a posteriori pour un modèle de pile ou face pour dix observations.

Deux remarques découlent logiquement de cet exemple. D’abord, il montre
qu’un modèle a priori est certainement important pour de petits échantillons,
mais aussi qu’il l’est de moins en moins à mesure que la taille de l’échantillon
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p
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Fig. 3.5. Lois a posteriori pour cinquante observations.

augmente. Quand la taille de l’échantillon tend vers l’infini, la plupart des lois
a priori mèneront à la même inférence, qui sera équivalente à celle fondée seule-
ment sur la fonction de vraisemblance, comme remarqué dans la Note 1.8.4.
De plus, cet exemple montre que les mélanges de lois a priori conjuguées sont
aussi faciles à manipuler que les lois a priori habituelles, tout en permettant
une plus grande liberté dans la modélisation de l’information a priori. En effet,
les mélanges de lois conjuguées forment aussi des familles conjuguées.

Lemme 3.23. Soit F la famille conjuguée naturelle d’une famille exponen-
tielle (3.6). Alors l’ensemble des mélanges de N lois conjuguées,

F̃N =

{
N∑

i=1

ωiπ(θ|λi, μi);
N∑

i=1

ωi = 1, ωi > 0

}
,

est aussi une famille conjuguée. De plus, si

π(θ) =
N∑

i=1

ωiπ(θ|λi, μi),

la loi a posteriori est un mélange

π(θ|x) =
N∑

i=1

ω′
i(x)π(θ|λi + 1, μi + x),

avec

ω′
i(x) =

ωiK(μi, λi)/K(μi + x, λi + 1)∑N
j=1 ωjK(μj , λj)/K(μj + x, λj + 1)

.

Les mélanges peuvent alors être utilisés comme base pour approcher une
loi a priori quelconque, au sens où la distance de Prohorov entre une loi
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et sa représentation par un mélange peut être rendue arbitrairement petite.
Rappelons que la distance de Prohorov entre deux mesures π et π̃, dP (π, π̃)
est définie comme

dP (π, π̃) = inf
A
{ε ; π(A) ≤ π̃(Aε) + ε} ,

où l’infimum est pris sur les ensembles boréliens et où Aε indique l’ensemble
des points distants de A d’au plus ε (Le Cam, 1986).

Théorème 3.24. Si Θ est l’espace naturel des paramètres pour la famille
exponentielle f(x|θ) et π est une loi a priori sur Θ, alors, pour tout ε > 0, on
peut trouver N et π̃ ∈ F̃N tels que dP (π, π̃) < ε.

La démonstration de ce théorème peut être reliée au fait que les mélanges
finis de mesures de Dirac sont denses dans la topologie de Prohorov et que
les masses de Dirac peuvent s’approcher par des mélanges de lois a priori
conjuguées. (Pour plus de détails, voir Brown, 1986b, p. 254-267.) Ce résultat
justifie beaucoup plus fortement l’utilisation de lois conjuguées que l’inva-
riance, la linéarité ou les arguments de simplicité de la section précédente.
Quelle que soit l’information a priori disponible, celle-ci peut toujours être
modélisée par un mélange de F̃N avec N aussi petit que possible. Cependant,
ce résultat d’approximation est aussi incomplet, car il ne montre pas com-
ment l’approximation s’étend aux quantités a posteriori, alors que l’inférence
bayésienne ne s’intéresse qu’à celles-ci. Berger (1985b) illustre cette différence
à travers l’exemple suivant.

Exemple 3.25. Soit x ∼ N (θ, 1) et prenons pour a priori associé π0 une
loi de Cauchy, C (0, 1). Les lois conjuguées naturelles étant N (μ,A), π0 peut
s’approcher par

π̃ =
N∑

i=1

λiπi,

où πi est N (μi, Ai), selon le Théorème 3.24. Lorsque x tend vers +∞, π0(θ|x)
tend vers N (x, 1) tandis que π̃(θ|x) est approximativement N (μ(x), �), avec

� =
A∗

1 +A∗ , μ(x) = �x+ (1− �)μ∗, A∗ = max
i
{Ai}, μ∗ = max

Ai=A∗
μi.

Par conséquent, π0(θ|x) et π̃(θ|x) vont nettement différer pour de grandes
valeurs de x. On peut remarquer que ces valeurs ne sont pas compatibles
avec l’information a priori et devraient conduire à une modification de la
modélisation a priori. Mais ces différences démontrent malgré tout que l’ap-
proximation a priori n’est pas uniformément valide a posteriori. ‖

L’Exemple 3.25 illustre avec force le point suivant : les lois à queues lourdes
seront mal approchées par des distributions à queue moins lourde. Cette dif-
ficulté et, plus généralement, le problème d’approximation de lois a poste-
riori disparaissent d’une certaine façon dans la généralisation de Dalal et Hall
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(1983), qui considèrent des mélanges continus (dans un cas continu). Nous
décrirons brièvement leur approche dans la Note 3.8.3, mais nous tenons à
remarquer que leur approximation via des mélanges continus n’a pas l’at-
trait des approximations précédentes, car elle requiert souvent une résolution
numérique ou de Monte Carlo.

3.5 Lois a priori non informatives

La section précédente a montré que les lois conjuguées peuvent être utiles
en tant qu’approximations des véritables lois a priori. En revanche, lorsque
aucune information a priori n’est disponible, leur unique justification est ana-
lytique, puisqu’elles donnent des expressions exactes pour quelques quantités a
posteriori. Dans de telles situations, il est impossible de justifier le choix d’une
loi a priori sur des bases subjectives et les hyperparamètres des lois conjuguées
ne peuvent être déterminés qu’arbitrairement. Plutôt que de revenir aux al-
ternatives classiques, comme l’estimation par maximum de vraisemblance,
ou d’utiliser les données pour approcher ces hyperparamètres, comme dans
une analyse bayésienne empirique, il est préférable de faire appel à des tech-
niques bayésiennes, ne serait-ce que parce qu’elles sont à la base des critères
classiques d’optimalité (voir les Chapitres 2, 8 et 9). Dans un tel cas, ces
lois a priori particulières doivent être construites à partir de la distribution
d’échantillonnage, puisque c’est la seule information disponible. Pour des rai-
sons évidentes, de telles lois sont dites non informatives. Nous décrivons plus
loin quelques-unes des techniques les plus importantes de construction de lois
non informatives, en demandant aux lecteurs de se référer à Kass et Was-
serman (1996) pour un traitement plus approfondi de ces notions et une
bibliographie commentée. Le point principal mérite d’être reproduit ici, avant
que nous entamions cette description : on ne peut attendre des lois non infor-
matives qu’elles représentent exactement une ignorance totale sur le problème
considéré. Celles-ci doivent plutôt être comprises comme des lois de référence
ou des lois choisies par défaut, auxquelles chacun pourrait avoir recours quand
toute information a priori est absente. À cet égard, certaines lois non infor-
matives sont plus utiles ou plus efficaces que d’autres, mais ne peuvent être
pour autant perçues comme moins informatives que d’autres.

3.5.1 Les lois a priori de Laplace

Historiquement, Laplace fut le premier à utiliser des techniques non in-
formatives puisque, bien que ne disposant pas d’information sur le nombre
de boules blanches dans l’urne ou sur la proportion de naissances mâles
(Exemples 1.9 et 1.11), il munit ces paramètres d’une loi a priori qui prend en
compte son ignorance en donnant la même vraisemblance à chaque valeur du
paramètre, soit donc en utilisant une loi uniforme. Son raisonnement, appelé
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plus tard principe de la raison insuffisante, se fondait sur l’équiprobabilité des
événements élémentaires.

Trois critiques ont été plus tard avancées sur ce choix. Premièrement,
les lois résultantes sont impropres quand l’espace des paramètres n’est pas
compact et certains statisticiens se refusent à utiliser de telles lois, car elles
mènent à des difficultés comme le paradoxe de marginalisation (voir les Exer-
cices 3.45-3.51). De telles inquiétudes ne sont pas justifiées, puisqu’en réalité il
est possible de travailler avec des lois impropres, comme nous l’avons vu dans
la Section 1.5, du moment que nous n’essayons pas de les interpréter comme
des lois de probabilité (voir aussi Stone, 1976). Comme cela est mentionné
dans la Section 3.2, il peut être avancé que, au contraire, une détermination
subjective d’une loi a priori devrait conduire à une loi impropre.

Deuxièmement, le principe des événements équiprobables de Laplace n’est
pas cohérent en termes de partitionnement : siΘ = {θ1, θ2}, la règle de Laplace
donne π(θ1) = π(θ2) = 1/2 mais, si la définition de Θ est plus détaillée, avec
Θ = {θ1, ω1, ω2}, la règle de Laplace mène à π(θ1) = 1/3, ce qui évidemment
n’est pas cohérent avec la première formulation. Comme cela est discuté dans
Kass et Wasserman (1996), cette cohérence n’est pas un problème important :
il peut être évacué en argumentant que le niveau de partitionnement doit être
fixé à un certain stade de l’analyse et que l’introduction d’un degré plus fin
dans le partitionnement modifie le problème d’inférence.

La troisième critique est plus fondamentale, car elle concerne le problème
de l’invariance par reparamétrisation. Si on passe de θ ∈ Θ à η = g(θ) par une
transformation bijective g, l’information a priori reste totalement inexistante
et ne devrait pas être modifiée. Cependant, si π(θ) = 1, la loi a priori sur η
est

π∗(η) =
∣∣∣∣ ddη g−1(η)

∣∣∣∣
par la formule du changement de variable. Donc π(η) est le plus souvent non
constante.

Exemple 3.26. Si p, la proportion de naissances mâles, suit une loi uniforme
sur [0,1], le paramètre de rapport des chances � = p

1−p suit une loi a priori de
densité 1/(1 + �)2, qui est donc non constante. ‖

Bien entendu, on peut parfois soutenir qu’il existe un paramètre naturel
d’intérêt et par conséquent que le choix d’une loi uniforme pour ce paramètre
d’intérêt n’a pas besoin d’être invariant par reparamétrisation. Mais cet argu-
ment ne tient pas si plus d’une inférence sur θ doit être menée ; par exemple,
nous pourrions avoir besoin de calculer les deux premiers moments de θ, mais
ce dernier est aussi l’espérance de θ2. Ou, dans l’Exemple 3.26, la probabilité
θ et le rapport des risques � peuvent être d’intérêt. Par conséquent, il semble
qu’une notion plus intrinsèque et plus acceptable de la loi non informative
devrait satisfaire l’invariance par reparamétrisation.
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3.5.2 Lois invariantes

Une première solution est de tirer profit des caractéristiques d’invariance
du problème, c’est-à-dire d’utiliser les groupes G agissant sur X qui induisent
des groupes G ∗ agissant sur Θ (au sens où seuls les paramètres de la dis-
tribution de x changent dans une transformation de x par des éléments de
G ). Le Chapitre 9 détaille les liens entre structures d’invariance et approche
bayésienne, ces structures permettant d’obtenir une certaine loi non informa-
tive compatible avec les exigences d’invariance, à savoir, la mesure de Haar à
droite sur G ∗ ; voir Kass et Wasserman (1996) pour plusieurs arguments en
faveur de la mesure de Haar à droite.

Deux exemples introductifs sont présentés ci-dessous.

Exemple 3.27. La famille de lois f(x−θ) est invariante par translation, car
y = x − x0 a une loi de la même famille pour tout x0, f(y − (θ − x0)) ; θ est
alors dit paramètre de position et une exigence d’invariance est que la loi a
priori soit invariante par translation, donc satisfasse

π(θ) = π(θ − θ0)
pour tout θ0. La solution est π(θ) = c, la loi uniforme sur Θ. ‖

Exemple 3.28. Si la famille de lois est paramétrée par un paramètre d’échelle,
c’est-à-dire est de la forme 1/σf(x/σ) (σ > 0), elle est invariante par chan-
gement d’échelle, y = x/σ ∼ f(y). La loi a priori invariante par changement
d’échelle π satisfait π(A) = π(A/c) pour tout ensemble mesurable A dans
(0,+∞) et c > 0, soit

π(σ) =
1
c
π(
σ

c
).

Ceci implique π(σ) = α/σ, où α est une constante. Donc la mesure invariante
n’est plus constante. ‖

L’approche invariante n’est que partiellement satisfaisante, car elle im-
plique la référence à une structure d’invariance, qui peut être parfois choisie
de plusieurs manières, ne pas exister (voir le Chapitre 9), ou être sans intérêt
pour le décideur.

3.5.3 La loi a priori de Jeffreys

Jeffreys (1946, 1961) propose une approche intrinsèque qui évite effective-
ment le besoin de prendre en compte une structure d’invariance potentielle,
tout en étant souvent compatible lorsque cette structure existe. Les lois a
priori non informatives de Jeffreys sont fondées sur l’information de Fisher,
donnée par
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I(θ) = Eθ

[(
∂ log f(X | θ)

∂θ

)2
]

dans le cas unidimensionnel. Sous certaines conditions de régularité, cette
information est aussi égale à

I(θ) = −Eθ

[
∂2 log f(X | θ)

∂θ2

]
. (3.12)

La loi a priori de Jeffreys est

π∗(θ) ∝ I1/2(θ),

définie à un coefficient de normalisation près quand π∗ est propre. Elle vérifie
effectivement l’exigence d’invariance par reparamétrisation, puisque, pour une
transformation bijective h donnée, nous avons la transformation (jacobienne)

I(θ) = I(h(θ))(h′(θ))2

(qui explique l’exposant 1/2). De plus, elle correspond aux lois invariantes
obtenues dans les Exemples 3.27 et 3.28. Plus fondamentalement, le choix
d’une loi a priori dépendant de l’information de Fisher se justifie par le fait que
I(θ) est largement accepté comme un indicateur de la quantité d’information
apportée par le modèle (ou l’observation) sur θ (Fisher, 1956). Par conséquent,
au moins à un niveau qualitatif, il parâıt intuitivement justifié que les valeurs
de θ pour lesquelles I(θ) est plus grande doivent être plus probables a priori.
En d’autres termes, I(θ) mesure la capacité du modèle à discriminer entre θ
et θ ± dθ via la pente moyenne de log f(x|θ). Favoriser les valeurs de θ pour
lesquelles I(θ) est plus grande équivaut à minimiser l’influence de la loi a priori
et est donc aussi non informatif que possible. En fait, la loi de Jeffreys est
fréquemment impropre mais les développements de la Section 1.5 montrent
comment conduire une analyse bayésienne dans ce cas.
Exemple 3.29. (Suite de l’Exemple 3.26) Si x ∼ B(n, p),

f(x|p) =
(
n

x

)
px(1 − p)n−x,

∂2 log f(x|p)
∂p2

=
x

p2
+

n− x
(1− p)2 ,

et

I(p) = n

[
1
p

+
1

1− p
]

=
n

p(1− p) .

Donc la loi de Jeffreys pour ce modèle est

π∗(p) ∝ [p(1− p)]−1/2

et est alors propre, car il s’agit de la distribution Be(1/2, 1/2). ‖



3.5 Lois a priori non informatives 141

Dans le cas où θ est un paramètre multidimensionnel, on définit la matrice
d’information de Fisher par généralisation de (3.12). Pour θ ∈ R

k, I(θ) a les
éléments suivants :

Iij(θ) = −Eθ

[
∂2

∂θi∂θj
log f(x|θ)

]
(i, j = 1, . . . , k),

et la loi non informative de Jeffreys est alors définie par

π∗(θ) ∝ [det(I(θ))]1/2.

Elle est encore invariante par reparamétrisation. Notons que, si f(x|θ) appar-
tient à une famille exponentielle,

f(x|θ) = h(x) exp(θ · x− ψ(θ)),

la matrice d’information de Fisher est donnée par I(θ) = ∇∇tψ(θ) et

π∗(θ) ∝
(

k∏
i=1

ψ′′
ii(θ)

)1/2

, (3.13)

où ψ′′
ii(θ) = ∂2

∂θ2
i
ψ(θ).

Dans un cas multidimensionnel, l’approche non informative de Jeffreys
peut conduire à des incohérences ou même à des paradoxes (voir les Exemples
3.31 et 3.34) et nous notons que Jeffreys (1961) a surtout insisté sur l’utili-
sation de cette loi dans des cas unidimensionnels (voir Berger et Bernardo,
1992a). Cependant, sa méthode fournit une des meilleures techniques automa-
tiques pour obtenir les lois non informatives. De plus, elle permet bien souvent
de retrouver les estimateurs classiques.
Exemple 3.30. Soit x ∼ N (θ, Ip). Comme il s’agit d’une famille de position,
la loi de Jeffreys est constante. L’estimateur de Bayes généralisé est donné par

δπ∗
(x) =

∫
Rp θ exp(−||x− θ||2/2) dθ∫
Rp exp(−||x− θ||2/2) dθ

= x.

Il est minimax pour tout p et admissible pour p ≤ 2. Notons que cet estimateur
est aussi le meilleur estimateur équivariant pour des paramètres de position
(voir le Chapitre 9). ‖

Exemple 3.31. Soit x ∼N (μ, σ2) avec θ = (μ, σ) inconnu. Dans ce cas,

I(θ) = Eθ

[(
1/σ2 2(x− μ)/σ3

2(x− μ)/σ3 3(μ− x)2/σ4 − 1/σ2

)]

=
(

1/σ2 0
0 2/σ2

)
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et la loi non informative associée est π(θ) ∝ 1/σ2. Si, en revanche, on suppose
μ et σ indépendants, la loi non informative correspondante est π(μ, σ) = σ−1,
qui est aussi la mesure invariante de Haar pour ce modèle de position-échelle
(voir l’Exemple 3.28 et le Chapitre 9). ‖

Cette approche est critiquée par certains bayésiens comme étant un outil
sans justification subjective en termes d’information a priori. Cependant, la
seule alternative à une approche automatique est d’exiger que l’information a
priori soit toujours disponible, ce qui n’est pas possible dans tous les cadres.
Une autre critique de la méthode de Jeffreys est que, bien qu’elle réponde aux
exigences d’invariance par reparamétrisation, elle ne satisfait pas au principe
de vraisemblance. En effet, l’information de Fisher peut différer pour deux
expériences fournissant des vraisemblances proportionnelles, comme le montre
l’exemple ci-dessous.
Exemple 3.32. Nous avons vu dans l’Exemple 1.16 que les modèles binomial
et binomial négatif conduisent à la même vraisemblance. Cependant, si x ∼
B(n, θ), la loi non informative π1(θ) est Be(1/2, 1/2) (Exemple 3.26) et, si
n ∼ N eg(x, θ), la loi de Jeffreys est

π2(θ) = −Eθ

[
∂2

∂θ2
log f(x|θ)

]

= Eθ

[
x

θ2
+

n− x
(1− θ)2

]
=

x

θ2(1− θ) ,

soit donc π2(θ) ∝ θ−1(1 − θ)−1/2, qui est impropre et, fait plus important,
diffère de π1. ‖

Comme le montre l’exemple suivant, il arrive souvent que la loi non infor-
mative de Jeffreys soit limite de lois conjuguées.
Exemple 3.33. Si x ∼ U ([0, θ]), une loi conjuguée est la loi de Pareto,
Pa(θ0, α),

π(θ) = α θα
0 θ

−α−1
I[θ0,+∞[(θ),

qui donne la loi a posteriori Pa(max(θ0, x), α+ 1). Sous le coût invariant

L(θ, δ) =
(θ − δ)2
θ2

,

l’estimateur de Bayes est, si θ0 ∨ x = max(θ0, x),

δπ(x) =

∫ +∞
θ0∨x θ

−1(α+ 1) θα+1
0 θ−α−2dθ∫ +∞

θ0∨x
θ−2(α+ 1) θα+1

0 θ−α−2dθ
=
α+ 3
α+ 2

(θ ∨ x),

qui tend vers l’estimateur minimax, δ0(x) = (3/2)x, quand α et θ0 tendent vers
0. Comme θ est un paramètre d’échelle, la loi non informative est π(θ) = 1/θ,
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qui est aussi une loi de Jeffreys pour ce modèle. Cette loi correspond à θ0 = 0
et α = 0 pour une loi de Pareto non normalisée (c’est-à-dire sans le facteur
d’échelle αθα

0 ). Cette représentation permet par ailleurs de prouver que δ0 est
admissible, en utilisant la condition d’admissibilité suffisante de Stein (voir le
Chapitre 8). ‖

Un inconvénient plus important de la loi non informative de Jeffreys est
qu’elle ne donne pas des résultats satisfaisants pour tous les buts inférentiels,
en particulier lorsqu’on considère des sous-vecteurs d’intérêt. Le problème ci-
dessous a été mis en évidence par Stein (1959) (voir aussi Tibshirani, 1989).

Exemple 3.34. Si x ∼ Np(θ, Ip), la loi non informative est π(θ) = 1. L’es-
timateur résultant de θ, x, est assez raisonnable, comme le montre l’Exemple
3.30. Cependant, comme θ|x ∼ Np(x, Ip), la loi a posteriori de η = ||θ||2 est
χ2

p(||x||2), la loi du khi deux décentré. Quand η est le paramètre d’intérêt,
l’espérance a posteriori de η est

δπ(x) = E
π [η|x] = ||x||2 + p .

Cependant, le meilleur estimateur parmi les estimateurs de la forme ||x||2 + c
(pour le coût quadratique) est ||x||2−p, qui domine uniformément l’estimateur
généralisé de Bayes, δπ (voir l’Exercice 2.35). Par conséquent, la loi marginale
sur η déduite de la loi non informative de Jeffreys sur θ est véritablement
sous-optimale. De plus, la loi non informative de Jeffreys obtenue à partir
de l’observation réduite z = ||x||2 est totalement différente de χ2

p(||x||2) et
conduit à un estimateur de η aux performances beaucoup plus acceptables
(voir l’Exercice 3.53). ‖

L’Exercice 4.48 montre aussi que la loi de Jeffreys a priori peut être in-
consistante dans le cadre d’une calibration linéaire et que ce problème peut
être résolu par la méthode des lois a priori de référence.

3.5.4 Lois de référence

Le type de problème évoqué à la fin de la section précédente a été pris en
compte par Bernardo (1979), qui propose une modification de l’approche de
Jeffreys appelée approche de la loi de référence. Une différence majeure est que
cette méthode fait la distinction entre paramètres d’intérêt et paramètres de
nuisance (par exemple, ||θ||2 et θ/||θ|| dans l’Exemple 3.34). Par conséquent,
la loi a priori résultante ne dépend pas seulement de la loi d’échantillonnage,
mais aussi du problème inférentiel considéré. Le reste de cette section présente
brièvement la construction des lois de référence. Pour une étude détaillée, voir
Berger et Bernardo (1989, 1992b,a) et Kass et Wasserman (1996).

Quand x ∼ f(x|θ) et θ = (θ1, θ2), où θ1 est le paramètre d’intérêt, la loi de
référence est obtenue en définissant d’abord π(θ2|θ1) comme la loi de Jeffreys
associée à f(x|θ) pour θ1 fixé, puis en calculant la loi marginale
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f̃(x|θ1) =
∫
f(x|θ1, θ2)π(θ2|θ1)dθ2 (3.14)

et la loi de Jeffreys π(θ1) associée à f̃(x|θ1). Le principe sous-jacent à la loi
de référence est donc d’éliminer le paramètre de nuisance en utilisant la loi
de Jeffreys correspondant au cas où le paramètre d’intérêt reste fixé. (Notons
que l’intégrale dans (3.14) n’est pas forcément définie et il peut être nécessaire
d’intégrer d’abord sur une suite d’ensembles compacts et de prendre la limite.)

Exemple 3.35. Le problème de Neyman-Scott (1948) est relié à l’observation
de xij distribués selon N (μi, σ

2), i = 1, . . . , n, j = 1, 2. La loi de Jeffreys
usuelle pour ce modèle est π(μ1, . . . , μn, σ) = σ−n−1 et une inconsistance
apparâıt, car E[σ2|x11, . . . , xn2] = s2/(2n− 2), avec

s2 =
n∑

i=1

(xi1 − xi2)2

2
,

cette espérance a posteriori convergeant en n vers σ2/2. (Notons qu’il s’agit
d’un cas où le nombre de paramètres augmente avec le nombre d’observations.)
La loi de référence associée à θ1 = σ et θ2 = (μ1, . . . , μn) donne une loi plate
pour π(θ2|θ1), car θ2 est un paramètre de position. Alors

f̃(x|θ1) =
n∏

i=1

e−(xi1−xi2)
2/4σ2 1√

2π2σ

est une famille d’échelle et π(σ) = 1/σ. Par conséquent, E[σ2|x11, . . . , xn2] =
s2/(n− 2), qui est convergent. ‖

La construction générale d’une loi de référence est la suivante : Soit x ∼
f(x|θ), avec θ ∈ Θ ⊂ R

k. Supposons que la matrice d’information de Fisher
I(θ) existe et soit de plein rang. Notons S = I−1(θ). Les paramètres sont
désormais séparés en m groupes correspondant à leur importance respective,

θ(1) = (θ1, . . . , θn1), . . . θ(m) = (θNm−1+1, . . . , θk), (3.15)

avec Ni =
∑i

j=1 nj (après un possible changement d’indices des compo-
sants de θ). La méthode de la loi de référence construit une loi a priori sur
(θ(1), . . . , θ(m)) qui prend en compte cette décomposition, c’est-à-dire qui fait
vraiment la séparation entre paramètres de nuisance et paramètres d’intérêt.
Elle permet même un niveau plus fin de séparation entre les niveaux d’impor-
tance respectifs de ces paramètres. Nous introduisons la notation suivante :
pour j = 1, . . . ,m,

θ[j] = (θ(1), . . . , θ(j)) et θ[∼j] = (θ(j+1), . . . , θ(m)).

La matrice S est décomposée selon la partition (3.15),
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S =

⎛
⎜⎜⎝

A11 At
21 . . . At

m1

A21 A22 At
m2

. . .
Am1 Amm

⎞
⎟⎟⎠

et Sj est le coin supérieur gauche (Nj , Nj) de S ; par exemple, S1 = A11. Nous
notons Hj = S−1

j et hj le coin en bas à droite (nj , nj) de Hj ; en particulier,
h1 = A−1

11 . La construction de la loi de référence continue comme suit :

Algorithme 3.1. Loi de référence
– Initialisation :

πm(θ(m)|θ[m−1]) =
|hm(θ)|1/2∫ |hm(θ)|1/2 dθ(m)

.

– Itération : For j = m− 1, . . . , 1,

πj(θ[∼j−1]|θ[j−1]) =
πj+1(θ[∼j]|θ[j]) exp{ 1

2Ej [log(|hj(θ)|)|θ[j]]}∫
exp{ 1

2Ej [log(|hj(θ)|)|θ[j]]} dθ(j)
,

où

Ej [g(θ)|θ[j]] =
∫
g(θ)πj+1(θ[∼j]|θ[j]) dθ[∼j].

– Conclusion : La loi de référence est π(θ) = π1(θ[∼0]|θ[0]).

Souvent, quelques-unes des intégrales apparaissant dans cet algorithme ne
sont pas définies. Berger et Bernardo (1989) ont alors proposé de calculer la
loi de référence pour des sous-ensembles compacts Θn de Θ et de considérer
la limite de la suite de lois de référence correspondante (πn) quand n tend
vers l’infini et Θn tend vers Θ. En général, le résultat limite ne dépend pas
du choix de la suite de compacts.

Exemple 3.36. (Suite de l’Exemple 3.34) Puisque η = ||θ||2 est le pa-
ramètre d’intérêt, θ peut s’écrire en coordonnées polaires (η, ϕ1, . . . , ϕp−1),
avec

θ1 =
√
η cos(ϕ1),

θ2 =
√
η sin(ϕ1) cos(ϕ2),
. . .

θp−1 =
√
η sin(ϕ1) · · · cos(ϕp−1),

θp =
√
η sin(ϕ1) · · · sin(ϕp−1).

La matrice d’information de Fisher pour (η, ϕ1, . . . , ϕp−1) est alors H = JJt,
où J est la matrice jacobienne D(θ1,...,θp)

D(η,ϕ1,...,ϕp−1)
. On peut montrer que J est de

la forme
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J =
[
At/
√
η√

ηB

]
,

avec des matrices A ∈ R
p et B (p − 1) × p. Alors, pour la partition de θ en

θ(1) = η, θ(2) = (ϕ1, . . . , ϕp−1), nous avons

π2(ϕ1, . . . , ϕp−1|η) ∝ |H22|1/2,

qui ne dépend pas de η. La loi marginale de η est

π1(η) ∝ exp
{

E

[
log
(

1
2
|H|
|H22|

) ∣∣∣∣η
]}

et |H|
|H22| ∝ (1/η). Par conséquent,

π1(η) = 1/
√
η,

qui mène à un estimateur de ||θ||2 plus intéressant que ||x||2+p (voir l’Exercice
3.53).

En réalité, le même problème de marginalisation apparâıt pour l’estimation
du maximum de vraisemblance. En effet, l’estimateur du maximum de vrai-
semblance fondé sur l’échantillon est ||x||2, qui est aussi dominé par ||x||2−p.
En revanche, l’estimateur du maximum de vraisemblance obtenu à partir de

z = ||x||2 ∼ χ2
p(||θ||2)

se conduit de la même façon que (||x||2 − p)+ (voir Saxena et Alam, 1982,
Chow, 1987, et Chow et Hwang, 1990, et l’Exercice 3.53). ‖

Cet algorithme se justifie comme fournissant la loi a priori qui maximise
l’information a posteriori (Bernardo, 1979, et Berger et Bernardo, 1992a).
Plus précisément, si l’échantillon (x1, . . . , xn) est noté x1:n et si Kn(π) est
la divergence de Kullback-Leibler entre la loi a priori π et la loi a posteriori
correspondante,

Kn(π) =
∫
π(θ|x1:n) log (π(θ|x1:n)/π(θ)) dθ,

l’idée de Bernardo (1979) est d’utiliser E[Kn(π)], où l’espérance est prise sur la
loi marginale de x1:n, comme mesure d’information manquante, et de définir
la loi de référence comme la loi π maximisant

K∗(π) = lim
n→∞ E[Kn(π)] .

Les difficultés techniques associées aux éventuelles intégrales infinies mises à
part, la loi a priori résultante est la loi de Jeffreys pour des espaces continus des
paramètres et la loi uniforme pour des espaces finis ; voir Ghosh et Mukerjee
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(1992a), Clarke et Wasserman (1993) et Kass et Wasserman (1996) pour des
motivations supplémentaires en termes d’optimalité asymptotique.

La loi de référence dépend aussi de la façon dont les paramètres ont été
ordonnés (voir l’Exercice 3.60), un avantage comparé à la méthode de Jeffreys,
car les paramètres de nuisance sont considérés différemment. Des paradoxes
comme ceux de l’Exemple 3.34 sont alors évités. Il peut parâıtre excessif de
modifier la loi a priori selon le problème d’intérêt, mais on doit se rendre
compte que, mis à part la distribution de l’échantillon f(x|θ), ces problèmes
inférentiels sont la seule information disponible25. Notons que l’invariance par
reparamétrisation n’est maintenue que si les changements sont bijectifs et in-
ternes à chaque groupe dans (3.15). Cependant, l’exigence d’invariance est
moins importante dans ce cadre parce que l’ordre (3.15) interdit d’une cer-
taine manière une reparamétrisation entre les catégories, puisque les différents
groupes ne sont pas du même type. Quand un tel ordre ne peut pas être
proposé, Berger et Bernardo (1992b) suggèrent de considérer comme loi non
informative la loi de référence correspondant au cas où chaque composante de
θ est traitée séparément. (Par comparaison, la loi de Jeffreys traite θ comme
un seul groupe.)

Exemple 3.37. (Berger et Bernardo, 1992b) Soit un modèle d’analyse de la
variance

xij = μ+ αi + εij , i = 1, . . . , p, j = 1, . . . , n,

avec αi ∼ N (0, τ2), εij ∼ N (0, σ2). Pour différents ordres des paramètres,
μ, τ2, σ2, nous obtenons les lois de référence suivantes :

π1((μ, σ2, τ2)) ∝ σ−2(nτ2 + σ2)−3/2

π2(μ, σ2, τ2) ∝ τ−Cnσ2
[
(n− 1) + (1 + nτ2/σ2)−2

]1/2

π3(μ, (σ2, τ2)) ∝ σ−2(nτ2 + σ2)−1

π4((μ, σ2), τ2) ∝ σ−5/2(nτ2 + σ2)−1

avec Cn = {1−√n− 1(
√
n+
√
n− 1)−3}. ‖

3.5.5 Lois a priori cöıncidantes

Une approche particulière, pour ne pas dire paradoxale, de la modélisa-
tion non informative est de s’intéresser aux propriétés fréquentistes de la loi a
priori, c’est-à-dire en moyenne sur x plutôt que conditionnellement à x. Notons
tout d’abord, comme cela est discuté dans les Chapitres 2 et 8, qu’il existe des

25Si une fonction de coût L est disponible, elle contient aussi quelque information
sur θ et la dualité entre fonction de coût et loi a priori peut être utilisée pour obtenir
une loi a priori adaptée à ce coût (voir Rubin, 1987). Mais très peu a été fait sur la
construction de la loi a priori à partir d’une fonction de coût.
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lois a priori donnant des estimateurs optimaux selon des critères fréquentistes
comme la minimaxité ou l’admissibilité, et on peut souhaiter restreindre le
choix de la loi a priori à ces distributions optimales. Cependant, une telle
restriction réduit rarement le choix de la loi a priori à une distribution unique.
Soit aucune loi ne vérifie cette condition, notamment en petite dimension pour
l’estimation sous le coût quadratique (Note 2.8.2), soit une infinité de lois
sont, par exemple, associées aux estimateurs minimax admissibles (Fourdrinier
et al., 1998). (Une exception se produit lorsque des structures d’invariance
existent, auquel cas la mesure de Haar à droite est le choix approprié, comme
cela est expliqué dans la Section 3.5.2.)

Une approche plus standard est d’imposer que certaines probabilités
a posteriori cöıncident, jusqu’à un certain degré d’approximation, avec la
couverture fréquentiste correspondante ; d’où l’appellation de lois a priori
cöıncidantes (traduction de matching priors), qu’on restreint souvent dans
la littérature aux intervalles de confiance unilatéraux. Soit un ensemble de
confiance a posteriori Cx donné sur g(θ),

π(g(θ) ∈ Cx|x) = 1− α ,
unilatéral ou bilatéral. Cet ensemble définit alors un ensemble de confiance au
sens fréquentiste, de couverture

Pθ(Cx � g(θ)) =
∫

ICx(g(θ)) f(x|θ) dx ,

qui diffère généralement de 1 − α. Lorsque des quantités pivotales existent,
comme dans le cas normal N (θ, 1/n), la région de plus forte densité a poste-
riori (HPD) au niveau 1− α (Chapitre 5) est donnée par

Cx = [x̄n − n−1/2qα/2, x̄n + n−1/2qα/2] ,

où qα/2 est le quantile au niveau 1− α/2 d’une loi normale, et la couverture
fréquentiste de Cx vaut aussi 1 − α. Lindley (1957) généralise ce résultat à
d’autres familles de position et démontre qu’il ne se vérifie que pour de telles
familles. Dans un cadre général (unidimensionnel), Welch et Peers (1963) et
Welch (1965) ont démontré que, lorsque Cx = (−∞, kα(x)],

Pθ(θ ≤ kα(x)) = 1− α+O(n−1/2) ,

et que, pour la loi a priori de Jeffreys,

Pθ(θ ≤ kα(x)) = 1− α+O(n−1) ,

ce qui améliore l’approximation d’un facteur 1/2.
Les choses se compliquent en présence de paramètres de nuisance, c’est-

à-dire lorsque l’inférence porte sur une composante unidimensionnelle θ1 du
paramètre. Des références sur des travaux dans ce domaine incluent Swee-
ting (1985), Severini (1991), Ghosh et Mukerjee (1992a,b, 1993), Mukerjee et
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Dey (1993), DiCiccio et Stern (1993, 1994), Liseo (1993), et Datta et Ghosh
(1995a,b). Nous nous concentrons ici sur certains des résultats obtenus par
Rousseau (1997, 2000, 2001).

Le développement d’Edgeworth (voir Bhattacharya et Rao, 1986, Bickel
et Ghosh, 1990, et DiCiccio et Stern, 1994) de la probabilité de couverture
fréquentiste est donnée par

Pθ(θ1 < kn(α)) = 1− α+
ϕ(Φ−1(1− α))√

n

(
I ′(θ)∇ log π(θ)

I ′′(θ)1/2
−∇t I ′(θ)

I ′′(θ)1/2

)
+O(n−1) ,

dans le cas unilatéral, où ϕ et Φ sont respectivement la densité et la fonc-
tion de répartition d’une loi normale, et I(θ), I ′(θ), et I ′′(θ) sont respecti-
vement l’information de Fisher et ses dérivées première et seconde. Dans le
cas d’une région HPD bilatérale de niveau 1 − α, CHPD

x (α), pour θ ∈ R, le
développement correspondant est

Pθ(θ ∈ CHPD
x ) = 1− α+ n−1q(α)b(π, θ) +O(n−3/2) ,

où q correspond à une densité du χ2 et

b(π, θ) =
μ′3 − μ′′2
I(θ)2

+ 2
μ′2(μ3 − μ′2)

I(θ)3
+
π′(θ)
π(θ)

μ3 − μ′2
I(θ)2

− π′′(θ)
π(θ)I(θ)

− μ′2π
′(θ)

π(θ)I(θ)2
,

les μj étant définis par (j = 2, 3)

μj = Eθ

[
∂j log f(x|θ)

∂θj

]
.

La loi a priori cöıncidante est alors obtenue par annulation du terme d’ordre
un de ce développement, comme dans l’équation différentielle de Welch et
Peers (1963) :

[I ′′(θ)]−1/2I ′(θ)∇ log π(θ) +∇t{I ′(θ)[I ′′(θ)]−1/2} = 0 .

Cette équation différentielle peut ne pas avoir de solution. De plus, comme le
montre la généralisation de Rousseau (2000) aux régions HPD, cette solution,
lorsqu’elle existe, dépend du paramètre d’intérêt correspondant à ces régions
HPD et diffère le plus souvent de la loi a priori de Jeffreys, même s’il existe
toujours une paramétrisation permettant de retomber sur cette dernière.

Exemple 3.38. (Rousseau, 2000) Soit la loi G (k, θ). Si θ est le paramètre
d’intérêt, les lois a priori permettant d’annuler le terme de second ordre pour
des régions HPD sont de la forme

π(θ) =
c1 + c2θ

θ
, c1, c2 > 0,
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et incluent donc la loi a priori de Jeffreys comme cas particulier. Si η =
c1θ

5/3 + c2 log(θ) est la quantité d’intérêt, correspondant à la paramétrisation
du χ2, la loi a priori de cöıncidence maximale est

π(η) = I(η)−1 ,

et diffère de la loi de Jeffreys, I(η)1/2. Enfin, considérons la paramétrisation
de la moyenne, μ = k/θ. Les lois a priori cöıncidantes sont alors de la forme

π(μ) = c1μ
2 + c2/μ , c1, c2 > 0,

et, de nouveau, n’incluent pas la loi de Jeffreys. ‖

On peut aussi consulter Rousseau (1997) pour une extension au cadre
discret où une cöıncidence ne peut pas être obtenue pour des ordres supérieurs
à n1/2 et où une randomisation est nécessaire pour atteindre de tels ordres.

Exemple 3.39. (Ghosh et al., 1995) Une version simple du modèle de cali-
bration linéaire est (i = 1, . . . , n, j = 1, . . . , k),

yi = α+ βxi + εi, y0j = α+ βx0 + ε0j , (3.16)

où x0, inconnue, est la quantité d’intérêt (voir l’Exercice 4.48 pour plus de
détails sur ce modèle). Pour des intervalles de confiance unilatéraux, l’équation
différentielle associée à (3.16) est alors

|β|−1s−1/2 ∂

∂x0
{e(x0)π(θ)} − e−1/2(x0)sgn(β)n−1s1/2 ∂π(θ)

∂x0

−e−1/2(x0)(x0 − x̄)s−1/2 ∂

∂β
{sgn(β)π(θ)} = 0

où θ = (x0, α, β, σ
2) et

s = Σ(xi − x̄)2, e(x0) = [(n+ k)s+ nk(x0 − x̄)2]/nk .
Les solutions de cette équation différentielle sont alors de la forme

π(x0, α, β, σ
2) ∝ e(x0)(d−1)/2|β|dg(σ2) , (3.17)

où g est arbitraire. Par exemple, si g(σ2) = (σ2)−a/2, la loi a posteriori cor-
respondante est propre si (n + k + a − 2d − 5) > 0. Dans ce cas, les lois a
priori de référence sont aussi cöıncidantes, c’est-à-dire satisfont (3.17), comme
l’illustre le Tableau 3.5 pour quatre ordres différents sur les paramètres. ‖

En général, des lois a priori de référence (inverses) sont cöıncidantes lorsque
le paramètre d’intérêt, λ, et le paramètre de nuisance, ω, sont orthogonaux
au sens de l’information de Fisher
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Tab. 3.5. Lois a priori de référence cöıncidantes associées à différents ordres pour
le modèle de calibration linéaire (3.16).

Partition a priori

(x0, α, β, σ
2) |β|(σ2)−5/2

x0, α, β, σ
2 e(x0)

−1/2(σ2)−1

x0, α, (σ
2, β) e(x0)

−1/2(σ2)−3/2

x0, (α, β), σ2 e(x0)
−1/2(σ2)−1

x0, (α, β, σ
2) e(x0)

−1/2(σ2)−2

I(λ, η) =
(
I11 0
0 I22

)
,

comme détaillé dans Tibshirani (1989), et aussi lorsqu’on utilise l’ordre inverse
(ω, λ) pour construire l’a priori de référence, comme cela est expliqué dans
Berger et al. (1998).

Au-delà de la difficulté technique de cette approche, il est conceptuelle-
ment peu élégant d’imposer à une loi a priori des propriétés fréquentistes,
alors même que cette loi permet de conditionner en x plutôt que de recourir
à des propriétés sur le long terme. Tenter de réconcilier les deux approches
(bayésienne et fréquentiste) ne doit pas être rejeté systématiquement, comme
cela est expliqué dans le Chapitre 5, mais ce changement de paradigme est
plutôt gênant, comme l’illustre Rousseau (1997) qui doit recourir à la randomi-
sation, en violation du principe de vraisemblance. Nous ne le recommandons
donc pas.

3.5.6 D’autres approches

Des alternatives à une analyse bayésienne non informative sont décrites
dans Berger (1985b, Chapitre 3) et Kass et Wasserman (1996). Nous men-
tionnons par exemple Rissanen (1983, 1990), qui recourt à la théorie de la
transmission d’information de Shannon (1948). Considérant la transmission
d’un message binaire par un appareil physique, la loi a priori non informa-
tive pour un modèle f(x|θ) est la longueur minimale d’un message décrivant
ce modèle. Dans le cas le plus simple, ces lois sont similaires à celle de Jef-
freys. Cette similarité devrait se vérifier en général, de part les connexions qui
existent entre information statistique et théorie de l’information. Une revue
récente de cette théorie de la complexité stochastique est donnée par Dawid
(1992) ; voir aussi Hansen et Yu (2000).

Notons aussi que la mise en œuvre des tests requiert des lois a priori
particulières, comme le signalent Hansen et Yu (2000) et Kass et Wasserman
(1996). Nous traiterons ce point particulier dans le Chapitre 5.
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3.6 Validation a posteriori et robustesse

Même dans les situations où l’information a priori est disponible, il est rare
de pouvoir proposer une détermination exacte de la loi a priori π(θ) à partir de
cette information, ne serait-ce que parce que le pouvoir de discrimination des
individus est fini et la détermination des queues de distribution est impossible
en pratique. Dans la plupart des cas, une certaine imprécision sur la loi a
priori employée dans une inférence bayésienne demeure donc.

Si l’information a priori est riche, la loi a priori sera bien entendu mieux
définie que dans un cadre non informatif. Cependant, il est important dans
tous les cas de s’assurer que l’impact de cette indétermination de la loi a priori
sur les quantités a posteriori soit bien évalué et que la partie arbitraire de l’a
priori ne soit pas prédominante. L’étude de ces aspects est dite analyse de sen-
sibilité (ou de robustesse). La notion de robustesse et la construction d’outils
appropriés pour traiter ce problème particulier apparaissent dans les travaux
de Good (1983) et Berger (1982a, 1984, 1985b, 1990). D’autres références
sont Berger et Berliner (1986), Berger et Sellke (1987), Berger et Delampady
(1987), O’Hagan (1988), Sivaganesan et Berger (1989),Walley (1991), Wasser-
man (1992) et Abraham et Daurés (2000).

Suivant la classification de Berger (1990), nous considérons que l’incer-
titude portant sur la loi a priori π peut se représenter par une classe Γ de
lois a priori, à laquelle π est supposée appartenir. Ces classes peuvent être
déterminées selon des critères pratiques ou subjectifs. Les types de classes de
robustesse les plus couramment rencontrés dans la littérature sont :

(i) Classes de lois conjuguées. Ces classes sont typiquement choisies pour
des raisons pratiques, parce qu’elles fournissent en général des bornes
explicites pour les quantités d’intérêt. Par exemple, Das Gupta et Stud-
den (1988) considèrent le cas où x ∼ Np(θ, Ip) et θ ∼ Np(0, Σ), avec
Σ1 � Σ � Σ2, la relation d’ordre � étant vérifiée lorsque la différence
des deux matrices est semi-définie positive. Les critiques déjà évoquées
sur les lois conjuguées s’appliquent bien entendu dans ce cadre et ce
d’autant plus que la classe résultante ne contient que des lois “de conve-
nance”, dont assez peu sont compatibles avec l’information a priori.

(ii) Classes à moments déterminés. L’hypothèse que l’information a priori
(limitée) ne peut se traduire que par des bornes sur certains moments
de π correspond à la classe

ΓM = {π; ai ≤ E
π[θi] ≤ bi, i = 1, . . . , k}.

Cependant, ΓM n’est pas tellement plus satisfaisante que la classe
précédente, car elle impose des conditions fortes sur les queues de la
loi a priori. De plus, elle contient des lois peu raisonnables, notamment
des lois à support fini26.

26Plus précisément, les bornes portant sur les quantités a posteriori sont atteintes
dans la plupart des cas par des lois à support fini, pour des raisons de convexité.
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(iii) Classes de voisinages. Introduites par Huber (1964b) pour la détection
de points aberrants, les classes d’ε-contamination d’une loi π0,

Γε,Q = {π = (1− ε)π0 + εq; q ∈ Q},
sont souvent utilisées dans les études de robustesse. Dans l’expression
ci-dessus Q est une classe de distributions choisie en fonction de la
précision de l’information a priori. Berger et Berliner (1986) et Berger
(1990) donnent des exemples où de telles classes peuvent être utilisées.
Le problème majeur lié à l’utilisation de Γε,Q est la détermination dif-
ficile de ε et de Q, notamment à partir du degré d’incertitude sur π0.
Mais des techniques d’estimation de mélanges peuvent être utiles dans
un tel cadre, lorsque l’information a priori est construite à partir d’un
échantillon d’observations passées (éventuellement fictives) (voir la Sec-
tion 6.4). Une autre relation est de considérer un véritable voisinage
associé à une distance comme celles de Hellinger ou de Kullback-Leibler
(voir la Section 2.5.4 et Zucchini, 1999). La difficulté est alors de choisir
l’échelle de tels voisinages.

(iv) Classes sous-spécifiées. De telles classes résultent d’une construction
de la loi a priori sur une sous-σ-algèbre, c’est-à-dire pour un ensemble
plus fruste d’événements que celui d’intérêt. Cette approche est directe-
ment reliée aux développements axiomatiques de la Note 3.8.1, puisque
l’ordre sur les vraisemblances relatives n’engendre pas forcément une loi
a priori sur l’ensemble des boréliens. Par exemple, il se peut que certains
des quantiles de la loi a priori soient déterminés,

ΓQ = {π; �i ≤
∫

Ii

π(θ) dθ ≤ ui, i = 1, . . . ,m}

où I1, . . . , Im est une partition de Θ. Ces classes sont préférables à
(ii), mais il peut malgré tout être nécessaire de retirer de ΓQ certaines
lois a priori peu raisonnables, comme dans O’Hagan (1988). Cepen-
dant, cette approche semble être la plus réaliste, car, par exemple, il est
généralement plus facile de déterminer des fractiles que des moments.
Cette approche semble aussi la plus facile à mettre en œuvre parmi celles
présentées ici.

(v) Classes de rapport de densités. Partant d’une construction subjective
de la loi a priori comme dans le cas précédent, une autre solution est
de considérer une représentation sous forme d’histogramme. Dès lors,
l’incertitude sur l’information a priori peut se représenter par des bornes
supérieure et inférieure pour la densité π, ce qui donne la classe

ΓR = {π; L(θ) ≤ π(θ) ≤ U(θ)},
où L et U sont données. Le choix de ces fonctions est délicat et a des
conséquences importantes, car, si elles sont similaires, toutes les lois dans
ΓR auront le même type de queues ; voir DeRobertis et Hartigan (1981)
et Abraham et Daurés (2000) pour des classes similaires.
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Berger (1990) et Wasserman (1992) développent des outils numériques
pour le calcul de bornes sur les quantités a posteriori, pour les classes ci-
dessus. De fait, l’approche par robustesse remplace l’estimateur standard �(π)
par l’ensemble des valeurs possibles pour cet estimateur lorsque la loi a priori
π varie dans la classe Γ ,

�L = inf
π∈Γ

�(π), �U = sup
π∈Γ

�(π).

Goutis (1990, 1994) (voir l’Exemple 3.6) donne une illustration de cette ap-
proche pour la classe (ii). Le Chapitre 5 en donne une autre pour l’obtention
de bornes conservatrices sur la probabilité a posteriori d’une hypothèse nulle.

Une approche plus conservatrice de la notion de robustesse est de construire
des lois a priori robustes, qui sont des lois paramétrées aussi peu dépendantes
que possible de petites variations de l’information a priori. Par exemple, on
peut montrer que les lois de Student sont préférables aux lois normales pour
un modèle normal, même si ces dernières sont conjuguées pour ce modèle et
qu’elles sont en fait d’entropie maximale dans certains cas (voir Zellner, 1971,
Angers, 1987, et Angers et MacGibbon, 1990).

De même, les lois poly-t obtenues comme un produit de densités de Student
sont utilisées dans l’analyse économétrique des équations simultanées pour la
même raison (voir Drèze, 1976a, Richard et Tompa, 1980, et Bauwens, 1984).
Le plus souvent, ces lois a priori robustes auront des queues épaisses, au
contraire des lois conjuguées.

Une autre façon d’accrôıtre la robustesse des lois conjuguées est d’in-
troduire une modélisation hiérarchique. L’approche bayésienne hiérarchique
est présentée dans le Chapitre 10, mais il semble d’ores et déjà tout à fait
intuitif que l’ajout d’un niveau supplémentaire dans la modélisation a priori
puisse améliorer la robustesse de la loi a priori. Considérons une loi conjuguée
π1(θ|λ) pour f(x|θ). Comme il est expliqué ci-dessus, des classes comme (i)
ne sont pas très robustes et, de plus, nécessitent la spécification de bornes
pour les hyperparamètres λ. Puisque ces hyperparamètres sont (partiellement
ou totalement) inconnus, une extension naturelle (dans un cadre bayésien)
est d’introduire une loi a priori non informative π2 sur λ (ou une loi hyper a
priori compatible avec l’information disponible). Cette modélisation donne la
structure hiérarchique suivante :

λ ∼ π2(λ),
θ|λ ∼ π1(θ|λ),
x|θ ∼ f(x|θ).

La loi a priori sur θ est alors la marginale de π1(θ|λ)π2(λ), après intégration
par rapport à λ,

π(θ) =
∫
π1(θ|λ)π2(λ)dλ. (3.18)



3.6 Validation a posteriori et robustesse 155

Cette loi a priori n’est généralement pas conjuguée, mais le but principal de
cette extension hiérarchique est bien d’éviter le cadre trop restrictif des lois
conjuguées. En intégrant sur les hyperparamètres λ, on obtient une distri-
bution (3.18) qui se caractérise généralement par des queues plus épaisses
que les lois conjuguées. Par exemple, la loi de Student peut s’écrire comme
(3.18), où π2 est une loi gamma inverse (voir l’Exemple 3.17). Les formu-
lations hiérarchiques sont aussi intéressantes d’un point de vue numérique,
comme expliqué dans le Chapitre 6.

D’autres approches prennent en compte la fonction de coût dans l’analyse
de robustesse, afin d’obtenir un estimateur qui soit conservateur à l’égard de
toutes les lois a priori possibles π ∈ Γ . Par exemple, δ∗ peut être la solution
de

inf
δ

sup
π∈Γ

r(π, δ) ou inf
δ

sup
π∈Γ

[r(π, δ) − r(π, δπ)],

la première quantité étant le risque Γ -minimax et la seconde le regret Γ -
minimax , comme l’ont développé Robbins (1951) et Good (1952) ; voir Berger
et Berliner (1986), Berger (1985b), et Kempthorne (1988) pour de plus amples
références.

La littérature sur la robustesse bayésienne s’est considérablement accrue
ces dernières années et nous renvoyons les lecteurs aux articles cités ci-dessus
pour de plus amples références. Pour conclure ce chapitre, remarquons que le
choix de la loi a priori détermine l’inférence bayésienne qui en résulte, que ce
choix est parfois trivial et parfois très délicat, mais qu’il doit se justifier dans
tous les cas à partir de l’information a priori et, de plus, qu’une analyse de
robustesse doit être mise en œuvre, afin d’établir l’impact sur l’a posteriori
qu’un changement dans la loi a priori implique. Bien entendu, cette analyse
dépendra de la façon dont on évalue l’impact sur les quantités d’intérêt, comme
par exemple sur les coûts utilisés dans le processus d’estimation. Ceci permet
d’utiliser la connaissance de la fonction de coût pour déterminer une loi a priori
non informative, mais cette approche a été peu explorée, même si de nombreux
bayésiens ont remarqué que fonction de coût et loi a priori ne peuvent être
distinguées (voir notamment Lindley, 1985, et l’Exercice 3.58.) Un dernier
avertissement aux lecteurs pour noter que l’influence de l’a priori est souvent
sous-estimée par les utilisateurs, alors qu’elle peut avoir des conséquences
inattendues sur l’inférence résultante. Dès lors, il est nécessaire de recourir
dès que possible à d’autres valeurs pour les hyperparamètres, mais aussi à
d’autres types de lois, afin d’établir l’impact réel du choix de la loi a priori
sur l’inférence qui en résulte27.

27Insistons de nouveau sur l’erreur commune qui consiste à croire que prendre des
lois propres de grandes variances est un substitut acceptable aux lois non informa-
tives.
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3.7 Exercices

Section 3.1

3.1 (Dupuis, 1995b) Rappelons que la distribution bêta Be(α, β) a pour densité

π(θ) =
Γ (α+ β)

Γ (α)Γ (β)
θα−1(1 − θ)β , 0 ≤ θ ≤ 1 .

a. Donner l’espérance de la distribution Be(α, β).

b. Montrer qu’il existe une bijection entre (α, β) et le triplet (μ, θ0, θ1), où
π(θ ∈ [θ0, θ1]) = p et μ est l’espérance de la distribution.

c. Quelles sont les conditions sur (μ, θ0, θ1) pour l’existence de (α, β) ?

Section 3.2.3

3.2 (Seidenfeld, 1987) Soit θ la variable aléatoire correspondant au résultat d’un
lancer de dé à six faces.

a. Si π est la distribution de θ, donner l’a priori d’entropie maximale associé
à l’information E[θ] = 3.5.

b. Montrer que, si A est l’événement “θ est impair”, la distribution actualisée
π(·|A) est (1/3, 0, 1/3, 0, 1/3, 0).

c. Montrer que la loi a priori d’entropie maximale associée aux contraintes
E[θ] = 3.5 et E[IA] = 1 est (.22, 0, .32, 0, .47).

[Note : Seidenfeld (1987) et Kass et Wasserman (1996) utilisent cet exemple pour
montrer que l’approche de l’entropie maximale n’est pas toujours compatible
avec le principe bayésien d’actualisation donné par (1.13).]

3.3 Montrer que, si les contraintes (3.1) sont toutes associées à des fonctions gk

de la forme gk(θ) = I(−∞,ak](θ), il n’existe pas d’a priori d’entropie maximale
lorsque Θ = R et π0 est la mesure de Lebesgue sur R.

3.4 Soit θ ∈ R et une loi a priori π telle que varπ(θ) = 1, π(θ < −1) = 0.1, et
π(θ > 1) = 0.1. Calculer l’a priori d’entropie maximale associé à la mesure de
Lebesgue sur R, si ce calcul est possible.

3.5 Soit π0 une mesure de référence pour la méthode de l’entropie maximale et π′
0

une mesure absolument continue par rapport à π0.
a. Donner des exemples où les lois a priori d’entropie maximale associées à π0

et π′
0 cöıncident.

b. Appliquer ce résultat au cas où π0 est la mesure de Lebesgue sur R, π′
0 est

la distribution N (0, 1), et les contraintes (3.1) sont E
π[θ] = 0, varπ(θ) = σ2,

en fonction de la valeur de σ.

3.6 Soit θ ∈ R+. Déterminer s’il existe une loi a priori d’entropie maximale sous la
contrainte E

π[θ] = μ pour π0(θ) = 1 et π0(θ) = 1/θ.

3.7 Soit x ∼ P(θ).
a. Déterminer la loi a priori d’entropie maximale associée à π0(θ) = 1/

√
θ et

E
π[θ] = 2.

b. Déterminer les hyperparamètres de la loi a priori π lorsque π est de la forme
(i) E xp(μ) ;
(ii) G (2, �).
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c. Calculer les trois lois a posteriori correspondantes lorsque x = 3 et comparer
les estimateurs de Bayes de θ sous le coût L(θ, δ) = θ(θ − δ)2.

Section 3.2.4

3.8 Déterminer les lois a priori dans l’Exemple 3.5, lorsque les premier et troisième
quartiles sont 2 et −2, et la médiane est 0.

3.9 Soient x ∼ B(n, θ) et θ ∼ Be(α, β). Déterminer s’il existe des valeurs de α, β
telles que π(θ|x) soit la loi a priori uniforme sur [0, 1], même pour une unique
valeur de x.

3.10 Soient x ∼ Pa(α, θ), distribué selon une loi de Pareto, et θ ∼ Be(μ, ν).
Montrer que, si α < 1 et x > 1, un certain choix de μ et ν fait de π(θ|x) la loi
a priori uniforme sur [0, 1].

Section 3.3.1

3.11 Donner l’expression de π(θ|x) lorsque π est un mélange fini de distributions
continues. En particulier, calculer les poids a posteriori. En déduire les résultats
de l’Exemple 3.22.

3.12 Déterminer les distributions symétriques, c’est-à-dire telles que distributions
d’échantillonnage et distributions conjuguées appartiennent à la même famille
paramétrée.

3.13 Cet exercice montre que la notion de famille minimale conjuguée est en général
sans intérêt.

a. En utilisant les notations de la Proposition 3.19, montrer que l’ensemble des
λ dans l’expression π(θ|μ, λ) peut se restreindre à ceux variant dans λ0 +N,
pour n’importe quel λ0 > 0.

b. En déduire que, si λ0 − λ′0 �∈ Z, les familles conjuguées associées à λ0 + N

et λ′0 + N sont disjointes.

c. En conclure que l’intersection de toutes les familles conjuguées est vide.

3.14 Soit une population divisée en k catégories (ou cellules), se caractérisant par
une probabilité pi d’appartenir à la cellule i pour chaque individu (1 ≤ i ≤ n).
Une suite (πk) de lois a priori sur pk = (p1, . . . , pk), k ∈ N, est dite cohérente si
tout regroupement de cellules en m catégories donne la loi a priori πm pour les
probabilités transformées.
a. Déterminer les conditions de cohérence sur la suite (πk).
b. Dans le cas particulier où πk est une loi de Dirichlet Dk(α1, . . . , αk), exprimer

ces conditions en fonction des αk.
c. Est-ce que l’a priori de Jeffreys engendre une suite cohérente ?
d. Même question pour πk(pk) ∝Qi p

−1/k
i , comme proposé par Perk (1947).

Section 3.3.3

3.15 Montrer que toute distribution tirée d’une famille exponentielle peut se
généraliser en une pseudo-famille exponentielle, par l’ajout de contraintes pa-
ramétriques sur le support de x. Commenter la modification de la statistique
exhaustive.

3.16 Montrer que, si le support de f(x|θ) ne dépend pas de θ et s’il existe une famille
a priori conjuguée paramétrée F = {π(θ|λ), λ ∈ Λ} avec dim(Λ) < +∞, f(x|λ)
appartient nécessairement à une famille exponentielle. (Indication : C’est une
conséquence du lemme de Pitman-Koopman.)
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3.17 Donner une statistique exhaustive associée à l’échantillon x1, . . . , xn d’une loi
de Pareto Pa(α, θ).

3.18 Donner une statistique exhaustive associée à l’échantillon x1, . . . , xn d’une loi
normale tronquée

f(x|θ) ∝ e−(x−θ)2/2
I[θ−c,θ+c](x),

où c est connu.

3.19 *(Brown, 1986b) Montrer que toute famille exponentielle peut se repara-
métriser en une famille exponentielle naturelle. Montrer aussi que la dimen-
sion de cette reparamétrisation naturelle ne dépend pas du choix de la repa-
ramétrisation.

3.20 *(Dynkin, 1951) Montrer que les lois normales et les lois de la forme c log(y), où
y ∼ G (α, β), sont les seules lois appartenant à la fois à une famille exponentielle
et à une famille de position. En déduire que les lois normales sont les seules lois
appartenant à une famille exponentielle et à symétrie sphérique (voir l’Exercice
1.1).

3.21 *(Lauritzen, 1996) Soient X = (xij) et Σ = (σij) des matrices m × m
symétriques définies positives. La loi de Wishart, Wm(α,Σ), est définie par la
densité

pα,Σ(X) =
|X|α−(m+1)

2 exp(−tr(Σ−1X)/2)

Γm(α)|Σ|α/2
,

où tr(A) est la trace de A et

Γm(α) = 2αm/2πm(m−1)/4
mY

i=1

Γ

„
α− i+ 1

2

«
.

a. Montrer que cette loi appartient à une famille exponentielle. Donner sa
représentation naturelle et calculer l’espérance de Wm(α,Σ).

b. Montrer que, si z1, . . . , zn ∼ Nm(0, Σ),

nX
i=1

ziz
′
i ∼ Wm(n,Σ) .

c. Montrer que les moments de cette loi sont donnés par

E[X|α,Σ] = αΣ, Cov(X) = 2αΣ ⊗Σ .
d. Montrer que l’espérance de l’inverse X−1 est

E[X−1|α,Σ] =
1

α− p− 1
Σ, α > p+ 1 .

3.22 *(Pitman, 1936) Démontrer le lemme de Pitman-Koopman : Si, pour n ≥ n0,
il existe Tn de R

n dans R
k tel que Tn(x1, . . . , xn) est exhaustive pour x1, . . . , xn

observations i.i.d. de f(x|θ), la distribution f appartient nécessairement à une
famille exponentielle lorsque le support de f ne dépend pas de θ. Étudier le cas
où le support de f dépend de θ.

3.23 Montrer que la loi gaussienne inverse, de densité

(π)−1/2z−3/2 exp{θ1z + θ2(1/z) − (2θ1θ2)
1/2 + (1/2) log(−2θ2)}

où z ∈ R+ et θ1, θ2 ∈ R−, est exponentielle mais non régulière.
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3.24 *(Morris, 1982) Une famille exponentielle restreinte sur R est définie par

Pθ(x ∈ A) =

Z
A

exp{θx− ψ(θ)} dF (x), θ ∈ Θ. (3.19)

a. Montrer que, si 0 ∈ Θ, F est nécessairement une fonction de répartition. Si
cette condition n’est pas vérifiée, montrer que la transformation de F en

dF0(x) = exp{θ0x− ψ(θ)} dF (x),

pour une valeur arbitraire θ0 ∈ Θ et le remplacement de θ par θ− θ0 redonne
le même résultat.

b. Montrer que, au sens restreint, Be(mμ,m(1 − μ)) et la loi log-normale
L N (α, σ2) n’appartiennent pas à une famille exponentielle.

c. Si μ = ψ′(θ) est l’espérance de la distribution (3.19), la fonction de variance
de cette distribution est définie par V (μ) = ψ′′(θ) = varθ(x). Montrer que V
est effectivement une fonction de μ et que, de plus, si l’espace de variation de
μ, Ω, est connu, le couple (V,Ω) caractérise complètement la famille (3.19)
par

ψ

„Z μ

μ0

dm

V (m)

«
=

Z μ

μ0

mdm

V (m)
.

(Noter que θ =
R μ

μ0
dm/V (m).) Montrer que V (μ) = μ2 définit deux familles,

selon que Ω = R
− ou Ω = R

+.
d. Montrer que V (μ) = μ(1−μ)/(m+1) correspond à la fois à la loi binomiale

B(m,μ) et à Be(mμ,m(1−μ)). En déduire que la caractérisation par V n’est
valide que pour les familles exponentielles naturelles.

e. Montrer que les familles exponentielles de fonction de variance quadratique,
données par

V (μ) = v0 + v1μ+ v2μ
2, (3.20)

incluent les distributions suivantes : normale, N (μ, σ2), Poisson, P(μ),
gamma, G (r, μ/r), binomiale, B(m,mμ) et négative binomiale, N eg(r, p),
qu’on peut définir comme le nombre de succès avant le r-ième échec, avec
μ = rp/(1 − p).

f. Montrer que les lois normales (respectivement, de Poisson) sont les seules
distributions exponentielles naturelles de fonction de variance constante (res-
pectivement, de degré un).

g. Supposons v2 �= 0 dans (3.20) et définissons d = v21 − 4v0v2, le discriminant
de (3.20), et a = 1 si d = 0, a =

√
dv2 sinon. Montrer que x∗ = aV ′(x) est

une transformation linéaire de x, de fonction de variance

V ∗(μ∗) = s+ v2(μ
∗)2, (3.21)

où μ∗ = aV ′(μ) et s = −sign(dv2). Montrer qu’il est suffisant de considérer V ∗

pour caractériser les familles exponentielles naturelles de fonction de variance
quadratique, au sens où les autres familles s’obtiennent par inversion de la
transformation linéaire.

h. Montrer que (3.21) correspond à six cas possibles selon le signe de v2 et
la valeur de s (−1, 0, 1). Éliminer les deux cas impossibles et identifier les
familles données à la question e. ci-dessus. Montrer que le cas restant est
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v2 > 0, s = 1. Pour v2 = 1, montrer que ce cas correspond à la distribution
de x = log{y/(1 − y)}/π, où

y ∼ Be

„
1

2
+
θ

π
,
1

2
− θ

π

«
, |θ| < π

2
,

et

f(x|θ) =
exp[θx+ log(cos(θ))]

2 cosh(πx/2)
. (3.22)

[Note : La formule de réflexion B(0.5 + t, 0.5 − t) = π/ cos(πt) peut être
utile.] Les distributions générées par les transformations linéaires de (3.22)
sont notées GHS(r, λ) (pour generalized hyperbolic secant), avec λ = tan(θ),
r = 1/v2, et μ = rλ. Montrer que la densité de GHS(r, λ) peut s’écrire

fr,λ(x) =
`
1 + λ2´−r/2

exp{x arctan(λ)}fr,0(x)

(ne pas chercher à obtenir une expression explicite de fr,0).
[Note : L’Exercice 10.33 exhibe d’autres propriétés des familles exponentielles
à variance quadratique en termes de familles conjuguées et d’estimateurs de
Bayes. L’Exercice 6.11 montre comment des polynômes orthogonaux peuvent
être associés à chaque distribution d’une famille exponentielle à variance qua-
dratique.]

3.25 Comparer les familles exponentielles usuelles avec les distributions (2.9) obte-
nues dans le Chapitre 2 et vérifier si elles génèrent des estimateurs universels.

3.26 Montrer que, pour toute famille exponentielle, l’espace naturel N est convexe.

3.27 Prouver la décomposition de l’Exemple 3.17
(i) directement ; et
(ii) via la représentation usuelle d’une distribution de Student.

3.28 Une alternative à la régression logistique introduite dans l’Exemple 3.21 est le
modèle probit, tel que

Pα(yi = 1) = 1 − Pα(yi = 0) = Φ(αtxi), i = 1, . . . , n,

où Φ est la fonction de répartition d’une loi normale centrée réduite.
a. Montrer que ce second modèle n’appartient pas à une famille exponentielle,

même conditionnellement aux xi.
b. Les observations yi peuvent être considérées comme les fonctions indicatrices

Izi≤αtxi
où zi est une variable aléatoire non observée N (0, 1). Montrer que, si

les zi sont connus, la mesure de Lebesgue donne une loi a posteriori explicite.
[Note : Le caractère intéressant de cette remarque apparâıtra plus clairement
au Chapitre 6, car les données manquantes z1, . . . , zn peuvent être simulées.]

Section 3.3.4

3.29 Pour une distribution quelconque d’une famille exponentielle, déterminer des
contraintes pour que la loi a priori d’entropie maximale soit aussi une loi
conjuguée.

3.30 Un modèle de régression linéaire classique peut s’écrire y ∼ Np(Xβ, σ
2Ip)

où X est une matrice p × q et β ∈ R
q. Lorsque X est connu, donner la pa-

ramétrisation naturelle de cette famille exponentielle et obtenir les lois a priori
conjuguées sur (β, σ2). Généraliser au cas Np(Xβ,Σ), avec Σ connu.
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3.31 Soit x ∼ N (θ, θ) avec θ > 0.
a. Déterminer l’a priori de Jeffreys πJ(θ).
b. Établir si la loi de x appartient à une famille exponentielle et construire les

lois a priori conjuguées sur θ.
c. Utiliser la Proposition 3.20 pour relier les hyperparamètres des lois conjuguées

à l’espérance de θ.

3.32 Montrer que, si x ∼ Be(θ1, θ2), il existe des lois conjuguées pour θ = (θ1, θ2),
mais que celles-ci ne permettent pas un calcul analytique des quantités a pos-
teriori, à l’exception de E

π[θ1/(θ1 + θ2)|x], suivant la Proposition 3.20.

3.33 *(Robert, 1991) La distribution normale inverse généralisée I N (α, μ, τ ) a
pour densité

K(α, μ, τ )|θ|−α exp

j
−(

1

θ
− μ)2/2τ 2

ff
,

avec α > 0, μ ∈ R, et τ > 0.
a. Montrer que cette densité est bien définie et que la constante de normalisation

est

K(α, μ, τ )−1 = τα−1e−μ2/2τ2
2(α−1)/2 Γ (

α− 1

2
) 1F1

„
α− 1

2
; 1/2;

μ2

2τ 2

«
,

où 1F1 est la fonction confluente hypergéométrique (voir Abramowitz et Ste-
gun, 1964).

b. Montrer que cette distribution généralise celle de y = 1/x pour x ∼
N (μ, τ 2). Vérifier que la constante de normalisation ci-dessus est correcte
dans ce cas particulier.

c. En déduire que l’espérance de I N (α, μ, τ ) existe pour α > 2 et vaut

Eα,μ,τ [θ] =
μ

τ 2

1F1(
α−1

2
; 3/2;μ2/2τ 2)

1F1(
α−1

2
; 1/2;μ2/2τ 2)

.

d. Montrer que ces distributions IN(α, μ, τ ) constituent une famille conjuguée
pour le modèle multiplicatif N (θ, θ2).

3.34 Montrer que la distribution de Student Tp(ν, θ, τ
2) n’admet pas de famille

conjuguée autre que la famille triviale F0.

3.35 La Proposition 3.19 établit l’existence d’une famille conjuguée pour toute fa-
mille exponentielle, de la forme (3.8),

π(θ|λ, μ) = exp{θ · μ− λψ(θ)}K(μ, λ).

a. Montrer que la distribution (3.8) est en fait bien définie pour λ > 0 et
(μ/λ) ∈ N̊ , intérieur de N .

b. Calculer cette constanteK pour des distributions normale, gamma et négative
binomiale.

c. En déduire (en recourant à une certaine reparamétrisation) que la fonction de
vraisemblance �(θ|x) est une distribution a priori particulière pour les familles
exponentielles et donner l’a priori correspondant pour les familles ci-dessus.

d. Cette propriété caractérise-t-elle les familles exponentielles ? Donner un
contre-exemple.

3.36 * Démontrer la Proposition 3.20 et sa réciproque dans le cas continu. Appliquer
aux distributions du Tableau 3.4.
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3.37 Montrer que les distributions du Tableau 3.4 sont en fait conjuguées

(i) directement ; et
(ii) en utilisant la Proposition 3.20.

3.38 Soit x ∼ G (θ, β), c’est-à-dire fβ(x|θ) = βθ

Γ (θ)
xθ−1e−βx.

a. Peut-on construire une famille conjuguée pour cette distribution ?

b. Traiter le cas θ ∈ N.

c. Même question pour x ∼ Be(1, θ).

3.39 Montrer que, pour des familles exponentielles, un accroissement du nombre de
niveaux hiérarchiques ne modifie pas la nature conjuguée de l’a priori résultant
si des lois conjuguées avec des paramètres d’échelle constants sont utilisées à
tous les niveaux de la hiérarchie. (Considérer par exemple le cas normal.)

3.40 *(Robert, 1993b) Soit f(x|θ) prise dans une famille exponentielle,

f(x|θ) = eθ·x−ψ(θ)h(x), x ∈ R
k,

et π0(θ|x0, λ) une loi a priori conjuguée,

π0(θ|x0, λ) = eθ·x0−λψ(θ).

Nous cherchons à obtenir une estimation dite objective de ∇ψ(θ), à partir d’une
loi a priori arbitraire π0(θ|x0, λ). Dans ce but, nous remplaçons π0 par la dis-
tribution π1(θ|x1, λ) définie par la relation

E
π1 [∇ψ(θ)] = E

π0 [∇ψ(θ)|x], (3.23)

afin de réduire l’influence de x0.

a. En déduire la relation entre x1 et x0.
b. Nous itérons le processus d’actualisation (3.23) afin d’éliminer, autant que

possible, l’influence de x0 et nous construisons de cette façon une suite
πn(θ|xn, λ) de lois a priori conjuguées. Donner la relation entre xn et xn−1 et
en déduire la limite de la suite (xn).

c. Donner la limite correspondante des estimateurs de Bayes de ∇ψ(θ). Com-
ment caractérisez-vous l’estimateur résultant ? S’agit-il toujours d’un estima-
teur de Bayes ?

d. Dans le cas particulier où x ∼ N (θ, 1), le paramètre d’intérêt est h(θ) =
e−θ. Donner l’estimateur h(θ) obtenu de cette façon, en utilisant la formule
d’actualisation itérative

E
πn [h(θ)] = E

πn−1 [h(θ)|x].

e. Considérer le cas x ∼ G (α, θ) et h(θ) = θk afin de montrer que cette méthode
itérative, appelée rétroaction d’a priori, ne converge pas toujours vers l’esti-
mateur du maximum de vraisemblance.

f. Montrer que la limite de cet estimateur obtenu par rétroaction d’a priori
lorsque λ tend vers +∞ est l’estimateur du maximum de vraisemblance de
h(θ), pour une fonction arbitraire h et toute famille exponentielle.

Section 3.4
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3.41 Dans le cadre de l’Exemple 3.22, construire une loi a priori en observant
quelques pièces et en imposant un mélange de lois bêta, comme dans Diaco-
nis et Ylvisaker (1985). Choisir l’une de ces pièces et calculer la distribution
a posteriori de θ, la probabilité d’obtenir pile, après dix lancers et cinquante
lancers.

3.42 Déduire les lois a posteriori de l’Exemple 3.22 de la relation de récurrence
Γ (a+ 1) = aΓ (a) sur la fonction gamma.

3.43 Soient x ∼ N (0, 1) et θ ∼ T1(5, 0, 1).
a. Établir une méthode d’approximation de la loi a priori par un mélange de :

(i) deux lois normales ; et
(ii) cinq lois normales.

b. Dans chaque cas, donner l’approximation de l’espérance a posteriori de θ
correspondante pour x = 1, et comparer avec la valeur exacte.

Section 3.5.1

3.44 Soit x1, . . . , xn ∼ N (μ+ ν, σ2), avec π(μ, ν, σ) ∝ 1/σ.
a. Montrer que la distribution a posteriori n’est pas définie pour tout n.
b. Étendre ce résultat aux modèles surparamétrisés avec des lois a priori im-

propres.

Les exercices suivants (3.45-3.51) traitent du paradoxe de marginalisation à tra-
vers plusieurs exemples et démontrent que celui-ci ne peut avoir lieu qu’avec
des lois a priori impropres. Dawid et al. (1973), Stone (1976) et Jaynes (1980)
proposent des solutions partielles à ce paradoxe. Notons qu’une explication fon-
damentale est que la loi a priori impropre π(dη, dθ) = π(η) dη dθ ne correspond
pas à la loi pseudo-marginale π(dη) = π(η) dη.

3.45 *(Dawid et al., 1973) Soient n variables aléatoires x1, . . . , xn, telles que les
ξ premières d’entre elles suivent la loi E xp(η) et les n − ξ restantes suivent
E xp(cη), où c est une constante connue et ξ prend ses valeurs dans {1, 2, . . . ,
n− 1}.
a. Donner la forme de la distribution a posteriori de ξ lorsque π(ξ, η) = π(ξ) et

montrer qu’elle ne dépend que de z = (z2, . . . , zn), avec zi = xi/x1.
b. Montrer que la distribution de z, f(z|ξ), ne dépend que de ξ.
c. Montrer que la loi a posteriori π(ξ|x) ne peut pas s’écrire comme une loi a

posteriori pour z ∼ f(z|ξ), quelle que soit π(ξ), bien qu’elle ne dépende que
de z. Comment expliquez-vous ceci ?

d. Montrer que ce paradoxe n’a pas lieu lorsque π(ξ, η) = π(ξ)η−1.

3.46 *(Dawid et al., 1973) Soient u1, u2, s
2 tels que

u1 ∼ N (μ1, σ
2), u2 ∼ N (μ2, σ

2), s2 ∼ σ2χ2
ν/ν,

et ζ = (μ1 − μ2)/(σ
√

2) est le paramètre d’intérêt. La loi a priori est

π(μ1, μ2, σ) =
1

σ
.

a. Montrer que la loi a posteriori π(ζ|x) ne dépend que de

z =
u1 − u2

s
√

2
.
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b. Montrer que la distribution de z ne dépend que de ζ, mais que pourtant
un paradoxe apparâıt ; il est impossible de calculer π(ζ|x) à partir de f(z|ζ),
même si π(ζ|x) ne dépend que de z.

c. Montrer que ce paradoxe disparâıt lorsque

π(μ1, μ2, σ) =
1

σ2
.

3.47 *(Dawid et al., 1973) Soient

x11, . . . , x1n ∼ N (μ1, σ
2),

x21, . . . , x2n ∼ N (μ2, σ
2),

2n variables aléatoires indépendantes.
a. Le paramètre d’intérêt est ξ = (ξ1, ξ2) = (μ1/σ, μ2/σ) et la loi a priori est

π(μ1, μ2, σ) = σ−p.

Montrer que π(ξ|x) ne dépend que de z = (z1, z2) = (x̄1/s, x̄2/s) et que la loi
de z ne dépend que de ξ. Calculer la valeur de p qui évite ce paradoxe.

b. Le paramètre d’intérêt est désormais ζ = ξ1. Montrer que π(ζ|x) ne dépend
que de z1 et que f(z1|ξ) ne dépend que de ζ. Donner la valeur de p qui évite
ce paradoxe.

c. Mêmes questions pour σ ∼ Pa(α, σ0).

3.48 *(Dawid et al., 1973) Soient (x1, x2) distribués selon :

f(x1, x2|θ) ∝
Z +∞

0

t2n−1 exp

»
−1

2

˘
t2 + n(x1t− ζ)2 + n(x2t− ξ)2

¯–
dt,

avec θ = (ζ, ξ). Justifier cette distribution en recourant au cadre de l’Exercice
3.47. La loi a priori sur θ est π(θ) = 1.
a. Montrer que π(ζ|x) ne dépend que de x1 et que f(x1|θ) ne dépend que de ζ,

mais que π(ζ|x) ne peut pas être déduite de x1 ∼ f(x1|ζ).
b. Montrer que, pour toute loi π(θ) telle que π(ζ|x) ne dépend que de x1, π(ζ|x)

n’est pas proportionnelle à π(ζ)f(x1|ζ).
3.49 *(Jaynes, 1980) Dans le cadre de l’Exercice 3.45, prendre π(ξ, η) = π(ξ)π(η).

a. Montrer que

π(ξ|x) ∝ π(ξ)c−ξ

Z +∞

0

η−n exp(−ηx1Q)π(η)dη,

où

Q =

ξX
i=1

zi + c
nX

ξ+1

zi.

b. Déterminer si le paradoxe a lieu pour π(η) = η−k (k > −n− 1).
c. Même question pour η ∼ Pa(α, η0).

3.50 *(Jaynes, 1980) Soit

f(y, z|η, ζ) ∝ ζzηy(1 − η)z−y

y!(z − y)! (0 ≤ y ≤ z),

avec 0 < η < 1.
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a. Montrer que f(z|η, ζ) ne dépend que de ζ et calculer la distribution f(y,
z|η, ζ) à partir de f(y|z, η, ζ).

b. Montrer que le paradoxe n’a lieu pour aucun π(η).

3.51 *(Dawid et al., 1973) Soient x = (y, z) de loi f(x|θ) et θ = (η, ξ). Supposons
que π(ξ|x) ne dépende que de z et f(z|θ) que de ξ.
a. Montrer que le paradoxe est évité lorsque π(θ) est une loi propre.
b. Généraliser au cas où

R
π(η, ξ) dη = π(ξ) et déterminer si le paradoxe est

ainsi évité.

Section 3.5.3

3.52 Reprenant l’Exemple 3.32 et pour x ∼ B(n, p), trouver une loi a priori sur n
telle que π(n|x) soit N eg(x,p).

3.53 * Reprenant l’Exemple 3.34,

a. Montrer que l’estimateur de Bayes de η = ||θ||2 sous un coût quadratique
pour π(η) = 1/

√
η et x ∼ N (θ, Ip) peut s’écrire

δπ(x) =
1F1(3/2; p/2; ||x||2/2)
1F1(1/2; p/2; ||x||2/2) ,

où 1F1 est la fonction confluente hypergéométrique.

b. Déduire du développement limité de 1F1 le développement asymptotique de
δπ (pour ||x||2 → +∞).

c. Comparer δπ avec δ0 tel que δ0(x) = ||x||2 − p.
d. Étudier le comportement de ces estimateurs sous un coût quadratique

pondéré

L(δ, θ) =
(||θ||2 − δ)2
2||θ||2 + p

et conclure.

3.54 Trouver une transformation de θ, η = g(θ), telle que l’information de Fisher
I(η) soit constante pour :
(i) une loi de Poisson, P(θ) ;
(ii) une loi gamma, G (α, θ), avec α = 1, 2, 3 ; et
(iii) une loi binomiale, B(n, θ).

3.55 En supposant que π(θ) = 1 soit une loi a priori acceptable pour des paramètres
réels, montrer que cette loi générale correspond à π(σ) = 1/σ si σ ∈ R

+ et à
π(�) = 1/�(1− �) si � ∈ [0, 1], pour les transformations naturelles θ = log(σ) et
θ = log(�/(1 − �)).

3.56 *(Saxena et Alam, 1982) Dans un cadre identique à celui de l’Exercice 3.53 :

a. Donner l’estimateur du maximum de vraisemblance de ||θ||2 lorsque x ∼
N (θ, Ip).

b. Montrer que l’estimateur du maximum de vraisemblance obtenu à partir de
z = ||x||2 vérifie l’équation implicite

1 =
z√
λz

Ip/2(
√
λz)

I(p−1)/2(
√
λz)

(z > p),

où Iν est la fonction modifiée de Bessel (voir Abramowitz et Stegun, 1964
, ou l’Exercice 4.36).



166 3 Des informations a priori aux lois a priori

c. Utiliser un développement limité de Iν pour montrer que l’estimateur du
maximum de vraisemblance λ̂ vérifie

λ̂(z) = z − p+ 0.5 +O(1/z).

d. Montrer que λ̂ est dominé par (z − p)+ sous un coût quadratique.

3.57 L’information de Fisher n’est pas définie lorsque le support de f(x|θ) dépend
de θ. Considérer les cas suivants :

(i) x ∼ U[−θ,θ]; (ii) x ∼ Pa(α, θ); (iii) f(x|θ) ∝ e−(x−θ)2/2
I[0,θ](x).

3.58 Montrer qu’une approximation du second ordre des coûts d’entropie et de
Hellinger introduits dans la Section 2.5.4 est (θ− δ)2I(θ). Ce résultat est-il une
justification supplémentaire pour utiliser la loi a priori de Jeffreys ?

3.59 Soit x ∼ P(θ).
a. Déterminer l’a priori de Jeffreys πJ et évaluer si l’a priori invariant par trans-

formation d’échelle π0(θ) = 1/θ est préférable.
b. Donner la loi a priori d’entropie maximale pour la mesure de référence πJ

0 et
les contraintes E

π[θ] = 1, varπ(θ) = 1. Que se passe-t-il si on remplace π par
π0 ?

c. En fait, x est le nombre de voitures traversant une voie ferrée pendant une
durée T . Montrer que x est distribué selon une loi de Poisson P(θ) si la durée
entre deux arrivées est distribuée selon E xp(λ) ; noter que θ = λT .

d. Justifier l’utilisation de π0 à l’aide de la construction de la loi Poisson établie
ci-dessus.

Section 3.5.4

3.60 Pour x ∼ N (θ, σ2), donner la loi a priori de référence pour les ordres {θ, σ}
et {σ, θ}.

3.61 Soient θ ∈ [a, b] et π(θ) ∝ 1/θ.
a. Déterminer la constante de normalisation de π.
b. Calculer pi = π(i ≤ θ < i+ 1) pour a ≤ i ≤ b− 1.
c. En déduire la limite de pi lorsque a tend vers 0 ou b tend vers ∞. [Note :

Cet exercice est relié au problème des entrées de tableau, c’est-à-dire au fait
que dans beaucoup de tableaux numériques la fréquence du premier chiffre
significatif est log10(1 + i−1) (1 ≤ i ≤ 9). Voir Berger 1985b, p. 86, pour une
présentation détaillée.]

3.62 *(Kass et Wasserman, 1996) Montrer que l’a priori de référence obtenu à
partir de l’a priori de Jeffreys pour θ1 fixé, π(θ2|θ1), et de l’a priori de Jeffreys
pour la loi marginale (3.14) peut aussi s’écrire

π(θ1, θ2) ∝ π(θ2|θ1) exp

jZ
π(θ2|θ1) log

p
|I|/|I22 |dθ2

ff
,

où I est l’information de Fisher et I22 est la composante de I associée à θ2.

Section 3.6

3.63 *(Berger, 1990) Soit Γε,Q la classe de lois définie en Section 3.6 (iii), avec

Q = { distributions unimodales symétriques en θ0}.
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Lorsque π varie dans Q, la loi marginale

m(π) =

Z
f(x|θ)π(θ) dθ

varie entre des bornes supérieure et inférieure mU et mL.
a. Montrer que toute distribution unimodale symétrique en θ0 peut s’écrire

comme un mélange de distributions uniformes symétrique en θ0, U[θ0−a,θ0+a].
b. En déduire que

mU = sup
π∈Γε,Q

m(π) = (1 − ε)m(π0) + ε sup
z>0

Z θ0+z

θ0−z

f(x|θ)
2z

dθ.

c. Si la quantité d’intérêt est le facteur de Bayes,

B(π) =
f(x|θ0)R

θ �=θ0
f(x|θ)π1(θ) dθ

,

où π1 est la loi π conditionnée par θ �= θ0 et π0 est la masse de Dirac en θ0,
montrer que

BL = inf
π∈Γε,Q

B(π) =
f(x|θ)

ε supz

R θ0+z

θ0−z
(f(x|θ)/2z) dθ

.

3.64 Soit la classe des lois a priori

Γ = {N (μ, τ 2), 0 ≤ μ ≤ 2, 2 ≤ τ 2 ≤ 4}
avec x ∼ N (θ, 1).
a. Étudier les variations de E

π[θ|x] et varπ(θ|x) pour π ∈ Γ .

b. Étudier �(π, δπ′
) pour π, π′ ∈ Γ et δπ(x) = E

π[θ|x], L(θ, δ) = (θ − δ)2 afin
de déterminer l’estimateur minimax pour la classe Γ .

3.65 *(Walley, 1991) Supposons que, au lieu de définir une loi a priori π sur la
σ-algèbre de Θ, on définisse des bornes supérieure et inférieure pour π, notées
π et π. Pour tout événement A, π(A) représente la somme maximale qu’on est
prêt à parier pour obtenir une unité monétaire si A a lieu. De même, 1 − π(A)
est la somme minimale qu’on est prêt à parier que A n’ait pas lieu.
a. Montrer que, si la loi a priori π est connue, π = π = π.
b. Montrer qu’on doit imposer π(A) + π(Ac) ≤ 1 ≤ π(A) + π(Ac) pour tout A

pour éviter une perte certaine.
c. Si π(A∪B) est la somme maximale qu’on est prêt à parier sur A∪B, montrer

que π(A ∪B) ≥ π(A) + π(B) et, de même, que π(A ∪B) ≤ π(A) + π(B).

3.66 *(Suite de l’Exercice 3.65) Si on considère plutôt des paris, c’est-à-dire des
fonctions X à valeurs réelles définies sur un espace mesurable Ω correspondant
à des récompenses variables, dépendant de l’état d’incertitude ω ∈ Ω, il est
alors aussi possible de définir des prévisions supérieure et inférieure, P et P , où
P (X) est le prix maximal acceptable pour la récompense X et P (X) le prix de
vente minimal.
a. Un pari est désirable s’il est possible que quelqu’un le contracte. Justifier les

axiomes suivants :
(A) Si supω X(ω) < 0, alors X n’est pas désirable ;
(B) Si infωX(ω) > 0, alors X est désirable ;
(C) Si X est désirable et λ > 0, alors λX est désirable ; et
(D) Si X et Y sont tous les deux désirables, alors X + Y est désirable.
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b. Justifier les axiomes de cohérence suivants sur P et montrer qu’ils corres-
pondent aux axiomes (B), (C) et (D) ci-dessus :

(P1) P (X) ≥ infωX(ω) ;
(P2) P (λX) = λP (X) ; et
(P3) P (X + Y ) ≥ P (X) + P (Y ).

c. Pour une prévision inférieure P donnée, la prévision supérieure conjuguée est
définie par P (X) = −P (−X). Montrer que, si P est cohérente et P est la
conjuguée de P , celles-ci satisfont

inf
ω
X(ω) ≤ P (X) ≤ P (X) ≤ sup

ω
X(ω) ,

et en déduire que P est une fonction convexe.
d. Montrer que, lorsque P est autoconjuguée, alors P (X) = P (X) et vérifie les

contraintes de linéarité suivantes :

P (X + Y ) = P (X) + P )Y ) et P (λX) = λP (X), λ ∈ R.

3.67 *(Suite de l’Exercice 3.66) On dit qu’une prévision inférieure P évite une
perte certaine si, pour tout n ≥ 1 et tout ensemble de paris X1, . . . ,Xn,

sup
ω

nX
i=1

Xi − P (Xi) ≥ 0.

a. Montrer que P évite une perte certaine si et seulement si

sup
ω

nX
i=1

λi(Xi − P (Xi)) ≥ 0

pour tout n ≥ 1, tout ensemble de paris X1, . . . ,Xn et tout λi ≥ 0.
b. Sous l’hypothèse que P évite une perte certaine, montrer que, pour tout
λ ≥ 0,

P (λX) ≤ λP (X), P (λX) ≥ λP (X),

P (λX + (1 − λ)Y ) ≤ λP (X) + (1 − λ)P (Y ).

où P est la prévision supérieure conjuguée.
c. Une prévision inférieure est cohérente si

sup
ω

"
nX

i=1

(Xi − P (Xi)) −m(X0 − P (X0))

#
≥ 0

pour tout m, n et tout ensemble de paris X0, . . . ,Xn. Montrer que P est
cohérente si et seulement si elle satisfait les axiomes (P1), (P2), et (P3).

d. Montrer que la linéarité est équivalente à la cohérence plus l’autoconjugaison,
si on définit la linéarité comme

sup
ω

(
nX

i=1

Xi(ω) −
mX

j=1

Yi(ω)

)
≥

nX
i=1

P (Xi) −
mX

j=1

P (Yi)

pour tout m, n et tout ensemble de paris X1, . . . ,Xn, Y1, . . . , Ym.
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e. Montrer que P est une prévision linéaire si et seulement si P (X + Y ) =
P (X) + P (Y ) et P (X) ≥ infω X(ω). En déduire que P est une prévision
linéaire si et seulement si elle satisfait la condition de linéarité, (P2), et

(P4) si X ≥ 0, alors P (X) ≥ 0 ; et
(P5) P (1) = 1.

Note 3.8.3

3.68 Appliquer la décomposition de Dalal et Hall (1983) aux cas suivants :
(i) x ∼ N (θ, Ip), θ ∼ Tp(m, 0, τ

2) ; et
(ii) x ∼ N eg(N,p), p/(1 − p) ∼ G (1/2, 1/2).

3.69 *Trouver les mesures naturelles νm de Dalal et Hall (1983) pour les lois du
Tableau 3.6.

3.8 Notes

3.8.1 Construction axiomatique de lois a priori

Pour démontrer l’existence d’une loi a priori, nous avons besoin, à l’instar
de la fonction d’utilité (voir la Section 2.2), de nous fonder sur un ordre des
événements (plutôt que des récompenses). Supposons donc que le décideur, le
client ou le statisticien soient à même de déterminer une relation d’ordre sur
une σ-algèbre B(Θ). Cette relation, notée �, est telle que B ≺ A signifie que A
est plus vraisemblable que B, B � A, que A est au moins aussi vraisemblable
que B, et B ∼ A, que A et B sont aussi vraisemblables l’un que l’autre. Bien
entendu, s’il existe une distribution P de probabilité sur (Θ,B(Θ)), P induit
directement une relation d’ordre sur B(Θ). Nous considérons ci-dessous des hy-
pothèses sous lesquelles la réciproque peut être établie. Une première hypothèse
est que la relation d’ordre est totale :
(A1) Pour tout ensemble mesurable A et B, une et seulement une des relations

suivantes est satisfaite :

A ≺ B, B ≺ A ou A ∼ B.
Une autre hypothèse est :
(A2) Si A1, A2, B1, B2 sont quatre ensembles mesurables vérifiant A1 ∩ A2 =
B1 ∩ B2 = ∅ et Ai � Bi (i = 1, 2), alors A1 ∪ A2 � B1 ∪ B2. De plus, si
A1 ≺ B1, A1 ∪A2 ≺ B1 ∪B2.

Cette hypothèse naturelle entrâıne la transitivité de la relation d’ordre. L’hy-
pothèse suivante empêche l’existence d’ensembles mesurables de vraisemblance
négative (donc moins vraisemblables que l’ensemble vide) :
(A3) Pour tout événement A, ∅ � A et ∅ ≺ Θ.
La condition supplémentaire ∅ ≺ Θ évite le cas trivial où tous les événements
sont équivalents. Il est aussi nécessaire de permettre la comparaison d’une suite
infinie d’événements.
(A4) Si A1 ⊃ A2 ⊃ · · · est une suite décroissante d’ensembles mesurables et B

est un événement donné tel que B � Ai pour tout i, alors

B �
+∞\
i=1

Ai.
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Cette hypothèse assure en quelque sorte la continuité de l’ordre des préférences
et est reliée à la propriété de σ-additivité des mesures de probabilité. Cependant,
les axiomes (A1)–(A4) sont insuffisants pour obtenir l’existence d’une distribu-
tion de probabilité à partir de l’ordre des vraisemblances. En fait, passer d’une
échelle de comparaison qualitative à une comparaison quantitative requiert une
dernière hypothèse.
(A5) Il existe une variable aléatoire X sur (Θ,B(Θ)) de distribution uniforme

sur [0, 1], c’est-à-dire telle que, pour tout I1, I2, intervalles de [0, 1],

{X ∈ I1} � {X ∈ I2}
si et seulement si

λ(I1) ≤ λ(I2),
où λ est la mesure de Lebesgue.

Cette hypothèse supplémentaire permet alors d’établir le résultat d’existence
suivant (voir DeGroot, 1970, pour une démonstration).

Théorème 3.40. Sous les axiomes (A1)–(A5), il existe une distribution P telle
que P (A) ≤ P (B) si et seulement si A � B.

Comparés à l’obtention d’une fonction d’utilité dans le Chapitre 2, les déve-
loppements précédents sur les fondations axiomatiques de la loi a priori sont
plus limités. Une première raison est que les hypothèses ci-dessus et le cadre
formel correspondant sont plus difficiles à justifier. En fait, le fait qu’un sta-
tisticien soit à même d’exprimer la vraisemblance d’un événement signifie qu’il
a, consciemment ou pas, construit un modèle probabiliste sous-jacent et, donc,
que la construction précédente est en quelque sorte tautologique. L’hypothèse
(A5) est particulièrement forte et peut rarement être vérifiée en pratique. No-
tez cependant que, jusqu’à un certain point, la même critique peut être faite à
l’égard de la construction de la fonction d’utilité.

Une seconde raison de cette limitation est plus terre à terre. Selon le Théorème
3.40, le décideur peut construire une loi a priori à partir de son ordre des vrai-
semblances. Cependant, il est très vraisemblable, surtout si Θ n’est pas fini, que
cet ordre sera grossier, c’est-à-dire que la σ-algèbre B(Θ) correspondante ne
sera pas la σ-algèbre borélienne usuelle sur Θ, empêchant par là même l’utili-
sation des distributions classiques sur θ. Cependant, il est rassurant de pouvoir
justifier l’utilisation d’une loi a priori par d’autres raisonnements que ceux de
l’approche fréquentiste, supposant la répétabilité des expériences, même si cela
est d’un intérêt limité en pratique.

3.8.2 Échangeabilité et lois a priori conjuguées

Bernardo et Smith (1994, Section 4.3) justifient partiellement l’existence de lois
a priori par la notion d’échangeabilité :

Définition 3.41. Une suite (x1, . . . , xn) de variables aléatoires est finiment
échangeable si la distribution jointe p(x1, . . . , xn) est invariante par toute per-
mutation d’indices des variables aléatoires, c’est-à-dire

p(x1, . . . , xn) = p(x(1), . . . , x(n)) ,
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Une suite infinie (xn)n est infiniment échangeable si toute suite extraite finie
est finiment échangeable.

Bien que l’hypothèse d’échangeabilité ne soit pas toujours raisonnable (voir
Bernardo et Smith, 1994, Section 4.2.2, pour des exemples), il existe beaucoup
de situations pour lesquelles l’ordre dans lequel les données ont été obtenues n’a
effectivement pas d’importance. Les conséquences de cette hypothèse d’infinie
échangeabilité sur l’existence de lois a priori sont de plus tout à fait intéressantes.

Par exemple, si (xn)n est une suite infinie de variables aléatoires prenant valeurs
dans {0, 1}, de Finetti (1972) a démontré qu’il existe une mesure de probabilité
π(θ) telle que, pour tout n, la loi jointe de (x1, . . . , xn) puisse s’écrire

p(x1, . . . , xn) =

Z 1

0

nY
i=1

θxi(1 − θ)1−xidπ(θ),

c’est-à-dire que, conditionnellement à θ, les xi sont des variables aléatoires
i.i.d. de Bernoulli B(θ). Comme l’ont montré Bernardo et Smith (1994, Sec-
tion 4.3.2), cette propriété s’étend aux variables aléatoires prenant leurs valeurs
dans un ensemble fini, disons {1, 2, . . . , k}, celles-ci étant alors multinomiales,
conditionnellement au vecteur θ = (θ1, . . . , θk).

Dans le cas général où les xi sont à valeurs réelles et infiniment échangeables,
une représentation intéressante est aussi disponible, de la forme

p(x1, . . . , xn) =

Z nY
i=1

F (xi)dπ(F ) ,

où F est une fonction de répartition et π est une mesure de probabilité sur
l’espace des fonctions de distribution (voir Chow et Teicher, 1988, pour une for-
mulation plus précise de ce résultat, dont les aspects les plus subtils touchant à
la théorie de la mesure dépassent le cadre de ce livre). Cette représentation est
intrinsèquement non paramétrique (voir la Note 1.8.2), mais Bernardo et Smith
(1994, Section 4.6) traitent d’autres notions d’échangeabilité qui permettent de
revenir à un cadre paramétrique.

3.8.3 Approximation par des mélanges continus de lois a priori conjuguées

Soit une densité prise dans une famille exponentielle et écrite sous la forme

f(x|θ) = exp{x · τ (θ) − γ(θ)},
avec E[x] = θ. (Cette paramétrisation est dite paramétrisation en moyenne ; voir
Brown (1986b, Chapitre 3.) Une suite de lois conjuguées naturelles est donnée
par (m ∈ N)

hm(θ|s) = exp{s · τ (θ) −mγ(θ)}cm(s), (3.24)

où cm(s) est la constante de normalisation. Rappelons que la loi a priori (3.24)
correspond à l’actualisation d’une loi a priori plate sur θ pour m observations
fictives (ou virtuelles) x̃1, . . . , x̃m de f(x|θ), telles que s =

Pm
i=1 x̃i.

En fait, la fonction (3.24) peut aussi être considérée comme la densité de s pour
une mesure dνm appelée mesure naturelle. Si Sm est l’espace dans lequel s varie,
et dQm est une mesure de probabilité sur Sm,
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vm(θ) =

Z
Sm

hm(θ|s) dQm(s) (3.25)

est un mélange (continu) de lois a priori conjuguées. Pour une loi a priori π sur
Θ, on définit

dQm(s) =
π(s/m) dνm(s)R

Sm
π(t/m) dνm(t)

,

ce qui donne une approximation de π, comme le montre le lemme suivant.

Théorème 3.42. Si νm est absolument continue par rapport à la mesure de
Lebesgue ou par rapport à la mesure de comptage sur Sm, et admet pour densité
fm(s), et si fm(s) converge uniformément sur Sm vers 1 lorsque m tend vers
+∞, alors

vm(θ) −→ π(θ)

point par point, et globalement pour la norme L1.

Tab. 3.6. Approximation d’une loi a priori par mélange de lois conjuguées. (Source :
Dalal et Hall, 1983.)

Distrib. τ (θ), γ(θ) cm(s) hm(θ|s)
f(x, θ)

Normal
N (θ, 1) θ, θ2/2

√
mϕ(s/

√
m) θ ∼ N

`
s
m
, 1

m

´
Gamma

G
`

β
θ
, θ
´ −β

θ
, −β log

`
β
θ

´
smβ−1

β Γ (mβ−1)
1
θ
∼ G (sβ,mβ − 1)

Poisson
P(θ) log θ, θ ms+1/Γ (s+ 1) θ ∼ G (m, s+ 1)

Bernoulli

B(1, θ) log θ
1−θ

, log 1
1−θ

(m+1)!
s!(m−s)!

θ ∼ Be(s+ 1, m− s+ 1)

Neg. bin.

N eg (r, log θ
r+θ
, rmr(mr+s−1)!

rs!(mr−2)!
r

r+θ
∼ Be(mr − 1, s+ 1)

r
‹
r + θ

´
r log(r + θ)

De plus, cette approximation reste valide a posteriori, au sens de la distance de
la variation totale, définie comme

||π − π̃||TV = sup
A

|π(A) − π̃(A)| ,

et donc toujours inférieure à 1. Il s’agit donc en quelque sorte d’un résultat
d’approximation plus faible, relativement à la norme L1 du Théorème 3.42.

Théorème 3.43. Si pm, la loi marginale de x sous hm, est finie et si π(θ) et
π(θ|x) sont régulières, vm(θ|x) converge vers π(θ|x), point par point et au sens
de la variation totale.
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La loi a posteriori approchée est, pour n observations et t =
Pn

i=1 xi,

vm(θ|n, t) =

R
Sm

hm+n(θ|s + t)
cm(s)

cm+n(s+ t)
π(s/m) dνm(s)

R
Sm

cm(s′)
cm+n(s′ + t)

π(s′/m) dνm(s′)

et le Tableau 3.6 donne les valeurs de τ, γ et cm pour quelques lois usuelles.

Comparés aux résultats de Diaconis et Ylvisaker (1985), les Théorèmes 3.42 et
3.43 sont effectivement plus généraux et assurent, de plus, la convergence des
lois a posteriori. L’inconvénient cependant est que cette approche ne conserve
pas l’avantage principal des lois a priori conjuguées, à savoir leur simplicité.
Les méthodes de simulation présentées dans le Chapitre 6 sont donc nécessaires
pour le calcul de ces estimateurs de Bayes.

3.8.4 Correction de Bartlett

Dans la théorie asymptotique standard, la statistique du rapport de vraisem-
blance

!n = 2

(
nX

i=1

f(xi|θ̂) −
nX

i=1

f(xi|θ̂0)
)
,

est distribuée approximativement selon une loi du χ2
k, où θ̂0 et θ̂ sont les estima-

teurs du maximum de vraisemblance contraint et non contraint, et où k est le
nombre de contraintes (Gouriéroux et Monfort, 1996). Bartlett (1937) remarque
qu’un meilleur ajustement à une loi du χ2

k est obtenu lorsque !n est remplacé
par k!n/Eθ [!n], au sens où (Lawley, 1956)

Pθ

„
k!n

Ê
≤ t
«

= χ2
k(t) +O

`
n−2´ ,

où Ê est un estimateur approprié de Eθ[!n] et χ2
k(t) est la fonction de répartition

d’un χ2
k. La correction de Bartlett permet ainsi de réduire l’erreur d’approxima-

tion (par un χ2
k) de O

`
n−1

´
à O

`
n−2

´
.

Comme l’ont noté DiCiccio et Stern (1994), si θ = (ψ,ϕ) et si la contrainte sur
θ est que ψ soit fixé, le rapport de vraisemblance dépend de ψ, !n = !n(ψ).
Bickel et Ghosh (1990) ont établi que la correction de Bartlett s’étend à la loi a
posteriori de !n(ψ), c’est-à-dire qu’il existe une correction de !n(ψ) telle que

P

„
!n(ψ) ×

„
1 − AB

k

«
≤ t
˛̨̨
˛x, . . . , xn

«
= χ2

k(t) +O
`
n−2´ ,

où AB se déduit d’un développement de l’espérance a posteriori

E[!n(ψ)|x1, . . . , xn] = k + AB +O
“
n−3/2

”
et est d’ordre O

`
n−1

´
. DiCiccio et Stern (1994) ont aussi montré que cette

approximation du second ordre par un χ2
k reste valide pour une statistique

du rapport de vraisemblance ajustée, !n(ψ) + ωn(ψ), où ωn(ψ) est O(1). Par
exemple, Kass et Steffey (1989) utilisent
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ωn(ψ) =
−1

2
log

 
det �ϕϕ(θ̂(ψ))

det �ϕϕ(θ̂)

!
+ log

 
π(θ̂(ψ))

π(θ̂)

!
,

où θ̂(ψ) et θ̂ sont les estimateurs du maximum de vraisemblance contraint et non
contraint, et �ϕϕ est la matrice des dérivées secondes de la log-vraisemblance
pour le paramètre de nuisance ϕ. DiCiccio et Stern (1994) établissent la correc-
tion correspondante AB, tandis que DiCiccio et Stern (1993) donnent le facteur
de correction de la statistique du rapport a posteriori

κπ = 2
n
log π(ψ̂|x) − log π(ψ|x)

o
.

où ψ̂ est l’estimateur MAP marginal de ψ.

Exemple 3.44. (DiCiccio et Stern, 1993) Soit le modèle de régression normale

yi ∼ N

 
kX

j=1

uijβj , σ
2

!
, i = 1, . . . , n,

associé à une loi a priori impropre plate sur (β, η), pour η = log σ. Si le paramètre
d’intérêt est η (ou σ2), alors

κπ = (n− k + 2)

»
n�

n− k + 2
− log

n�

n− k + 2
− 1

–
,

où � = σ̂2/σ2 et le terme de correction ℵπ, tel que (1 + ℵπ)−1κπ soit χ2
p à

un terme O(n−2) près, est ℵπ(η) = n−1/3. Lorsque ξ = (β1, . . . , βp) est le
paramètre d’intérêt, ℵπ(ξ) = (1 + p/2)n−1. ‖
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Estimation bayésienne ponctuelle

“There is always something new from you,’ Perrin growled. ‘Can’t
you tell us what to expect once in a while, instead of explaining after
it happens ?”

Robert Jordan, The Dragon Reborn.

4.1 Inférence bayésienne

4.1.1 Introduction

Quand la loi a priori π(θ) est disponible, la loi a posteriori π(θ|x) peut
être construite formellement à partir de l’observation x, de distribution f(x|θ).
Cette loi de mise à jour est alors un résumé complet de l’information disponible
sur le paramètre θ, résumé qui intègre simultanément l’information a priori et
l’information apportée par l’observation x. (Évidemment, ceci reste vrai pour
un échantillon x1, . . . , xn, mais on peut revenir généralement à la situation
précédente grâce à une statistique exhaustive.) La version bayésienne du prin-
cipe de vraisemblance implique par conséquent que l’inférence sur θ dépend
entièrement de la loi a posteriori π(θ|x). Même si θ n’est pas nécessairement
conçue comme variable aléatoire, la loi π(θ|x) peut être utilisée comme une
distribution de probabilité habituelle pour décrire les propriétés de θ. Les
indicateurs résumant π(θ|x) tels que moyenne, mode, variance, médiane a
posteriori, sont par exemple des estimateurs potentiels. Notamment, lorsque
la quantité d’intérêt est h(θ), un estimateur possible de h(θ) est la moyenne
a posteriori E

π [h(θ)|x]. (Comme il a été dit dans la Section 3.5, quand la loi
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π est une loi non informative, quelques difficultés de marginalisation peuvent
se produire et il est parfois nécessaire de construire une nouvelle loi a priori
de référence pour le paramètre d’intérêt h(θ).)

4.1.2 Estimateur MAP

S’il faut faire un choix entre les quantités a posteriori données ci-dessus,
ce choix est impossible sans critère de coût, de sorte à définir correctement
la notion de “meilleur estimateur”. Néanmoins, un estimateur de référence de
θ fondé sur π(θ|x) est l’estimateur du maximum a posteriori (MAP), défini
comme le mode a posteriori. Notons que l’estimateur MAP maximise aussi
�(θ|x)π(θ) et, par conséquent, ne requiert pas le calcul de la loi marginale.

Cet estimateur est associé au coût 0− 1, comme on l’a vu dans la Section
2.5.3, dans le cas particulier θ ∈ {0, 1}. Dans le cas continu, puisque, pour
tout δ ∈ Θ, ∫

Θ

Iδ �=θπ(θ|x)dθ = 1 ,

la fonction de coût 0−1 peut être remplacée par une suite de coûts, Lε(d, θ) =
I||θ−d||>ε, et l’estimateur MAP est alors la limite des estimateurs de Bayes
associés à Lε, quand ε tend vers 0. Il peut aussi être associé à la suite de
fonctions de coût Lp, Lp(d, θ) = ||θ − d||p, quand p tend vers l’infini.

Cet estimateur naturel peut s’exprimer comme un estimateur du maximum
de vraisemblance pénalisée au sens classique (Akaike, 1978, 1983). Notons que
les propriétés d’optimalité asymptotique pour un estimateur de maximum de
vraisemblance habituel (cohérence, efficacité) sont maintenues pour ces exten-
sions bayésiennes, sous certaines conditions de régularité sur f et π (voir la
Note 1.8.4, et Ibragimov et Has’minskii, 1981). Cette extension des propriétés
asymptotiques de l’estimateur du maximum de vraisemblance est raisonnable
intuitivement, car, lorsque la taille de l’échantillon tend vers l’infini, l’infor-
mation contenue dans cet échantillon devient prédominante par rapport à
l’information fixe apportée par la loi a priori π. Cependant, les estimateurs
MAP sont asymptotiquement équivalents aux estimateurs du maximum de
vraisemblance classiques28, et, de plus, ont l’avantage d’être disponibles pour
des tailles finies d’échantillons.

Exemple 4.1. Soient x ∼ B(n, p). Nous avons vu dans le chapitre précédent
que la loi de Jeffreys est dans ce cas la loi bêta Be(1/2, 1/2), soit

π∗(p) =
1

B(1/2, 1/2)
p−1/2(1− p)−1/2 ,

28Cette équivalence avec le maximum de vraisemblance n’est, bien sûr, plus va-
lide lorsque le nombre de paramètres crôıt avec le nombre d’observations, où des
incohérences peuvent apparâıtre (Diaconis et Freedman, 1986).
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en omettant la fonction indicatrice I[0,1](p) pour simplifier les notations. Deux
autres lois non informatives ont été proposées, respectivement par Laplace
(1786) et Haldane (1931) (voir aussi l’Exercice 4.4),

π1(p) = 1 et π2(p) = p−1(1 − p)−1 .

Les estimateurs MAP correspondant sont alors, pour n > 2,

δ∗(x) = max
(
x− 1/2
n− 1

, 0
)
,

δ1(x) =
x

n
,

δ2(x) = max
(
x− 1
n− 2

, 0
)
.

Quand n = 1, δ∗ et δ2 sont égaux à δ1. Pour n = 2 et x = 1, l’estimateur δ2 est
aussi égal à δ1, qui est un estimateur du maximum de vraisemblance habituel.
On voit bien que, quand n est grand, les trois estimateurs sont effectivement
équivalents. ‖

Exemple 4.2. Soit x ∼ C (θ, 1), c’est-à-dire

f(x|θ) =
1
π

[
1 + (x− θ)2]−1

,

et π(θ) = 1
2e

−|θ|. L’estimateur MAP de θ est alors δ∗(x) = 0, puisque le
maximum de exp(−|θ|)[1 + (x− θ)2]−1 est atteint en θ = 0, quelle que soit la
valeur de x ! Ce comportement surprenant d’un estimateur qui ne dépend pas
de x peut s’expliquer par le caractère plat de la fonction de vraisemblance, qui
n’est pas suffisamment informative relativement à une loi a priori très précise.
Bien entendu, d’un point de vue pratique, cet estimateur est sans intérêt, mais
ce paradoxe disparâıt lorsque le nombre d’observations augmente (Exercices
4.6 et 4.7). ‖

4.1.3 Principe de vraisemblance

L’inférence bayésienne apparâıt comme une façon efficace de mettre en
œuvre le principe de vraisemblance, puisqu’elle fournit un estimateur, en
sélectionnant, comme dans l’Exemple 4.3 ci-dessous, l’un des maxima de la
fonction de vraisemblance. Comme l’ont souligné Savage (1954) et Berger
et Wolpert (1988), de nombreuses considérations philosophiques et pratiques
relient le principe de vraisemblance à une approche bayésienne robuste. En
particulier, ceci permet l’élimination de quelques paradoxes classiques, comme
ceux de Stein (1962b), Stone (1976), Fraser et al. (1984) et Le Cam (1990).
L’exemple suivant illustre la résolution du paradoxe de Fraser et al. (1984).
(Voir aussi Joshi, 1967b, pour une analyse plus générale de ce phénomène.)
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Exemple 4.3. (Berger et Wolpert, 1988) Soit X = Θ = N
∗ et

f(x|θ) =
1
3

pour x =

⎧⎪⎨
⎪⎩
θ/2, 2θ, 2θ+ 1 si θ est pair,
(θ − 1)/2, 2θ, 2θ+ 1 si θ �= 1 est impair,
1, 2, 3 si θ = 1.

La fonction de vraisemblance est alors

�(θ|x) =
1
3

pour θ =

⎧⎪⎨
⎪⎩
x/2, 2x, 2x+ 1 si x est pair,
(x− 1)/2, 2x, 2x+ 1 si x �= 1 est impair,
1, 2, 3 si x = 1,

(4.1)

et les trois valeurs de θ pour lesquelles �(θ|x) �= 0 sont pondérées de la même
manière par la fonction de vraisemblance. Considérons les trois estimateurs
suivants :

δ1(x) =

⎧⎪⎨
⎪⎩
x/2 si x est pair,
(x − 1)/2 si x �= 1 est impair,
1 si x = 1,

et
δ2(x) = 2x, δ3(x) = 2x+ 1.

Ils sont équivalents du point de vue du principe de vraisemblance, car la
fonction de vraisemblance est constante sur son support, mais δ2 et δ3 sont
des estimateurs relativement sous-optimaux puisque

P (δ2(x) = θ) = P (x = θ/2) =

{
1/3 si θ est pair,
0 sinon,

P (δ3(x) = θ) = P (x = (θ − 1)/2) =

{
1/3 si θ �= 1 est impair,
0 sinon,

tandis que

P (δ1(x) = θ) =

{
1 si θ = 1,
2/3 sinon.

L’estimateur δ1 est donc préférable pour des coûts comme le coût 0−1. Quand
l’information disponible sur le modèle se réduit à la fonction de vraisemblance
(4.1), une loi non informative possible sur θ est π(θ) = 1/θ, car θ peut être
considéré approximativement comme un paramètre d’échelle. Dans ce cas,

π(θ|x) ∝ 1
3θ
[
Iδ1(x)(θ) + Iδ2(x)(θ) + Iδ3(x)(θ)

]
et cette loi a posteriori donne δ1(x) comme étant quatre fois plus probable
que δ2(x) ou δ3(x). On peut aussi montrer que P π(θ = δ1(x)|x) � 2/3 pour
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x grand. Cela permet de justifier le choix de δ1. Une modélisation a priori
plus informative conduirait à une conclusion similaire (car une distribution
convenable π(θ) doit décrôıtre pour θ suffisamment grand). ‖

Berger et Wolpert (1988) fournissent des résolutions similaires aux para-
doxes exhibés par Stein (1962b) et Stone (1976). Un avantage immédiat de
l’approche bayésienne, comparativement à d’autres mises en œuvre du prin-
cipe de vraisemblance est qu’elle traite les paramètres de nuisance intervenant
dans la fonction de vraisemblance en les marginalisant. En fait, si �(θ, τ |x)
dépend aussi du paramètre de nuisance τ , une construction naturelle d’une
estimation θ̂ de θ est de considérer le maximum de vraisemblance intégré∫

�(θ, τ |x)π(θ, τ) dτ

au lieu d’une vraisemblance “profilée” plus classique,

max
τ

�(θ, τ |x)π(θ, τ).

Voir aussi Basu (1988) pour une analyse étendue du traitement des paramètres
de nuisance.

4.1.4 Espace des paramètres restreint

Berger (1985b) remarque l’intérêt d’une approche bayésienne non informa-
tive pour des espaces des paramètres restreints , la loi a priori étant simplement
la troncation d’une loi non informative sans contrainte.

D’un point de vue classique, le calcul d’estimateurs du maximum de vrai-
semblance restreints est souvent compliqué, notamment quand les contraintes
sont non linéaires (voir Robertson et al., 1988). En revanche, la mise en œuvre
d’une approche bayésienne via des méthodes de simulation de Monte Carlo
(voir le Chapitre 6) permet un calcul aisé des estimateurs de Bayes. (Cet
avantage peut même être utilisé pour calculer des estimateurs du maximum
de vraisemblance restreints à travers des techniques bayésiennes. Voir Geyer
et Thompson, 1992, Robert et Hwang, 1996 et Robert et Casella, 2004, Cha-
pitre 5.)

Exemple 4.4. Soit l’estimation du modèle de régression linéaire

y = b1X1 + b2X2 + ε, (4.2)

qui relie les revenus directs (X1), les revenus de l’épargne (X2) et l’épargne
(y). Une estimation précise des taux d’épargne b1 et b2 peut aider le gou-
vernement à déterminer les taux d’intérêt ou la politique fiscale. Les taux
d’intérêt sont évidemment contraints par 0 ≤ b1, b2 ≤ 1. Soit un échantillon
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(y1, X11, X21), . . . , (yn, X1n, X2n) de (4.2) et supposons que les erreurs εi
soient indépendantes et distribuées selon N (0, 1), c’est-à-dire que yi ∼
N (b1X1i + b2X2i, 1). La loi non informative correspondante est alors la loi
propre

π(b1, b2) = I[0,1](b1)I[0,1](b2)

et la moyenne a posteriori est donnée par (i = 1, 2)

E
π [bi|y1, . . . , yn] =

∫ 1

0

∫ 1

0
bi
∏n

j=1 ϕ(yj − b1X1j − b2X2j) db1 db2∫ 1

0

∫ 1

0

∏n
j=1 ϕ(yj − b1X1j − b2X2j) db1 db2

,

où ϕ est la densité de la loi normale centrée. Si on note par (b̂1, b̂2) l’estima-
teur des moindres carrés non contraints de (b1, b2), qui est aussi l’estimateur
du maximum de vraisemblance régulier de (b1, b2), la loi a posteriori non
contrainte sur (b1, b2) est(

b1
b2

)
∼N2

((
b̂1
b̂2

)
,
(
XtX

)−1
)
, (4.3)

avec

X =

⎛
⎜⎝
X11 X21

...
...

X1n X2n

⎞
⎟⎠ .

Par conséquent, l’estimateur de Bayes restreint est donné par (i = 1, 2)

δπ
i (y1, . . . , yn) =

E
π
[
biI[0,1]2(b1, b2)|y1, . . . , yn

]
P π ((b1, b2) ∈ [0, 1]2|y1, . . . , yn)

,

où le terme de droite est calculé sous la loi (4.3). Si on indique

Σ = (XtX)−1 =
(
σ2

11 σ12

σ12 σ
2
22

)
,

la loi conditionnelle de b1 est

b1|b2 ∼N
(
b̂1 + σ12(b2 − b̂2)/σ2

22, σ
2
11 − σ2

12σ
−2
22

)
.

Alors

P π ((b1, b2) ∈ [0, 1]2|y1, . . . , yn

)
=
∫ 1

0

⎧⎨
⎩Φ

⎛
⎝1− b̂1 − σ12(b2 − b̂2)/σ2

22√
σ2

11 − σ2
12σ

−2
22

⎞
⎠

−Φ
⎛
⎝−b̂1 − σ12(b2 − b̂2)/σ2

22√
σ2

11 − σ2
12σ

−2
22

⎞
⎠
⎫⎬
⎭σ−1

22 ϕ

(
b2 − b̂2
σ22

)
db2
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et

E
π[biI[0,1]2(b1, b2)|y1, . . . , yn] =

∫ 1

0

[
b̂1 +

σ12

σ2
22

(b2 − b̂2)

+(σ2
11 − σ2

12σ
−2
22 )1/2

⎧⎨
⎩ϕ

⎛
⎝1− b̂1 − σ12(b2 − b̂2)/σ2

22√
σ2

11 − σ2
12σ

−2
22

⎞
⎠

−ϕ
⎛
⎝−b̂1 − σ12(b2 − b̂2)/σ2

22√
σ2

11 − σ2
12σ

−2
22

⎞
⎠
⎫⎬
⎭
⎤
⎦σ−1

22 ϕ

(
b2 − b̂2
σ22

)
db2.

Notons qu’on peut obtenir la seconde intégrale sous forme explicite en uti-
lisant la fonction de répartition Φ d’une Gaussienne centrée réduite, mais le
dénominateur ne peut pas être calculé de façon analytique. Il est donc plus
efficace de calculer les deux intégrales par une (seule) simulation de Monte
Carlo (voir le Chapitre 6).

Si b1 et b2 sont indépendants a posteriori, c’est-à-dire si σ12 = 0, l’estima-
teur de Bayes est explicite et donné par (i = 1, 2)

E
π [bi|y1, . . . , yn] = b̂i − σii

exp{−(1− b̂i)2/2σ2
ii} − exp{−b̂2i /2σ2

ii}√
2π{Φ((1− b̂i)/σii)− Φ(−b̂1/σii)}

.

‖

Notons que la modélisation bayésienne est encore plus appropriée lorsqu’il
s’agit d’incorporer une information vague, c’est-à-dire dans des cas où une
restriction sur l’espace des paramètres est probable mais pas certaine. Le
Chapitre 10 démontre qu’une manière typique de traiter ces cas est d’utiliser
une modélisation empirique ou hiérarchique.

4.1.5 Précision des estimateurs de Bayes

Puisque la loi a posteriori π(θ|x) est complètement disponible, il est pos-
sible d’associer à un estimateur δπ(x) de h(θ) une évaluation de la précision
de l’estimation via, par exemple, l’erreur quadratique a posteriori,

E
π[(δπ(x)− h(θ))2|x],

égale à varπ(h(θ)|x) lorsque δπ(x) = E
π [h(θ)|x]. De la même façon, dans

un cadre multidimensionnel, la matrice de covariance caractérise la perfor-
mance des estimateurs. Ces indications additionnelles fournies par la loi a
posteriori illustrent l’avantage opérationnel de l’approche bayésienne, car l’ap-
proche classique a souvent des difficultés à motiver le choix de ces évaluations.
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De plus, les mesures d’évaluation bayésiennes sont toujours conditionnelles29,
tandis que l’approche fréquentiste doit recourir à des bornes supérieures au
moyen du principe minimax, car le paramètre θ est inconnu (voir Berger et
Robert, 1990, pour une comparaison des deux approches).

Exemple 4.5. (Suite de l’Exemple 4.1) Soit l’estimateur du maximum
de vraisemblance de p, δ1(x) = x/n. Alors

E
π[(δ1(x)− p)2|x] = E

π[(p− x/n)2|x]

=
(
x+ 1/2
n+ 1

− x

n

)2

+
(x+ 1/2)(n− x+ 1/2)

(n+ 1)2(n+ 2)

=
(x− n/2)2

(n+ 1)2n2
+

(x+ 1/2)(n− x+ 1/2)
(n+ 1)2(n+ 2)

, (4.4)

car π(p|x) est la loi bêta Be(x + 1/2, n − x + 1/2). D’un point de vue
fréquentiste, le risque de l’estimateur du maximum de vraisemblance est

Ep[(δ1(x)− p)2] = var(x/n) =
p(1− p)

n

et
sup

p
p(1− p)/n = 1/4n.

En développant (4.4), il est facile de vérifier que le maximum de (4.4) est

1/[4(n+ 2)],

quantité toujours plus petite que 1/4n. Le principal avantage de (4.4) est de
fournir malgré tout une réponse modulable pour l’évaluation de δ1, car (4.4)
varie entre 1/[4(n + 2)] et 3/[4(n + 1)(n + 2)]. Bien évidemment, une ap-
proximation fréquentiste de p(1 − p)/n peut aussi être proposée, à savoir
(x/n)(1−x/n)/n. Cette évaluation souffre alors de l’inconvénient opposé, car
il varie trop largement, comme le montre la Figure 4.1. Il peut même prendre
la valeur 0 quand x vaut 0 ou n. Un comportement similaire est discuté par
Berger (1990) dans un cadre général. ‖

4.1.6 Prévision

L’inférence bayésienne peut être aussi mise en œuvre dans des problèmes
de prévision. Si x ∼ f(x|θ) et z ∼ g(z|x, θ), où z ne dépend pas nécessairement
de x, la distribution prédictive de z après observation de x est donnée par

29En fait, il existe des contreparties bayésiennes aux inégalités de Cramér-Rao uti-
lisées dans l’évaluation des estimateurs non biaisés. Il s’agit des bornes de Van Trees
(Gill et Levit, 1995), utilisées en traitement de signal et dans d’autres domaines,
comme l’ont illustré Bergman et al. (2001)
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Fig. 4.1. Comparaison des évaluations bayésienne et fréquentiste de l’erreur d’es-
timation dans le cas binomial (n = 3).

gπ(z|x) =
∫

Θ

g(z|x, θ)π(θ|x) dθ. (4.5)

La distribution de z est alors assez logiquement moyennée sur les valeurs de θ
relativement à la loi a posteriori, qui est aussi la distribution actualisée de θ. Il
est possible d’utiliser (4.5) pour calculer la moyenne et la variance prédictive
de la variable aléatoire z. Dans la Section 4.3.1, nous considérons un exemple
particulier de détermination d’une distribution prédictive discrète (voir aussi
l’Exercice 4.41).

Exemple 4.6. Le modèle AR (1), où AR signifie autorégressif, est un modèle
dynamique qui définit la distribution d’une variable au temps t (1 ≤ t ≤ T ),
xt, conditionnellement à l’observation précédente xt−1, comme

xt = �xt−1 + εt ,

où les εt sont i.i.d. N (0, σ2). (Ce modèle sera considéré en détail dans la
Section 4.5.) Pour une suite d’observations donnée jusqu’au temps T − 1,
x1:(T−1) = (x1, . . . , x(T−1)), la distribution prédictive de xT est alors

xT |x1:(T−1) ∼
∫

1√
2π
σ−1 exp{−(xT − �xT−1)2/2σ2}π(�, σ|x1:(T−1))d�dσ ,

où π(�, σ|x1:(T−1)) peut être formulée explicitement (Exercice 4.14). ‖

Notons que l’approche de la Théorie de la Décision développée dans les
sections suivantes s’applique aussi à la prédiction, même si nous ne mention-
nerons plus ce point par la suite. En fait, si un coût de prédiction L(z, δ)
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est disponible, un prédicteur δ(x) peut être choisi qui minimise l’erreur de
prédiction moyenne (l’espérance étant calculée par rapport à la distribution
prédictive (4.5)) ; voir l’Exercice 4.46.

4.1.7 Retour à la décision

Étant donné l’étendue des utilisations possibles de la loi a posteriori, cer-
tains considèrent qu’on devrait fournir aux clients la loi a posteriori afin qu’ils
puissent l’utiliser à leur guise. Bien que la communication de π(θ|x) soit en
effet envisageable pour de petites dimensions, sa complexité rend en général
difficile l’extraction de l’information qu’elle contient. La loi a posteriori est
évidemment essentielle dans le processus de décision, mais il revient au sta-
tisticien d’assister plus avant le décideur, afin d’extraire les caractéristiques
d’intérêt de π(θ|x). Par conséquent, nous sommes de nouveau confrontés au
problème important de sélection d’un estimateur et nous avons vu dans le
Chapitre 2 que cette sélection n’est efficace et cohérente que lorsqu’elle est
fondée sur un critère de coût. Les sections qui suivent mettent en avant la
théorie bayésienne de la décision, avec une attention particulière aux cas nor-
maux et d’échantillonnage. Bien que formellement rattachés à la Théorie de la
Décision, tests et régions de confiance sont traités séparément dans le chapitre
suivant (Chapitre 5).

4.2 Théorie bayésienne de la décision

4.2.1 Estimateurs de Bayes

Rappelons que, pour une fonction de coût L(θ, δ) et une loi a priori (ou
une mesure) π, la règle de Bayes δπ(x) est solution de

min
δ

E
π[L(θ, δ)|x].

Selon la complexité du coût L et de la loi a posteriori π(θ|x), l’estimateur δπ

sera déterminé analytiquement ou numériquement.
Comme nous l’avons montré dans le Chapitre 2, les solutions associées

à des coûts classiques sont formellement connues et correspondent aux ca-
ractéristiques usuelles d’une distribution (moyenne, médiane, fractiles, etc.).
Par exemple, l’estimateur de Bayes associé au coût quadratique est la moyenne
a posteriori (Proposition 2.41 et Corollaire 2.42). Bien sûr, cette construction
formelle des estimateurs de Bayes classiques n’évite pas toujours le recours à
une approximation numérique, particulièrement dans des cas multidimension-
nels.
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Exemple 4.7. Soit x ∼Np(θ, Ip). Comme nous l’avons indiqué dans la Sec-
tion 3.6, la loi de Student fournit une alternative robuste à la loi normale
conjuguée pour l’estimation de θ. Soit donc θ ∼ Tp(α, 0, τ2Ip), c’est-à-dire

π(θ|α, τ) =
Γ ((α+ p)/2)

(ατπ)p/2Γ (α/2)

(
1 +
||θ||2
ατ2

)−(α+p)/2

.

Par conséquent,

π(θ|x) ∝
(

1 +
||θ||2
ατ2

)−(α+p)/2

e−||x−θ||2/2,

qui ne conduit pas à une expression explicite de la loi a posteriori. Cependant,
il est malgré tout possible de réduire le problème de calcul à celui d’une
intégrale simple, pour toute valeur de p, comme l’a montré Dickey (1968). En
effet, si θ ∼ Tp(α, 0, τ2Ip), la loi a posteriori de θ peut s’écrire comme un
mélange caché (voir l’Exemple 3.17),

θ|z ∼ Np(0, τ2zIp),
z−1 ∼ G (α/2, α/2),

où z est une variable aléatoire auxiliaire. Conditionnellement à z, la loi a
posteriori de θ est

θ|x, z ∼ Np

(
x

1 + τ2z
,

τ2z

1 + τ2z
Ip

)

et, comme
π(z|x) ∝ (1 + τ2z)−p/2e−||x||2/2(1+τ2z)π(z),

on calcule l’estimateur de Bayes comme étant

δπ(x) =
∫ +∞

0

E
π[θ|x, z]π(z|x) dz

= x

∫ +∞
0 (1 + τ2z)−(p+2)/2e−||x||2/2(1+τ2z)z−(α+2)/2e−α/2z dz∫ +∞

0 (1 + τ2z)−p/2e−||x||2/2(1+τ2z)z−(α+2)/2e−α/2z dz
.

Cet estimateur peut donc s’exprimer comme une intégrale simple pour toute
valeur de p. ‖

Cependant, des décompositions subtiles comme celle de l’exemple ci-dessus
ne sont pas toujours possibles et le calcul d’un estimateur de Bayes nécessite
alors une méthode d’approximation générale comme celles décrites dans le
Chapitre 6.

En revanche, un résultat intéressant est que, quand la loi marginale m(x)
est disponible, l’espérance a posteriori du paramètre naturel d’une famille
exponentielle se calcule aisément.
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Lemme 4.8. Soit f(x|θ) = h(x)eθ·x−ψ(θ), une distribution d’une famille ex-
ponentielle. Pour toute loi a priori π, la moyenne a posteriori de θ est donnée
par

δπ(x) = ∇ logmπ(x) −∇ log h(x), (4.6)

où ∇ est l’opérateur gradient et mπ est la loi marginale associée à π.

Preuve. L’espérance a posteriori est donnée par

E
π[θi|x] =

∫
Θ θih(x)eθ·x−ψ(θ)π(θ) dθ

mπ(x)

=
(
∂

∂xi

∫
Θ

h(x)eθ·x−ψ(θ)π(θ) dθ
)

1
mπ(x)

−
(
∂

∂xi
h(x)

)
1

h(x)

=
∂

∂xi
[logmπ(x)− log h(x)] .

�

Notons que ce lemme est satisfait pour tout π ; il apparâıt comme le
résultat dual du calcul des moments de f(x|θ) à partir de la dérivée de ψ
dans une famille exponentielle (voir le Lemme 3.13). Son intérêt pratique est
hélas plutôt limité, car le calcul de la loi marginale est généralement assez
délicat et connâıtre mπ(x) explicitement équivaut à connâıtre π(θ|x) explici-
tement30.

Exemple 4.9. Nous avons introduit dans la Note 2.5.4 l’estimateur de
James-Stein tronqué,

δJS(x) =
(

1− p− 2
||x||2

)+

x

quand x ∼ Np(θ, Ip). Dans le cas normal, (4.6) s’écrit

δπ(x) = x+∇ logmπ(x).

Bien qu’il existe une fonction m telle que δJS peut s’écrire comme ci-dessus
(voir Bock, 1988), m n’est pas une loi marginale et cet estimateur ne peut
pas être de Bayes : il vaut 0 sur l’ouvert {||x||2 < p − 2} et devrait être nul
partout du fait de la contrainte d’analycité. ‖

L’expression (4.6) des estimateurs de Bayes est aussi utile pour l’établisse-
ment de résultats liés à l’effet de Stein, soit pour établir les conditions de do-
mination comme dans Stein (1981), George (1986a), Berger et Robert (1990)

30Une conséquence théorique de ce lemme est que les estimateurs de Bayes sont
des fonctions analytiques (ou holomorphes) si la famille exponentielle considérée est
telle que la fonction h qui l’engendre est holomorphe, puisque mπ/h est alors la
transformée de Laplace de e−ψ(θ)π(θ). Le Chapitre 8 établit un critère d’inadmissi-
bilité à partir de cette propriété.
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et Brandwein et Strawderman (1990), soit pour caractériser l’admissibilité de
certains estimateurs comme dans Bock (1988) et Brown (1988) ; voir l’Exercice
4.44.

Tab. 4.1. Estimateurs de Bayes du paramètre θ sous coût quadratique pour les
lois a priori conjuguées des familles exponentielles usuelles.

Loi Loi Moyenne
de x conjuguée a posteriori

Normale Normale

N (θ, σ2) N (μ, τ 2)
μσ2 + τ 2x

σ2 + τ 2

Poisson Gamma

P(θ) G (α, β)
α+ x

β + 1
Gamma Gamma

G (ν, θ) G (α, β)
α+ ν

β + x
Binomiale Bêta

B(n, θ) Be(α,β)
α+ x

α+ β + n
Binomiale
négative Bêta

N eg(n, θ) Be(α,β)
α+ n

α+ β + x+ n
Multinomiale Dirichlet

Mk(n; θ1, . . . , θk) D(α1, . . . , αk)
αi + xi“P
j αj

”
+ n

Normale Gamma

N (μ, 1/θ) G (α/2, β/2)
α+ 1

β + (μ− x)2

4.2.2 Les lois a priori conjuguées

Dans le cas particulier des lois a priori conjuguées, les espérances a pos-
teriori des paramètres naturels admettent évidemment des expressions expli-
cites ; c’est d’ailleurs pratiquement le seul cas où des expressions analytiques
sont disponibles dans une telle généralité. Le Tableau 4.1 présente les esti-
mateurs de Bayes associés aux distributions usuelles et à leurs lois a priori
conjuguées. Notons que, quand plusieurs observations de f(x|θ) sont dispo-
nibles, on retrouve les mêmes lois a priori conjuguées et que seuls les pa-
ramètres dans l’estimateur sont modifiés, ceci en raison des propriétés d’ex-
haustivité des familles exponentielles (Section 3.3.3).

Exemple 4.10. Si x1, ..., xn sont des observations indépendantes de N eg(m,
θ) et si θ ∼ Be(α, β), la loi a posteriori de θ est la distribution bêta
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Be

(
α+mn,

n∑
i=1

xi + β

)
et δπ(x1, ..., xn) =

α+mn

α+ β +mn+
∑n

i=1 xi
.

Ce résultat est une conséquence directe du fait que
∑n

i=1 xi ∼ N eg(mn, θ).
‖

Exemple 4.11. Soient n observations x1, ..., xn de U ([0, θ]) et prenons
θ ∼Pa(θ0, α). Alors

θ|x1, ..., xn ∼Pa(max (θ0, x1, ..., xn), α+ n)

et
δπ(x1, ..., xn) =

α+ n

α+ n− 1
max (θ0, x1, ..., xn).

Ainsi, par comparaison avec l’estimateur du maximum de vraisemblance,

δ0(x1, ..., xn) = max(x1, ..., xn),

l’estimateur de Bayes donne une estimation plus ”optimiste” de θ, car

α+ n

α+ n− 1
> 1 .

Dans le cas limite où α = 0 et θ0 = 0, on retrouve le meilleur estimateur
équivariant de θ sous coût quadratique n

n−1δ0(x1, . . . , xn) (voir le Chapitre 9),
qui est plus grand que δπ quand θ0 = 0. Ce comportement de rétrécissement
de δπ pour α �= 1 s’explique par le choix de π, qui décrôıt avec θ, et favorise
donc les valeurs de θ proches de θ0. ‖

De même, rappelons que l’estimation d’une fonction de θ, g(θ), sous coût
quadratique, donne comme estimateur de Bayes δπ(x) = E

π[g(θ)|x].

Exemple 4.12. Soit x ∼ G (ν, θ), où le paramètre de forme ν est connu, et
θ ∼ G (α, β). Le paramètre d’intérêt est 1/θ, l’espérance de x. Sous le coût
quadratique

L(θ, δ) =
(
δ − 1

θ

)2

,

l’estimateur de Bayes est alors

δπ
1 (X) =

(β + x)α+ν

Γ (α+ ν)

∫ +∞

0

1
θ
θα+ν−1e−(β+x)θdθ

=
β + x

α+ ν − 1
.

‖
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Sous un coût quadratique renormalisé (ou pondéré),

L(θ, δ) = w(θ) ‖ δ − θ ‖2Q,
où Q est une matrice p × p symétrique semi-définie positive, l’estimateur de
Bayes associé est

δπ(x) =
E

π [θw(θ)|x]
Eπ[w(θ)|x] .

Exemple 4.13. (Suite de l’Exemple 4.12) Un coût invariant par change-
ment d’échelle ne dépend pas de l’unité de mesure et peut être plus pertinent
pour une estimation de 1/θ. Par exemple, le coût

L(θ, δ) = θ2
(
δ − 1

θ

)2

donne l’estimateur de Bayes

δπ
2 (x) =

E
π
[
θ2/θ | x]

Eπ [θ2 | x]

=

∫ +∞
0

θθα+ν−1e−(β+x)θdθ∫ +∞
0 θα+ν+1e−(β+x)θdθ

=
β + x

α+ ν + 1
=
α+ ν − 1
α+ ν + 1

δπ
1 (x).

‖

Insistons de nouveau sur le fait que, même pour les lois a priori conjuguées,
le fait que l’estimateur de Bayes de toute fonction de θ s’exprime comme une
espérance a posteriori n’évite pas nécessairement le calcul numérique, car une
intégration analytique peut être impossible, en particulier dans les problèmes
multidimensionnels.

Exemple 4.14. Soient x ∼ Np(θ, Ip) et h(θ) = ||θ||2. Le coût considéré dans
Saxena et Alam (1982) est

L(θ, δ) =
(δ − ||θ||2)2
2||θ||2 + p

car, si δ0(x) = ||x||2 − p,

R(δ0, θ) =
1

2||θ||2 + p
E(||x||2 − ||θ||2 − p)2 = 2

et δ0 a un risque constant. Sans cette renormalisation, tous les estimateurs ont
un risque maximal égal à +∞, tandis que sous L, l’estimateur δ0 est minimax.
Alors, même pour une loi a priori conjuguée, Np(0, τ2Ip), le calcul de
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δπ(x) =
E

π[||θ||2/(2||θ||2 + p)|x]
Eπ[1/(2||θ||2 + p)|x]

ne peut pas être effectué analytiquement. ‖

Dans les exemples précédents, nous avons eu largement recours au coût
quadratique, car il constitue un coût standard et permet, autant que possible,
des calculs explicites. Nous renvoyons les lecteurs au Chapitre 2 pour des cri-
tiques sur le caractère arbitraire des coûts standard et l’opposition entre coûts
concaves bornés et coûts convexes non bornés, les premiers conduisant à un
paradoxe d’amateurs du risque et les seconds à une plus grande instabilité
des procédures en résultant (voir Kadane et Chuang, 1978, Smith, 1988, et les
Exercices 4.1 et 4.15). Malgré tout, il faut remarquer que, lorsque la fonction
de coût est vraiment déterminée par le décideur, celle-ci est généralement com-
plexe et nécessite le plus souvent une minimisation numérique pour aboutir à
l’estimateur de Bayes.

4.2.3 Estimation du coût

Pour un coût donné, L(θ, δ), on peut aussi chercher à évaluer les perfor-
mances de l’estimateur de Bayes δπ(x). Cette évaluation peut s’interpréter
d’un point de vue décisionnel comme l’estimation du coût L(θ, δπ(x)) par
γ(x), sous une seconde fonction de coût, comme

L̃(θ, δπ, γ) = [γ(x)− L(θ, δπ(x))]2 . (4.7)

De nouveau, le coût quadratique (4.7) n’est pas plus justifié comme choix
automatique dans ce contexte que dans d’autres cas d’estimation. Mais, en
dehors de son côté pratique, le choix du coût quadratique peut se défendre par
l’absence de justification en termes d’utilité et, par conséquent, une perception
plus proche de l’erreur comme une variance. Sous (4.7), l’évaluation bayésienne
des performances de δπ est donnée par le résultat suivant.

Proposition 4.15. L’estimateur de Bayes du coût L(θ, δπ(x)) sous (4.7)
pour la loi a priori π est

γπ(x) = E
π[L(θ, δπ(x))|x].

Ce résultat découle directement de la Proposition 2.41, puisque, condi-
tionnellement à x, le but est d’estimer une fonction particulière de θ sous un
coût quadratique. Notons que la dépendance de cette fonction à x n’a pas
d’importance d’un point de vue bayésien, car, une fois x observé, x est fixé.
De même, pour un coût d’erreur absolue, l’estimateur de Bayes du coût est la
médiane de la distribution a posteriori de L(θ, δπ(x)), moins facile à obtenir.
Quand L est le coût quadratique, la variance a posteriori, varπ(x), est par
conséquent l’estimateur de Bayes du coût associé avec δπ.
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L’estimation du coût dans une perspective fréquentiste a été étudiée par
Johnstone (1998) et Rukhin (1988a,b), le premier montrant que, pour un
estimateur minimax avec un risque constant p, l’évaluation γ(x) = p n’est pas
nécessairement admissible sous (4.7). Berger (1984, 1985a) (voir aussi Lu et
Berger, 1989a,b) développe un concept additionnel pour l’estimation du coût
appelé validité fréquentiste : un estimateur γ du coût L(θ, δ(x)) est valide en
fréquence si

Eθ[γ(x)] ≥ R(θ, δ(x)), θ ∈ Θ,
c’est-à-dire si cet estimateur ne sous-estime jamais sur le long terme l’erreur
résultant de l’utilisation de δ. Une telle restriction peut sembler intuitivement
satisfaisante, mais elle est fondée sur la justification à la base de la notion
d’estimation sans biais, et cette restriction contredit le principe de vraisem-
blance.

Robert et Casella (1994) proposent une approche purement décisionnelle
de l’estimation du coût pour des régions de confiance (voir le Chapitre 5). Si
C(x) est une région de confiance pour θ, le coût usuel pour son estimation est
le coût 0− 1,

L(C(x), θ) = 1− IC(x)(θ) .

Un estimateur du coût γ(x) évalue donc le taux de couverture de C(x) et ap-
proche en quelque sorte la probabilité de couverture de la région de confiance.
Hwang et Brown (1991) ont ainsi montré que, pour les régions de confiance
usuelles C0, dans un cadre normal, l’estimateur constant

α = P (θ �∈ C0(x))

est admissible parmi les estimateurs valides en fréquence, mais est inadmissible
pour p > 5 en l’absence de cette restriction (voir la Section 5.5).

Exemple 4.16. Soient x ∼ Np(θ, σ2Ip) et θ ∼ Np(0, τ2Ip). Sous un coût
quadratique,

δπ(x) =
σ2

σ2 + τ2
x et V π(x) =

σ2τ2

σ2 + τ2
p.

En revanche, l’approche fréquentiste donne +∞ comme risque maximal pour
δπ et est donc mal adaptée à ce problème. ‖

4.3 Modèles d’échantillonnage

Dans cette section, nous considérons trois problèmes d’échantillonnage
pour lesquels une approche bayésienne est facile à mettre en œuvre. Notons
tout d’abord que, en général, les modèles discrets nécessitent moins d’infor-
mation a priori pour construire une loi a priori. Le premier problème que nous



192 4 Estimation bayésienne ponctuelle

considérons est lié à la règle de succession de Laplace, introduite en 1774 par
Laplace. Le deuxième problème a été étudié sous le nom de “problème du
tramway” par Neyman dans les années 1930. La dernière section étudie les
modèles de capture-recapture, qui sont très intéressants pour la biologie ani-
male et pour d’autres modèles d’estimation de population. Ces trois problèmes
ont comme point commun le fait qu’ils proposent une inférence sur une popu-
lation finie ou sur une sous-population. Il s’agit de cas où une certaine partie
de l’information a priori est habituellement disponible, ou bien de cas où on
peut faire le choix d’une loi a priori non informative sans (grande) ambigüıté.

4.3.1 Règle de succession de Laplace

Considérons le modèle hypergéométrique H (N,N1, x) standard : Soit une
population de taille N divisée en deux sous-populations de tailles inconnues
respectives N1 et N2 = N − N1. Lors d’un tirage sans remise de x indivi-
dus dans cette population, x1 individus appartiennent à la première sous-
population et x2 = x − x1 à la seconde. Lorsque aucune information n’est
disponible sur N1, la loi non informative est

π(N1) =
1

N + 1
I{0,1,...,N}(N1)

et la loi a posteriori correspondante de N1 est (x1 ≤ N1 ≤ N − (x− x1))

π(N1|x1) =

(
N1
x1

)(
N−N1
x−x1

)
∑N

i=0

(
i

x1

)(
N−i
x−x1

) =

(
N1
x1

)(
N−N1
x−x1

)
(
N+1
x+1

) .

Soit E l’événement que le tirage suivant donnera un individu de la première
sous-population, p étant la probabilité de E. Alors

P (E|N1, x1) =
N1 − x1

N − x .

Donc

P (E,N1|x1) =
N1 − x1

N − x

(
N1
x1

)(
N−N1
x−x1

)
(
N+1
x+1

)
=
x1 + 1
N − x

(
N1

x1+1

)(
N−N1
x−x1

)
(
N+1
x+1

) ,

et

p = P (E|x1) =
x1 + 1
N − x

(
N+1
x+2

)
(
N+1
x+1

) =
x1 + 1
x+ 2

,

qui est indépendant de N . Par conséquent, la loi prévisionnelle de l’apparte-
nance du (x+ 1)-ième tirage est une loi de Bernoulli, B(1, (x1 + 1)/(x+ 2)).
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Laplace, considérant le cas particulier x = x1, déduit sa règle de suc-
cession : Si n premiers tirages donnent tous un élément de la même sous-
population, la probabilité que le tirage suivant donne à nouveau un élément de
cette population est n+1

n+2 . Une conséquence de la règle de succession de Laplace
est que la probabilité que toute la population soit du même type que les n
premières observations est n+1

N+1 . Certains critiquent31 cette règle de succes-
sion comme étant biaisée en faveur de la sous-population la plus importante,
car les populations rares ne seront pas détectées (voir aussi Popper, 1983).
Au contraire, Jeffreys (1961, Section 3.2.2) soutient que, au moins dans le
domaine de la physique, cette règle conduit assez souvent à rejeter les lois
considérées.

4.3.2 Le problème du tramway

Jeffreys (1961) pose le problème suivant, qu’il attribue à Neyman :
“Une personne voyageant dans un pays étranger doit changer de

train à un embranchement et aller dans une ville qui lui est totalement
inconnue. Elle n’en connâıt pas la taille. La première chose qu’elle y
voit est un tramway numéroté 100. Que peut-elle en déduire sur le
nombre de tramways dans la ville ? On peut supposer que les tramways
sont numérotés en ordre croissant à partir de 1.”

Clairement, ce problème a des applications moins anecdotiques. Par exemple,
on peut lui rattacher une partie des problèmes de cöıncidence décrits dans
Diaconis et Mosteller (1989).
Exemple 4.17. Soit un phénomène cyclique de période inconnue T et
à K états possibles (crises boursières, occurrences de comètes, mutations
génétiques, feux de signalisation, etc.) ; on observe qu’aux temps t1 et t2,
le phénomène est dans le même état. Le problème inférentiel est de déduire T
de l’observation de la différence t2 − t1. ‖

Dans le cas du problème du tramway, le nombre N de lignes peut prendre
les valeurs 1, 2, . . . Il est préférable de considérer une loi non informative de
la forme

π(N) =
1
N
,

plutôt qu’une loi uniforme sur N
∗, car N peut s’interpréter comme un pa-

ramètre d’échelle. (De plus, la loi a priori uniforme ne donne pas une loi a
posteriori proprement définie.) Si T est le numéro relevé, il est supposé dis-
tribué selon la loi uniforme

f(t|N) = P (T = t|N) =
1
N

(t = 1, 2, . . . , N).

31Il peut sembler curieux de critiquer un résultat mathématique ! La critique porte
en fait sur le choix de la loi a priori, voire de l’axiomatique bayésienne.
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Ainsi,

π(N |T ) ∝ 1
N2

I(N≥T )

et

P π(N ≥ n0|T ) =

∑+∞
n=n0

1/n2∑+∞
n=T 1/n2

≈
∫ +∞

n0
(1/x2)dx∫ +∞

T (1/x2)dx
=
T

n0
.

Dans ce cas, la médiane a posteriori est approximativement Nπ(T ) ≈ 2T , es-
timateur communément retenu pour le problème du tramway. En fait, notons
que la moyenne de T conditionnellement à N est N−1

2 ≈ N
2 .

4.3.3 Modèles de capture-recapture

Lorsqu’on travaille avec une loi hypergéométrique H (N,n, p), le paramètre
d’intérêt est le plus souvent p comme dans le cas de la règle de succession de
Laplace, mais il peut aussi arriver que la taille de la population, N , soit
inconnue et qu’on cherche à l’estimer. Plus généralement, dans les cas où le
recensement d’une population est impossible (ou trop coûteux), il faut trouver
une méthode d’estimation de la taille de cette population.

Exemple 4.18. Sur une ı̂le de Terre-Neuve vit une harde de cerfs isolée de
tout prédateur. Pour éviter que les cerfs ne rompent l’équilibre écologique de
l’̂ıle, il est nécessaire de réguler cette population en maintenant un nombre de
cerfs inférieur à quarante. Un recensement annuel de tous les cerfs prendrait
cependant trop de temps. ‖

On pourrait mentionner plusieurs exemples en biologie, sociologie, psycho-
logie, météorologie, écologie, etc., où une évaluation statistique de la taille de
la population est nécessaire. Par exemple, les méthodes de capture-recapture
exposées ici sont utilisées dans des recensements en France comme aux États-
Unis pour dénombrer certaines populations sous-comptabilisées, car mal es-
timées par les techniques habituelles de recensement, comme les populations
nomades, les sans-abri ou les immigrants illégaux32. L’approche habituelle
est appelée capture-recapture, car elle consiste à observer au moins deux
échantillons successifs de la population d’intérêt et a été d’abord utilisée
en biologie animale, où les individus sont effectivement capturés ; voir Seber
(1983, 1986) et Pollock (1991) pour une présentation générale.

Dans cette section, nous utilisons le cadre général de Wolter (1986), qui
montre que la plupart des modèles de capture-recapture peuvent être décrits
par une distribution multinomiale pour chaque individu i (1 ≤ i ≤ N) dans la
population. Le Tableau 4.2 donne les probabilités de capture, avec pi

11 +pi
12 +

pi
21 + pi

22 = 1. Par exemple, pi
12 représente la probabilité d’être capturé dans

32Un exemple frappant de l’efficacité de cette méthode est donné dans McKeganey
et al. (1992) pour l’estimation du nombre de prostituées dans la ville de Glasgow.
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Tab. 4.2. Paramètres de probabilité pour une expérience de capture-recapture.

Échantillon 2
capturé manqué

Échantillon 1 capturé pi
11 pi

12

manqué pi
21 pi

22

Tab. 4.3. Partition de la population selon le modèle du Tableau 4.2.

Échantillon 2
capturé manqué

Échantillon 1 capturé n11 n12

manqué n21 n22

le premier échantillon seulement. Après les deux expériences de capture, la
population est divisée en quatre sous-populations comme le montre le Tableau
4.3, avec n11 +n12 +n21+n22 = N (la quatrième taille d’échantillon n22 étant
inconnue). Pour le modèle le plus simple, dit uniforme, chaque individu a la
même probabilité p d’être capturé dans les deux expériences. Par conséquence,
p11 = p2, p12 = p21 = p(1−p) et p22 = (1−p)2. La vraisemblance peut s’écrire

L(N, p|n11, n12, n21) =
(

N

n11 n21 n21

)
pn·(1− p)2N−n· ,

où n· = 2n11 + n12 + n21 est le nombre total d’individus capturés et(
N

n11 n12 n21

)
=

N !
n11!n21!n12!n22!

est le coefficient multinomial. Pour π(N, p) = π(N)π(p) avec π(p) une distri-
bution Be(α, β), la loi a posteriori conditionnelle sur p est

π(p|N,n11, n12, n21) ∝ pα+n·−1(1− p)β+2N−n·−1,

c’est-à-dire
p|N,n· ∼ Be(α+ n·, β + 2N − n·).

Malheureusement, la loi a posteriori marginale de N est assez compliquée. Par
exemple, si π(N) = 1, elle satisfait

π(N |n·) ∝
(
N

n+

)
B(α+ n·, β + 2N − n·)

B(α, β)
, (4.8)

où n+ = n11 +n12 +n21 est le nombre d’individus capturés qui sont différents.
Cette distribution est appelée parfois loi bêta-Pascal (voir Raiffa et Schlaifer,
1961), mais elle n’admet pas d’expression explicite. La même difficulté a lieu
lorsque π(N) = 1/N comme dans Castledine (1981) ou si π(N) est une loi
de Poisson P(λ) comme dans Raftery (1988), George et Robert (1992) et
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Dupuis (1995a,b). Bien entendu, N prenant des valeurs entières, il est toujours
possible de calculer le facteur de normalisation dans (4.8) en sommant sur N .
Mais, outre le temps requis pour le calcul, les erreurs d’approximation peuvent
devenir importantes quand N et n+ prennent des valeurs élevées. Notons que,
pour la loi a priori de Poisson sur N , on a

N − n+|n+, p ∼P((1− p)2λ),

donc les distributions a posteriori conditionnelles sont “accessibles” (le Cha-
pitre 6 utilise cette propriété). Les extensions du modèle uniforme sont décrites
dans Wolter (1986), George et Robert (1992) et Dupuis (1995a,b).

Un modèle plus simple utilisé dans un cadre de capture-recapture est le
modèle hypergéométrique, dit aussi modèle de Darroch (Darroch, 1958), dans
lequel les tailles des deux échantillons n1 = n11 + n12 et n2 = n11 + n21 sont
fixées. Dans ce cas, la description ci-dessus ne s’applique plus et la seule
variable aléatoire qui reste est n11, de loi H (N,n2,

n1
N ). En effet, les valeurs

n1 et n2 ne sont pas déterminées à l’avance, mais sont plutôt déterminées par
un critère d’arrêt généralement inconnu. Cependant, si la loi a priori sur N est
non informative et de support discret, le calcul des estimateurs de Bayes est
du même ordre de complexité. Néanmoins, le modèle de Darroch peut s’écrire
comme un cas particulier du modèle de Wolter (voir l’Exercice 4.35), ce qui
permet d’utiliser les mêmes techniques d’approximation développées pour le
modèle de Wolter dans ce cadre (voir le Chapitre 6).

Pour le modèle de Darroch, l’estimateur classique de N est l’estimateur
du maximum de vraisemblance

N̂ =
n1

(n11/n2)
,

qui égalise la proportion dans la population (n1/N) et la proportion dans
l’échantillon (n11/n2). Cet estimateur présente un inconvénient majeur : il
ne peut pas être utilisé lorsque n11 = 0. Il faut alors de nouveau tirer n3

individus et observer n22 individus déjà présents dans le premier ou le se-
cond échantillon. Puisque le nombre d’individus marqués augmente avec le
nombre d’échantillons, la probabilité de n’observer que des nouveaux indivi-
dus à chaque tirage diminue. Il est cependant peu raisonnable de réclamer un
échantillon supplémentaire alors que l’objectif initial du modèle statistique
était de réduire les coûts d’échantillonnage.

Une analyse bayésienne ne souffre pas de ce défaut, car elle arrive à une
conclusion même lorsque n11 = 0. À partir d’une distribution a priori33 π sur
N , il est facile de calculer la loi a posteriori π(N = n|n11) et de mener une
inférence sur N .

33Cette loi a priori aura une influence importante sur l’inférence résultante si n11

est petit. Voir l’Exemple 3.1 pour une illustration de détermination de loi a priori
dans un contexte réaliste.
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Exemple 4.19. (Suite de l’Exemple 4.18) Les règles de natalité et de
mortalité des cerfs impliquent que le nombre de cerfs varie entre trente-six
et cinquante. Une étude biologique plus approfondie sur l’espérance de vie
des cerfs peut certainement aider à construire un modèle de loi a priori sur
N , mais nous utiliserons ici une distribution uniforme sur {36, . . . , 50}. Si on
observe n1 = n2 = 5, la formule de Bayes,

π(N = n|n11) =

(
n1

n11

)(
n2

n2 − n11

)
/

(
n

n2

)
π(N = n)

50∑
k=36

(
n1

n11

)(
n2

n2 − n11

)
/

(
k

n2

)
π(N = k)

,

permet d’obtenir le Tableau 4.4, qui fournit la loi a posteriori de N .
Puisque la loi a posteriori complète de N est disponible, nous pouvons

calculer la moyenne, la médiane et le mode a posteriori de N (ou tout autre
estimateur de Bayes). Le Tableau 4.5 donne les espérances a posteriori pour
les différentes valeurs de n11 (on les comparera avec l’estimateur classique
25/n11 pour n11 �= 0, qui varie beaucoup plus avec n11).

Tab. 4.4. Loi a posteriori de la taille de la population de cerfs, π(N |n11).

n11

N 0 1 2 3 4 5

36 0.058 0.072 0.089 0.106 0.125 0.144
37 0.059 0.072 0.085 0.098 0.111 0.124
38 0.061 0.071 0.081 0.090 0.100 0.108
39 0.062 0.070 0.077 0.084 0.089 0.094
40 0.063 0.069 0.074 0.078 0.081 0.082
41 0.065 0.068 0.071 0.072 0.073 0.072
42 0.066 0.068 0.067 0.067 0.066 0.064
43 0.067 0.067 0.065 0.063 0.060 0.056
44 0.068 0.066 0.062 0.059 0.054 0.050
45 0.069 0.065 0.060 0.055 0.050 0.044
46 0.070 0.064 0.058 0.051 0.045 0.040
47 0.071 0.063 0.056 0.048 0.041 0.035
48 0.072 0.063 0.054 0.045 0.038 0.032
49 0.073 0.062 0.052 0.043 0.035 0.028
50 0.074 0.061 0.050 0.040 0.032 0.026

Tab. 4.5. Espérance a posteriori de la taille de la population de cerfs, E[N |n11].

n11 0 1 2 3 4 5

E(N |n11) 43.32 42.77 42.23 41.71 41.23 40.78
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Si, au lieu d’une erreur quadratique, nous utilisons le coût

L(N, δ) =

{
10(δ −N) si δ > N,

N − δ sinon,
(4.9)

afin d’éviter une surestimation du nombre de cerfs (ce qui aurait des consé-
quences plus dramatiques pour l’avenir de la harde qu’une sous-estimation),
l’estimateur de Bayes est le fractile (1/11) de π(N |n11), donné dans le Tableau
4.6 pour différentes valeurs de n11. Notons que, dans ce cas, les estimateurs
prennent nécessairement des valeurs entières. ‖

Tab. 4.6. Estimateur de la taille de la population de cerfs sous une perte
asymétrique (4.9).

n11 0 1 2 3 4 5

δπ(n11) 37 37 37 36 36 36

Une application bayésienne très intéressante de l’inférence du modèle de
capture-recapture est donnée par Mosteller et Wallace (1984). Elle concerne
l’authentification d’œuvres par la linguistique statistique lorsque l’origine de
certaines de ces œuvres est incertaine. Par exemple, Mosteller et Wallace
(1984) étudient les Federalist Papers, une collection d’articles écrits en 1787
afin de soutenir la nouvelle Constitution des États-Unis. Douze de ces articles
sont attribués soit à Hamilton, soit à Madison. À partir d’écrits authentifiés
de ces deux auteurs, Mosteller et Wallace (1984) calculent la fréquence des
trente mots les plus courants et, en utilisant l’approche du modèle de capture-
recapture, déduisent que les douze articles auraient été écrits par Madison.
Efron et Thisted (1976) ont aussi utilisé cette méthode dans l’étude du vo-
cabulaire de Shakespeare pour authentifier plus tard dans Thisted et Efron
(1987) un poème récemment découvert comme ayant été effectivement écrit
par Shakespeare.

4.4 Le cas particulier du modèle normal

4.4.1 Introduction

Lorsque Gauss introduisit la distribution normale aux alentours de 1810,
Laplace estima qu’il s’agissait en fait de la loi d’erreur idéale (voir l’Exemple
1.12). Par la suite, s’appuyant sur le Théorème Central Limit, les statisticiens
de la première moitié du XIXième siècle se référaient presque toujours à la
distribution normale (Stigler, 1986). Il y a, bien sûr, de nombreux phénomènes
pour lesquels un modèle normal n’est pas applicable, mais ce dernier reste
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considérablement utilisé, en particulier en économétrie et dans des domaines
où on peut justifier l’approximation du Théorème Central Limit (physique
particulaire, etc.). En réalité, l’approximation normale est souvent justifiée
par des raisons asymptotiques (voir aussi Cox et Reid, 1987). Il est donc
intéressant d’étudier en détail cette distribution particulière d’un point de
vue bayésien.

Pour l’observation d’une distribution normale multivariée, Np(θ,Σ), de
matrice de covariance connue Σ, la loi conjuguée est aussi normale, Np(μ,A),
et la loi a posteriori π(θ|x) est

Np

(
x−Σ(Σ +A)−1(x− μ), (A−1 +Σ−1)−1

)
.

Sous un coût quadratique, l’estimateur de Bayes est alors la moyenne a pos-
teriori

δπ(x) = x−Σ(Σ +A)−1(x− μ)

=
(
Σ−1 +A−1

)−1 (
Σ−1x+A−1μ

)
;

notons que δπ(x) peut s’écrire comme une combinaison convexe de l’observa-
tion, x, et de la moyenne a priori, μ, les poids étant proportionnels à l’inverse
de la matrice de covariance.

Plus l’information a priori sur θ est précise, plus proche de μ est l’esti-
mateur de Bayes. Notons aussi que l’information a priori (resp., l’observation
de x) apporte une réduction de la variance de Σ (respectivement, de A) à(
Σ−1 +A−1

)−1. Pour des observations répétées du modèle normal ci-dessus,
x1, ..., xn, la statistique exhaustive

x̄ =
1
n

n∑
i=1

xi ∼ Np

(
θ,

1
n
Σ

)

étend directement l’analyse précédente.
Une critique déjà évoquée dans le Chapitre 3 est que les lois a priori

conjuguées normales ne sont pas assez robustes et qu’il serait préférable d’uti-
liser une loi de Student pour π(θ). La loi de Cauchy, cas limite d’une loi de
Student, peut alors être utilisée en raison de ses queues plus lourdes, mais
elle empêche encore un calcul exact (voir l’Exemple 4.7), même si Angers
(1992) propose une solution analytique reposant sur des fonctions confluentes
hypergéométriques.

4.4.2 Estimation de la variance

Dans la plupart des cas, la variance du modèle est partiellement ou tota-
lement inconnue. Il est alors nécessaire de considérer des lois a priori pour le
paramètre (θ,Σ). Si la variance est connue à une constante multiplicative près,
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σ2, il est généralement possible de revenir à un cadre unidimensionnel, c’est-
à-dire lorsque x1, . . . , xn sont i.i.d. N (θ, σ2), pour des raisons d’exhaustivité.
(Le cas particulier où seul σ2 est inconnu est traité dans les Tableaux 3.4 et
4.4.) Si nous définissons les statistiques x̄ = 1

n

∑n
i=1 xi et s2 =

∑n
i=1(xi− x̄)2,

la vraisemblance peut s’écrire

�(θ, σ | x̄, s2) ∝ σ−n exp
[
− 1

2σ2

{
s2 + n (x̄− θ)2

}]

et l’estimateur de Bayes ne dépend que de x̄ et s2. Nous indiquons dans
l’Exemple 3.30 que la loi de Jeffreys pour ce modèle est π∗(θ, σ) = 1/σ2 et
mentionnons qu’il est préférable de considérer la loi alternative π̃(θ, σ) = 1/σ
pour des raisons d’invariance. Dans ce cas,

�(θ, σ | x̄, s2)π̃(θ, σ) ∝ σ−n−1 exp
[
− 1

2σ2

{
s2 + n (x̄− θ)2

}]
. (4.10)

Donc,

Proposition 4.20. Si x1, . . . , xn sont i.i.d. N (θ, σ2), la loi a posteriori de
(θ, σ) associée à π̃ est

θ|σ, x̄, s2 ∼ N

(
x̄,
σ2

n

)
,

σ2|x̄, s2 ∼ IG

(
n− 1

2
,
s2

2

)
. (4.11)

L’équation (4.11) définit vraiment la loi a posteriori de (θ, σ2), car elle
fournit la loi marginale de σ2 et la loi de θ conditionnellement à σ2. La
démonstration de cette proposition est une conséquence directe de (4.10),
puisque

π̃(θ, σ2|x̄, s2) ∝ σ−1e−n(x̄−θ)2/2σ2
σ−ne−s2/2σ2

σ−1,

et la loi gamma inverse IG(α, β) a pour densité

π(x|α, β) =
βα

Γ (α)xα+1
e−β/x

I(0,+∞)(x). (4.12)

Par conséquent, la loi a posteriori marginale de σ2 est du même type que
lorsque θ est connu. En revanche, la loi marginale a posteriori de θ diffère, car
il vient de (4.11) que

π̃(θ|x̄, s2) ∝ {s2 + n(x̄− θ)2}−n/2
,

c’est-à-dire

θ|x̄, s2 ∼ T1

(
n− 1, x̄,

s2

n(n− 1)

)
. (4.13)
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Pour la loi de Jeffreys, π∗, l’équivalent de (4.13) est une loi de Student à n
degrés de liberté, qui est toujours définie, tandis que (4.13) n’est définie que
pour n ≥ 2. (Notons que l’exclusion de n = 1 pourrait s’interpréter comme un
argument supplémentaire en faveur de π̃, car, dans un cadre non informatif,
il parâıt difficile de proposer une inférence sur le paramètre (θ, σ) tout entier
avec une seule observation.)

Les lois a posteriori conjuguées ont naturellement la même forme que
(4.11). Ces lois présentent cependant une curieuse particularité, à savoir que
θ et σ2 ne sont pas indépendants a priori. Par conséquent, la loi a priori de
la moyenne θ dépend de la précision associée à la mesure de la moyenne. Cer-
tains cadres d’application peuvent justifier cette dépendance34, mais ceci n’est
pas vrai pour tous les problèmes d’estimation et cette loi peut encore moins
être considérée comme une loi a priori représentative standard (voir Berger,
2000). Cependant, ces critiques subjectives ne se doublent pas de propriétés
particulièrement négatives des estimateurs résultants.

Soit alors
π(θ, σ2) = π1(θ|σ2)π2(σ2),

où π1 est une distribution normale N (μ, σ2/n0) et π2 est une loi gamma
inverse IG(ν/2, s20/2). La loi a posteriori satisfait

π(θ, σ2|x) ∝ σ−n−ν−3 exp
{
−1

2
[
s2 + s20 + n0(θ − μ)2 + n(x̄− θ)2] /σ2

}

= σ−n−ν−3 exp
{
−1

2
[
s21 + n1(θ − θ1)2

]
/σ2

}
,

où

n1 = n+ n0, θ1 =
1
n1

(n0θ0 + nx̄) ,

s21 = s2 + s20 +
(
n−1

0 + n−1
)−1

(θ0 − x̄)2 .

Ces lois sont en réalité conjuguées car

π
(
θ|x̄, s2, σ) ∝ 1

σ
exp

{
−n1(θ − θ1)2

2σ2

}
,

π
(
σ2|x̄, s2) ∝ σ−n−ν−2 exp

{−s21/2σ2
}
.

Comme dans le cas non informatif, la loi a posteriori marginale de θ est une
loi de Student. Notons que, sauf lorsque π est construit à partir d’observa-
tions précédentes (ou virtuelles), n0 n’est pas une taille d’échantillon ; n0/n
caractérise plutôt la précision de la détermination de la loi a priori, relati-
vement à la précision des observations. En général, n0 est plus petit que la

34Lorsque la loi a priori est construite à partir d’observations passées, il est logique
que la variance a priori de θ dépende de σ2 (conditionnellement).
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taille d’échantillon n. Notons aussi que, si n0/n tend vers 0, nous obtenons le
cas limite θ|x̄, σ2 ∼ N (x̄, σ2/n), correspondant à la loi a posteriori associée
à la loi a priori de Jeffreys. Voici donc un exemple supplémentaire du fait
que les lois non informatives se présentent souvent comme des limites de lois
conjuguées.

L’inférence statistique fondée sur la loi conjuguée ci-dessus nécessite une
détermination précise des hyperparamètres (θ0, s20, n0, ν), afin d’obtenir l’ex-
pression des estimateurs de Bayes. Si la détermination de θ0 et n0 est plutôt
classique, il est généralement plus difficile d’avoir une information a priori sur
σ2. Rappelons que, si σ2 ∼ IG(ν/2, s20/2), les deux premiers moments sont
donnés par (ν > 4)

E
π
[
σ2
]

=
s20
ν − 2

, varπ(σ2) =
2s40

(ν − 2)2(ν − 4)
.

Ces formules peuvent alors s’utiliser pour modéliser une information a priori
sous une forme conjuguée, c’est-à-dire pour déterminer s20 et ν.

Lorsque le paramètre (θ,Σ) est totalement inconnu, il reste possible de
construire des lois a priori conjuguées. Pour n observations x1, . . . , xn de
Np(θ,Σ), une statistique exhaustive est

x̄ =
1
n

n∑
i=1

xi, S =
n∑

i=1

(xi − x̄)(xi − x̄)t,

et

�(θ,Σ|x̄, S) ∝ |Σ|−n/2 exp−1
2
{
n(x̄− θ)tΣ−1(x̄− θ) + tr(Σ−1S

)}.
La forme de la fonction de vraisemblance suggère alors les lois conjuguées
suivantes :

θ|Σ ∼ Np

(
μ,
Σ

n0

)
,

Σ−1 ∼ Wp(α,W ), (4.14)

où Wp indique la loi de Wishart, définie dans l’Exercice 3.21. Les lois a pos-
teriori sont alors

θ|Σ, x̄, S ∼ Np

(
n0μ+ nx̄

n0 + n
,

Σ

n0 + n

)
,

Σ−1|x̄, S ∼ Wp (α+ n,W1(x̄, S)) ,

avec
W1(x̄, S)−1 = W−1 + S +

nn0

n+ n0
(x̄− μ)(x̄ − μ)t.

Notons que ce cas multidimensionnel est la généralisation du cas unidimen-
sionnel considéré au-dessus, car la loi de Wishart Wp est la généralisation
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en dimension p d’une loi du khi deux. Rappelons ici que les deux premiers
moments de Ξ = (ξij) ∼ Wp(α,W ) sont

E[Ξ] = αW, var(ξij) = 2αw2
ij ,

et que les hyperparamètres de la loi a priori de Σ peuvent se calculer à partir
de

E[Σ] =
W−1

α− p− 1
, var(σij) =

2(wij)2

(α− p− 3)(α− p− 1)2
,

pour Σ−1 ∼ Wp(α,W ) et W−1 = (wij) (Eaton, 1982, Anderson, 1984).
Dans ce cadre, la loi de Jeffreys est aussi un cas limite des lois conjuguées,

car Geisser et Cornfield (1963) ont montré qu’elle vaut

πJ(θ,Σ) =
1

|Σ|(p+1)/2
,

et donc qu’elle correspond à la limite de lois de Wishart Wp(α,W ) pour Σ−1

lorsque W−1 tend vers O et α vers 0. En effet, la densité de Σ lorsque Σ−1 ∼
Wp(α,W ) est

f(Σ|α,W ) ∝ |Σ|−(α+p+1)/2 exp
{
−1

2
tr(W−1Σ−1)

}

(Anderson, 1984).

4.4.3 Modèles linéaires et G-priors

Le modèle standard de régression,

y = Xβ + ε, (4.15)

avec ε ∼ Nk(0, Σ), β ∈ R
p, peut s’analyser de la même façon que dans la

partie précédente lorsque la matrice de covariance Σ est connue, si on travaille
conditionnellement à X . En effet, une statistique exhaustive est alors

β̂ = (XtΣ−1X)−1XtΣ−1y ,

estimateur du maximum de vraisemblance et des moindres carrés de β. Celui-
ci est distribué selon une loi Np(β, (XtΣ−1X)−1).

Lindley et Smith (1972) ont étudié des lois conjuguées du type

β ∼ Np(Aθ,C),

où θ ∈ R
q (q ≤ p). Dans ce modèle, la matrice de régression X est considérée

comme constante. En d’autres termes, l’inférence est faite conditionnellement
à X . (Habituellement, X est aussi partiellement aléatoire, mais ce condition-
nement est justifié par le principe de vraisemblance du moment que la loi de



204 4 Estimation bayésienne ponctuelle

X ne dépend pas des paramètres du modèle de régression.) Par conséquent,
A, C, ou θ peuvent dépendre de X (voir ci-dessous pour l’exemple des lois
a priori simplifiées de Zellner, 1971). Lorsque la nature stochastique de X
doit être considérée, l’approche habituelle est d’étudier un modèle à effets
aléatoires,

y = X1β1 +X1X2β2 + ε,

qui peut se décomposer en

y|θ1 ∼ Nk(X1θ1, Σ1),
θ1|θ2 ∼ Np(X2θ2, Σ2),

avec pour loi a priori
θ2|θ3 ∼ Nq(X3θ3, Σ3).

Smith (1973) analyse ce modèle et montre que

θ1|y, θ3 ∼ Np(θ∗1 , D1),

avec

θ∗1 = D1

[
D̂−1

1 θ̂1 + (Σ2 +X2Σ3X
t
2)

−1X2X3θ3

]
,

D−1
1 = D̂−1

1 + (Σ2 +X2Σ3X
t
2)

−1,

fonction des estimateurs des moindres carrés classiques

D̂−1
1 = Xt

2Σ
−1
1 X2, θ̂1 = D̂1X

t
2Σ

−1
1 y.

Par conséquent, l’estimateur de Bayes θ∗1 est une combinaison convexe de
l’estimateur des moindres carrés, θ̂1 et de la moyenne a priori, X2X3θ3.

Nous introduisons ci-dessous un exemple où une structure de variance
inconnue permet toujours un calcul analytique des estimateurs de Bayes. Ce-
pendant, si la variance Σ est totalement inconnue, il n’est pas possible de
construire des lois a priori conjuguées, comme l’avaient remarqué Lindley et
Smith (1972). Press (1989) propose une solution dans un cas particulier où
des observations indépendantes sont disponibles. Dans un cas général, la loi a
priori de Jeffreys est de nouveau (Geisser et Cornfield, 1963)

πJ(β,Σ) =
1

|Σ|(k+1)/2
.

La vraisemblance

�(β,Σ|y) ∝ |Σ|−n/2 exp

{
−1

2
tr

[
Σ−1

n∑
i=1

(yi −Xiβ)(yi −Xiβ)t

]}

suggère alors d’utiliser les lois de Wishart, mais les lois a posteriori marginales
sur β ne sont définies que pour des échantillons de taille suffisamment grande
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et, de plus, elles ne sont pas explicites, quelle que soit la taille de l’échantillon
(voir l’Exercice 4.45).

Dans le cas particulier où la variance du modèle (4.15) est connue à un
facteur multiplicatif σ2 près, il est possible de réécrire le modèle comme ε ∼
Nk(0, σ2Ik) et l’estimateur des moindres carrés β̂ a une distribution normale
Np(β, σ2(XtX)−1). Une famille de lois conjuguées pour (β, σ2) est alors

β|σ2 ∼ Np

(
μ,
σ2

n0
(XtX)−1

)
,

σ2 ∼ IG(ν/2, s20/2), (4.16)

car, si s2 = ||y −Xβ̂||2, les lois a posteriori sont

β|β̂, s2, σ2 ∼ Np

(
n0μ+ β̂

n0 + 1
,

σ2

n0 + 1
(XtX)−1

)
,

σ2|β̂, s2 ∼ IG

(
k − p+ ν

2
,
s2 + s20 + n0

n0+1 (μ− β̂)tXtX(μ− β̂)
2

)
.

En effet,

π(β, σ2|β̂, s2) ∝ (σ2)−k/2 exp
[
− 1

2σ2

{
(β − β̂)tXtX(β − β̂) + s2

}]

× exp
(
− n0

2σ2
(β − μ)tXtX(β − μ)

)
σ2)−ν/2−1 exp

(
− s20

2σ2

)

∝ (σ2)−p/2 exp

⎧⎨
⎩−n0 + 1

2σ2

(
β − n0μ+ β̂

n0 + 1

)t

XtX

(
β − n0μ+ β̂

n0 + 1

)⎫⎬
⎭

×σ−(k−p+ν+2) exp
[
− 1

2σ2

{
s20 + s2 +

n0

n0 + 1
(μ− β̂)tXtX(μ− β̂)

}]
.

Bien que (4.16) ne soit qu’un cas particulier de loi conjuguée, plusieurs cri-
tiques se sont élevées contre ce choix, développé par Zellner (1971, 1986b) sous
le nom de G-priors ou a priori simplifiés35. Ces critiques ne s’adressent pas
pour la plupart au problème de l’aspect réducteur d’un modèle conjugué,
un argument assez légitime déjà évoqué au Chapitre 3, mais plutôt à la
dépendance de la loi a priori à X . On peut soutenir que X est aussi une
variable aléatoire et par conséquent qu’un modèle a priori ne devrait pas
dépendre de X . En fait, les lois a priori alternatives

β|σ ∼Np(β0, σ
2A)

constituent aussi une famille conjuguée qui est moins critiquable lorsque A est
fixé. Cependant, nous considérons que le débat est plutôt vide de sens car :

35Le nom de G-priors provient de l’utilisation dans l’article originel du symbole
g comme facteur de σ2(XtX)−1 dans (4.16).
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(1) Le modèle de régression est entièrement conditionnel aux variables
explicatives. La loi a priori (4.16) peut se voir comme une loi a poste-
riori par rapport à ces variables (ou, pour élargir l’hypothèse habituelle
d’indépendance entre les variables explicatives et les erreurs, comme
l’hypothèse de l’indépendance bayésienne avec les paramètres). Cette
approche est alors justifiée par les points de vue conditionnel et bayésien,
le conditionnement étant alors établi en deux étapes.

(2) Un G-prior suggère une distribution constante pour la moyenne de
y, θ = Eθ[y|X ], plutôt que pour β. La loi a priori est alors déterminée
par rapport au sous-espace généré par les colonnes de X et non pas par
rapport à une base spéciale de ce sous-espace.

(3) Ce modèle est adéquat pour la prise en compte des problèmes de mul-
ticolinéarité, car il permet d’assigner une grande variance a priori aux
composantes affectées par la multicolinéarité (donc plus difficiles à es-
timer). (Voir Zellner, 1971, Casella, 1985a, ou Steward, 1987, pour des
références sur la multicolinéarité.)

(4) Des points de vue pratique et subjectif, la détermination a priori
d’une matrice A plutôt que d’un scalaire n0 nécessite une plus grande
quantité d’information a priori. Puisque le recours aux lois conjuguées
est caractéristique des cas où l’information a priori est rare et où la
détermination des hyperparamètres est assez difficile, l’utilisation de la
matrice de covariance σ2(XtX)−1/n0 évite une détermination probable-
ment irréaliste de A.

Notons de nouveau que ces attaques contre les G-priors mentionnent à peine
leur désavantage majeur, à savoir que leur choix n’est pas totalement fondé sur
l’information a priori. Pour des applications des G-priors dans des problèmes
de régression, voir Ghosh et Sen (1989) ou Blattberg et George (1991). Voir
Bauwens et al. (1999, Chapitre 4) pour des alternatives aux lois a priori
conjuguées pour les modèles linéaires, comme les lois a priori poly-t (voir la
Note 4.7.5 ci-dessous).

4.5 Modèles dynamiques

4.5.1 Introduction

Les modèles dynamiques (ou de séries temporelles) apparaissent comme
un modèle paramétrique où la distribution des variables observées x1, . . . , xT

varie dans le temps, c’est-à-dire

f(x1, . . . , xT |θ) =
T∏

t=1

ft(xt|x1:(t−1), θ) , (4.17)

où x1:(t−1) indique le vecteur des variables précédentes x1, . . . , xt−1, avec la
convention que x1:0 est soit vide, soit représente la valeur initiale x0 d’une suite
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d’observations (il est alors implicite dans le terme de gauche de (4.17)). Bien
que la représentation (4.17) semble être inutilement restrictive, l’inclusion de
composants non observés dans xt fournit une perspective assez large pour ce
modèle, comme cela sera expliqué dans le paragraphe sur les représentations
par espace d’état.

Ces modèles sont évidemment des cas spéciaux de modèles paramétriques
et, en tant que tels, peuvent donc être traités comme d’autres modèles pa-
ramétriques par les outils bayésiens, une fois la loi a priori choisie, suivant
les indications fournies dans les sections précédentes. Ils sont isolés dans cette
section pour plusieurs raisons : premièrement, il s’agit des modèles les plus
couramment utilisés dans des applications allant de la Finance et l’Économie
jusqu’aux expériences médicales et l’écologie. La plupart des modèles ren-
contrés dans la pratique présentent une dimension temporelle qui peut parfois
être dissimulée, mais qui le plus souvent doit être prise en compte. C’est claire-
ment le cas pour des données de pollution, comme les niveaux de concentration
d’ozone, ou les cours d’action, pour lesquelles la valeur au temps t dépend de
la valeur précédente et aussi des valeurs antérieures, par exemple à travers
leur tendance.

Exemple 4.21. (Suite de l’Exemple 4.6) Le modèle autorégressif AR(1)
est plus généralement défini par la loi de xt conditionnellement à x1:(t−1)

(1 ≤ t ≤ T ),
xt = μ+ �(xt−1 − μ) + εt , (4.18)

où εt est indépendant de x1:(t−1) et suit, par exemple, une loi N (0, σ2). La
distribution de xt sachant x1:(t−1) ne dépend que de xt−1, ce qui prouve que
(xt) est une châıne de Markov (Meyn et Tweedie, 1993).

La fonction de vraisemblance du modèle AR(1) est alors

σ−T exp

{
−1
2σ2

T∑
i=1

(xt − μ+ �(xt−1 − μ))2
}

et dépend donc de la condition initiale x0. Soit x0 est connu et le modèle
est alors conditionnel à x0, soit x0 a été intégré en prenant pour loi a priori
π(x0|θ) et x0 est alors un paramètre additionnel du modèle. Par exemple, si
x0 = 0, il est simple de voir que Eθ[xt] = 0 et que var(xt) = �2var(xt−1)+σ2,
donc, si �2 �= 1,

var(xt) =
1− �2t

1− �2
σ2 , (4.19)

ce qui implique que var(xt) converge vers σ2/(1 − �2) si �2 < 1 et tend vers
+∞ sinon. ‖

La seconde motivation pour étudier les modèles dynamiques est que
ceux-ci représentent un plus grand défi que les modèles statiques étudiés
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précédemment, de par les contraintes de stationnarité. Bien que nous ne puis-
sions pas présenter une introduction rigoureuse de la notion de stationnarité
pour les processus stochastiques (nous renvoyons les lecteurs à Meyn et Twee-
die, 1993, pour une présentation générale des processus de Markov et à Box
et Jenkins, 1976 ou Brockwell et Davis, 1998, pour le cas spécial des séries
temporelles), rappelons ici qu’un processus (xt) est stationnaire (ou stricte-
ment stationnaire) si la distribution de (xt+1, . . . , xt+d) est la même que la
distribution de (x1, . . . , xd) pour tout (t, d). Le problème de la stationnarité
peut s’illustrer dans le cadre de l’Exemple 4.6 : lorsque �2 ≥ 1, non seulement
la variance var(xt) tend vers l’infini avec t, mais de plus le comportement
limite de la châıne (xt) ne peut pas être caractérisé. Le processus (xt) n’a pas
de distribution limite, car la châıne de Markov n’admet pas de distribution
stationnaire, c’est-à-dire qu’il n’existe pas de densité f telle que, si xt ∼ f ,
xt+1 ∼ f (Exercice 4.51). Par exemple, si � = 1, (xt) est la marche aléatoire
dans R et, en moyenne, elle prend un temps infini pour revenir à l’ensemble
d’où elle est partie (Meyn et Tweedie, 1993).

Imposer la stationnarité d’un modèle est critiquable du fait que les données
elles-mêmes devraient indiquer si le modèle sous-jacent est stationnaire. Ce-
pendant, pour des raisons allant de l’asymptotique à la causalité, en passant
par l’identifiabilité (voir ci-dessous) et la pratique générale, il est courant
d’imposer cette condition, même si l’inférence bayésienne d’un processus non
stationnaire peut être conduite en principe (voir la Note 4.7.2). De telles
contraintes se traduisent dans la distribution a priori par une restriction sur
les valeurs de θ. Par exemple, pour le modèle AR(1) de l’Exemple 4.6, la
contrainte est |�| < 1. La difficulté pratique est que, pour des modèles plus
complexes, les contraintes de stationnarité peuvent devenir beaucoup plus exi-
geantes et sont même inconnues dans certains cas, comme dans les modèles à
seuil généraux (Tong, 1991).

Exemple 4.22. Le modèle AR(p) généralise le modèle AR(1) en augmentant
la dépendance sur les valeurs passées, c’est-à-dire (1 ≤ t ≤ T ),

xt − μ =
p∑

i=1

�i(xt−i − μ) + εt , εt ∼ N (0, σ2) . (4.20)

Le processus stochastique défini par (4.20) est alors stationnaire si et seule-
ment si les racines du polynôme

P(x) = 1−
p∑

i=1

�ix
i

sont toutes à l’extérieur du cercle unité dans le plan complexe (voir Brockwell
et Davis, 1998, Section 3.1). Bien que cette condition soit clairement définie,
elle est aussi implicite par rapport au vecteur (�1, . . . , �p) : pour vérifier qu’un
vecteur donné satisfait cette condition, il est nécessaire de trouver les racines
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du polynôme P et de s’assurer qu’elles sont toutes de module plus grand
que 1, ou de calculer les autocorrélations partielles (voir la Section 4.5.2) et
d’appliquer le lemme de Schur pour vérifier qu’elles sont toutes entre −1 et
1. ‖

Exemple 4.23. Un modèle AR(p) à sauts (traduction de switching AR) est
défini comme un modèle AR(p) dont les paramètres changent dans le temps
selon un processus de Markov caché (ou non observé) à espace d’état fini,
c’est-à-dire

xt =
p∑

i=1

�i(zt)xt−i + σ(zt)εt , εt ∼N (0, 1) , (4.21)

où (zt) est la châıne de Markov non observée,

P (zt = i|zt−1 = j, zt−2, . . .) = πj,i , i, j = 1, . . . ,K .

Ce modèle a été introduit par Hamilton (1989) comme une façon de représenter
des séries avec des dynamiques variant dans le temps, comme la série de la
Figure 4.2 qui est une transformation des cours de l’action IBM entre 1992
et 1997. Une difficulté avec le modèle (4.21) est qu’il n’existait pas de condi-
tion nécessaire et suffisante de stationnarité lorsque le nombre d’états K de la
châıne de Markov cachée (zt) est plus grand que 2, jusqu’aux développements
récents de Francq et Zaköıan (2001) et Yao et Attali (2000). ‖
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Fig. 4.2. Tracé du logarithme des cours de l’action IBM sur la période 1992-1997.

Nous développons dans les Sections 4.5.2-4.5.4 quelques caractéristiques
des modèles dynamiques standard, à savoir, les modèles AR, MA et ARMA,
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en nous concentrant sur les problèmes de représentation et de modélisation a
priori sous condition de stationnarité. Les Notes 4.7.3 et 4.7.4 présentent deux
autres modèles dynamiques souvent rencontrés dans la pratique. On pourra
consulter West et Harrison (1998) pour une approche générale du traitement
bayésien des séries temporelles et Bauwens et al. (1999) pour une monographie
économétrique sur ce sujet.

4.5.2 Le modèle AR

Comme présenté dans l’Exemple 4.22, le modèle AR(p) exprime la dis-
tribution de xt conditionnellement au passé x1:(t−1) comme une régression
linéaire normale sur les p variables les plus récentes, c’est-à-dire (t = 1, 2, . . .),

xt ∼ N

(
μ−

p∑
i=1

�i(xt−i − μ), σ2

)
, (4.22)

où le paramètre de position μ est introduit pour plus de généralité. Notons que
ce modèle est markovien, car la distribution de xt ne dépend que d’un nombre
fixe de valeurs passées, x(t−p):(t−1), et qu’il peut s’exprimer comme une châıne
de Markov régulière en considérant le vecteur zt = xt:(t−p+1), c’est-à-dire

zt = (xt, xt−1, . . . , xt−p+1) ,

car
zt = μ1 +B(zt−1 − μ1) + εt , (4.23)

où

1 = (1, . . . , 1)t , B =

⎛
⎜⎜⎜⎝
�1 �2 . . . �p

1 0 . . . 0
. . .

0 0 0

⎞
⎟⎟⎟⎠ et εt = (εt, 0, . . . , 0)t .

Puisque la vraisemblance conditionnelle aux valeurs négatives du temps
x0, . . . , x−p+1 peut s’écrire

L(μ, �1, . . . , �p, σ|x1:T , x0:(−p+1)) = (4.24)

σ−T
T∏

t=1

exp

⎧⎨
⎩−

(
xt − μ+

p∑
i=1

�i(xt−i − μ)

)2 /
2σ2

⎫⎬
⎭ ,

il est possible de trouver une loi a priori conjuguée naturelle pour le paramètre
θ = (μ, �1, . . . , �p, σ

2), c’est-à-dire une distribution normale sur (μ, �1, . . . , �p)
et une loi inverse gamma sur σ2. À la place de la loi a priori de Jeffreys, qui est
controversée dans ce cadre (voir la Note 4.7.2), nous pouvons aussi proposer
une loi a priori non informative plus courante comme π(μ, σ, �) = 1/σ.
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Si nous imposons la contrainte de stationnarité que toutes les racines de
P soient en dehors du cercle unité, l’espace des paramètres est trop complexe
pour des valeurs de p plus grandes que 3 pour proposer comme loi a priori
la loi conjuguée normale restreinte à cet espace : par exemple, simuler cette
loi est trop coûteux. Une solution, appelée récurrence de Durbin-Levinson
(voir Monahan, 1984), est de proposer une reparamétrisation des paramètres
�i en les autocorrélations partielles ψi (Exercice 4.54) qui satisfont, sous la
contrainte de stationnarité,

ψi ∈ (−1, 1) , i = 1, · · · , p ,
et permettent alors une loi a priori uniforme36. Le résultat suivant fournit une
connexion constructive entre (�1, . . . , �p) et (ψ1, . . . , ψp).

Lemme 4.24. Sous la stationnarité du modèle (4.22), les coefficients �i se
déduisent des coefficients ψi par l’algorithme suivant :

Algorithme 4.1. Récurrence de Durbin-Levinson
0. Définir ϕii = ψi et ϕij = ϕ(i−1)j−ψiϕ

(i−1)(i−j), pour i > 1 et j = 1, · · · , i−1.
1. Prendre �i = ϕpi pour i = 1, · · · , p.

Bien que les lois a priori et a posteriori de (�1, . . . , �p) résultantes ne soient
pas explicites, au sens où le calcul de la loi a priori (ou a posteriori) pour une
valeur donnée du paramètre est assez coûteuse en temps, cette représentation
peut s’exploiter en simulation, comme dans le Chapitre 6 (voir aussi Barnett
et al., 1996), à cause de la linéarité de la relation entre les �j et un ψi donné,
conditionnellement aux autres ψ�. Huerta et West (1999) proposent une ap-
proche différente reposant sur les racines réelles et complexes du polynôme
P, qui, inversées, sont aussi à l’intérieur de l’unité du cercle.

4.5.3 Le modèle MA

Un résultat fondamental en théorie des processus stochastiques est la
décomposition de Wold, qui énonce que la plupart des processus stationnaires
(xt) peuvent se représenter sous la forme (t = 1, 2, . . .)

xt = μ+
∞∑

i=0

ψiεt−i , (4.25)

où ψ0 = 1 et (εt) est un bruit blanc, c’est-à-dire une séquence de variables
aléatoires de moyenne nulle, de variance fixe et de covariance nulle ; voir Box
et Jenkins (1976) pour des détails théoriques.

36Les autocorrélations partielles, dites aussi coefficients de réflexion dans la
littérature de traitement du signal, peuvent s’utiliser pour tester la stationnarité,
car, selon le lemme de Schur, elles doivent toutes être entre −1 et 1 pour que la
châıne (xt) soit stationnaire.
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Exemple 4.25. (Suite de l’Exemple 4.6) Si xt = �xt−1 + εt, xt peut
s’écrire aussi

xt = εt + �εt−1 + �2εt−2 + . . .

si |�| < 1. ‖

Le modèle MA(q), MA signifiant moving average (moyenne mobile), est
un cas spécial de (4.25) lorsque les ψi sont égaux à 0 pour i > q, c’est-à-dire

xt = μ+ εt −
q∑

j=1

ϑjεt−j , εt ∼ N (0, σ2) (4.26)

En contraste avec le modèle AR(1), où la covariance entre les termes de la série
décroissent exponentiellement vers 0 mais sont toujours non nuls, le processus
MA(q) est tel que les autocovariances

γs = cov(xt, xt+s)

sont égales à 0 pour |s| > q. Selon la décomposition de Wold, le processus
MA(q) est stationnaire, quel que soit le vecteur (ϑ1, . . . , ϑq). Cependant, des
considérations d’inversibilité et d’identifiabilité (voir l’Exercice 4.59) mènent
à la condition que le polynôme

Q(x) = 1−
q∑

j=1

ϑjx
j

doit avoir toutes ses racines en dehors du cercle unité.

Exemple 4.26. Dans le cas particulier du modèle MA(1), xt = μ+εt−ϑ1εt−1

et var(xt) = (1 + ϑ2
1)σ

2, avec γ1 = ϑ1σ
2. Alors xt peut aussi s’écrire comme

xt = μ+ ε̃t−1 − 1
ϑ1
ε̃t, ε̃ ∼ N (0, ϑ2

1σ
2) ,

ce qui montre que les couples (ϑ1, σ) et (1/ϑ1, ϑ1σ) mènent à deux représenta-
tions alternatives du même modèle. Ceci justifie en quelque sorte la restriction
à |ϑ1| < 1. ‖

Contrairement au modèle AR(p), ce modèle n’est pas markovien per se
(même s’il peut se représenter comme un processus de Markov, en utilisant
la représentation à espace d’état introduite ci-dessous). Bien que le vecteur
entier x1:T soit une variable aléatoire normale de moyenne constante μ et de
matrice de covariance

Σ =

⎛
⎜⎜⎜⎝
σ2 γ1 γ2 . . . γq 0 . . . 0 0
γ1 σ

2 γ1 . . . γq−1 γq . . . 0 0
. . .

0 0 0 . . . 0 0 . . . γ1 σ
2

⎞
⎟⎟⎟⎠ ,
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avec (|s| ≤ q)

γs = σ2

q−|s|∑
i=0

ϑiϑi+|s| , (4.27)

et fournit donc une fonction de vraisemblance explicite, le calcul et évidemment
l’intégration (ou la maximisation) de cette vraisemblance pour une valeur
donnée du paramètre sont assez coûteux, car ils nécessitent d’inverser la ma-
trice n×n Σ. Une représentation plus pratique est d’utiliser la vraisemblance
de x1:T conditionnelle à (ε0, . . . , ε−q+1),

L(μ, ϑ1, . . . , ϑq, σ|x1:T , ε0, . . . , ε−q+1) = (4.28)

σ−T
T∏

t=1

exp

⎧⎪⎨
⎪⎩−

⎛
⎝xt − μ+

q∑
j=1

ϑj ε̂t−j

⎞
⎠

2 /
2σ2

⎫⎪⎬
⎪⎭ ,

où (t > 0)

ε̂t = xt − μ+
q∑

j=1

ϑj ε̂t−j (4.29)

et ε̂0 = ε0, . . ., ε̂1−q = ε1−q. Cette définition récursive de la vraisemblance
reste coûteuse, car elle implique T calculs de q termes. Néanmoins, même
si le problème des valeurs de conditionnement (ε0, . . . , ε−q+1) doit se traiter
séparément, par exemple à travers une mise en œuvre de méthodes de Monte
Carlo par châınes de Markov (MCMC) (voir le Chapitre 6), la complexité de
cette représentation est plus maniable que celle de la représentation donnée
ci-dessus.

Une autre approche intéressante est d’utiliser la représentation dite à es-
pace d’état, inspirée du filtre de Kalman, qui donne des formules linéaires
récursives pour la prédiction, le lissage et le filtrage. Brockwell et Davis (1998,
Chapitre 8) donnent une présentation générale de cette technique (voir aussi
Cappé et al., 2005), tandis que West et Harrison (1998) décrivent leur version
bayésienne, mais l’idée générale est de représenter une série temporelle (xt)
comme un système de deux équations,

xt = Gyyt + εt , (4.30)
yt+1 = Ftyt + ξt , (4.31)

où les vecteurs εt et ξt sont des vecteurs multivariés normaux de matrices
de covariance générales qui dépendent de t et E[εuξ

′
v] = 0 pour tout (u, v).

L’équation (4.30) est appelée équation d’observation et (4.31) est appelée
équation d’état. Cette représentation projette le processus d’intérêt (xt) dans
un espace plus grand, l’espace d’état, où le processus (yt) est markovien et
linéaire. Par exemple, (4.23) est une représentation à espace d’état du modèle
AR(p).
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Le modèle MA(q) peut s’écrire de cette façon en définissant yt = (εt−q,
. . . , εt−1, εt)′. L’équation d’état est alors

yt+1 =

⎛
⎜⎜⎜⎜⎝

0 1 0 . . . 0
0 0 1 . . . 0

. . .
0 0 0 . . . 1
0 0 0 . . . 0

⎞
⎟⎟⎟⎟⎠yt + εt+1

⎛
⎜⎜⎜⎜⎜⎝

0
0
...
0
1

⎞
⎟⎟⎟⎟⎟⎠ (4.32)

et l’équation d’observation est

xt = μ− (ϑq ϑq−1 . . . ϑ1 −1
)
yt .

Par conséquent, cette décomposition ne met pas en jeu un vecteur εt dans
l’équation d’observation, tandis que ξt est dégénéré dans l’équation d’état. Ce
phénomène de dégénérescence est assez commun dans les représentations à
espace d’état, mais ceci n’est pas un obstacle à l’utilisation conditionnelle du
modèle, comme dans les algorithmes MCMC du Chapitre 6. Notons aussi que
la représentation à espace d’état d’un modèle n’est pas unique.

Exemple 4.27. (Suite de l’Exemple 4.26) Pour le modèle MA(1), l’équa-
tion d’observation peut aussi être xt = (1 0)yt avec yt = (y1t y2t)′ associée à
l’équation d’état

yt+1 =
(

0 1
0 0

)
yt + εt+1

(
1
ϑ1

)
. ‖

Quelle que soit la représentation choisie pour le modèle MA(q), la condition
d’identifiabilité sur Q(x) impose que les ϑj varient dans un espace complexe,
qui ne peut pas être décrit directement pour des valeurs de q plus grandes que
3. La reparamétrisation décrite dans le Lemme 4.24 s’applique aussi formelle-
ment dans ce cas, mais avec une interprétation différente pour les ψi, qui sont
alors les autocorrélations partielles inverses (Jones, 1987). Une loi a priori
uniforme pour les ψi peut s’utiliser pour l’estimation des ϑi, ce qui implique
le recours à une méthode MCMC (voir Chapitre 6, Chib et Greenberg, 1994,
Barnett et al., 1996 et Billio et al., 1999).

4.5.4 Le modèle ARMA

Une extension simple du modèle précédent est le modèle ARMA(p, q), où
(t = 1, 2, . . .)

xt = μ−
p∑

i=1

�i(xt−i − μ) + εt −
q∑

j=1

ϑjεt−j , (4.33)
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où les εt’s sont i.i.d. N (0, σ2). Le but de tels modèles, relativement aux deux
modèles AR et MA, est de permettre une plus forte parcimonie, c’est-à-dire
d’utiliser des valeurs beaucoup plus petites de p et q que dans un modèle
uniquement AR ou uniquement MA (voir la Note 6.6.6 pour des détails sur
la notion de parcimonie).

Comme l’ont détaillé Box et Jenkins (1976), les conditions de station-
narité et d’identifiabilité correspondent de nouveau au fait que les racines
des polynômes P et Q sont en dehors du cercle unité, avec comme condi-
tion supplémentaire que les deux polynômes n’aient pas de racine commune.
(Mais ceci n’arrive presque sûrement pas sous une loi a priori continue pour
les paramètres.) La reparamétrisation du Lemme 4.24 peut par conséquent
s’appliquer à la fois aux ϑi et aux �j , nécessitant de nouveau un recours aux
techniques MCMC, en raison de la complexité de la loi a posteriori.

Naturellement, des représentations à espace d’état existent également pour
les modèles ARMA(p, q), une possibilité étant (Brockwell et Davis, 1998,
Exemple 8.3.2)

xt = μ− (ϑr−1 ϑr−2 . . . ϑ1 −1
)
yt

pour l’équation d’observation et

yt+1 =

⎛
⎜⎜⎜⎜⎝

0 1 0 . . . 0
0 0 1 . . . 0

. . .
0 0 0 . . . 1
�r �r−1 �r−2 . . . �1

⎞
⎟⎟⎟⎟⎠yt + εt+1

⎛
⎜⎜⎜⎜⎜⎝

0
0
...
0
1

⎞
⎟⎟⎟⎟⎟⎠ , (4.34)

pour l’équation d’état, avec r = max(p, q + 1) et la convention que �t = 0 si
t > p et ϑt = 0 si t > q. Comme pour les modèles MA(q), cette représentation
est pratique pour concevoir des algorithmes MCMC (voir le Chapitre 6) qui
simulent la loi a posteriori des paramètres du modèle ARMA(p, q).

4.6 Exercices

Section 4.1

4.1 (Smith, 1984) Soit x, une variable aléatoire de moyenne μ, fonction de
répartition F , et densité f . Les fonctions f et f ′ sont supposées bornées. Définir
une suite de variables aléatoires yn de fonction de répartition

Gn(y) =

„
1 − 1

n

«
F (y) +

1

n
Hn(y),

satisfaisant
(i) E

Hn [y] = n2 ; et
(ii) H ′

n = hn et h′n sont bornés.
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Montrer que Gn → F , G′
n = gn → f , et g′n → f ′, mais que |μ− E[yn]| → ∞.

4.2 Si ψ(θ|x) est une loi a posteriori associée à f(x|θ) et à la loi a priori π,
éventuellement impropre, montrer que

ψ(θ|x)
f(x|θ) = k(x)π(θ).

a. En déduire que, si f appartient à une famille exponentielle, la distribution a
posteriori appartient elle aussi à une famille exponentielle, quelle que soit π.

b. Montrer que si ψ appartient à une famille exponentielle, f y appartient aussi.

4.3 *(Berger et Wolpert, 1988) Dans le cas suivant, Stein (1962b) met en avant
certaines des limitations du principe de vraisemblance. Supposons qu’une valeur
θ > 0 puisse être évaluée soit par x ∼ N (θ, σ2) (avec σ2 connu), soit par

y ∼ f(y|θ) = cy−1 exp

(
−d

2

2

„
1 − θ

y

«2
)

I[0,bθ](y),

où b est très grand et d grand (disons 50).
a. Montrer que les deux estimateurs du maximum de vraisemblance de θ sont
δ1(x) = x et δ2(y) = y.

b. Considérer le cas particulier x = y = σd. Expliquer pourquoi l’inférence sur
θ devrait être la même dans les deux cas.

c. Expliquer pourquoi

[x− 1.96 σ, x+ 1.96 σ]

pourrait être proposé comme intervalle de confiance à 95% pour θ.
d. En déduire que

[y − (1.96)(y/d), y + (1.96)(y/d)]

peut être utilisé comme intervalle de confiance si y est observé.
e. Montrer que

P (y − (1.96)(y/d) < θ < y + (1.96)(y/d))

peut être rendu aussi petit que possible pour un choix idoine de b.
f. Conclure que l’intervalle de confiance ci-dessus n’est pas approprié pour de

grandes valeurs de x = y et de σ, et discuter de la pertinence des intervalles
de confiance eu égard au principe de vraisemblance.

g. Étudier le même problème avec la loi a priori π(θ) = 1/θ.

4.4 Montrer que, si p ∈ [0, 1], θ = p/(1− p) et si π(θ) = 1/θ, la loi a priori π(p) est
la distribution de Haldane.

4.5 Montrer que le phénomène opposé à celui de l’Exemple 4.2 peut avoir lieu, c’est-
à-dire qu’il peut être tel que l’information a priori est négligeable. (Indication :
Prendre π(θ) égal à C (μ, 1) et f(x|θ) ∝ exp−|x − θ|, et montrer alors que
l’estimateur MAP ne dépend pas de μ.)

4.6 Dans le cadre de l’Exemple 4.2, considérer π(θ) ∝ exp−a|θ| et montrer que,
pour a suffisamment petit, l’estimateur MAP n’est pas systématiquement égal
à 0.

4.7 Montrer que le paradoxe d’un estimateur MAP constant exhibé dans l’Exemple
4.2 disparâıt lorsque le nombre d’observations de la loi C (θ, 1) augmente.
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4.8 Un tableau de contingence est une matrice k × � telle que l’élément (i, j) est
nij , le nombre d’occurrences simultanées de la i-ième modalité d’une première
caractéristique et de la j-ième modalité d’une seconde caractéristique dans une
population de n individus (1 ≤ i ≤ k, 1 ≤ j ≤ �). La probabilité de cette
occurrence est notée pij .
a. Montrer que de telles lois appartiennent à une famille exponentielle.
b. Déterminer la loi des marges du tableau, c’est-à-dire de

ni· = ni1 + . . .+ ni� et n·j = n1j + . . .+ nkj .

En déduire la loi de (n1·, . . . , nk·) et de (n·1, . . . , n·�).
c. Donner les lois a priori conjuguées sur p = (pij) et la loi a priori de Jeffreys.
d. Dans le cas particulier où les deux variables sont indépendantes, les pa-

ramètres sont supposés satisfaire les relations pij = pi·p·j où (p1·, . . . , pk·)
et (p·1, . . . , p·�) sont deux vecteurs de probabilités. Relier ces vecteurs aux
lois obtenues en b. et construire les lois a priori conjuguées correspondantes.

e. Comparer les espérances a posteriori de pij pour les lois a priori conjuguées
des questions c. et d. [Note : Voir Santner et Duffy, 1989, pour une présentation
détaillée du traitement bayésien de ces modèles.]

4.9 Déterminer si les lois suivantes peuvent être des lois a posteriori :

(i) T1(k, μ(x), τ
2(x)) avec x ∼ N (θ, σ2) et σ2 connu ;

(ii) une distribution normale tronquée N (μ(x), τ 2(x)) avec x ∼ P(θ) ; et
(iii) Pa(α(x), μ(x)) avec x ∼ B(n, 1/θ).

4.10 *(Suite de l’Exercice 4.9) Pour une distribution d’échantillonnage f(x|θ)
et une distribution conditionnelle g(θ|x), donner une condition nécessaire et
suffisante pour que g(θ|x) soit une loi a posteriori associée à f(x|θ) et à une loi
a priori arbitraire π(θ).

4.11 Soit (xn)n une châıne de Markov à espace d’état fini {1, . . . , p} et de matrice
de transition P .

a. Si l’échantillon est x1, . . . , xn, exprimer la fonction de vraisemblance et cal-
culer les lois a priori conjuguées des composantes de P .

b. La châıne de Markov est désormais observée à des temps aléatoires t1 < · · · <
tn. Donner la fonction de vraisemblance �(P |xt1 , . . . , xtn), en supposant que
la distribution des ti ne dépend pas de P et déterminer si les lois a priori
ci-dessus permettent toujours des calculs analytiques.

c. Une variable aléatoire yt de distribution conditionnelle f(y|θxt) est observée
pour t = 1, . . . , n. On suppose que les yt sont indépendants, conditionnelle-
ment aux xt. Montrer que la distribution marginale des yt est un mélange des
distributions f(y|θk).

d. Si seulement les yt sont observés, le modèle est une châıne de Markov cachée.
Lorsque f(y|θ) appartient à une famille exponentielle, donner la fonction de
vraisemblance et les lois a priori conjuguées sur (P, θ1, . . . , θp).

e. Considérer le cas particulier p = 2 et f(y|θ) = θ exp(−θy)IR+(y) afin d’établir
si les lois a priori ci-dessus admettent une expression simple.

4.12 Soient x ∼ B(m, p) et p ∼ Be(1/2, 1/2).
a. Montrer que cette loi a priori est équivalente à la loi uniforme sur θ =

arcsin(
√
p). Comment justifier cette transformation ? [Note : Voir Feller, 1970,

pour plus de détails sur la loi de l’arcsinus.]
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b. Soit y ∼ B(n, q) une observation indépendante, avec q ∼ Be(1/2, 1/2). Utili-
ser l’approximation arcsin x ∼ N (θ, 1/4m) afin d’obtenir une loi a posteriori
approchée de arcsin(

√
p) − arcsin(

√
q).

c. En déduire une approximation de

π(| arcsin(
√
p) − arcsin(

√
q)| < 0.1|x, y).

4.13 La distribution logistique est définie par la densité

e−(x−θ)/(1 + e−(x−θ))2

sur R.
a. Montrer que la fonction ci-dessus est bien une densité de probabilité et cal-

culer l’estimateur du maximum de vraisemblance de θ.
b. Montrer que cette loi n’appartient pas à une famille exponentielle (i) direc-

tement ; et (ii) en utilisant l’Exercice 3.20. En déduire qu’il n’existe pas de loi
a priori conjuguée et proposer une loi a priori non informative.

c. Établir l’expression de l’estimateur du maximum de vraisemblance de θ pour
un échantillon x1, . . . , xn. Montrer par un exemple que la vraisemblance peut
avoir plusieurs modes.

d. Relier la régression logistique et la loi logistique en exhibant des variables
aléatoires logistiques latentes dans le modèle de régression logistique. Y a-t-il
une contradiction entre la question b. et le fait que le modèle de régression
logistique appartienne à une famille exponentielle, comme le montre l’Exemple
3.21 ?

4.14 Pour le modèle AR(1) de l’Exemple 4.6, montrer que la distribution a poste-
riori jointe π(�, σ2|x1:(T−1)) admet une expression explicite pour la loi a priori
conjuguée

� ∼ N (0, κσ2), σ2 ∼ I G (α, β) .

En déduire la densité prédictive π(xT |x1:(T−1)).

Section 4.2

4.15 (Smith, 1988) Une justification usuelle des coûts quadratiques est qu’ils four-
nissent une approximation du second ordre des coûts symétriques. Soit la fonc-
tion de coût

L(θ, δ) = 1 − e−(δ−θ)2/2

et π(θ|x) = (1/2){ϕ(θ; 8, 1) + ϕ(θ;−8, 1)}, un mélange de deux distributions
normales de moyennes respectives 8 et −8, et de variance 1.
a. Montrer que π(θ|x) peut en fait s’écrire comme une loi a posteriori.
b. Montrer que E

π[θ|x] est un maximum local du coût a posteriori.
c. Relier le coût L(θ, δ) aux coûts intrinsèques de la Section 2.5.4.

4.16 Soient x ∼ P(λ) et π(λ) = e−λ. Le but de l’exercice est de comparer les
estimateurs δc(x) = cx sous les coûts quadratiques L(λ, δ) = (δ − λ)2.
a. Calculer R(δc, λ) et montrer que δc n’est pas admissible pour c > 1.
b. Calculer r(π, δc) et en déduire le cπ optimal.
c. Montrer qu’il n’existe pas d’estimateur optimal δc au sens minimax.
d. Reprendre les questions précédentes pour la fonction de coût

L′(λ, θ) =

„
δ

λ
− 1

«2

.
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4.17 Montrer que l’estimateur de Bayes associé à un coût quadratique et une loi
a priori propre ne peut pas être sans biais. Est-ce que ce résultat s’étend aux
estimateurs de Bayes généralisés ? À d’autres coûts ?

4.18 Soient x ∼ B(n, p) et p ∼ Be(α, β).

a. Calculer les distributions a posteriori et marginale. En déduire l’estimateur
de Bayes sous le coût quadratique.

b. Si la loi a priori est π(p) = [p(1−p)]−1
I(0,1)(p), donner l’estimateur de Bayes

généralisé de p (lorsqu’il est défini).
c. Sous quelle condition sur (α, β), δπ est-il sans biais ? S’agit-il d’une contra-

diction avec l’Exercice 4.17 ?
d. Donner l’estimateur de Bayes de p sous le coût

L(p, δ) =
(δ − p)2
p(1 − p) .

4.19 En utilisant les estimateurs du Tableau 4.1, montrer que les estimateurs cor-
respondant à des lois a priori non informatives peuvent s’écrire comme des li-
mites d’estimateurs conjuguées. Est-ce que cette convergence s’étend à d’autres
quantités d’intérêt pour la même suite d’hyperparamètres conjugués ? Essayer
d’établir un résultat général.

4.20 Soient x ∼ N (θ, 1), θ ∼ N (0, 1) et L(θ, δ) = I{δ<θ}. Montrer qu’il n’existe
pas d’estimateur de Bayes dans ce cas.

4.21 Soit x ∼ P(θ), avec Θ = {θ1, θ2} et D = {d1, d2, d3}. La fonction de coût est
définie par la matrice

L =

„
0 20 10
50 0 20

«

(où Lij = L(θi, dj), i = 1, 2, j = 1, 2, 3). Montrer que les estimateurs de Bayes
sont de la forme

δπ(x) =

8><
>:
d1 si x < k − log2 3,

d2 si x > k − 1,

d3 sinon,

et définir k à partir de la loi a priori π.

4.22 (Ferguson, 1967) Soit x suivant la distribution négative binomiale renorma-
lisée,

f(x|θ) =

 
r + x− 1

x

!
θx(1 + θ)−(r+x), x = 0, 1, . . . , θ ∈ R

∗
+ .

Montrer que Eθ[x] = rθ (d’où θ = p/(1 − p)). La fonction de coût est l’erreur
quadratique pondérée

L(θ, δ) =
(θ − δ)2
θ(1 + θ)

.

a. Donner l’estimateur du maximum de vraisemblance de θ.
b. Montrer que δ0(x) = x/r admet une fonction de risque constante et est

l’estimateur de Bayes généralisé pour π(θ) = 1 si r > 1. Que se passe-t-il
lorsque r = 1?
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c. Montrer que

δα,β(x) =
α+ x− 1

β + r + 1

est un estimateur de Bayes pour

π(θ|α, β) ∝ θα−1(1 + θ)−(α+β)

et que cette loi est conjuguée pour f(x|θ).
d. En déduire que δ1(x) = x/(r + 1) est un estimateur minimax.

4.23 (Ferguson, 1967) Soient Θ = [0, 1] et L(θ, δ) = (θ−δ)2

1−θ
, pour la loi géométrique

f(x|θ) = θx(1 − θ) (x ∈ N).

a. Donner un développement en série entière de R(θ, δ) comme fonction de θ.
b. Montrer que l’unique estimateur non randomisé de risque constant est δ0 tel

que
δ0(0) = 1/2, δ0(x) = 1 si x ≥ 1.

c. Montrer que, si δπ est l’estimateur de Bayes associé à π, δπ(n) = μn−1/μn,
où μi est le i-ième moment de π.

d. Montrer que δ0 est minimax.

4.24 *(Casella et Strawderman, 1981) Soit x ∼ N (θ, 1) avec |θ| ≤ m (m < 1).
a. Montrer que δm(x) = m tanh(mx) est l’estimateur de Bayes associé à

πm(θ) =
1

2
I{−m,m}(θ).

b. Montrer que, pour le coût quadratique, r(πm, δm) = R(δm,±m) et en déduire
que δm est minimax. [Note : Il s’agit en fait de l’unique estimateur minimax
dans ce cas.]

c. Comparer à l’estimateur δU associé à la loi a priori uniforme

π(θ) =
1

2m
I[−m,m](θ),

en fonction de m. [Note : Gatsonis et al., 1987, donnent une étude détaillée
de la performance de δU en termes de minimaxité.]

4.25 (Casella et Berger, 2001) Soient x ∼ U{1,2,...,θ} et θ ∈ Θ = N
∗.

a. Si D = Θ, montrer que, sous le coût quadratique, E
π[θ|x] n’est pas forcément

l’estimateur de Bayes.
b. Si D = [1,+∞), montrer que E

π[θ|x] est l’estimateur de Bayes (lorsqu’il
existe).

c. Montrer que δ0(x) = x est admissible pour tout choix de D . (Indication :
Commencer par R(1, δ0).)

d. Montrer que δ0 est un estimateur de Bayes et qu’il existe d’autres estimateurs
de Bayes pour cette loi a priori, de fonctions de risque différentes.

4.26 Soient x1, x2 i.i.d. de distribution f(x|θ) = (1/2) exp(−|x − θ|) et π(θ) = 1.
Déterminer les estimateurs de Bayes associés aux coûts absolus et quadratiques.
Même question pour une observation additionnelle. [Note : Voir l’Exemple 1.12
pour une motivation historique.]
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Section 4.3.1

4.27 Chrystal (1891) écrit : “Personne ne dira que, si vous mettez simplement deux
boules blanches dans un sac contenant une boule de couleur inconnue, avec une
même chance qu’elle soit noire ou blanche, cette action accrôıt le rapport des
chances que la boule inconnue soit blanche de un contre un à trois contre un”,
comme un argument contre la règle de succession de Laplace. Considérez-vous
que cette critique est valable ? (Voir Zabell, 1989.)

4.28 (Jeffreys, 1961)
a. Montrer que

NX
i=1

 
i

x1

! 
N − i
x− x1

!
=

 
N + 1

x+ 1

!

(i) par des calculs algébriques ; et
(ii) en utilisant le calcul combinatoire.

b. Si l’échantillon contient x = x1 + x2 individus, montrer que la probabilité
que les y = y1 + y2 tirages suivants contiendront y1 individus de la première
population et y2 de la seconde, est

P (y1, y2|x1, x2) =
y!

y1! y2!

(x1 + 1) . . . (x1 + y1)(x2 + 1) . . . (x2 + y2)

(x+ 2) . . . (x+ y + 1)
.

c. Pour x = x1, en déduire que la probabilité que les y tirages suivants sont du
même type est

x+ 1

x+ y + 1
.

4.29 Généraliser la règle de succession de Laplace au modèle multinomial.

Certains problèmes similaires à la règle de succession de Laplace ont été
considérés par Lewis Carroll dans son livre Pillow Problems. Seneta (1993)
donne un commentaire détaillé sur ces problèmes, dont deux sont donnés ci-
dessous.

4.30 Soient deux sacs, H et K, contenant deux boules chacun. Chaque boule est
soit blanche, soit noire. Une boule blanche est ajoutée au sac H et une boule est
choisie au hasard dans le sac H et transférée dans le sac K, sans qu’on regarde
sa couleur.
a. Quelle est la probabilité de tirer une boule blanche du sac K ?
b. Une boule blanche est ensuite ajoutée au sac K et on transfère de nouveau

du sac K au sac H une boule prise au hasard sans la regarder. Quelle est
désormais la probabilité de tirer une boule blanche du sac H ?

4.31 “Pour une infinité de baguettes cassées, établir la probabilité qu’une d’entre
elles au moins soit cassée au milieu.” Bien que cette question soit mal formulée,
puisque le milieu est de mesure zéro, une solution discrète est proposée ici.
a. Supposons que chaque baguette a 2m + 1 points de rupture et qu’il y a

exactement 2m + 1 baguettes. Donner la probabilité qu’aucune baguette ne
casse au milieu et calculer la valeur limite de cette probabilité lorsque m tend
vers l’infini.

b. Étudier la dépendance de cette limite à l’hypothèse que le nombre m de
points de rupture est égal au nombre de baguettes.
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Section 4.3.2

4.32 Dans le cadre de l’Exemple 4.17, développer un modèle bayésien pour la dis-
tribution de (t2 − t1). Étendre au problème suivant : Étant donné qu’un feu
est au rouge depuis une minute, quelle est la probabilité qu’il passe au vert la
minute suivante ?

4.33 Montrer que, pour le problème du tramway, l’estimateur du maximum de
vraisemblance N̂ = T est admissible pour toute fonction de coût de la forme
L(|N̂ − N |), avec L fonction strictement croissante. (Indication : Considérer
d’abord le cas N = 1.)

Section 4.3.3

4.34 Pendant le lancement d’un nouveau journal étudiant, n1 = 220 et n2 = 570
personnes ont acheté les numéros tests −1 et 0. Le nombre de personnes qui ont
acheté les deux numéros est n11 = 180. Donner un estimateur de Bayes de N ,
le nombre total de lecteurs, en supposant qu’un modèle de capture-recapture
s’applique et que π(N) est P(1000).

4.35 (Castledine, 1981) Pour le modèle de Wolter introduit en Section 4.3.3, c’est-à-
dire lorsque n1 et n2 sont des variables aléatoires, le modèle temporel considère le
cas où tous les individus ont la même probabilité de capture pour une expérience
donnée, mais où cette probabilité varie entre la première et la seconde capture.
Ces deux probabilités sont notées p1 et p2 .
a. Donner la vraisemblance et l’estimateur du maximum de vraisemblance as-

sociés à ce modèle lorsque p1 et p2 sont connus.
b. Montrer que la loi a posteriori de N sachant p1 et p2 ne dépend que de
n+ = n1 + n2 − n11 et μ = 1 − (1 − p1)(1 − p2). Lorsque la loi a priori de N
est π(N) = 1, montrer que π(N |n+, μ) est la loi N eg(n+, μ).

c. Donner la distribution marginale a posteriori de N lorsque p1 ∼ B(α, β) et
p2 ∼ B(α, β).

d. Montrer que, si α = 0, β = 1, nous retrouvons le modèle de Darroch comme
distribution marginale de N . Cette décomposition facilite-t-elle le calcul de
l’estimateur de Bayes ?

Section 4.4.1

4.36 *(Robert, 1990) La fonction de Bessel modifiée Iν (ν ≥ 0) est une solution de
l’équation différentielle z2f ′′ + zf ′ − (z2 + ν2)f(z) = 0 et peut être représentée
par un développement en séries limitées

Iν(z) =
“z

2

”ν
∞X

k=0

(z/2)2k

k! Γ (ν + k + 1)
.

a. Montrer que les séries ci-dessus convergent dans R quel que soit ν ≥ 0.
b. En développant Z π

0

ez cos(θ) sin2ν(θ) dθ

en série entière, montrer que Iν peut s’écrire

Iν(z) =
(z/2)ν

π1/2Γ (ν + 1
2
)

Z π

0

ez cos(θ) sin2ν(θ) dθ. (4.35)
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c. Établir les formules de récurrence suivantes :(
Iν+1(z) = Iν−1(z) − (2ν/z)Iν(z),

I ′ν(z) = Iν−1(z) − (ν/z)Iν(z).

d. Établir à partir de la représentation (4.35) et par une intégration par parties
que, pour z > 0,

Iν+1(z) ≤ Iν(z).

e. Déduire du développement en série entière de Iν que t−νIν(t) crôıt en t. Si
on définit rν comme

rν(t) =
Iν+1(t)

Iν(t)
,

montrer que rν est une fonction croissante et concave, et que rν(t)/t décrôıt.
f. Montrer que

lim
t→0

rν(t) = 1, lim
t→∞

rν(t)

t
=

1

2(ν + 1)
,

et que

r′ν(t) = 1 − 2ν + 1

t
rν(t) − r2ν(t).

g. Montrer que la densité d’une loi du khi deux décentré de paramètre de
décentrage λ et à ν degrés de liberté peut s’exprimer comme une fonction
de Bessel modifiée, soit,

pλ,ν(x) =
1

2

“x
λ

” ν−2
4
I ν−2

2
(
√
λx)e−

x+λ
2 .

4.37 *(Bock et Robert, 1985) Sur R
p, la sphère de rayon c est définie par

Sc =
˘
z ∈ R

p; ||z||2 = c
¯
.

a. Si x ∼ Np(θ, Ip), avec p ≥ 3, et si θ a pour loi a priori πc, la loi uniforme sur
Sc, montrer que la densité marginale de x est proportionnelle à

mc(x) = e−||x||2/2e−c2/2
I p−2

2
(||x||c)

(c||x||) p−2
2

.

b. Montrer que le coefficient de proportionnalité est indépendant de c et rap-
peler pourquoi il n’apparâıt pas dans la loi a posteriori.

c. Déduire de la question a. l’espérance a posteriori δc par une dérivation. (In-
dication : Voir le Lemme 4.8.)

d. Montrer que, si c ≥ √
p, δc est un estimateur à rétrécisseur en dehors de la

boule {x; ||x|| ≤ �} et à “agrandisseur” à l’intérieur. Déterminer la valeur
seuil �.

e. Montrer que δc ne peut pas être minimax. Cet estimateur est-il admissible ?
f. Expliquer pourquoi δc n’est jamais à l’intérieur de Sc alors que πc se concentre

sur Sc. Est-ce que δc est le “vrai” estimateur de Bayes ?
g. En utilisant les relations de récurrence de l’Exercice 4.36, montrer que

δc(x) =

„
1 − p− 2

||x||2
«
x+ hc(||x||2)x,

où hc(t) > 0 lorsque t ≤ max(c2, p − 2). Proposer un estimateur plus
intéressant.
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4.38 Soit x1, . . . , x10 i.i.d. N (θ, θ2), avec θ > 0, représentant dix observations de
la vitesse d’une étoile. Justifier le choix π(θ) = 1/θ et déterminer l’estimateur
de Bayes généralisé associé à un coût invariant

L(θ, δ) =

„
δ

θ
− 1

«2

.

(Indication : Utiliser l’Exercice 3.33.)

4.39 *(Lindley, 1965) Soit x1, . . . , xn un échantillon de N (θ, σ2), avec σ2 connu.
La densité a priori π(θ) est telle qu’il existe ε,M et c tels que c(1− ε) ≤ π(θ) ≤
c(1 + ε) pour θ ∈ I = [x̄− 1.96 σ/

√
n, x̄+ 1.96 σ/

√
n] et π(θ) ≤Mc sinon.

a. Montrer que ces contraintes sont compatibles, c’est-à-dire qu’une telle loi a
priori existe.

b. Montrer que

(1 − ε)[0.95(1 + ε) + 0.05M ]−1 e
−(x−θ)2n/2σ2p

2πσ2/n
≤ π(θ|x)

≤ (1 + ε)[(1 − ε)0.95]−1 e
−(x−θ)2n/2σ2p

2πσ2/n

si θ ∈ I et

π(θ|x) ≤ M

0.95(1 − ε)
e−1.962/2p

2πσ2/n

sinon.
c. Discuter de l’intérêt de ces approximations pour θ ∈ I et θ �∈ I . Pouvez-vous

obtenir une région de confiance conservatrice ?

4.40 Soient une variable aléatoire normale, x ∼ N (θ, 1) et une transformation
bijective η = sinh(θ).

a. Lorsque π(η) = 1, montrer que la distribution a posteriori résultante sur θ
est

π(θ|x) ∝ exN (x+ 1, 1) + e−xN (x− 1, 1).

b. Comparer le comportement de cette loi a posteriori avec celui de la loi a
posteriori de Jeffreys N (x, 1) en calculant les variance, quantiles et modes a
posteriori. En particulier, déterminer les valeurs de x pour lesquelles la loi a
posteriori est bimodale et celles pour lesquelles il y a deux maxima globaux.

c. Considérer le comportement de π(θ|x) pour de grandes valeurs de x et
conclure que la loi a priori π(η) = 1 n’est pas un choix raisonnable.

Section 4.4.2

4.41 (Jeffreys, 1961) Soient x1, . . . , xn1 i.i.d. de loi N (θ, σ2) et x̄1, s
2
1 les statis-

tiques associées. Pour un second échantillon d’observations de même taille, don-
ner la distribution prédictive de (x̄2, s

2
2) sous la loi non informative π(θ, σ) = 1

σ
.

Si s22 = s21/y et y = ez, en déduire que z suit la loi de Fischer.

4.42 Montrer que, si x ∼ G (α, β), 1/x ∼ J G (α, β) comme défini dans (4.12).

4.43 *(Ghosh et Yang, 1996) Comme dans l’Exercice 3.47, considérer x11, . . . , x1n1

et x21, . . . , x2n2 , deux échantillons indépendants avec xij ∼ N (μi, σ
2).
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a. Montrer que la matrice d’information de Fisher est

I(μ1, μ2, σ) = σ−2

0
@n1 0 0

0 n2 0
0 0 2(n1 + n2)

1
A .

b. La loi a priori cöıncidente de Welch et Peers (1963) (voir la Section 3.5.5)
pour la quantité d’intérêt θ = (μ1 − μ2)/σ est solution de l’équation
différentielle

∂

∂μ1
(η1π) +

∂

∂μ2
(η2π) +

∂

∂σ
(η3π) = 0 , (4.36)

où
(η1, η2, η3) = I−1∇θ/(∇θtI−1∇θ)1/2 .

Montrer qu’une classe de solutions à (4.36) est de la forme»
n−1

1 + n−1
2 +

1

2
(μ1 − μ2)

2/{(n1 + n2)σ
2}
–1/2

g(μ1, μ2, σ) (4.37)

où
g(μ1, μ2, σ) ∝ ˆd1(μ1 − μ2)

2 + d2(n1μ
2
1 + n2μ

2
2) + d3σ

2˜c ,
c est une constante arbitraire et (d1, d2, d3) satisfont

d1(n
−1
1 + n−1

2 ) + d2 =
1

2
d3(n1 + n2)

−1 .

c. En déduire que la loi a priori cöıncidente pour (θ, μ2, σ) est

π(θ, μ2, σ) ∝ σ2c+1

»
n−1

1 + n−1
2 +

1

2
θ2(n1 + n2)

−1

–c+1/2

.

d. Montrer que

π(θ|x̄1, x̄2, s) ∝
»
n−1

1 + n−1
2 +

1

2
θ2(n1 + n2)

−1

–c+1/2

×
Z ∞

0

vn1+n2−2c−4 exp

j−1

2

„
v2 +

n1n2

n1 + n2
(vz − θ)2

«ff
dv

où z = (x̄1 − x̄2)/s.

e. Montrer que la distribution de z ne dépend que de θ.

f. Montrer que le choix unique de c qui évite le paradoxe de marginalisation
des Exercices 3.45-3.51 est c = −1.

Section 4.4.3

4.44 a. Si x ∼ Np(θ,Σ), montrer que, pour toute loi a priori π,

δπ(x) = x+Σ∇ logmπ(x).

b. (Bock, 1988) Les pseudo-estimateurs de Bayes sont définis comme les esti-
mateurs de la forme

δ(x) = x+ ∇ logm(x)

où x ∼ Np(θ, Ip). Montrer que l’estimateur de James-Stein tronqué donné
dans l’Exemple 4.9 est un pseudo-estimateur de Bayes (c’est-à-dire donner la
valeur correspondante de m). Peut-il s’agir d’un estimateur de Bayes ?
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4.45 *Pour un modèle normal Nk(Xβ,Σ) où la matrice de covariance Σ est
complètement inconnue, donner la loi a priori non informative de Jeffreys.

a. Montrer que la loi a posteriori de Σ, conditionnelle à β, est une distribution
de Wishart et en déduire qu’il n’existe pas de loi marginale a posteriori propre
sur β lorsque le nombre d’observations est inférieur à k.

b. Expliquer alors pourquoi il n’est pas possible de construire une loi conjuguée.
Considérer le cas particulier où Σ suit une loi de Wishart.

c. Quelle est la raison fondamentale pour laquelle ce qui était possible dans la
Section 4.4.2 ne l’est plus pour ce modèle ?

4.46 *Soit le problème de la prédiction pour un modèle de régression linéaire, avec
y = Xβ + ε observé, β ∈ R

k, ε ∼ Np(0, Σ). On cherche à prédire z = Tβ + ε′,
avec T connu et ε′ ∼ Np(0, Σ) indépendant de ε.

a. Si δ est le prédicteur considéré et si l’erreur de prédiction est évaluée par la
fonction de coût L(z, δ) = ||z − δ||2, montrer que l’erreur moyenne est

E
z,x[L(z, δ(x))] = tr(Σ) + E

x[||δ(x) − Tβ||2].

b. Montrer que ce problème est équivalent à celui de l’estimation de β sous le
coût quadratique associé à Q = T tT . (Indication : Montrer auparavant que
δ(x) est forcément de la forme Tγ(x), avec γ(x) ∈ R

k, ou qu’il est dominé
par un tel estimateur.)

c. Déduire du fait que Q est dégénérée et admet une seule valeur propre non
nulle qu’un effet Stein ne peut pas avoir lieu dans un tel cas.

d. Considérer maintenant que T est une matrice aléatoire, de moyenne 0 et telle
que E[T tT ] = M . Montrer que, lorsque δ(x) = Tγ(x), le risque fréquentiste
est

E
z,x,T [L(z, δ(x))] = tr(Σ) + E

x[(γ(x) − β)tM(γ(x) − β)] ,

et donc qu’un effet Stein est possible lorsque M a trois valeurs propres non
nulles ou plus. [Note : Ce phénomène est relié aux paradoxes de statistiques
libres développés par Brown, 1986a ; voir aussi Foster et George, 1998.]

e. Soit β ∼ Nk(0, σ2Ik). Calculer le prédicteur de Bayes de z lorsque T est fixé
et lorsque T est aléatoire. Conclure.

4.47 Les modèles tobit sont utilisés en Économétrie (voir Gouriéroux et Monfort,
1996) pour représenter des phénomènes tronqués. Soit y|x ∼ N (βtx, σ2), qui
n’est observé que s’il est strictement positif, x étant une variable explicative
dans R

p.

a. Montrer que les modèles tobit sont des mélanges de modèles probit (pour
y < 0) et de modèles de régression standard (pour y ≥ 0).

b. Donner la fonction de vraisemblance �(β, σ2|y1, . . . , yn) associée à l’échantillon
y1, . . . , yn, x1, . . . , xn et calculer une statistique exhaustive pour ce modèle.

c. Conditionnellement à (x1, . . . , xn), montrer que ce modèle appartient à une
famille exponentielle et proposer une loi a priori conjuguée pour (β, σ). Est-ce
que cette loi permet des calculs analytiques ?

4.48 *Le modèle de régression inverse (ou calibration) est donné par

y ∼ Np(β, σ2Ip), z ∼ Np(λ0β, σ
2Ip), s2 ∼ σ2χ2

q ,

avec β ∈ R
p, λ0 ∈ R.
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a. Donner l’estimateur du maximum de vraisemblance de λ et montrer que son
risque quadratique peut être infini.

b. Calculer la loi a priori de Jeffreys pour (β, σ2, λ0) et montrer que l’espérance
a posteriori correspondante de λ0 est l’estimateur de régression inverse,
δI(y, z, s) = ytz/(s+ ||y||2).

c. En recourant à la technique des lois a priori de référence introduite dans
la Section 3.5, proposer une loi a priori alternative π({λ0, (β, σ

2)}) lorsque
(β, σ2) est considérée comme un paramètre de nuisance. Calculer l’espérance
a posteriori correspondante de λ0, δ

R(y, z, s).
d. Montrer que, lorsque q tend vers l’infini, δI converge presque sûrement vers

0, mais que δR ne souffre pas de cette incohérence. [Note : Voir Osborne,
1991, pour une revue des modèles de calibration, et Kubokawa et Robert,
1994, pour des considérations décisionnelles sur ces estimateurs.]

Section 4.5.1

4.49 Pour le modèle AR(1) donné par (4.18), donner la matrice de covariance de
(x1, . . . , xT ).

4.50 (Suite de l’Exercice 4.49)
a. Montrer que la variance de xt est donnée par (4.19).
b. Que se passe-t-il dans le cas où � = 1, où (4.19) n’a pas de sens ?
c. Étendre au cas où x0 est une valeur arbitraire.

4.51 ∗(Suite de l’Exercice 4.50) On souhaite établir qu’il n’existe pas de loi
stationnaire pour le modèle AR(1) lorsque |�| ≥ 1, c’est-à-dire pas de densité f
telle que, si xt ∼ f , alors xt+1 ∼ f .
a. Montrer que, lorsque |�| < 1, la loi stationnaire est la distribution normale

N (0, σ2/(1 − �2)).
b. Dans le cas où |�| = 1, montrer que la mesure de Lebesgue est la mesure

stationnaire de la châıne (xt), c’est-à-dire pour tout ensemble mesurable A,Z
A

dx =

Z
A

Z
f(y|x)dxdy ,

où f(y|x) est la loi conditionnelle de xt sachant xt−1, soit N (xt−1, σ
2) dans

ce cas. Déduire de l’unicité de la mesure stationnaire la non-existence d’une
loi de probabilité stationnaire.

c. Étendre au cas |�| ≥ 1, en écrivant xt comme

xt =

t−1X
i=0

�iεt−i + �tx0

et en déduisant que xt est infini presque sûrement lorsque t tend vers l’in-
fini. (Indication : Pour x0 = 0, remplacer la décomposition ci-dessus avec la
décomposition correspondante conditionnellement à x1.)

Section 4.5.2

4.52 (Bernardo et Smith, 1994) Montrer que, pour un vecteur bidimensionnel,

(x1 x2)
t ∼ N2

„
(μ1 μ2)

t,

»
σ2

1 �σ1σ2

�σ1σ2 σ2
2

–«
,

la loi a priori de Jeffreys est π(θ) ∝ (1 − �2)−1/σ1σ2.
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4.53 (Bauwens et al., 1999) Pour le modèle AR(1) donné par (4.18),
a. Montrer que μ est un paramètre de position et, donc, qu’il n’apparâıt pas

dans la loi a priori de Jeffreys.
b. Montrer que

E

»
∂2 logL(θ|x1:T )

∂σ2

–
=

−T
2σ4

, E

»
∂2 logL(θ|x1:T )

∂�2

–
=

−1

σ2
E

"
T−1X
t=0

x2
t

#
.

c. En utilisant la loi stationnaire des yt, déduire de E[y2
t ] = σ2/(1− �2) la loi a

priori de Jeffreys πJ
1 (σ2, �) = 1/σ2

p
1 − �2.

4.54 *(Brockwell et Davis, 1998) L’algorithme de Durbin-Levinson calcule les au-
tocorrélations partielles comme suit : soit φn1, . . . , φnn défini récursivement à
partir des autocovariances γ(s) par

φnn =

 
γ(n) −

n−1X
j=1

φ(n−1)jγ(nj)

!
v−1

n−1

et 0
B@

φn1

...
φn(n−1)

1
CA =

0
B@

φ(n−1)1

...
φ(n−1)(n−1)

1
CA− φnn

0
B@
φ(n−1)(n−1)

...
φ(n−1)1

1
CA ,

où vn = vn−1(1 − φnn)2, φ11 = γ(1)/γ(0) et v0 = γ(0).

a. Montrer que, si ψn = φnn, l’inverse de l’algorithme de Durbin-Levinson
s’obtient à partir du Lemme 4.24.

b. Montrer que les autocorrélations partielles ψn d’un processus MA(q) sont
nulles pour n > q.

c. Montrer que les autocorrélations partielles ψn d’un processus AR(1) sont
données par ψn = (−1)n+1ϑn

1 /(1 + ϑ2
1 + . . .+ ϑ2n

1 ).

4.55 (Bauwens et al., 1999) Pour le modèle AR(1) représenté dans (4.18),
a. En utilisant la décomposition de Wold (4.25) obtenue dans l’Exemple 4.25,

montrer que

E
ˆ
x2

t

˜
= E

2
4 �tx0 +

t−1X
i=0

�iεt−i

!2
3
5 =

1 − �2t

1 − �2 σ
2

avec x0 = 0.
b. En déduire la loi a priori de Jeffreys πJ

2 .

Section 4.5.3

4.56 *Donner la décomposition de Wold pour le modèle stationnaire AR(p). (Indi-
cation : Utiliser la représentation par polynôme retard du modèle AR(p), soit,
P(B)xt = εt, où Bdxt = xt−d.)

4.57 Montrer que les autocorrélations γs du modèle MA(q) sont données par (4.27).

4.58 Établir la représentation (4.32). Généraliser la représentation de l’Exemple
4.27 au modèle général MA(q).
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Section 4.5.4

4.59 *Un modèle ARMA(p, q)

xt − μ =

pX
i=1

�i(xt−i − μ) +

qX
j=1

ϑjεt−j + εt ,

est inversible (Brockwell et Davis, 1998, Section 3.1) s’il existe une suite (!j)j

telle que X
i

|!j | <∞ et εt =
∞X

j=0

!jxt−j .

Montrer que l’inversibilité est équivalente à la condition que Q(x) ait ses racines
hors du cercle unité. (Indication : Utiliser la représentation polynôme retard du
modèle ARMA(p, q), c’est-à-dire P(B)xt = Q(B)εt, avec Bdxt = xt−d.)

4.60 *Un modèle ARMA(p, q) est dit causal (Brockwell et Davis, 1998, Section 3.1)
s’il existe une suite (ϕj)j telle que

X
i

|ϕj | <∞ et xt =

∞X
j=0

ϕjεt−j .

Montrer que la causalité est équivalente à la condition que P(x) ait ses racines
hors du cercle unité. (Indication : Utiliser la représentation polynôme retard de
l’Exercice 4.59.)

4.61 Montrer que la représentation (4.34) est vérifiée. Proposer une représentation
alternative.

4.62 Proposer une représentation à espace d’états similaire à (4.34) pour le modèle
ARIMA

zt − μ =

pX
i=1

�i(zt−i − μ) +

qX
j=1

ϑjεt−j + εt , (4.38)

où zt est la série différenciée, zt = xt − xt−d, d ∈ N
∗. [Note : Comme Brockwell

et Davis, 1998, Section 6.5 le détaille, le modèle général ARIMA(p, d, q) est
donné par un modèle ARMA(p, q) sur les séries différenciées xt −Ψ1xt−d − . . .−
ΨPxt−Pd.]

Note 4.7.1

4.63 (Deely et Gupta, 1968) Soient x1 ∼ N (θ1, σ
2
1), . . . , xk ∼ N (θk, σ

2
k) où la

quantité d’intérêt est θ[k], la plus grande des moyennes θ1, . . . , θk. La fonction
de coût est L(θ, ϕ) = θ[k] − ϕ.
a. Montrer que, si σ1 = . . . = σk sont connues et π(θ1) = . . . = π(θk) = 1,

l’estimateur de Bayes sélectionne la population comportant la plus grande
observation.

b. Généraliser au cas où les θi ont une loi a priori échangeable N (0, τ 2).

4.64 *(Goel et Rubin, 1977) Montrer que les ensembles s∗j constituent véritablement
une classe complète lorsque la loi a priori sur θ = (θ1, . . . , θk) est symétrique.
(Indication : Montrer que les s∗j sont optimaux parmi les sous-ensembles de taille
|s∗j |.)

4.65 (Suite de l’Exercice 4.64) Étendre ce résultat aux lois f(x|θ) à rapport de
vraisemblance monotone en θ.
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4.66 (Chernoff et Yahav, 1977) Étendre le résultat de classe complète de l’Exercice
4.64 à la fonction de coût

L(θ, s) = c(θ[k] − θs) − 1

s

X
j∈s

θj .

(Indication : Montrer que, si θi1 ≤ . . . ≤ θij , s = {i1, . . . , ij} est dominé par
l’ensemble {ij}.)
Note 4.7.2

4.67 *Pour le modèle AR(1) donné par (4.18), supposons que la quantité d’intérêt
soit x0, la valeur de départ de la châıne. Calculer la loi a priori de référence pour
l’ordre {x0, (�, σ

2)} et calculer un estimateur de x0 sous le coût quadratique.

Note 4.7.3

4.68 Soit le modèle à facteurs (t = 1, . . . , T ),(
y∗t = [α+ β(y∗t−1)

2]1/2ε∗t
yt = y∗t μ+ σεt,

(4.39)

avec ε∗t ∼ N (0, 1), et où seuls les yt ∈ R
p sont observés.

a. Écrire la vraisemblance (complète) associée aux couples (yt, y
∗
t ).

b. Montrer que les y∗t ne peuvent pas être marginalisés analytiquement.

c. En déduire que le modèle à facteurs ne peut pas s’exprimer comme un cas
particulier de modèle ARCH donné par (4.40).

4.69 (Bauwens et al., 1999) Montrer que le modèle ARCH(p) est sans intérêt
lorsque α = 0. (Indication : Montrer que var(yt) = 0.)

4.7 Notes

4.7.1 Classement et sélection

Beaucoup d’efforts ont été consacrés au problème d’estimation et de comparai-
son de plusieurs moyennes normales. Nous mentionnons brièvement ici quelques
approches proposées, afin d’illustrer l’intérêt d’un traitement bayésien, et ren-
voyons les lecteurs à la littérature pour une discussion plus détaillée ; voir, par
exemple, Gibbons et al. (1977) Gupta et Panchapakesan (1979) et Dudewicz
et Koo (1982), à la suite des articles introductifs de Bechofer (1954) et Gupta
(1965). Comme le décrivent Berger et Deely (1988), les techniques de classe-
ment et de sélection apparaissent aussi comme des substituts de l’analyse de la
variance (Chapitre 10).

Pour x1 ∼ N (θ1, σ
2
1), . . ., xk ∼ N (θk, σ

2
k) donnés, on cherche à sélectionner la

population d’espérance la plus élevée, θ[k]. Les variances σ2
1 , . . . , σ

2
k sont ici sup-

posées connues, mais le cadre plus général où elles sont estimées par σ̂2
1 , . . . , σ̂

2
k

peut aussi être traité par le paradigme bayésien. Berger et Deely (1988) refor-
mulent ce problème pour répondre aux questions suivantes : (a) Peut-on accepter
l’hypothèse H0 : θ1 = · · · = θk ? (b) Dans le cas d’une réponse négative, quelle
est la moyenne la plus élevée ? Ils résolvent ce problème en calculant d’abord
le facteur de Bayes contre H0, puis les probabilités a posteriori pj que θj soit
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la moyenne la plus élevée (1 ≤ j ≤ k). (Le Chapitre 5 traite de la définition
et du calcul de ces quantités.) Pour ce faire, ils recourent à des lois a priori
hiérarchiques (Chapitre 10)

θi|β, σ2
π ∼ N (β, σ2

π), β ∼ N (β0, A) et σ2
π ∼ γI0(σ

2
π) + (1 − γ)π∗

22(σ
2
π).

La structure particulière de la loi a priori sur σ2
π est due à la nécessité de tester

le fait que les θi sont identiques. Pour π∗
22, Berger et Deely (1988) proposent la

loi informative

π∗
22(σ

2
π) = (m− 1)C(1 + Cσ2

π)−m,

où C et m peuvent s’obtenir à partir de quantiles a priori. Pour une loi a priori
non informative, des choix possibles sont π∗

22(σ
2
π) = 1 et

π∗
22(σ

2
π) =

kY
i=1

(σ2
i + σ2

π)−1/k,

bien que ces lois a priori puissent rendre difficile le calcul de la probabilité a
posteriori de H0 (voir le Chapitre 5).

Goel et Rubin (1977) adoptent une perspective plus décisionnelle, considérant
comme un espace de décision D l’ensemble de toutes les sous-parties non vides
de {1, . . . , k}, noté {s1, s2, . . . , sK} avec K = 2k − 1. Ils introduisent la fonction
de coût

L(θ, s) = c|s| + θ[k] − θs,

où |s| est le cardinal de s et θs = maxj∈s θj . Ce coût comprend une pénalité
c pour toute population comprise dans l’ensemble de décision s. Ce qui est
plutôt logique, puisque, par souci de parcimonie, l’ensemble de décision s doit
être choisi aussi petit que possible, le cas idéal étant |s| = 1. Goel et Rubin
(1977) ont montré d’abord qu’une règle bayésienne associée à cette fonction
de coût et à une loi a priori symétrique doit être choisie parmi les ensembles
s∗j = {ωk, . . . , ωk−j+1} (1 ≤ j ≤ k), où ωj est la population des x(j). La règle
bayésienne sπ est alors solution de

�(π, sπ|x) = min
j=1,...,k

�(π, s∗j |x),

où �(π, s|x) = c|s| + E
π[θ[k] − θs|x]. Introduisant

Δm = �(π, s∗m+1|x) − �(π, s∗m|x) (1 ≤ m ≤ k − 1),

la règle bayésienne vaut s∗k si A = {j; Δj ≥ 0} est vide, s∗m sinon, avec m =
min(A). Un point délicat dans l’obtention de sπ est bien entendu le calcul des
espérances a posteriori E

π[θ[k] − θs|x]. Ces auteurs détaillent le cas particulier
d’une loi a priori normale échangeable pour les θj , qui reste dépendante de la
fonction

tm(z) =

Z +∞

−∞
Φm(z + x)Φ(−x) dx.

Cependant, ils montrent que, dans le cas non informatif, pour σ1 = · · · = σk, la
règle bayésienne est s∗1 lorsque c/σ1 ≥ 1/π2.
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4.7.2 Loi de Jeffreys pour un modèle AR(1)

La loi a priori de Jeffreys porte à controverse dans ce cas, à cause du débat sur
la prise en compte ou non de la condition de stationnarité et des différences qui
en résulte. Si nous supposons xt = μ+ �(xt−1 − μ) + εt avec x0 = 0, l’a priori
de Jeffreys associé à cette représentation stationnaire est (Exercice 4.53)

πJ
1 (μ, σ2, �) ∝ 1

σ2

1p
1 − �2 .

Lorsque la région de non stationnarité |�| > 1 est incluse, Phillips (1991) montre
que l’a priori de Jeffreys est alors (Exercice 4.55)

πJ
2 (μ, σ2, �) ∝ 1

σ2

1p|1 − �2|

s˛̨̨
˛1 − 1 − �2T

T (1 − �2)
˛̨̨
˛ .

Bien que πJ
2 (μ, σ2, �) soit équivalent à πJ

1 (μ, σ2, �) pour des valeurs élevées de
T et |�| < 1, la partie dominante de la loi a priori correspond à la région de non
stationnarité, puisqu’elle est équivalente à �2T (Bauwens et al., 1999). Berger
et Yang (1994) ont aussi montré que la loi a priori de référence est πJ

1 et qu’elle
n’est définie que lorsque la contrainte de stationnarité est vérifiée. Ils suggèrent
alors de symétriser cette loi a priori sur la région |�| > 1, posant

πB(μ, σ2, �) ∝ 1

σ2

(
1/
p

1 − �2 si |�| < 1,

1/|�|p�2 − 1 si |�| > 1,

qui a une forme plus raisonnable que πJ
2 , comme le montre la Figure 4.3.

−3 −2 −1 0 1 2 3

0
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5
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x

pi

Fig. 4.3. Graphes des lois a priori πJ
1 (�) et πB(�) pour T = 10.

Comme le détaillent Bauwens et al. (1999, Section 6.8), il est aussi possible de
construire des lois a priori de Jeffreys dans les cas stationnaire et non station-
naire lorsqu’on prend en compte la loi de la valeur initiale x0, ce qui donne des
lois similaires à πJ

1 et πJ
2 .
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4.7.3 Modèles ARCH

Les modèles ARCH, introduits par Engle (1982), sont utilisés, notamment en Fi-
nance, pour représenter des processus dont les termes d’erreur sont indépendants
et de variance non constante dans le temps ; un processus ARCH(p) par exemple
se définit comme

xt = σtεt , σ2
t = α+

pX
i=1

βix
2
t−i , (4.40)

où les εt sont i.i.d. N (0, 1). L’acronyme ARCH signifie autoregressive conditional
heterocedasticity, le dernier terme étant utilisé par les économètres pour qualifier
les modèles à variance non constante. Gouriéroux (1997) décrit ces modèles
en détail, ainsi que les méthodes inférentielles classiques correspondantes ; voir
Bauwens et al. (1999, Section 7.4) pour des extensions bayésiennes aux processus
GARCH (pour generalised ARCH).

Comme le montrent Nelson (1990) et Kleibergen et Van Dijk (1993), une condi-
tion de stationnarité pour un modèle ARCH(1) est que E[log(β1ε

2
t )] < 0, ce qui

est équivalent à β1 < 3.4.

Au contraire des modèles à volatilité stochastique de la Note 4.7.4, les modèles
ARCH(p) bénéficient de fonctions de vraisemblance exprimables analytique-
ment, conditionnellement aux valeurs initiales x1, . . . , xp. Les non-linéarités dans
les termes de variance requièrent cependant l’utilisation de méthodes d’approxi-
mation comme celles du Chapitre 6.

4.7.4 Modèles à volatilité stochastique

Les modèles à volatilité stochastique s’appliquent à décrire la volatilité, log(σ2
t ),

d’une série xt d’une variable aléatoire. Bien que de tels modèles soient plus
complexes à étudier que leurs contreparties ARCH, ils sont souvent utilisés en
Finance pour modéliser des séries présentant des variations d’échelle brusques
(voir, par exemple, Jacquier et al., 1994).

Une illustration simple de ces modèles est le cas SV(1), où (t = 1, . . . , T )

(
y∗t = α+ �y∗t−1 + σε∗t−1 ,

yt = ey∗
t /2εt ,

(4.41)

et où les εt et ε∗t ’s sont i.i.d. N (0, 1). La quantité non observée (y∗t ) représente
donc la volatilité. (Une hypothèse courante sur la condition initiale est que y∗0 ∼
N (α, σ2).) La Figure 4.4 représente une série simulée de volatilités stochastiques
pour σ = 1 et � = .9.

La difficulté avec ce modèle est que l’information relative aux paramètres
(α, �, σ) est contenue dans les volatilités non observées. En effet, condition-
nellement à y∗t , ces volatilités sont indépendantes de yt. (Bien entendu, les
paramètres dépendent bien des données, au moins marginalement.) De plus,
la vraisemblance observée L(α, �, σ|y0, . . . , yT ) n’admet pas d’expression ana-
lytique, puisque les y∗t ne peuvent pas être marginalisés explicitement. En re-
vanche, la vraisemblance complète est explicite, soit
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Fig. 4.4. Échantillon simulé du modèle de volatilité stochastique (4.41) avec σ = 1
et � = .9. (Source : Robert et Casella, 1999.)

Lc(α, �, σ|y0, y∗0 . . . , yT , y
∗
T ) ∝ (4.42)

σ−T+1 exp−
(

(y∗0 − α)2 +

TX
t=1

(y∗t − α− �y∗t−1)
2

)ffi
2σ2

exp−
TX

t=0

n
y2

t e
−y∗

t + y∗t
o
/2 .

Ceci peut alors être utilisé dans des méthodes simulées (Chapitre 6), en alter-
nance avec la simulation des volatilités non observées y∗t . La Figure 4.5 illustre
une telle simulation pour le jeu de données simulé de la Figure 4.4, tel que
les valeurs des y∗t sont connues. (L’image floue au-dessus du graphe est appelée
carte d’allocation et représente les valeurs successives des y∗t comme des niveaux
de gris correspondants aux itérations de la méthode simulée utilisée.)

4.7.5 Lois a priori poly-t

Les lois a priori poly-t ont été proposées par Drèze (1976b) et Richard et
Tompa (1980) comme une alternative robuste aux lois conjuguées pour les
modèles de régression linéaire. Leur motivation est donnée par l’exemple suivant,
développé par Bauwens et al. (1999, Section 4.5). Considérons deux régressions
indépendantes,

y1 = X1β + σ1ε1, y2 = X2β + σ2ε2, ε1 ∼ NT1(0, IT1), ε2 ∼ NT2(0, IT2).

Si π(β, σ1, σ2) = 1/σ1σ2, l’intégration des variances σi donne la loi a posteriori
marginale dite 2 − 0 poly-t

π(β|y1, y2) ∝ [S1 + (β − β̂1)
tM1(β − β̂1)]

−T1/2

×[S2 + (β − β̂2)
tM2(β − β̂2)]

−T2/2 ,

où β̂i est l’estimateur des moindres carrés ordinaires (Xt
iXi)

−1Xiyi, Mi =
(Xt

iX) et Si = ||yi −Xi − β̂i||2 (i = 1, 2).

En général, une loi m− n poly-t est définie comme le produit de m densités de
Student, divisé par n densités du même type,
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Fig. 4.5. Carte d’allocation (haut) et allocations moyennes par vraies volatilités
(bas) pour le modèle (4.41). Les vraies volatilités sont représentées par des tirets.

(Source : Mengersen et al., 1999)̇

ϕm,n(x) ∝
nY

j=1

ˆ
1 + (x− μ0

j)
tP 0

j (x− μ0
j )
˜ν0

j /2

ffi mY
j=1

ˆ
1 + (x− μ1

j )
tP 1

j (x− μ1
j )
˜ν1

j /2
.

Comme le montrent Bauwens et al. (1999, Théorème A.21), les densités ϕm,0

peuvent s’exprimer comme un mélange (continu) de densités régulières de
Student par (m − 1) variables auxiliaires, une propriété qui peut s’utiliser soit
pour une simulation directe, comme dans Bauwens (1984), soit pour une mise en
œuvre MCMC (Chapitre 6), puisque le calcul direct de la constante de normali-
sation de ϕm,n, ou de l’espérance a posteriori correspondante, n’est pas possible.
Une difficulté supplémentaire avec les lois a priori poly-t est que, relativement
aux lois conjuguées, elles nécessitent la détermination d’un nombre beaucoup
plus grand d’hyperparamètres.



5

Tests et régions de confiance

“Twenty-six more tests were going to take the rest of daylight,
maybe more. Heat or no heat, the days still grew shorter as if winter
really was coming on, and a failed test would take a few minutes longer
that one passed, just to make certain.”

Robert Jordan, Lord of Chaos.

5.1 Introduction

Bien que la théorie des tests puisse être envisagée comme cas particu-
lier de la Théorie de la Décision pour un espace de décision restreint (et
même comme un problème d’estimation), nous considérons l’inférence sur les
tests dans un chapitre séparé, car il y a beaucoup plus d’ambigüıté dans la
définition des buts inférentiels pour les tests que pour l’estimation d’une fonc-
tion régulière du paramètre. En effet, cette partie de l’inférence statistique
bayésienne est encore incomplète, dans le sens où plusieurs autres réponses
ont été avancées, mais aucune n’est entièrement satisfaisante. En particulier,
il existe des différences notoires entre la théorie des tests fréquentistes et celle
des tests bayésiens. De ce point de vue, le cadre des tests rend l’approche
bayésienne plutôt attrayante, car la notion de probabilité d’une hypothèse,
π(θ ∈ Θ0|x), ne peut être définie qu’à travers cette approche.

En réalité, certains bayésiens pensent que les tests ne devraient pas exister,
ou, du moins, les tests d’une hypothèse nulle ponctuelle (voir, par exemple,
Gelfand et al., 1992) ; nous verrons dans ce chapitre plusieurs raisons philo-
sophiques qui d’une manière ou d’une autre, plaident pour cette perspective
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radicale. Ces raisons vont de l’aspect réducteur de la notion de modèle (aucun
modèle n’est correct, mais certains modèles sont moins faux [ou plus utiles]
que d’autres), aux modifications artificielles de la loi a priori imposée par l’hy-
pothèse nulle ponctuelle, au manque de structure décisionnelle du problème
donné, à l’utilisation subséquente de fonctions de coût rudimentaires 0 − 1
et de niveaux d’acceptation conventionnels, à l’impossibilité d’utiliser des lois
a priori impropres dans les cas d’hypothèses ponctuelles et dans le cadre du
choix de modèle (Chapitre 7). Mais les considérations pragmatiques sont telles
que la bôıte à outils bayésienne se doit d’inclure aussi des techniques de tests,
ne serait-ce que parce que les utilisateurs de la Statistique ont été formés et
habitués à traduire leurs problèmes en termes de tests, étant donné leur forte
inclination à prendre cette formulation au pied de la lettre.

Nous considérerons d’abord dans la Section 5.2 l’approche bayésienne stan-
dard des tests, qui repose sur une évaluation des décisions par des coûts 0−1 et
comparerons les procédures bayésiennes avec leurs homologues fréquentistes
dans la Section 5.3. Nous proposerons ensuite dans la Section 5.4 une alterna-
tive à l’approche décisionnelle fondée sur des coûts plus adaptés qui mettent
en avant l’évaluation ex post pour des procédures de tests (par opposition aux
procédures de Neyman-Pearson pour lesquelles l’évaluation fonctionne dans
un esprit ex ante).

Ce chapitre exhibe un fort contraste entre les approches bayésienne et
fréquentiste, et ce de diverses perspectives. Cette opposition est révélatrice du
caractère incomplet de la modélisation classique, qui nécessite des concepts
artificiels pour construire ses procédures optimales. Contrairement au cadre
de l’estimation ponctuelle, ces procédures fréquentistes optimales ne sont plus
des limites de procédures bayésiennes et elles en diffèrent numériquement.
Cependant, nous modérons ce rejet dans la Section 5.3 en montrant que les
procédures classiques et bayésiennes non informatives peuvent parfois mener
à des conclusions similaires. Le Chapitre 7 traite du choix de modèle, qui peut
être vu comme un cas particulier de tests d’hypothèses nulles ponctuelles,
mais il présente assez de spécificités et de difficultés propres pour mériter
un chapitre à lui seul (sans même prendre en compte le fait qu’il requière
l’utilisation quasi systématique des méthodes numériques présentées dans le
Chapitre 6).

5.2 Une première approche de la théorie des tests

5.2.1 Tests décisionnels

Soit un modèle statistique f(x|θ) avec θ ∈ Θ. Étant donné un sous-
ensemble d’intérêt de Θ, Θ0, qui se réduit parfois à un singleton {θ0}, la
question posée est : la vraie valeur du paramètre θ appartient-elle à Θ0, ce
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qu’on appelle tester l’hypothèse37

H0 : θ ∈ Θ0,

souvent appelée hypothèse nulle. Pour les modèles linéaires, Θ0 peut être un
sous-espace de l’espace du vecteur Θ et le problème de test est alors un cas
particulier du problème générique du choix de modèle, problème auquel le
Chapitre 7 est consacré.

Exemple 5.1. Soit un modèle de régression logistique,

Pα(y = 1) = 1− Pα(y = 0) = exp(αtx)/(1 + exp(αtx)), α, x ∈ R
p,

qui modélise la probabilité de développer un cancer de la prostate dans sa
vie en fonction de variables explicatives x = (x1, . . . , xp). On s’intéresse parti-
culièrement aux variables liées à l’environnement de travail comme la concen-
tration d’amiante xi0 ; un syndicat peut par exemple vouloir tester si le coef-
ficient αi0 correspondant à xi0 est nul ou pas. ‖

Dans la perspective de Neyman-Pearson (Section 5.3), le problème de test
est formalisé à l’aide d’un espace de décision D restreint à {oui, non} ou,
d’une manière équivalente, à {1, 0}. En effet, il est logique de comprendre un
problème de test comme une inférence sur la fonction indicatrice IΘ0 (θ) et,
par conséquent, de proposer des réponses dans IΘ0 (Θ) = {0, 1}. Bien entendu,
la pertinence d’une telle restriction est moins évidente lorsque l’on considère
que les tests apparaissent souvent comme composantes (ou comme étapes
préliminaires) de structures inférentielles plus complexes et, en particulier,
que la réponse à la question testée a aussi des conséquences en terme d’er-
reurs d’estimation (standard). Il serait alors plus intéressant de proposer des
procédures prenant des valeurs dans [0, 1]. (Nous examinerons cette approche
dans la Section 5.4.)

Dans certains cas, on dispose d’une information additionnelle sur le sup-
port de θ, à savoir que θ ∈ Θ0 ∪Θ1 �= Θ. Dans ce cas, on définit l’hypothèse
alternative contre laquelle nous testons H0 comme

H1 : θ ∈ Θ1.

Dans cette formalisation, toute procédure de test ϕ apparâıt comme un esti-
mateur de IΘ0(θ) et nous n’avons besoin que d’une fonction de coût L(θ, ϕ)
pour construire des estimateurs de Bayes. Par exemple, la fonction de coût
proposée par Neyman et Pearson est le coût 0− 1

L(θ, ϕ) =

{
1 si ϕ �= IΘ0 (θ),
0 sinon,

37Il y a une certaine ambigüıté dans la terminologie : le mot test couvre simul-
tanément la question et la procédure utilisée pour répondre à la question.
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présentée dans le Chapitre 2. Pour ce coût, la solution bayésienne est

ϕπ(x) =

{
1 si P π(θ ∈ Θ0|x) > P π(θ ∈ Θc

0|x),
0 sinon.

Cet estimateur se justifie aisément en termes intuitifs, car il choisit l’hypothèse
avec la probabilité a posteriori la plus grande. Une généralisation du coût ci-
dessus est de pénaliser différemment les erreurs suivant que l’hypothèse nulle
est vraie ou fausse. Les coûts pondérés 0− 1

L(θ, ϕ) =

⎧⎪⎨
⎪⎩

0 si ϕ = IΘ0(θ),
a0 si θ ∈ Θ0 et ϕ = 0,
a1 si θ �∈ Θ0 et ϕ = 1,

(5.1)

sont appelés “a0 − a1” pour des raisons évidentes. L’estimateur de Bayes
associé est alors donné par le résultat suivant.

Proposition 5.2. Sous le coût (5.1), l’estimateur de Bayes associé à la loi
a priori π est

ϕπ(x) =

⎧⎨
⎩1 si P π(θ ∈ Θ0|x) > a1

a0 + a1
,

0 sinon.

Preuve. Puisque le coût a posteriori est

L(π, ϕ|x) =
∫

Θ

L(θ, ϕ)π(θ|x)dθ
= a0P

π(θ ∈ Θ0|x)I{0}(ϕ) + a1P
π(θ �∈ Θ0|x)I{1}(ϕ),

l’estimateur de Bayes peut être calculé directement. �
Pour ce type de coût, l’hypothèse nulle H0 est rejetée quand la probabilité

a posteriori de H0 est trop petite, le niveau d’acceptation a1/(a0 + a1) étant
déterminé par le choix de la fonction de perte. Notons que ϕπ ne dépend que
de a0/a1 et que, plus a0/a1 est grand, c’est-à-dire plus une réponse incorrecte
est pénalisée sous H0 relativement à H1, plus la probabilité a posteriori de H0

doit être petite pour être rejetée.

Exemple 5.3. Soient x ∼ B(n, p) et Θ0 = [0, 1/2]. Pour la loi a priori
uniforme π(p) = 1, la probabilité a posteriori de H0 est

P π(p ≤ 1/2|x) =

∫ 1/2

0
px(1 − p)n−xdp

B(x+ 1, n− x+ 1)

=
(1/2)n+1

B(x + 1, n− x+ 1)

{
1

x+ 1
+

n− x
(x+ 1)(x+ 2)

+ . . .+
(n− x)!x!
(n+ 1)!

}

qui peut se calculer facilement et être comparée au niveau d’acceptation. ‖
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Exemple 5.4. Soient x ∼ N (θ, σ2) et θ ∼ N (μ, τ2). Alors π(θ|x) est la loi
normale N (μ(x), ω2) avec

μ(x) =
σ2μ+ τ2x

σ2 + τ2
et ω2 =

σ2τ2

σ2 + τ2
.

Pour tester H0 : θ < 0, nous calculons

P π(θ < 0|x) = P π

(
θ − μ(x)

ω
<
−μ(x)
ω

)
= Φ (−μ(x)/ω) .

Si za0,a1 est le quantile a1/(a0+a1), donc s’il satisfait Φ(za0,a1) = a1/(a0+a1),
H0 est acceptée lorsque

−μ(x) > za0,a1ω,

la borne supérieure d’acceptation étant alors

−σ
2

τ2
μ− (1 +

σ2

τ2
)ωza0,a1 .

‖

Notons de nouveau que, d’un point de vue bayésien, il semble naturel de
fonder la décision sur la probabilité a posteriori que l’hypothèse soit vraie.
Dans la Section 5.4, nous montrons qu’une approche décisionnelle alternative
mène à cette probabilité a posteriori en tant qu’estimateur de Bayes et évite
ainsi la comparaison à un niveau d’acceptation prédéterminé. En fait, une
difficulté liée aux coûts (5.1) est le choix des poids a0 et a1, car ils sont
choisis le plus souvent de manière automatique plutôt que déterminés par des
considérations d’utilité.

5.2.2 Le facteur de Bayes

Bien que, d’un point de vue décisionnel, le facteur de Bayes ne soit
qu’une transformation bijective de la probabilité a posteriori, il a fini par
être considéré comme réponse en soi en théorie des tests bayésiens, sous l’im-
pulsion de Jeffreys (1939).

Définition 5.5. Le facteur de Bayes est le rapport des probabilités a poste-
riori des hypothèses nulle et alternative sur le rapport des probabilités a priori
de ces mêmes hypothèses, soit

Bπ
01(x) =

P (θ ∈ Θ0 | x)
P (θ ∈ Θ1 | x)

/
π(θ ∈ Θ0)
π(θ ∈ Θ1)

.
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Ce rapport évalue la modification de la vraisemblance de l’ensemble Θ0

par rapport à celle de l’ensemble Θ1 due à l’observation et peut se comparer
naturellement à 1, bien qu’une échelle de comparaison exacte doive être fondée
sur une fonction de coût. Dans le cas particulier où Θ0 = {θ0} et Θ1 = {θ1},
le facteur de Bayes se simplifie et devient le rapport de vraisemblance classique

Bπ
01(x) =

f(x|θ0)
f(x|θ1) .

En général, le facteur de Bayes dépend de l’information a priori, mais il est
souvent proposé comme réponse bayésienne “objective”, car il élimine partiel-
lement l’influence du modèle a priori et souligne le rôle des observations. De
fait, il peut être perçu comme un rapport de vraisemblance bayésien, car, si
π0 est la loi a priori sous H0 et π1, la loi a priori sous H1, Bπ

01(x) peut s’écrire

Bπ
01(x) =

∫
Θ0
f(x|θ0)π0(θ) dθ∫

Θ1
f(x|θ1)π1(θ) dθ

=
m0(x)
m1(x)

, (5.2)

ce qui revient donc à remplacer les vraisemblances par des marginales sous les
deux hypothèses.

Comme nous l’avons indiqué ci-dessus, le facteur de Bayes est, d’un point
de vue décisionnel, complètement équivalent à la probabilité a posteriori de
l’hypothèse nulle puisque, sous (5.1), H0 est accepté lorsque

Bπ
01(x) >

a1

a0

/�0

�1
=
a1�1

a0�0
, (5.3)

où
�0 = π(θ ∈ Θ0) et �1 = π(θ ∈ Θ1) = 1− �0. (5.4)

Cette version alternative de la Proposition 5.2 fournit ainsi une illustration
de la dualité qui existe entre coûts et lois a priori, dualité déjà mentionnée
au Chapitre 2. En effet, (5.3) montre qu’il est équivalent de pondérer de la
même façon les deux hypothèses, �0 = �1 = 1/2, et de modifier les pénalités
d’erreur dans a′i = ai�i (i = 0, 1) ou de pénaliser de la même façon les deux
types d’erreurs (a1 = a0 = 1), lorsque la loi a priori intègre les poids réels
dans les probabilités a priori pondérées,

�′0 =
a0�0

a0�0 + a1�1
, �′1 =

a1�1

a0�0 + a1�1
.

À la suite de Jeffreys (1939) et de Good (1952), le facteur de Bayes est
désormais un outil à part entière (voir, par exemple, Kass et Raftery, 1995,
pour une revue détaillée). En particulier, Jeffreys (1939) a développé une
échelle “absolue” pour évaluer le degré de certitude en faveur ou au détriment
de H0 apporté par les données, en l’absence d’un cadre décisionnel véritable.
L’échelle de Jeffreys est la suivante :



5.2 Une première approche de la théorie des tests 243

(i) si log10(B
π
10) varie entre 0 et 0.5, la certitude que H0 est fausse est faible,

(ii) si elle est entre 0.5 et 1, cette certitude est substantielle,

(iii) si elle est entre 1 et 2, elle est forte et

(iv) si elle est au-dessus de 2, elle est décisive,

avec la même échelle en faveur de H0 pour les valeurs négatives. Bien entendu,
cette graduation du facteur de Bayes donne quelques indications sur le degré
de certitude, mais les limites précises séparant une catégorie d’une autre sont
conventionnelles et peuvent être changées de façon arbitraire, comme l’ont
illustré Kass et Raftery (1995). C’est une conséquence du manque de justifi-
cation décisionnelle de cette méthode et de l’absence de fonction de coût. (La
critique s’applique également aux niveaux α conventionnels de 0.05 ou 0.01
utilisés pour a0/(a0 + a1) dans (5.1).)

Le Chapitre 6 donnera des précisions sur les méthodes utilisées pour ap-
procher les facteurs de Bayes lorsque l’intégrale dans (5.2) ne peut pas se
calculer analytiquement, ce qui est souvent le cas.

Exemple 5.6. (Kass et Raftery, 1995) La “hot hand” en basket ball est
une croyance répandue que les joueurs ont des bons et des mauvais jours,
plutôt qu’une probabilité constante de réussir un tir. Pour un joueur donné,
le modèle sous l’hypothèse nulle (pas de hot hand) est alors H0 : yi ∼ B(ni, p)
(i = 1, . . . , G), où G est le nombre de parties et ni (resp. yi) le nombre de
tirs (resp. de bons tirs) pendant la i-ième partie. Le modèle sous l’alterna-
tive générale est H1 : yi ∼ B(ni, pi), la probabilité pi variant de partie en
partie. Sous une loi a priori conjuguée pi ∼ Be(ξ/ω, (1 − ξ)/ω), la moyenne
E[pi|ξ, ω] = ξ est distribuée selon une loi a priori uniforme U ([0, 1]), comme
l’est p sous H0, et ω est fixé. Le facteur de Bayes est alors

B10 =
∫ 1

0

G∏
i=1

∫ 1

0

pyi

i (1− pi)ni−yipα−1
i (1 − pi)β−1d pi

×{Γ (1/ω)/[Γ (ξ/ω)Γ ((1− ξ)/ω)]}G∫ 1

0
p

P
i yi(1− p)P

i(ni−yi)d p
dξ

=
∫ 1

0

G∏
i=1

[Γ (yi + ξ/ω)Γ (ni − yi + (1− ξ)/ω)/Γ (ni + 1/ω)]

× {Γ (1/ω)/[Γ (ξ/ω)Γ ((1− ξ)/ω)]}G
Γ (
∑

i yi + 1)Γ (
∑

i(ni − yi) + 1)/Γ (
∑

i ni + 2)
dξ ,

où α = ξ/ω et β = (1 − ξ)/ω. Formellement, le numérateur peut se calculer
exactement, malgré les fonctions gamma, grâce à la simplification
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Γ (yi + ξ/ω)/Γ (ξ/ω) =
yi∏

j=1

(j − 1 + ξ/ω),

Γ (ni − yi + (1− ξ)/ω)/Γ ((1− ξ)/ω)] =
n−i−yi∏

j=1

(j − 1 + (1− ξ)/ω) ,

mais la fonction de ξ à intégrer est alors un polynôme de degré élevé. La
résolution de l’intégrale nécessite par conséquent un logiciel de calcul formel
comme Maple ou Mathematica. Pour un joueur donné, la valeur de B10 est
0.16 pour ω = 0.005 et G = 138, ce qui n’indique aucune preuve décisive en
faveur de l’hypothèse de la hot hand. ‖

5.2.3 Modification de la loi a priori

La notion de facteur de Bayes permet aussi de mettre en évidence un
aspect important des tests bayésiens. En fait, ce facteur n’est défini que lorsque
�0 �= 0 et �1 �= 0. Cela implique que, si H0 ou H1 sont a priori impossibles, les
observations ne vont pas modifier cette information absolue : des probabilités
nulles a priori le restent a posteriori ! Par conséquent, une hypothèse nulle
ponctuelle H0 : θ = θ0 ne peut pas être testée sous une loi a priori continue.
Plus généralement, la sélection de variables (Chapitre 7) est incompatible avec
des lois a priori absolument continues par rapport à la mesure de Lebesgue
définies sur l’espace le plus grand.

Le test d’une hypothèse nulle ponctuelle (ou à probabilité nulle par rapport
à la mesure dominante) impose par conséquent une modification radicale de
la loi a priori, car il exige de construire une loi a priori pour les deux sous-
ensembles Θ0 et Θ1, par exemple, des lois π0 et π1 de densités

g0(θ) ∝ π(θ)IΘ0 (θ), g1(θ) ∝ π(θ)IΘ1 (θ),

(relativement aux mesures naturelles sur Θ0 et Θ1) bien que cette définition
ne soit pas toujours dénuée d’ambigüıté (voir l’Exercice 5.5). Combinées aux
probabilités a priori �0 et �1 de Θ0 et Θ1 données par (5.4), π0 et π1 définissent
la loi a priori π. En d’autres termes,

π(θ) = �0π0(θ) + �1π1(θ).

(Lorsque Θ0 = {θ0}, la loi a priori sur Θ0 est juste la masse de Dirac en θ0.)
D’un point de vue décisionnel, cette modification de la loi a priori est

surprenante, puisqu’elle revient à mettre un poids a priori sur un ensemble de
mesure 0. Elle souligne aussi la dichotomie imposée par l’approche habituelle
des tests pour laquelle l’hypothèse nulle est soit vraie, soit fausse. Cependant,
à moins que le décideur ne soit inflexible sur le choix de la loi a priori π et,
dans ce cas, H0 devrait vraiment être refusé si π ne donne aucun poids à Θ0,
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on peut considérer le problème de test comme fournissant une information
supplémentaire sur θ (même si celle-ci est vague). Effectivement, tester θ ∈
Θ0 signifie qu’il y a une certaine chance que θ appartienne vraiment à Θ0

(sinon, on ne se poserait pas la question !) et par conséquent qu’une certaine
information, peut-être mal définie, a été fournie sur ce fait.

Considérer les cadres de test comme sources d’information est plus convain-
cant encore si la décision finale n’est pas la réponse au test mais l’estimation
d’une fonction de θ, c’est-à-dire lorsque le test signifie le choix d’un sous-
modèle. Un test préliminaire sur l’information vague peut alors améliorer
l’étape d’estimation. De plus, en gardant cette perspective du choix de modèle
comme objectif réel de l’analyse, il est aussi logique de développer une loi a
priori séparée pour chaque sous-espace, puisqu’un seul des deux Θi sera pris
en compte après l’étape de test. Par exemple, pour une hypothèse nulle ponc-
tuelle donnée, H0 : θ = θ0, la loi non informative π(θ) = 1 ne peut pas être
considérée comme une loi a priori sur Θ acceptable, car la valeur particulière
θ0 a été choisie comme une valeur possible pour θ. (Dans le Chapitre 7, nous
défendrons davantage la perspective que des paramètres similaires apparais-
sant dans deux modèles différents doivent être considérés comme des entités
séparées.) En général, considérer que les problèmes de test se produisent à
cause d’observations additionnelles (indisponibles) peut aider à la construc-
tion de la loi a priori non informative, même s’il n’y a pas de consensus sur
une modélisation a priori non informative des tests (voir la Section 5.3.5).

5.2.4 Hypothèses nulles ponctuelles

Une critique usuelle des hypothèses nulles ponctuelles est qu’elles ne sont
pas réalistes (voir, pour illustration, Casella et Berger, 1987)38. Par exemple,
comme l’a souligné Good (1980), il n’y a pas de sens à tester que la probabilité
qu’il pleuve demain est de39 0.7163891256 . . . Cependant, certains problèmes
statistiques nécessitent vraiment un test d’hypothèse nulle ponctuelle. Par
exemple, pour l’estimation de mélanges (voir la Section 1.1 et la Section 6.4),
il peut être important de savoir si une loi de mélange possède deux ou trois
composantes et il est donc nécessaire de tester si le poids d’une de ces com-
posantes est nul. De la même façon, dans le domaine de la régression linéaire,
des tests de nullité des coefficients de la régression permettent l’élimination
des variables exogènes inutiles, comme dans l’Exemple 5.1. D’une façon plus
pertinente encore, tester si l’univers est en expansion, s’il se contracte ou s’il
est stable revient à tester si la constante de Hubble est plus grande, plus petite
ou égale à une valeur spécifique h0.

38Roger Berger et non pas James Berger !
39En revanche, il y a un sens à tester si la prévision de 75% donnée par le

météorologiste local est exacte, c’est-à-dire si la probabilité de pluie pour un jour
donné est 0.75 ou une autre des probabilités annoncées par le météorologiste (voir
l’Exemple 2.12).
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Plus généralement, des hypothèses bilatérales telles que H0 : θ ∈ Θ0 =
[θ0 − ε, θ0 + ε] peuvent être approchées par H0 : θ = θ0, ce qui entrâıne une
modification des probabilités a posteriori, qui sont presque nulles lorsque ε
est suffisamment petit. C’est le cas notamment lorsque la vraisemblance est
constante autour de θ0 (voir Berger, 1985b, et Berger et Delampady, 1987).
Les hypothèses nulles ponctuelles ont aussi une grande importance pratique ;
par exemple, bien qu’il y ait un sens à déterminer si un traitement médical
a un effet positif ou négatif, la première question est de décider s’il a un
quelconque effet.

Soit l’hypothèse nulle ponctuelle H0 : θ = θ0 ; notons �0 la probabilité a
priori que θ = θ0 et g1 la densité a priori sous l’alternative. La loi a priori est
alors π0(θ) = �0IΘ0(θ) + (1− �0)g1(θ) et la probabilité a posteriori de H0 est
donnée par

π(Θ0|x) =
f(x|θ0)�0∫
f(x|θ)π(θ) dθ

=
f(x|θ0)�0

f(x|θ0)�0 + (1− �0)m1(x)
,

la loi marginale sous H1 étant

m1(x) =
∫

Θ1

f(x|θ)g1(θ) dθ.

Cette probabilité a posteriori peut aussi s’écrire

π(Θ0|x) =
[
1 +

1− �0

�0

m1(x)
f(x|θ0)

]−1

.

De la même façon, le facteur de Bayes est

Bπ
01(x) =

f(x|θ0)�0

m1(x)(1 − �0)

/
�0

1− �0
=
f(x|θ0)
m1(x)

et nous obtenons la relation générale suivante entre les deux quantités :

π(Θ0|x) =
[
1 +

1− �0

�0

1
Bπ

01(x)

]−1

.

Exemple 5.7. (Suite de l’Exemple 5.3) Soit le test de H0 : p = 1/2
contre p �= 1/2. Pour g1(p) = 1, la probabilité a posteriori est alors donnée
par

π(Θ0|x) =
[
1 +

1− �0

�0
2nB(x + 1, n− x+ 1)

]−1

=
[
1 +

1− �0

�0

x!(n− x)!
(n− 1)!

2n

]−1

,

puisque m(x) =
(
n
x

)
B(x + 1, n − x + 1). Par exemple, si n = 5, x = 3 et

�0 = 1/2, la probabilité a posteriori est
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1 +

2
120

25

)−1

=
15
23

et le facteur de Bayes correspondant est 15/8, proche de 2. Donc, dans la plu-
part des cas les plus favorables, les probabilités a posteriori tendent à favoriser
H0. Lorsque la taille d’échantillon augmente, les variations des réponses pos-
sibles s’élargissent aussi. Par exemple, si π(p) est Be(1/2, 1/2) et n = 10, les
probabilités a posteriori sont données dans le Tableau 5.1 et soutiennent H0

pour x proche de 5, même si la loi a priori est plutôt biaisée contre l’hypothèse
nulle (car les valeurs extrêmes, 0 et 1, ont un poids important). ‖

Tab. 5.1. Probabilités a posteriori de p = 1/2 lorsque x ∼ B(10, p).

x 0 1 2 3 4 5

P (p = 1/2|x) 0.0055 0.0953 0.3737 0.6416 0.7688 0.8025

Exemple 5.8. (Suite de l’Exemple 5.4 ) Soit le test de H0 : θ = 0.
Il semble raisonnable de prendre π1 égal à N (μ, τ2) et μ = 0, si aucune
information additionnelle n’est disponible. Alors

m1(x)
f(x|0)

=
σ√

σ2 + τ2

e−x2/2(σ2+τ2)

e−x2/2σ2

=

√
σ2

σ2 + τ2
exp

{
τ2x2

2σ2(σ2 + τ2)

}
,

et la probabilité a posteriori se calcule comme suit :

π(θ = 0|x) =

[
1 +

1− �0

�0

√
σ2

σ2 + τ2
exp

(
τ2x2

2σ2(σ2 + τ2)

)]−1

.

Dans le cas particulier où �0 = 1/2 et τ = σ, le Tableau 5.2 donne les proba-
bilités a posteriori en fonction de z = x/σ. ‖

Tab. 5.2. Probabilités a posteriori de θ = 0 lorsque x ∼ N (θ, σ2) pour différentes
valeurs de z = x/σ et pour τ = σ.

z 0 0.68 1.28 1.96

π(θ = 0|z) 0.586 0.557 0.484 0.351

Considérons maintenant l’alternative τ2 = 10σ2, supposée indiquer une
information a priori plus diffuse sur θ. Les probabilités a posteriori de H0

sont alors modifiées comme le montre le Tableau 5.3. De manière surprenante,
elles sont toutes plus favorables à H0 : ce phénomène est lié au paradoxe de
Jeffreys-Lindley, décrit dans la section suivante.
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Tab. 5.3. Probabilités a posteriori de θ = 0 lorsque x ∼ N (θ, σ2) pour τ 2 = 10σ2

et z = x/σ.

z 0 0.68 1.28 1.96

π(θ = 0|x) 0.768 0.729 0.612 0.366

5.2.5 Lois a priori impropres

Le recours à des lois a priori non informatives pour tester des hypothèses
est plutôt délicat, et DeGroot (1973) affirme que les lois a priori impropres
ne devraient pas du tout être utilisées pour les tests. En effet, comme nous
l’avons remarqué auparavant, le cadre formel des tests n’est pas cohérent avec
un manque absolu d’information, car effectuer un test implique au moins
une division de l’espace des paramètres en deux sous-ensembles, dont l’un
peut être de mesure nulle sous une loi impropre comme la loi de Jeffreys.
Cependant, l’inconvénient d’utiliser des lois a priori impropres va plus loin,
car ces dernières sont incompatibles avec la plupart des tests d’hypothèses
nulles ponctuelles.

Nous illustrons cette difficulté dans un cadre gaussien, x ∼ N (θ, 1), sous
l’hypothèse nulle ponctuelle H0 : θ = 0 testée contre H1 : θ �= 0. Si nous
utilisons la loi a priori impropre π(θ) = 1 pour θ �= 0, donc si π est la loi de
densité

π(θ) =
1
2

I0(θ) +
1
2
· 1,

la probabilité a posteriori de H0 est

π(θ = 0|x) =
e−x2/2

e−x2/2 +
∫ +∞
−∞ e−(x−θ)2/2 dθ

=
1

1 +
√

2πex2/2
.

(Le choix particulier de la constante 1 dans la loi a priori est crucial pour la
discussion suivante, bien qu’il soit arbitraire.) Cette probabilité a posteriori
de H0 est donc bornée supérieurement par 1/(1+

√
2π) = 0.285. Ceci implique

que la loi a posteriori est plutôt biaisée contre H0, même dans le cas le plus
favorable. À moins que l’échelle de comparaison, c’est-à-dire le coût, ne soit
modifiée pour estimer ces valeurs faibles, l’hypothèse nulle ponctuelle sera
donc assez souvent rejetée. Un phénomène similaire se produit lorsque Θ0 est
compact. Par exemple, le test de H0 : |θ| ≤ 1 contre H1 : |θ| > 1 mène à la
probabilité a posteriori suivante :

π(|θ| ≤ 1|x) =

∫ 1

−1
e−(x−θ)2/2 dθ∫ +∞

−∞ e−(x−θ)2/2 dθ

= Φ(1 − x)− Φ(−1− x)
= Φ(x + 1)− Φ(x− 1),
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Tab. 5.4. Probabilités a posteriori de |θ| < 1 pour x ∼ N (θ, 1).

x 0.0 0.5 1.0 1.5 2.0

π(|θ| ≤ 1|x) 0.683 0.625 0.477 0.302 0.157

Tab. 5.5. Probabilités a posteriori de θ = 0 pour la loi a priori de Jeffreys π(θ) = 1
et x ∼ N (θ, 1).

x 0.0 1.0 1.65 1.96 2.58

π(θ = 0|x) 0.285 0.195 0.089 0.055 0.014

dont les valeurs numériques sont données dans le Tableau 5.4. Par conséquent,
le support maximal de l’hypothèse H0, égal à 0.683, reste modéré.

Une caractéristique intéressante de la loi a priori de Lebesgue peut être ex-
hibée par l’hypothèse nulle ponctuelle H0 : θ = 0. La procédure résultante est
en accord avec la réponse classique correspondante, comme le montre le Ta-
bleau 5.5. La probabilité a posteriori π(θ = 0|x) est effectivement assez proche
des niveaux d’importance classiques 0.10, 0.05 et 0.01 lorsque x est 1.65, 1.96,
ou 2.58 (on démontrera dans la Note 5.7.1 que cette comparaison a un sens).
Cette cöıncidence n’est pas vérifiée par toutes les valeurs de x mais montre
que, pour les niveaux de signification habituels (et pour des objectifs de test),
la réponse classique peut être considérée comme une réponse bayésienne non
informative, même si elle correspond à une loi a priori difficilement justifiable.

Une autre illustration de la délicate question des lois a priori impropres
dans des cadres de test est fournie par le paradoxe de Jeffreys-Lindley. En ef-
fet, les arguments limites ne sont pas valables pour les tests et empêchent
une construction alternative des réponses non informatives. Par exemple,
considérant la loi a priori conjuguée présentée dans l’Exemple 5.4, la pro-
babilité a posteriori est

π(θ = 0|x) =

{
1 +

1− �0

�0

√
σ2

σ2 + τ2
exp

[
τ2x2

2σ2(σ2 + τ2)

]}−1

,

qui converge vers 1 lorsque la variance a priori τ tend vers +∞, pour
tout x �= 0. Cette limite diffère de la réponse “non informative” construite
précédemment [1 +

√
2π exp(x2/2)]−1 et est évidemment complètement in-

utile. Ce phénomène peut aussi s’observer en comparant les Tableaux 5.2 et
5.3, car la probabilité est plus grande lorsque τ2 = 10σ2 que lorsque τ = σ
pour toutes les valeurs de z considérées dans les tableaux. Voir Aitkin (1991)
et Robert (1993a) pour des discussions sur ce paradoxe.

Les paradoxes associés aux lois a priori impropres comme l’exemple de
Jeffreys-Lindley sont en réalité dus à une indétermination des poids a priori
qui n’apparâıt pas dans les problèmes d’estimation ponctuelle, ni dans les
tests unilatéraux.
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Exemple 5.9. Soient x ∼ N (θ, 1) et H0 : θ ≤ 0 à tester contre H1 : θ > 0.
Pour l’a priori diffus π(θ) = 1,

π(θ ≤ 0|x) =
1√
2π

∫ 0

−∞
e−(x−θ)2/2 dθ = Φ(−x) .

Dans ce cas, la réponse bayésienne généralisée est aussi une procédure clas-
sique, appelée p-value (voir la Section 5.3.4). ‖

Pour des problèmes bilatéraux, si g0 et g1 sont des mesures σ-finies cor-
respondant à des lois a priori non informatives tronquées aux sous-espaces Θ0

et Θ1, le choix des constantes de normalisation influera sur l’estimateur de
Bayes. En effet, si gi est remplacé par cigi (i = 0, 1), le facteur de Bayes est
multiplié par c0/c1. Par exemple, si la loi a priori de Jeffreys est uniforme et
si g0 = c0, g1 = c1, la probabilité a posteriori est

π(θ ∈ Θ0|x) =
�0c0

∫
Θ0
f(x|θ) dθ

�0c0
∫

Θ0
f(x|θ) dθ + (1− �0)c1

∫
Θ1
f(x|θ) dθ

=
�0

∫
Θ0
f(x|θ) dθ

�0

∫
Θ0
f(x|θ) dθ + (1− �0)[c1/c0]

∫
Θ1
f(x|θ) dθ ,

qui dépend du rapport c1/c0. Par exemple, l’équivalent du Tableau 5.5 pour
π(θ) = 10 est donné dans le Tableau 5.6, avec des différences importantes
pour la plupart des valeurs de x, car elles diffèrent d’une magnitude.

Tab. 5.6. Probabilités a posteriori de θ = 0 pour la loi a priori de Jeffreys π(θ) = 10.

x 0.0 1.0 1.65 1.96 2.58

π(θ = 0|x) 0.0384 0.0236 0.0101 0.00581 0.00143

Il est donc nécessaire d’élargir la perspective non informative de ces cadres
de test en développant une technique capable de construire les poids ci d’une
façon non informative et acceptable. Bernardo (1980), Spiegelhalter et Smith
(1980), Smith et Spiegelhalter (1982), Aitkin (1991), Pettit (1992), Robert
(1993a) et Berger et Pericchi (1996b,a) ont fait des propositions dans ce
sens, comme le détaille la Section 5.2.6. Notons que Jeffreys (1961) propo-
sait au contraire d’utiliser des lois a priori propres dans ces cas, comme les
lois C (0, σ2) ou N (0, 10σ2) quand x ∼ N (θ, σ2) et H0 : θ = 0. Le problème
est alors que le choix d’une loi a priori propre influera sur la réponse du test.

Avant d’introduire dans la Section 5.2.6 certains des développements
récents liés à l’utilisation des lois a priori impropres, faisons la remarque sui-
vante : utiliser des lois a priori impropres, comme celle de Jeffreys, pour des
tests bilatéraux reste non satisfaisant, car elles semblent conduire à trop d’ar-
bitraire au sens où de nombreuses solutions contradictoires abondent, reposant
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sur des principes théoriques similaires mais produisant des valeurs numériques
différentes, ce qui contredit le principe de vraisemblance. En d’autres termes,
bien que les solutions proposées dans la section suivante soient intéressantes et
convaincantes, en tant que principes constructifs, les difficultés relatives à l’uti-
lisation de lois a priori impropres dans les tests font que celles-ci ne relèvent
pas à proprement parler du paradigme bayésien. Nous considérons dans la
Section 5.3 une approche alternative qui définit une réponse bayésienne la
moins favorable comme une limite inférieure d’estimateurs (propres) de Bayes
(mais qui présente également d’importants défauts).

Les difficultés rencontrées avec les lois a priori non informatives montrent
aussi que le problème des tests ne peut pas être traité de façon cohérente
s’il n’y a pas d’information a priori disponible ; en d’autres termes, l’infor-
mation apportée par les observations seules n’est souvent pas suffisante pour
déterminer catégoriquement si l’hypothèse est vraie ou fausse. Évidemment,
cela renforce la motivation d’un traitement bayésien de tels problèmes, car
c’est la seule approche cohérente qui profite de l’information résiduelle.

5.2.6 Pseudo-facteurs de Bayes

La plupart40 des solutions proposées pour surmonter les difficultés liées à
l’emploi de lois a priori impropres reposent sur l’utilisation d’une partie des
données, afin de transformer les lois impropres en lois propres, ou le recours
à des observations imaginaires pour obtenir le même résultat.

Définition 5.10. Pour une loi a priori impropre π donnée, un échantillon
(x1, . . . , xn) est un échantillon d’apprentissage si la loi a posteriori correspon-
dante π(·|x1, . . . , xn) est propre ; c’est un échantillon d’apprentissage minimal
si aucun de ses sous-échantillons n’est un échantillon d’apprentissage.

Exemple 5.11. Pour le modèle N (μ, σ2), la taille de l’échantillon d’appren-
tissage minimal associé à la loi a priori impropre π0(μ, σ2) = 1/σ2 est 2,
car ∫

e−{(x1−μ)2+(x2−μ)2}/2σ2
σ−4dμ dσ2

=
∫ ∞

0

σ−3e−s2/2σ2
dσ2 =

∫ ∞

0

ω3/2−2e−s2ω/2dω ,

tandis que

40Cette section, qui peut être omise dans une première lecture, traite de notions
plus avancées, à savoir les lois a priori intrinsèques développées par Berger et Pericchi
(1996b,a). Ces notions ne seront pas utilisées dans le reste du livre, sauf dans le
Chapitre 7 ; voir Berger et Pericchi (2001), sur qui cette section est fondée, pour une
revue beaucoup plus détaillée.
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e−(x1−μ)2/2σ2

σ−3dμ dσ2 =∞ .

Si nous considérons maintenant la loi a priori π1(μ, σ2) = 1/σ, la taille de
l’échantillon d’apprentissage est 3, car∫

e−{(x1−μ)2+(x2−μ)2}/2σ2
σ−3dμ dσ2

=
∫ ∞

0

σ−2e−s2/2σ2
dσ2

=
∫ ∞

0

ω−1e−s2ω/2dω =∞ ,

ce qui est un bon argument en faveur de l’utilisation de la loi π0 plutôt que
la loi π1. ‖

L’idée est alors d’utiliser un échantillon d’apprentissage minimal, x(�), pour
transformer la loi a priori impropre π en une loi propre π(·|x(�)) et de traiter
cette loi a posteriori comme si c’était une loi a priori propre pour le reste de
l’échantillon, x(−�), afin d’éviter une double utilisation des données, comme
dans Aitkin (1991). Lorsqu’on est confronté à une hypothèse H0 associée à
une loi a priori π0 et une hypothèse alternative H1 plus générale de loi a priori
π1, si l’échantillon d’apprentissage minimal sous H1 est tel que π0(·|x(�)) soit
aussi propre, le pseudo-facteur de Bayes

B
(�)
10 =

∫
Θ1
f1(x(−�)|θ1)π1(θ1|x(�))dθ1∫

Θ0
f0(x(−�)|θ0)π0(θ0|x(�))dθ0

(5.5)

ne dépend alors pas des constantes de normalisation utilisées dans π0 et π1.
Une décomposition utile de ce pseudo-facteur de Bayes est proposée dans
Berger et Pericchi (2001).

Lemme 5.12. Dans le cas de lois a priori indépendantes, le pseudo-facteur
de Bayes peut s’écrire

B
(�)
10 = B10(x)×B01(x(�)) , (5.6)

avec

B10(x) =

∫
Θ1
f1(x|θ1)π1(θ1)dθ1∫

Θ0
f0(x|θ0)π0(θ0)dθ0

et

B01(x(�)) =

∫
Θ0
f0(x(�)|θ0)π0(θ0)dθ0∫

Θ1
f1(x(�)|θ1)π1(θ1)dθ1

.
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Dans cette décomposition, B10(x) et B01(x(�)) sont les facteurs de Bayes
calculés pour des lois a priori non normalisées π1 et π0, respectivement pour
tout l’échantillon x et l’échantillon d’apprentissage x(�), comme s’il s’agissait
de lois a priori régulières. Il est alors simple de voir que multiplier π0 par
c0 et π1 par c1 n’a pas d’influence sur B(�)

10 , car ces constantes s’annulent.
Notons l’intéressante inversion de B10(x) en B01(x(�)) : l’effet de l’échantillon
d’apprentissage est retiré du facteur de Bayes B10(x).

Bien que le problème de la constante de normalisation disparaisse, une
difficulté majeure est que la solution B(�)

10 n’est que formellement bayésienne.
De plus, en dehors des modèles séquentiels, le choix de x(�) n’est pas évident,
alors qu’il influe pourtant sur la valeur résultante de B(�)

10 (ce qui viole par
conséquent le principe de vraisemblance).

Exemple 5.13. (Suite de l’Exemple 5.11) Si H0 : μ = 0, avec π0(σ2) =
1/σ2 et H1 : μ �= 0, avec π1(μ, σ2) = 1/σ2, la taille de l’échantillon d’appren-
tissage minimal est 2 sous H1. D’où

π1(μ, σ2|x1, x2) =
1
σ

exp{−2(μ− x̄1)2/2σ2}s51σ−3e−s2
1/2σ2

et

π0(σ2|x1, x2) =
s60
σ4
e−s2

0/2σ2
,

avec les notations suivantes :

x̄1 =
x1 + x2

2
, s21 =

(x1 − x2)2

2
, s20 = x2

1 + x2
2 .

Alors

B
(2)
10 =

s51
∫
e−{(n−2)(x̄2−μ)2−2(μ−x̄1)

2−s2
2−s2

1}/2σ2
σ−n−2dμdσ2

s60
∫∞
0 e−{−s2

3−s2
0}/2σ2

σ−n−2dσ2

dépend du choix de (x1, x2) via (x̄1 − x̄2)2, s21 et s20 (voir l’Exercice 5.15). ‖

Une façon de supprimer cette dépendance à l’échantillon d’apprentissage
est de calculer la moyenne des différents pseudo-facteurs de Bayes (5.6) sur
tous les échantillons d’apprentissage possibles x(�). La difficulté suivante est
de décider quel type de moyenne devrait être utilisée. Par exemple, Berger et
Pericchi (1996b, 1998, 2001) ont répertorié

– le facteur de Bayes arithmétique intrinsèque,

BA
10 =

1
L

∑
x(	)

B
(�)
10 = B10(x)

1
L

∑
x(	)

B01(x(�)) , (5.7)

où L est le nombre des différents échantillons d’apprentissage ;
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– le facteur de Bayes géométrique intrinsèque,

BG
10 = exp

1
L

∑
x(	)

logB(�)
10 = B10(x) exp

1
L

∑
x(	)

logB01(x(�)) ; (5.8)

et
– le facteur de Bayes médian intrinsèque,

BM
10 = medB(�)

10 = B10(x)medB01(x(�)) , (5.9)

où medB(�)
10 indique la médiane des B(�)

10 sur les différents échantillons
d’apprentissage.

Bien que toutes ces solutions soient proches d’une réponse bayésienne, en
particulier parce qu’elles utilisent les données une seule fois (Exercice 5.16),
séparant la partie utilisée pour rendre propre la loi a priori impropre de
la partie utilisée pour le test lui-même, aucune d’entre elles n’est vraiment
bayésienne. Nous discuterons plus loin des inconvénients plus sérieux de ces
différents facteurs de Bayes intrinsèques. Il apparâıt cependant que ces der-
niers correspondent souvent à d’authentiques facteurs de Bayes sous des lois
a priori propres, appelées lois a priori intrinsèques dans Berger et Pericchi
(1996b, 1998)41. (On retrouvera ce phénomène dans la Section 5.3.5 avec les
bornes inférieures de Berger et Sellke, 1987.)

Exemple 5.14. (Berger et Pericchi, 1998) Dans le cas x ∼ N (θ, 1), lorsque
H0 : θ = 0 et π1(θ) = 1, pour un échantillon (x1, . . . , xn), le facteur de Bayes
arithmétique intrinsèque,

BA
10 = B10(x)

1√
2π

1
n

n∑
i=1

e−x2
i /2,

est presque identique au facteur de Bayes habituel associé à la loi a priori
normale N (0, 2) sous H1. ‖

Exemple 5.15. (Berger et Pericchi, 1998) Pour x1, . . . , xn, observations i.i.d.
d’une loi exponentielle translatée, de densité exp(θ− x)Ix≥θ, si H0 : θ = θ0 et
H1 : θ > θ0, avec π1(θ) = 1,

BA
10 = B10(x)

1
n

n∑
i=1

[
exi−θ0 − 1

]−1

41Le terme d’intrinsèque associé au facteur de Bayes et la loi a priori corres-
pondante tente d’évoquer l’idée de quantités calculées uniquement à partir de la
distribution des observations, mais la diversité des réponses possibles montre que ce
terme est plutôt inapproprié !
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correspond au facteur de Bayes standard associé à la loi a priori propre

π2(θ) = eθ0−θ
{
1− log

(
1− eθ0−θ

)}
,

qui se comporte comme l’indique la Figure 5.1. ‖

0 2 4 6 8 10

0
1

2
3

4
5

Fig. 5.1. Graphe d’une loi a priori intrinsèque associée au test exponentiel H0 :
θ = θ0, lorsque θ0 = 1.

O’Hagan (1995) présente une alternative élégante aux facteurs de Bayes
intrinsèques, alternative qui évite à la fois la sélection d’échantillons d’ap-
prentissage et le calcul de moyenne qui en découle. Son idée est d’utiliser une
fraction b de la vraisemblance pour rendre propre la loi a priori, c’est-à-dire
prendre 0 < b < 1 tel que∫

Θ0

f0(x|θ0)bπ0(θ0)dθ0 <∞

et ∫
Θ1

f1(x|θ1)bπ1(θ1)dθ1 <∞ .

La fraction restante (1−b) de la vraisemblance est alors utilisée pour effectuer
le test, comme dans le cas d’un facteur de Bayes intrinsèque. Le facteur de
Bayes fractionnaire est par conséquent défini comme
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BF
10 =

∫
Θ1
f1(x|θ1)1−bπb

1(θ1|x)dθ1∫
Θ0
f0(x|θ0)1−bπb

0(θ0|x)dθ0

= B10(x)

∫
Θ0
f0(x|θ0)bπ0(θ0)dθ0∫

Θ1
f1(x|θ1)bπ1(θ1)dθ1

, (5.10)

où πb
0(θ0|x) et πb

1(θ1|x) indiquent les pseudo-lois a posteriori associées à, res-
pectivement, f0(x|θ0)b et f1(x|θ1)b. Pour les familles exponentielles, la quan-
tité b correspond clairement à une fraction de taille d’échantillon, car pour n
observations d’une famille exponentielle de statistique exhaustive T , on a

(exp{θ · nT (x)− nΨ(θ)})b = exp {θ · [bn]T (x)− [bn]Ψ(θ)} .
Pour les autres lois, la fraction b doit être déterminée par une approche plus
empirique (voir O’Hagan, 1995, 1997).

Comme dans le cas du facteur de Bayes intrinsèque, cette solution est dans
certains cas égale à un facteur de Bayes régulier, pour une certaine loi a priori
“intrinsèque”.

Exemple 5.16. (Suite de l’Exemple 5.14) Pour tout 0 < b < 1,

BF
10 =

∫
e−n(1−b)(x̄−θ)2/2

√
be−nb((x̄−θ)2/2dθ√

2πe−n(1−b)x̄2/2

=
√
ben(1−b)x̄2/2 , (5.11)

qui est égal au facteur de Bayes associé à la loi propre θ ∼ N (0, (1 − b)/nb)
sous H1. ‖

Ces pseudo-facteurs de Bayes présentent cependant suffisamment de diffi-
cultés pour que nous remettions en cause leur utilisation dans les problèmes
de test et de choix de modèle :

(i) Lorsque les facteurs de Bayes sont associés à des lois a priori, ils satisfont
certaines propriétés de cohérence telles que

B12 = B10B02 et B01 = 1/B10 .

La plupart des pseudo-facteurs de Bayes n’y satisfont pas, même si le
facteur de Bayes fractionnaire satisfait BF

01 = 1/BF
10.

(ii) Lorsque les pseudo-facteurs de Bayes peuvent s’exprimer comme de vrais
facteurs de Bayes, les lois a priori intrinsèques correspondantes ne sont
pas nécessairement satisfaisantes, comme le montrent l’Exemple 5.15 pour
le facteur de Bayes arithmétique et l’Exemple 5.16 pour le facteur de
Bayes fractionnaire. Ces lois a priori dépendent du choix des lois a priori
de référence impropres π0 et π1, donc elles ne sont pas véritablement
intrinsèques.
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(iii) En relation avec le point précédent, les pseudo-facteurs de Bayes peuvent
aussi être biaisés vers l’une des hypothèses, au sens où ils peuvent s’ex-
primer comme un vrai facteur de Bayes multiplié par un certain facteur.

Exemple 5.17. (Suite de l’Exemple 5.15) Pour le facteur de Bayes
intrinsèque médian,

BM
10 = B10(x)

[
emed(xi) − θ0

]−1

= 0.69B̃10(x) (5.12)

où B̃10(x) est le facteur de Bayes associé à la loi a priori π3(θ) ∝ (2 exp{θ−
θ0}− 1)−1, qui, bien qu’elle soit similaire à π2, ne fournit pas exactement
la même couverture des régions proches de 1. ‖

Dans de tels cas, les pseudo-facteurs de Bayes peuvent être perçus comme
attribuant aux deux hypothèses des probabilités différentes de la valeur
de référence 1/2, une caractéristique que nous rencontrerons aussi pour
les bornes les moins favorables dans la Section 5.3.5.

(iv) Le plus souvent cependant, les pseudo-facteurs de Bayes ne correspondent
pas du tout à un vrai facteur de Bayes et donnent des solutions fortement
biaisées. Par exemple, Berger et Pericchi (2001) confirment que les facteurs
de Bayes arithmétiques intrinsèques ne sont pas associés à des lois a priori
intrinsèques pour la plupart des problèmes de test unilatéraux.

Exemple 5.18. (Suite de l’Exemple 5.15) Le facteur de Bayes frac-
tionnaire

BF
10 = B10(x)bn

{
e−bn(x(1)−θ0) − 1

}−1

, (5.13)

est toujours plus grand que 1, par conséquent, il favorise toujours l’hy-
pothèse alternative, selon l’échelle de Jeffreys. Ce comportement para-
doxal peut être attribué au fait que la fraction b ne modifie pas la fonction
indicatrice. ‖

(v) Les pseudo-facteurs de Bayes peuvent simplement ne pas exister pour
toute une catégorie de modèles.

Exemple 5.19. Les mélanges de lois normales

pN (μ1, σ
2
1) + (1 − p)N (μ2, σ

2
2)

ont été présentés dans l’Exemple 1.6. Comme on le voit dans l’Exer-
cice 1.56, les lois a priori impropres de la forme π1(μ1, σ1)π2(μ2, σ2)π3(p)
ne peuvent pas être utilisées dans ce cadre, quelle que soit la taille de
l’échantillon n. (La raison fondamentale de cette interdiction est qu’il
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existe une probabilité (1 − p)n > 0 qu’aucune observation soit associée
à la première composante N (μ1, σ

2
1).) Par conséquent, il n’existe jamais

d’échantillon d’apprentissage pour les lois a priori non informatives stan-
dard et on ne peut pas calculer de facteur de Bayes. La même règle s’ap-
plique aux facteurs de Bayes fractionnaires (voir l’Exercice 5.22). ‖

(vi) Comme le montre cette section, il existe plusieurs approches pour définir
les pseudo-facteurs de Bayes et, bien que la plupart soient sans doute
logiques, il n’y a pas de méthode cohérente de les classer par ordre de
préférence. Les pseudo-facteurs de Bayes, tels qu’ils sont définis ici, sont
en accord avec le principe de vraisemblance, mais la multiplication des
réponses possibles, même si celles-ci sont proches, n’est pas un bon signal
pour les utilisateurs42. De la même façon, il n’existe pas une procédure
précise pour le choix de b dans les facteurs de Bayes fractionnaires, car la
taille minimale de l’échantillon d’apprentissage n’est pas toujours claire-
ment définie.

(vii) Jusqu’ici, le problème du calcul des pseudo-facteurs de Bayes n’a pas
été évoqué, faute d’outils appropriés, qui seront introduits dans les Cha-
pitres 6 et 7. Mais notons que chaque facteur de Bayes B(�)

10 peut être
une intégrale complexe et le calcul d’une moyenne de facteurs de Bayes
intrinsèques peut impliquer

(
m
n

)
intégrales de ce type, si m est la taille

minimale de l’échantillon d’apprentissage. Les facteurs de Bayes fraction-
naires sont plus faciles à calculer dans des cadres exponentiels, mais les
autres lois sont plus difficiles à manipuler (Exercice 5.23).

5.3 Comparaisons avec l’approche classique

5.3.1 Tests UPP et UPPS

L’approche classique de la théorie des tests est la théorie de Neyman-
Pearson, présentée, par exemple, dans Lehmann (1986). Sous le coût 0−1, noté
L ci-dessous, la notion fréquentiste d’optimalité est fondée sur la puissance
d’un test, définie comme suit :

Définition 5.20. La puissance d’une procédure de test ϕ est la probabilité
de rejeter H0 sous l’hypothèse alternative, c’est-à-dire β(θ) = 1 − Eθ[ϕ(x)]
lorsque θ ∈ Θ1. La quantité 1 − β(θ) est appelée erreur de deuxième espèce,
tandis que l’erreur de première espèce est Eθ[ϕ(x)] lorsque θ ∈ Θ0.

42Berger et Pericchi (2001) soutiennent que la multiplicité des facteurs de Bayes
intrinsèques possibles n’est pas plus inquiétante que la multiplicité des lois a priori
possibles par défaut. La comparaison est cependant légèrement déficiente, puisque
chaque loi a priori choisie induit de multiples facteurs de Bayes intrinsèques !
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Les tests fréquentistes optimaux sont alors ceux qui minimisent le risque
Eθ[L(θ, ϕ(x))] sous H1 seulement :

Définition 5.21. Si α ∈]0, 1[ et Cα est la classe des procédures ϕ satisfaisant
la contrainte suivante sur l’erreur de première espèce :

sup
θ∈Θ0

Eθ[L(θ, ϕ(x))] = sup
θ∈Θ0

Pθ(ϕ(x) = 0) ≤ α, (5.14)

une procédure de test ϕ est dite uniformément plus puissante au niveau α ou
UPP si elle minimise dans Cα le risque Eθ[L(θ, ϕ(x))] uniformément sur Θ1.

Cette optimalité est beaucoup plus faible que la notion d’admissibilité
développée dans la Section 2.4. En effet, le coût est bidimensionnel, du fait
de la restriction sur l’erreur de première espèce (5.14). Cette restriction est
généralement nécessaire pour obtenir une procédure de test optimale, car les
fonctions de risque des procédures admissibiles se croisent, mais :

(i) Elle entrâıne une asymétrie entre les hypothèses nulle et alternative, ce
qui implique un comportement anormal des procédures de test. En effet,
puisque l’erreur de première espèce est fixée, un équilibre entre les deux
erreurs (acceptation sous H1 et rejet sous H0) est impossible, d’où une
erreur de seconde espèce beaucoup plus grande. Cette asymétrie explique
aussi le fait que la théorie ne fasse pas intervenir de considérations de
minimaxité. C’est ce qui se passe notamment lorsque deux hypothèses
H0 et H1 sont contiguës, c’est-à-dire lorsqu’il est possible de passer de
Θ0 à Θ1 par une transformation connexe.

(ii) Elle implique la sélection d’un niveau de confiance α par le décideur,
en plus du choix de la fonction de coût L, ce qui entrâıne généralement
le recours à des niveaux “standard”, comme 0.05 ou 0.01, et les in-
convénients qui sont liés à de tels niveaux “universels” (voir ci-dessous).

(iii) Elle ne suggère pas nécessairement une réduction suffisante de la
classe des procédures de test et ne permet pas toujours la sélection d’une
procédure unique optimale. Il est parfois nécessaire d’imposer plus de
contraintes sur ces classes.

Dans le cas le plus simple, c’est-à-dire si les hypothèses nulle et alternative
sont ponctuelles, H0 : θ = θ0 contre H1 : θ = θ1, le lemme de Neyman-
Pearson établit l’existence de procédures de test UPP, de la forme43

ϕ(x) =

{
1 si f(x|θ1) < kf(x|θ0),
0 sinon,

43Conservant l’interprétation d’une procédure de test comme estimateur de
IΘ0(θ), les procédures de test sont dans ce livre les compléments à 1 des procédures
de Neyman-Pearson classiques, pour lesquelles la valeur de 1 correspond au rejet de
H0.
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k étant donné par le niveau de confiance choisi α. Évidemment, le fait que
Θ1 se réduise à {θ1} est assez utile, car ceci permet un ordre total sur les
procédures de Cα. Pour les familles à rapport de vraisemblance monotone,
c’est-à-dire les familles paramétriques pour lesquelles il existe une statistique
T (x) telle que

f(x|θ′)
f(x|θ)

soit croissant en T (x) pour θ′ > θ, Karlin et Rubin (1956) ont établi l’exten-
sion suivante du lemme de Neyman-Pearson (voir Lehmann, 1986, p. 79, pour
une démonstration).

Proposition 5.22. Soit f(x|θ) à rapport de vraisemblance monotone dans
T (x). Pour H0 : θ ≤ θ0 et H1 : θ > θ0 il existe un test UPP tel que

ϕ(x) =

⎧⎪⎨
⎪⎩

1 si T (x) < c,

γ si T (x) = c,

0 sinon,

γ et c étant déterminés par la contrainte

Eθ0 [ϕ(x)] = α.

Karlin et Rubin (1956) ont aussi montré que, pour les fonctions de coût
de type (5.1), les procédures de test fournies dans le Théorème 5.22 forment
une classe essentiellement complète, c’est-à-dire une classe de procédures suf-
fisamment grande pour être au moins aussi bonne que n’importe quelle autre
procédure (voir le Chapitre 8). De plus, si le support de la loi f(x|θ) ne
dépend pas de θ, la classe obtenue dans la Proposition 5.22 est essentiellement
complète minimale : elle ne peut être réduite plus avant (voir Lehmann, 1986,
p. 82-83) et, par conséquent elle ne contient que les procédures optimales.

Notons qu’une classe importante de familles à rapport de vraisemblance
monotone est celle des familles exponentielles, car

f(x|θ′)
f(x|θ) =

eθ′x−ψ(θ′)

eθx−ψ(θ)
=

e(θ
′−θ)x

eψ(θ′)−ψ(θ)

est croissant en x. Pfangzagl (1968) a aussi établi la réciproque de la Pro-
position 5.22 dans l’esprit du lemme de Pitman-Koopman (Section 3.3.3),
à savoir que l’existence d’un test UPP pour toute taille d’échantillon et un
niveau donné α implique que la loi appartienne à une famille exponentielle.

Exemple 5.23. Soient x ∼ P(λ) et H0 : λ ≤ λ0, H1 : λ > λ0. Pour m
observations indépendantes de cette loi, une statistique exhaustive est s =∑

i xi ∼P(mλ) et, selon la Proposition 5.22, un test UPP est donné par
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ϕ(x) =

⎧⎪⎨
⎪⎩

1 si s < k,

γ si s = k,

0 sinon,

pour Eλ0 [ϕ(x)] = Pmλ0(s > k) + γPmλ0(s = k) = α. ‖

La Proposition 5.22 et l’exemple ci-dessus mettent en avant une diffi-
culté majeure de l’approche de Neyman-Pearson, à savoir que des niveaux
de confiance arbitraires ne sont pas nécessairement accessibles, à moins de
faire appel à une randomisation. En effet, comme l’espace de décision est
D = {0, 1}, ϕ(x) = γ signifie que ϕ(x) = 1 avec probabilité γ (et 0 autre-
ment). De telles procédures sont évidemment incompatibles avec le principe
de vraisemblance, même si elles n’apparaissent que pour des cas discrets. Leh-
mann (1986) indique que le niveau de confiance α devrait être modifié jusqu’à
ce que la randomisation soit évitée, mais cette modification provoque un autre
inconvénient : le choix du niveau de confiance dépend des observations et non
pas d’une fonction d’utilité.

De plus, la Proposition 5.22 s’applique uniquement aux hypothèses uni-
latérales. Dans un cas particulier d’hypothèses bilatérales, nous pouvons ex-
poser un résultat d’optimalité (voir Lehmann, 1986, p. 101-103).

Proposition 5.24. Soient une famille exponentielle

f(x|θ) = eθT (x)−ψ(θ)h(x)

et H0 : θ ≤ θ1 ou θ ≥ θ2, H1 : θ1 < θ < θ2. Il existe un test UPP de la forme

ϕ(x) =

⎧⎪⎨
⎪⎩

0 si c1 < T (x) < c2,

γi si T (x) = ci (i = 1, 2),
1 sinon,

avec (i = 1, 2)
Eθi [ϕ(x)] = α.

Cependant, il n’existe pas de test UPP correspondant au cas opposé, à sa-
voirH0 : θ1 ≤ θ ≤ θ2. Ce paradoxe montre avec force l’absence de symétrie–et
donc de cohérence–du critère UPP et jette un doute sur la validité de l’ana-
lyse de Neyman-Pearson ou sur la pertinence d’un coût asymétrique comme le
coût 0− 1. Dans ces cas, la solution de Neyman-Pearson est de proposer une
réduction additionnelle de la classe des procédures en considérant des tests
sans biais, c’est-à-dire satisfaisant de plus

sup
Θ0

Pθ(ϕ(x) = 0) ≤ inf
Θ1
Pθ(ϕ(x) = 0).

En d’autres termes, ϕ doit aussi satisfaire
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inf
Θ0

Eθ[ϕ(x)] ≥ sup
Θ1

Eθ[ϕ(x)].

La notion de tests uniformément plus puissants sans biais (UPPS) en découle.
Néanmoins, cette restriction provoque encore plus d’asymétrie entre H0 et
H1. Bien qu’intuitivement acceptable, cette notion de test sans biais est un
autre exemple des restrictions imposées à la notion d’optimalité par l’approche
fréquentiste, qui dénaturent le vrai objectif de la Théorie de la Décision.

Exemple 5.25. Si, pour x ∼ N (θ, 1), on teste H0 : θ = 0 contreH1 : θ �= 0,
il n’existe pas de test UPP. Un test UPPS au niveau α = 0.05 est

ϕ(x) =

{
1 si |x| ≤ 1.96,
0 sinon.

‖

5.3.2 Lois a priori les moins favorables

Lorsque aucun test UPPS n’existe, il devient assez difficile de défendre,
ou même de construire, une procédure de test spécifique dans un cadre
fréquentiste. À moins de restreindre plus encore la classe des procédures accep-
tables, une approche habituelle est de considérer le rapport de vraisemblance

supθ∈Θ0
f(x|θ)

supθ∈Θ1
f(x|θ) (5.15)

et sa distribution, ou de fonder le test sur la loi asymptotique de (5.15). Le
rapport ci-dessus illustre un lien avec l’approche bayésienne, car, comme on l’a
déjà dit précédemment, il s’agit formellement d’un facteur de Bayes pour une
loi a priori π de support réduit aux points θ̂0 et θ̂1, estimateurs du maximum
de vraisemblance de θ sur Θ0 et Θ1. Cette analogie est en effet formelle,
puisque les masses de Dirac sont des lois a priori artificielles et, de plus, les θ̂i

dépendent des observations. Cependant, elle indique aussi que le rapport de
vraisemblance a une motivation bayésienne.

Des relations entre procédures de test bayésiennes et procédures optimales
de Neyman-Pearson sont présentées dans Lehmann (1986), via la notion de
lois les moins favorables, décrite ci-dessous44. SoientH0 : θ ∈ Θ0, H1 : θ = θ1
avec π une loi a priori sur Θ0. D’un point de vue bayésien, ce problème de test

44Le reste de cette section n’est pas utilisé dans la suite. La passerelle signalée ici
est d’importance moindre que la relation correspondante obtenue dans la théorie de
la minimaxité (voir la Section 2.4.3). De plus, elle ne peut s’appliquer qu’à des cas
spécifiques et ne valide pas plus avant les réponses classiques, qui ne peuvent pas
être obtenues comme limites de procédures bayésiennes (voir la Section 5.4).
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peut être représenté comme le test de Hπ : x ∼ mπ contre H1 : x ∼ f(x|θ1),
où m est la loi marginale sous H0

mπ(x) =
∫

Θ0

f(x|θ)π(θ) dθ.

Puisque les deux hypothèses (Hπ et H1) sont des hypothèses ponctuelles, le
lemme de Neyman-Pearson assure l’existence d’un test UPP ϕπ, à un niveau
de signification α et de puissance βπ = Pθ1(ϕπ(x) = 0). Ce test est de la forme

ϕπ(x) =

{
1 si mπ(x) > kf(x|θ1),
0 sinon.

Définition 5.26. Une loi la moins favorable est une loi a priori π qui maxi-
mise la puissance βπ.

Cette définition est utilisée dans le résultat suivant (Lehmann, 1986, p. 105).

Théorème 5.27. Soit H0 : θ ∈ Θ0 à tester contre l’alternative H1 : θ = θ1.
Si le test UPP ϕπ au niveau α pour Hπ contre H1 satisfait

sup
θ∈Θ0

Eθ[L(θ, ϕπ)] ≤ α,

alors
(i) ϕπ est UPP au niveau α ;
(ii) si ϕπ est le seul test de niveau α de Hπ contre H1, ϕπ est le seul test

UPP au niveau α pour tester H0 contre H1 ; et
(iii) π est une loi la moins favorable.

La condition dans le théorème ci-dessus peut sembler superflue, mais no-
tons que ϕπ est défini par∫

{mπ(x)>kf(x|θ1)}
mπ(x) dx = α.

Ce rapport ne garantit pas que Eθ[L(θ, ϕπ)] ≤ α pour tout θ ∈ Θ0.

5.3.3 Critiques

Le Théorème 5.27 exhibe une connexion entre les tests bayésien et UPP,
de la même façon que les lois les moins favorables mènent aux estimateurs
minimax dans les problèmes d’estimation ponctuelle avec une valeur (voir la
Section 2.4), bien qu’une procédure de Bayes corresponde à un test modifié im-
pliquant π. Nous ne poursuivrons pas l’analogie au-delà de cette connexion,
car, comme d’autres, nous nous opposons à l’approche de Neyman-Pearson



264 5 Tests et régions de confiance

dans son ensemble. En effet, en plus des problèmes de randomisation évoqués
ci-dessus, un inconvénient majeur de cette perspective est de restreindre l’es-
pace de décision au couple {0, 1}, ce qui oblige par conséquent à prendre
une décision catégorique. Il nous semble qu’une réponse plus adaptative est
préférable. De plus, les tests UPP (et UPPS), lorsqu’ils existent, dépendent
d’une mesure d’évaluation (le niveau de signification α) non révisée après ob-
servation. Dans l’Exemple 5.25 notamment, si le niveau est fixé à 0.05, la
réponse classique est identique pour x = 1.96 et x = 100. D’un point de vue
purement décisionnel, il semble aussi paradoxal de restreindre les procédures
inférentielles à un cadre limité, puisque ce dernier peut (et doit) mener à des
procédures sous-optimales. En particulier, la notion de “sans biais”, qui a
été déconsidérée en estimation ponctuelle grâce à l’effet Stein (Note 2.8.2),
devrait aussi disparâıtre des procédures de test.

Une critique plus fondamentale de l’approche de Neyman-Pearson (et, au
fond, de toute approche fréquentiste) est qu’elle fonde le rejet de H0 sur des
événements improbables qui ne se sont pas produits, pour reprendre les termes
de Jeffreys (1939, 1961). En effet, une région de rejet UPP est de la forme

R = {T (X) ≥ T (x)}

si la loi a un rapport de vraisemblance monotone en T , car, sous l’hypothèse
nulle,

P (T (X) ≥ T (x)) < α. (5.16)

Cependant, l’événement qui se produit en réalité est {T (X) = T (x)}. Il
y a donc perte d’information dans le processus (classique) de décision, qui
se trouve en général être biaisé contre l’hypothèse nulle. En effet, la région
{T (X) ≥ T (x)} est relativement plus improbable qu’un voisinage de T (x), ce
qui explique le fait que les réponses bayésiennes soient plus optimistes (voir
la Section 5.3.5). Bien entendu, la seule approche cohérente qui permette de
conditionner sur {T (X) = T (x)}, c’est-à-dire sur les observations elles-mêmes,
est l’approche bayésienne. En revanche, choisir une procédure sur la base de
(5.16) fait intervenir la loi complète de x et, par conséquent, contredit po-
tentiellement le principe de vraisemblance, comme le montrent les Exemples
1.16 et 1.18. En effet, le principe des règles d’arrêt n’est pas compatible avec
une théorie des tests fréquentiste, car la loi de la taille de l’échantillon ne
devrait pas avoir d’impact sur la sélection de la procédure de test. Le prin-
cipe de vraisemblance présente effectivement la propriété paradoxale qu’une
procédure fondée sur un rapport de vraisemblance reste acceptable tant qu’elle
ne dépend pas de la loi de ce rapport.

Exemple 5.28. Le test du khi deux est une procédure simple (mais approxi-
mative) pour tester l’adéquation d’un échantillon à une loi (ou une famille de
lois). Si l’échantillon de taille n est divisé en k classes, de tailles théoriques
Ni = npi et de tailles observées ni, on déduit du Théorème Central Limit que
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D2 =
k∑

i=1

(ni −Ni)2

Ni

est approximativement distribué comme une loi du χ2
� , de degrés de liberté

� dépendant du problème (et valant généralement k − 1 moins le nombre de
paramètres estimés). Comme l’a souligné Jeffreys (1961), l’approche classique
rejette l’hypothèse nulle (adéquation à la famille des lois proposées) si D2 est
trop grand, par exemple, si

P (z > D2) < 0.05

pour z ∼ χ2
� . Cependant, il n’y a pas de raison d’accepter l’hypothèse nulle

(qui est que D2 est approximativement distribué comme χ2
� ) si

P (z < D2) ≤ 0.05,

puisque de telles valeurs de D2 ne sont pas plus compatibles avec la loi que
lorsque P (z > D2) ≤ 0.05. De ce point de vue, il serait aussi justifié de rejeter
l’hypothèse nulle, ce que ne fait pas l’approche classique. ‖

Exemple 5.29. Une critique bayésienne bien connue de la théorie de Ney-
man-Pearson est le contre-exemple suivant présenté par Lindley (1957, 1961).
Soient x̄n ∼ N (0, 1/n) la moyenne d’un échantillon normal et θ ∼ N (0, 1).
Pour tester H0 : θ = 0 contre H1 : θ �= 0, les tests UPPS correspondants
ne dépendent que de zn = |xn|√n. Supposons zn = 1.97. Au niveau de signi-
ficativité 5%, la procédure de test rejette H0 pour tout n. Au contraire, la
probabilité a posteriori de H0 est (voir l’Exemple 5.4)

π(θ = 0|zn) =
(

1 +
1− �0

�0

1√
n+ 1

exp{z2
nn/2(n+ 1)}

)−1

,

et par conséquent tend vers 1 quand n tend vers l’infini. En fait, ce résultat
se vérifie pour la plupart des lois a priori, de par la normalité asymptotique
des lois a posteriori (voir Hartigan, 1983). Ce paradoxe peut être relié au
problème de Kepler (voir Jeffreys, 1961 ou Berger, 1985b), qui est que, en
astronomie, une hypothèse nulle–par exemple, la nature elliptique de la tra-
jectoire des planètes–est toujours rejetée d’un point de vue fréquentiste pour
une taille d’échantillon suffisamment grande, c’est-à-dire lorsque suffisamment
d’observations ont été accumulées. ‖

Une autre difficulté majeure de l’approche de Neyman-Pearson est que la
sélection du niveau α devrait être équivalente à la sélection des poids a0 et a1

dans la fonction de coût et que, par conséquent, elle devrait être fondée sur
des considérations d’utilité. Au lieu de cela, la pratique courante d’omettre
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complètement cette étape de sélection et, suivant une suggestion faite par Fi-
sher (1956), de choisir un niveau α classique de 5% ou 1%, est à présent deve-
nue une règle formelle, quels que soient le problème, la taille de l’échantillon,
ou l’erreur de seconde espèce. Puisque l’approche de Neyman-Pearson est
plutôt prédominante de nos jours, cette attitude dogmatique a entrâıné un
biais de publication. En effet, les résultats des expériences qui ne sont pas
“significatifs au niveau 5%” sont le plus souvent rejetés par les éditeurs ou
même censurés par les auteurs eux-mêmes dans plusieurs domaines, incluant
la biologie, la médecine et les sciences sociales.

5.3.4 Les p-values

Les fréquentistes (et praticiens) ont tenté de compenser les inconvénients
de l’approche de Neyman-Pearson en supprimant le niveau de signification α
et en proposant une réponse prenant ses valeurs dans [0, 1] et, de façon plus
importante, dépendant des observations de manière plus adaptative qu’une
acceptation ou un rejet établis en comparant T (x) à un seuil donné. La notion
suivante a été introduite pour la première fois par Fisher (1956).

Définition 5.30. La p-value associée à un test est le niveau de signification
α le plus petit pour lequel l’hypothèse nulle est rejetée.

Une définition générale pour les hypothèses nulles ponctuelles (voir Thomp-
son, 1989) est qu’une p-value est une statistique admettant une loi uniforme
sous l’hypothèse nulle ; se pose alors le difficile problème du choix de l’une
de ces statistiques, comme d’ailleurs pour le test introduit dans la définition
ci-dessus. En réalité, si un test de région critique Rα est disponible pour tout
niveau de signification α et si ces régions sont imbriquées (c’est à dire si
Rα ⊂ Rβ pour β > α), la procédure

p(x) = inf{α; x ∈ Rα}
est distribuée selon une loi uniforme si Eθ0 [IRα(x)] = α (voir Goutis et al.,
1996). Dans l’éventualité de plusieurs tests donnant des réponses opposées,
nous suggérons d’utiliser la loi du rapport de vraisemblance sous l’hypothèse
nulle, si cette dernière est ponctuelle.

Exemple 5.31. (Suite de l’Exemple 5.25) Puisque la région critique (qui
est la région de rejet pour H0) du test UPPS est {|x| > k}, une p-value usuelle
est

p(x) = inf{α; |x| > kα}
= PX(|X | > |x|), X ∼N (0, 1)
= 1− Φ(|x|) + Φ(|x|) = 2[1− Φ(|x|)].

Par conséquent, si x = 1.68, p(x) = 0.10 et, si x = 1.96, p(x) = 0.05. ‖
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Exemple 5.32. Soit x ∼ B(n, p), lorsque l’hypothèse à tester est H0 : p =
1/2 contre H1 : p �= 1/2. La p-value associée au rapport de vraisemblance

f(x|1/2)
supp f(x|p) =

(1/2)n(
x
n

)x (1− x
n

)n−x ∝ x−x(n− x)−(n−x)

est la fonction

p̃(x) = P1/2

(
XX(n−X)(n−X) ≤ xx(n− x)(n−x)

)
,

où X ∼B(n, 1/2). ‖

Les p-values sont donc des procédures adaptatives qui peuvent être accep-
tables d’un point de vue fréquentiste et qui, en outre, répondent aux exigences
de Kiefer (1977) et Robinson (1979) d’une approche fréquentiste condition-
nelle. Cependant, elles restent critiquées, car

(i) Les p-values évaluent aussi la mauvaise quantité, à savoir, la probabilité
de dépasser la valeur observée de la statistique de test. Elles contredisent
donc le principe de vraisemblance, car elles dépendent de toute la loi des
observations.

(ii) Même si elles sont calculées à partir de procédures de test optimales,
les p-values ne sont pas intrinsèquement optimales, car elles ne sont pas
évaluées sous une fonction de coût. En effet, comme le montre la Section
5.4, elles peuvent être sous-optimales.

(iii) Le nouvel espace de décision, D = [0, 1], n’est pas motivé par
des considérations de Théorie de la Décision et donc l’utilisation des
p-values n’est pas rendue explicite. En particulier, les p-values sont
souvent perçues comme fournissant une approximation fréquentiste de
P (θ ∈ Θ0|x), même si cette expression n’a pas de sens dans un cadre
non bayésien.

(iv) Dans une perspective classique, les p-values ne résument pas toute
l’information disponible pour un problème de test ; elles devraient être
comparées aux erreurs de seconde espèce, qui sont habituellement omises
dans l’analyse. Berger et Wolpert (1988) illustrent le danger de n’utiliser
que des p-values dans l’exemple suivant. Si x ∼ N (θ, 1/2), tester θ = −1
contre θ = 1 lorsque x = 0 mène à une p-value de 0.072 (pour un test
UPP), indiquant apparemment un fort rejet de l’hypothèse nulle, alors
que la p-value correspondante pour le test inverse de H1 contreH0 prend
exactement la même valeur. En fait, un rejet de H0 ne devrait pas tou-
jours impliquer l’acceptation deH1, cependant les praticiens considèrent
souvent la p-value comme étant la procédure de test et supposent qu’elle
englobe toute l’information sur le problème de test en jeu et concluent
néanmoins à l’acceptation. (Voir la Note 5.7.4.)
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5.3.5 Réponses bayésiennes moins favorables

Le problème d’évaluation des p-values sous un coût adapté est considéré
dans la Section 5.4. Nous terminons cette section par une comparaison entre
les p-values et leurs contreparties bayésiennes, les probabilités a posteriori.
Considérer la probabilité a posteriori la plus petite pour une classe de lois
a priori fournit la réponse bayésienne la moins favorable par rapport à l’hy-
pothèse nulle. Cette limite inférieure ne peut pas être utilisée comme une
procédure non informative, car elle sélectionne la loi a priori la plus opposée à
l’hypothèse nulle et elle est à la fois biaisée contreH0 et dépendante des obser-
vations. Elle devrait être interprétée comme un indicateur des variations des
probabilités a posteriori, la réponse la plus favorable étant 1. Une littérature
étendue est désormais disponible sur cette approche et les lecteurs pourront
consulter Berger et Sellke (1987), Berger et Delampady (1987) et Berger et
Mortera (1991) pour des références supplémentaires. La Note 5.7.4 présente
une perspective différente due à Berger et al. (1997) qui réconcilient les tests
fréquentistes et bayésiens en modifiant le cadre décisionnel.

Berger et Sellke (1987) et Berger et Delampady (1987) considèrent le cas
d’une hypothèse nulle ponctuelle, H0 : θ = θ0, contre l’hypothèse alternative
H1 : θ �= θ0. Pour une famille G de lois a priori sous l’hypothèse alternative,
les mesures d’évaluation de la vraisemblance deH0 sont données par les limites
inférieures

B(x,G) = inf
g∈G

f(x|θ0)∫
Θ
f(x|θ)g(θ) dθ ,

P (x,G) = inf
g∈G

f(x|θ0)
f(x|θ0) +

∫
Θ
f(x|θ)g(θ) dθ

sur les facteurs de Bayes et les probabilités a posteriori (pour �0 = 1/2, de
façon à donner des poids égaux aux deux hypothèses). Ces limites peuvent
aussi s’écrire

B(x,G) =
f(x|θ0)

supg∈G

∫
Θ f(x|θ)g(θ)dθ , P (x,G) =

[
1 +

1
B(x,G)

]−1

.

Elles varient bien évidemment en fonction de la classe G considérée. Dans un
cas plus général, lorsque G est égal à GA, l’ensemble de toutes les lois a priori,
le résultat suivant se démontre aisément.

Lemme 5.33. S’il existe un estimateur du maximum de vraisemblance de θ,
θ̂(x), les limites inférieures des facteurs de Bayes et des probabilités a poste-
riori de H0 sont, respectivement,

B(x,GA) =
f(x|θ0)
f(x|θ̂(x)) , P (x,GA) =

[
1 +

f(x|θ̂(x))
f(x|θ0)

]−1

.
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Une conséquence du Lemme 5.33 est que la réponse bayésienne ne sera
jamais fortement en faveur de l’hypothèse nulle, car

B(x,GA) ≤ 1, P (x,GA) ≤ 1
2
.

Ce comportement n’est pas particulièrement surprenant, car les limites in-
férieures correspondent au pire choix possible de g par rapport à H0. Un
phénomène plus inattendu est que la décroissance de ces limites lorsque |x|
augmente est plus lente que pour les p-values, comme le montre l’exemple
suivant.

Exemple 5.34. (Suite de l’Exemple 5.31) Dans le cas gaussien, les limites
inférieures associées à H0 : θ0 = 0 sont

B(x,GA) = e−x2/2 et P (x,GA) =
(
1 + ex2/2

)−1

,

ce qui donne le Tableau 5.7, qui compare les p-values aux réponses bayésiennes
les moins favorables.

La différence avec les réponses fréquentistes est donc assez importante. Les
p-values sont plus petites pour des niveaux de signification usuels et rejettent
donc l’hypothèse nulle H0 “trop souvent”. Bien entendu, pour des valeurs plus
petites de x, les p-values sont plus grandes que les limites inférieures, mais
le point le plus important est que, pour les valeurs de x où la décision est
le plus difficile à prendre, soit donc pour des niveaux de signification entre
0.01 et 0.1, une telle divergence apparaisse entre les réponses fréquentistes et
bayésiennes. ‖

Tab. 5.7. Comparaison entre les p-values et les réponses bayésiennes dans un cas
gaussien. (Source : Berger et Sellke, 1987.)

p-value 0.10 0.05 0.01 0.001

P 0.205 0.128 0.035 0.004
B 0.256 0.146 0.036 0.004

Des résultats de ce type sont assez surprenants, car les procédures clas-
siques appartiennent habituellement à la gamme des réponses bayésiennes.
De plus, la classe GA est plutôt déraisonnable, car elle inclut des masses de
Dirac menant à la limite inférieure. La seule justification pour ce type de lois
a priori se rapporte au principe minimax et à la notion correspondante de loi
la moins favorable. L’exemple ci-dessus montre que les p-values ne sont pas
minimax en ce sens. Bien entendu, la divergence est plus importante pour des
classes de lois plus petites. Par exemple, si G est égal à GS , l’ensemble des
lois qui sont symétriques en θ0, l’équivalent du Lemme 5.33 est :
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Lemme 5.35. Le facteur de Bayes le plus petit lorsque g ∈ GS est

B(x,GS) =
f(x|θ0)

supξ
1
2 [f(x|θ0 − ξ) + f(x|θ0 + ξ)]

,

qui mène à la limite inférieure correspondante pour les probabilités a poste-
riori.

Ce résultat se déduit du fait que toute loi symétrique est un mélange de
lois dont le support se réduit à deux points, de la forme {θ0 − ξ, θ0 + ξ}.
Pour des extensions multidimensionnelles, le suprémum doit être pris sur les
lois uniformes pour des sphères centrées sur θ0 (voir Berger et Delampady,
1987). Les problèmes discrets nécessitent quelques raffinements, notamment la
définition d’une notion de loi symétrique. Par exemple, dans le cas binomial,
la classe correspondante est GS , l’ensemble des lois qui sont symétriques en

p− p0√
p(1− p) .

Exemple 5.36. (Suite de l’Exemple 5.32) Pour H0 : p = 1/2, le Tableau
5.8 fournit les p-values et les limites inférieures bayésiennes associées à GS

(p0 = 1/2). ‖

Tab. 5.8. Comparaison entre p-values et réponses bayésiennes dans un cas binomial.
(Source : Berger et Delampady, 1987.)

p-value 0.0093 0.0507 0.1011

P 0.0794 0.2210 0.2969

Notons que dans ce cas les p-values ne sont pas des niveaux standard, de
par la nature discrète de la loi binomiale.

Une autre classe intéressante de lois a priori est celle des lois unimodales
symétriques en θ0, GSU . Ces lois peuvent s’écrire comme des mélanges de lois
symétriques uniformes en dimension 1 (Berger et Sellke, 1987). Cependant, le
calcul des limites inférieures reste faisable. De telles classes sont nécessaires
dans des cadres multidimensionnels, car les limites inférieures associées à des
classes plus générales comme GA sont proches de 0 pour la plupart des valeurs
des observations.

Exemple 5.37. (Suite de l’Exemple 5.25) Dans le cas gaussien, si |x| ≤ 1,
B(x,GSU ) = 1 et P (x,GSU ) = 1/2. Cependant, si |x| > 1 et si on définit
g(θ) = (1/2K)I{|θ| < K}, on a∫

f(x|θ)g(θ) dθ =
1

2K
[Φ(K − x)− Φ(−K − x)]
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et la limite inférieure est associée au K maximisant cette expression. Le Ta-
bleau 5.9 donne les valeurs de B et P correspondant aux p-values de 0.1 et
0.01, qui diffèrent significativement de la réponse fréquentiste. ‖

Tab. 5.9. Réponses bayésiennes pour les p-values de 0.01 (haut) et 0.1 (bas) dans
le cas normal. (Source : Berger et Delampady, 1987.)

dim. 1 3 5

P 0.109 0.083 0.076
0.392 0.350 0.339

B 0.123 0.090 0.082
0.644 0.540 0.531

Une première conséquence de cette comparaison est que, d’un point de
vue bayésien, les p-values ne sont pas un outil valable pour mettre en œuvre
des expériences de test d’hypothèses nulles. Contrairement aux problèmes
réguliers d’estimation ponctuelle comme ceux développés dans le Chapitre
4, les réponses fréquentistes ne semblent pas s’exprimer comme limites de
réponses bayésiennes ; nous donnons dans la Section 5.4 une preuve formelle
de ce fait. Puisque les p-values sont strictement plus petites que les réponses
bayésiennes (pour des niveaux qui comptent vraiment dans un processus de
test décisionnel), l’hypothèse nulle H0 est rejetée plus souvent sous une ap-
proche fréquentiste, tandis que l’approche bayésienne montre que le rapport
des vraisemblances a posteriori de H0 et H1 est assez modéré pour des ni-
veaux de signification usuels (0.05 ou 0.01). Cette différence importante entre
les deux approches justifie clairement une modélisation bayésienne, car cette
approche inclut plus naturellement la notion de probabilité d’une hypothèse.
Elle montre aussi que l’argument de validité fréquentiste, c’est-à-dire la jus-
tification de long terme fournie par un niveau de signification de 5% ou de
1%, est plutôt illusoire et que la division introduite par la théorie de Neyman-
Pearson dans le traitement de H0 et H1 (entre les erreurs de première et de
seconde espèces) mène à un biais en faveur de l’hypothèse alternative pour
des valeurs plus grandes de x ou T (x).

5.3.6 Le cas unilatéral

Les hypothèses unilatérales (c’est-à-dire H0 : θ ≤ θ0 contre H1 : θ > θ0)
n’exhibent pas de tels contrastes entre solutions fréquentistes et solutions
bayésiennes. En effet, comme le montre l’Exemple 5.9, la p-value peut alors
s’écrire comme un estimateur de Bayes généralisé et donc comme une limite
de solutions bayésiennes (puisque la renormalisation n’a pas d’impact). Par
conséquent, il n’est pas possible d’exhiber une dichotomie entre les deux ap-
proches comme dans le cas bilatéral. Casella et Berger (1987) considèrent ce
cadre et généralisent le phénomène de “réconciliation” décrit plus haut.
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Théorème 5.38. Soit x ∼ f(x − θ), avec f symétrique en 0. L’hypothèse
nulle à tester est H0 : θ ≤ 0. Si f est une loi à rapport de vraisemblance
monotone, la p-value p(x) est égale à la limite inférieure des probabilités a
posteriori, P (x,GSU ), lorsque cette limite est calculée sur la classe GSU des
lois a priori symétriques unimodales et lorsque x > 0.

Preuve. Dans ce cas la p-value est

p(x) = Pθ=0(X > x) =
∫ +∞

x

f(t) dt

et

B(x,GSU ) = inf
π∈GSU

P π(θ ≤ 0|x)

= inf
π∈GSU

∫ 0

−∞ f(x− θ)π(θ) dθ∫ +∞
−∞ f(x− θ)π(θ) dθ

= inf
K

∫ 0

−K
f(x− θ) dθ∫ K

−K f(x− θ) dθ
, (5.17)

de par la représentation des lois a priori unimodales symétriques comme
mélanges de lois uniformes sur [−K,K]. La propriété de rapport de vrai-
semblance monotone implique que (5.17) est atteint en K = +∞. �

Une conséquence du Théorème 5.18 est que la limite inférieure des réponses
bayésiennes sur toutes les lois a priori est plus petite que la p-value.

Exemple 5.39. Soit X ∼ C (θ, 1), la loi de Cauchy, et l’hypothèse à tester
est H0 : θ ≤ 0 contre H1 : θ > 0. Si la loi a priori de θ est supposée
appartenir à la classe des lois symétriques par rapport à 0, la limite inférieure
des réponses bayésiennes et les p-values correspondantes sont données dans le
Tableau 5.10. Les différences entre les valeurs numériques ne sont pas aussi
frappantes que dans les exemples précédents. ‖

Tab. 5.10. Comparaison entre les p-values et les probabilités a posteriori
bayésiennes dans le cas d’une loi de Cauchy. (Source : Casella et Berger, 1987.)

p-value 0.437 0.102 0.063 0.013 0.004

P 0.429 0.077 0.044 0.007 0.002

Cette différence entre les cas unilatéral et bilatéral appelle les commen-
taires suivants :
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(i) Comme il a déjà été dit plusieurs fois, une modélisation bayésienne est
généralement assez délicate dans les cas bilatéraux, en particulier pour
des hypothèses nulles ponctuelles, car cela implique une modification
de la loi a priori imposée par le problème inférentiel. Ceci ne contredit
pas les principes bayésiens si nous considérons que cette modification
est le résultat d’une information (vague) additionnelle ; mais la façon
d’utiliser cette information reste incertaine. Une illustration de cette
difficulté est donnée par le cas des lois non informatives, où plusieurs
approches bayésiennes (et pas entièrement compatibles) donnent des
résultats contradictoires, comme le détaille la Section 5.2.6.

(ii) Que la p-value soit proche de la limite inférieure dans le cas unilatéral
montre le comportement conservateur (ou minimax) de la procédure.
Puisque cette dernière peut s’écrire comme une réponse bayésienne
généralisée, cela nous incite à penser que la p-value devrait aussi s’expri-
mer comme une réponse non informative dans les cas bilatéraux. Bien
entendu, cela n’implique pas forcément que cette réponse devrait être
utilisée, car une utilisation efficace de l’information contenue dans le
problème de test lui-même est généralement possible.

(iii) Les p-values sont construites à partir de tests UPP ou UPPS par
une construction empirique sur mesure. Les comparaisons dans Berger
et Sellke (1987) et Casella et Berger (1987) montrent qu’elles diffèrent
(ou non) de leurs contreparties bayésiennes. Bien que ces études si-
gnalent l’existence d’un problème théorique, elles ne sont pas suffisantes
d’un point de vue fréquentiste pour rejeter l’utilisation des p-values.
Il est donc nécessaire d’utiliser une perspective décisionnelle adaptée
à l’évaluation des p-values. La section suivante traite de cette compa-
raison. Elle fournit aussi des explications théoriques à la dichotomie
bilatérale/unilatérale présentée ci-dessus.

(iv) Une perspective différente, qui permet d’agrandir l’espace de décision
en incluant l’option “pas de décision”, donne des réponses fréquentistes
et bayésiennes beaucoup plus proches, conceptuellement et numérique-
ment. Elle est détaillée dans la Note 5.7.4.

5.4 Une deuxième approche décisionnelle

Comme on vient de le souligner45, les p-values n’ont pas de justification
intrinsèque, car leur prétendue “optimalité” découle de celle des procédures de
test, dont elles sont dérivées. En un sens, la même remarque s’applique aux
probabilités a posteriori, car, bien qu’elles soient intuitivement justifiables,
celles-ci ne sont pas validées par un processus de décision. Dans cette sec-
tion, nous construisons une alternative à l’approche de Neyman-Pearson pour
justifier les probabilités a posteriori et évaluer les p-values.

45Cette section, de niveau plus avancé, peut être omise lors d’une première lecture.
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Comme le montre la Section 5.2, le problème de test formalisé par Ney-
man et Pearson peut s’exprimer comme l’estimation de la fonction indicatrice
IΘ0(θ) sous le coût 0− 1 ou, de façon équivalente, le coût en erreur absolue

L1(θ, ϕ) = |ϕ− IΘ0(θ)| . (5.18)

En effet, si les estimateurs ϕ ne prennent que les valeurs 0 et 1, il existe de
nombreuses manières d’écrire le coût 0 − 1, (5.18) étant l’une d’elles. Mais,
comme il est indiqué ci-dessus, la théorie de Neyman-Pearson est essentielle-
ment une théorie “pré-données” que ne fournit pas de solution “post-données”
(ou plus adaptative). Nous nous tournons alors vers une théorie moins restric-
tive, pour laquelle les estimateurs prennent leurs valeurs dans D = [0, 1] et
peuvent être considérés comme des indicateurs du degré de certitude contre
ou en faveur de H0.

Parallèlement à Schaafsma et al. (1989), Hwang et al. (1992) examinent
cette approche des problèmes de test, pour laquelle les estimateurs de IΘ0 (θ)
appartiennent à [0, 1]. Lorsque la restriction à {0, 1} est levée, le choix du coût
devient plus important. Par exemple, (5.18) est trop semblable à la fonction
de coût 0− 1, car elle fournit les mêmes procédures de Bayes

ϕπ(x) =

{
1 si P π(θ ∈ Θ0|x) > P π(θ �∈ Θ0|x),
0 sinon.

En revanche, les coûts strictement convexes, comme les coûts quadratiques

L2(θ, ϕ) = (ϕ− IΘ0 (θ))
2 , (5.19)

mènent à des estimateurs plus adaptatifs.

Proposition 5.40. Sous le coût (5.19), l’estimateur de Bayes associé à π est
la probabilité a posteriori

ϕπ(x) = P π(θ ∈ Θ0|x).

En effet, l’espérance a posteriori de IΘ0 (θ) n’est autre que la probabi-
lité a posteriori de Θ0. Le coût quadratique (5.19) fournit alors une base
décisionnelle pour l’utilisation de probabilités a posteriori comme réponses
bayésiennes. De tels coûts sont dits réguliers (voir Lindley, 1985 et Schervish,
1989 ; l’Exercice 2.15 caractérise ces coûts). Il existe d’autres coûts réguliers
que les coûts quadratiques, mais Hwang et Pemantle (1994) ont montré qu’il
suffit de considérer le coût quadratique en termes d’admissibilité et de classes
complètes (voir aussi le Chapitre 8).

Nous examinons dans cette section le cas particulier des familles exponen-
tielles naturelles,

f(x|θ) = eθx−ψ(θ), θ ∈ Θ ⊂ R,
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et nous introduisons la définition suivante, due à Farrell (1968b), qui nous
permet d’évaluer les procédures dans un intervalle lorsqu’elles sont constantes
en dehors de cet intervalle.

Définition 5.41. Pour un test unilatéral, c’est-à-dire pour une hypothèse de
la forme H0 : θ ≤ θ0 contre H1 : θ > θ0, un intervalle [t1, t2] est appelé
ensemble de troncature pour l’estimateur ϕ si ϕ(t) = 1 lorsque t < t1 et
ϕ(t) = 0 lorsque t > t2. Pour un test bilatéral de H0 : θ ∈ [θ1, θ2], l’intervalle
[t1, t2] est appelé ensemble de troncature pour l’estimateur ϕ si ϕ(t) = 0
lorsque t �∈ [t1, t2].

Les résultats suivants ont été obtenus par Hwang et al. (1992), à partir des
travaux de Brown (1986b) ; celui-ci montre que tout estimateur admissible est
une limite ponctuelle d’estimateurs de Bayes pour une suite de mesures de
support fini (voir la Section 8.3.4).

Théorème 5.42. Pour le problème bilatéral

H0 : θ ∈ [θ1, θ2] contre H1 : θ �∈ [θ1, θ2], (5.20)

un estimateur ϕ d’ensemble de troncature [t1, t2] est admissible s’il existe une
mesure de probabilité π0 sur [θ1, θ2] et une mesure σ-finie π1 sur [θ1, θ2]c telles
que

ϕ(x) =
∫
f(x|θ)π0(θ) dθ∫

f(x|θ)π0(θ)dθ +
∫
f(x|θ)π1(θ) dθ

, (5.21)

pour x ∈ [t1, t2]. Réciproquement, si ϕ est admissible, il existe [t1, t2], π0 et
π1 tels que (5.21) soit satisfait.

Dans le cas unilatéral, nous ne pouvons proposer qu’une condition né-
cessaire d’admissibilité, mais celle-ci implique que les estimateurs de Bayes
généralisés forment une classe complète.

Théorème 5.43. Pour le problème unilatéral

H0 : θ ≤ θ0 contre H1 : θ > θ0, (5.22)

si ϕ est admissible, il existe une procédure croissante ϕ′ telle que ϕ′ est
équivalente à ϕ (en termes de risque). Si ϕ est une procédure admissible crois-
sante et [t1, t2] est un ensemble de troncature tel que 0 < ϕ(x) < 1 sur [t1, t2],
il existe deux mesures σ-finies sur (−∞, θ0] et [θ0,+∞), π0 et π1, telles que

1 =
∫
et0θ−ψ(θ)(π0(θ) + π1(θ)) dθ

pour t1 < t0 < t2 et ϕ est donné par (5.21) sur [t1, t2].
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Ces deux théorèmes de classes complètes montrent qu’il suffit de considérer
des estimateurs de Bayes généralisés pour obtenir des estimateurs admissibles
sous un coût quadratique. Le Théorème 5.43 montre de plus que les estima-
teurs monotones forment une classe essentiellement complète. Ces résultats
peuvent être utilisés pour évaluer les p-values. Rappelons de nouveau que les
estimateurs de Bayes sous-tendent les estimateurs optimaux (classiques). ( Le
Chapitre 8 expose plus en détail les bases bayésiennes de l’admissibilité.)

Rappelons aussi que Casella et Berger (1987) ont montré que les p-values
prenaient des valeurs sensiblement similaires à celles des probabilités a poste-
riori bayésiennes dans des cadres unilatéraux. Il est donc naturel d’examiner
l’admissibilité des p-values. Les exemples ci-dessous montrent qu’elles sont
admissibles pour la plupart des tests unilatéraux.

Exemple 5.44. Soient de nouveau x ∼ N (θ, 1) et H0 de la forme (5.22).
Nous avons montré dans l’Exemple 5.9 que

p(x) = Pθ0(X > x) = 1− Φ(x − θ0)
est un estimateur de Bayes généralisé par rapport à la mesure de Lebesgue.
De plus, le risque de la p-value est

r(π, p) =
∫ +∞

−∞
R(p, θ) dθ

=
∫ +∞

−∞

∫ +∞

−∞
(p(x) − IΘ0(θ))

2f(x|θ) dx dθ

=
∫ θ0

−∞

∫ +∞

−∞
(1− Φ(x− θ0))2f(x|θ) dx dθ

+
∫ +∞

θ0

∫ +∞

−∞
Φ(x− θ0)2f(x|θ) dx dθ

= 2
∫ +∞

−∞
(1 − Φ(x− θ0))2Φ(x − θ0) dx

par le théorème de Fubini. Cette intégrale est finie. Par conséquent, r(π) <
+∞ et p est admissible sous (5.19) (voir Section 2.4). ‖

Exemple 5.45. Soit x ∼ B(n, θ). La p-value pour le test de (5.21) est alors

p(x) = Pθ0(X ≥ x) =
n∑

k=x

(
n

k

)
θk
0 (1− θ0)n−x,

qui est aussi un estimateur de Bayes généralisé sous la loi a priori π(θ) = 1/θ.
Il est de nouveau possible de montrer que p a un risque de Bayes fini et est
par conséquent admissible. Un résultat similaire peut être établi pour une loi
de Poisson, P(θ) (voir Hwang et al., 1992). ‖
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En revanche, les p-values ne sont pas admissibles dans les cas bilatéraux,
comme le suggèrent les comparaisons de la Section 5.3.5.

Théorème 5.46. Pour le test de (5.20), lorsque la distribution d’échantillon-
nage est absolument continue par rapport à la mesure de Lebesgue, la p-value
est inadmissible pour le coût (5.19).

Preuve. Ce résultat repose sur le fait que la p-value vaut 1 avec une probabi-
lité strictement positive (voir Hwang et al., 1992, Section 4.1.2). En effet, si p
est admissible, elle peut s’écrire sous la forme (5.21). Puisqu’elle est positive,∫

f(x|θ)π1(θ) dθ < +∞.

Par conséquent, l’égalité (5.21) est par continuité vraie partout et p(x0) = 1
implique π = π0, soit p(x) = 1 pour tout x, ce qui ne peut pas être vrai. �

Ce résultat s’accorde avec les observations de Berger et Sellke (1987), qui
ont montré que les p-values n’appartiennent pas à la catégorie des réponses
bayésiennes. Cela justifie donc le rejet des p-values pour les hypothèses bi-
latérales. En outre, Hwang et Pemantle (1994) ont montré que l’inadmissibi-
lité des p-values peut s’étendre à la plupart des coûts réguliers bornés. Comme
remarque finale, notons qu’il semble désormais nécessaire de construire des es-
timateurs qui dominent les p-values. Dans le cas normal, Hwang et al. (1992)
montrent que cela ne peut pas être fait avec un estimateur de Bayes régulier,
tandis que Hwang et Pemantle (1994) donnent des arguments numériques en
faveur d’un estimateur dominant explicite.

5.5 Régions de confiance

En plus de fournir au décideur des approximations de la “vraie” valeur du
paramètre θ, à savoir des estimateurs ponctuels et des réponses aux questions
sur l’inclusion de θ dans un domaine spécifique, c’est-à-dire des procédures de
test, il est souvent nécessaire de construire également des régions de confiance
pour θ, sous-ensembles Cx de l’espace des paramètresΘ où θ devrait se trouver
avec une forte probabilité (dans un sens fréquentiste ou bayésien). Cette notion
s’étend aussi aux transformations non bijectives de θ. Elle est par ailleurs d’un
intérêt considérable dans les problèmes de prévision.

Exemple 5.47. Reprenons le prix des actions IBM de l’Exemple 4.23, repré-
senté dans la Figure 4.2. Si les séries (xt) ont été observées jusqu’au temps T ,
la valeur au temps T +1, xT+1, est évidemment cruciale et il est important de
ne pas communiquer à l’investisseur uniquement la valeur la plus probable de
xT+1, sachant les observations précédentes, mais aussi l’éventail des valeurs
vraisemblables de xT+1, afin qu’il puisse prendre une décision par rapport aux
profits possibles correspondants. ‖
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Une fois de plus, le fait que, dans la formulation bayésienne, θ ait une
probabilité donnée d’appartenir à une région fixée Cx est plus attrayant que
l’interprétation fréquentiste d’une région aléatoire Cx ayant une probabilité
donnée de contenir le paramètre inconnu θ.

5.5.1 Intervalles de crédibilité

Comme dans le cadre des tests, le paradigme bayésien propose une notion
de région de confiance qui est plus naturelle que son équivalent fréquentiste,
car la notation P (θ ∈ Cx) a un sens même conditionnellement à x.

Définition 5.48. Pour une loi a priori π, un ensemble Cx est un ensemble
α-crédible si

P π(θ ∈ Cx|x) ≥ 1− α.
Cet ensemble est appelé région α-crédible HPD (HPD pour Highest Posterior
Density, soit densité a posteriori la plus forte) s’il peut s’écrire sous la forme46

{θ; π(θ|x) > kα} ⊂ Cπ
x ⊂ {θ; π(θ|x) ≥ kα},

où kα est la plus grande borne telle que

P π(θ ∈ Cα
x |x) ≥ 1− α.

Considérer uniquement les régions HPD est motivé par le fait qu’elles sont
de volume minimal parmi les régions α-crédibles et, par conséquent, peuvent
être perçues comme des solutions optimales dans un cadre de décision.

Exemple 5.49. Si θ ∼ N (0, τ2), la loi a posteriori de θ est N (μ(x), ω−2)
avec ω2 = τ−2 + σ−2 et μ(x) = τ2x/(τ2 + σ2). Alors

Cπ
α =

[
μ(x)− kαω

−1, μ(x) + kαω
−1
]
,

où kα est le quantile α/2 de N (0, 1). En particulier, si τ tend vers +∞, π(θ)
converge vers la mesure de Lebesgue sur R et donne

Cα = [x− kασ, x + kασ] ,

c’est-à-dire l’intervalle de confiance habituel, en tant qu’estimateur de Bayes
généralisé. ‖

Exemple 5.50. Soient x ∼ B(n, p) et la loi non informative p ∼ Be(1/2,
1/2). Alors p|x ∼ Be(x+1/2, n−x+1/2) et les intervalles de confiance pour
p peuvent être calculés à partir de la fonction de répartition de la loi bêta. Le
Tableau 5.11 donne ces intervalles pour n = 5 et α = 5%, 10%. ‖
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Tab. 5.11. Intervalles α-crédibles pour la loi binomiale B(n, p).

x 0 1 2

α = 5% [0.000, 0.38] [0.022, 0.621] [0.094, 0.791]
α = 10% [0.000, 0.308] [0.036, 0.523] [0.128, 0.74]

Notons l’avantage significatif de l’approche bayésienne par rapport à l’ap-
proche classique pour traiter des lois discrètes. En effet, les intervalles de
confiance classiques requièrent une étape de randomisation pour atteindre
les niveaux de confiance standard (voir Blyth, 1961, pour une illustration
dans un cas binomial). Une modélisation a priori évite cette adjonction d’un
bruit aléatoire et, au contraire, tire profit de l’information a priori disponible.
Notons aussi que les lois a priori impropres peuvent être utilisées dans ce
cadre, sans présenter les mêmes difficultés que pour des hypothèses nulles
ponctuelles. En effet, les régions crédibles a posteriori peuvent être obtenues
dès que la loi a posteriori est définie. Certaines régions de confiance peuvent
s’exprimer comme des régions crédibles associées à des lois généralisées.

Exemple 5.51. Soient x1, . . . , xn i.i.d. N (θ, σ2) et la loi a priori non infor-
mative

π(θ, σ2) =
1
σ2
.

Nous avons montré dans la Section 4.4.2 que la loi a posteriori marginale
pour 1/σ2 est une loi gamma G

(
(n− 1)/2, s2/2

)
avec s2 =

∑
(xi − x̄)2. Par

conséquent,
s2

σ2
|x̄, s2 ∼ χ2

n−1

et nous obtenons le même intervalle de confiance que dans l’approche classique,
mais sa justification est ici conditionnelle à s2. ‖

Exemple 5.52. Soient x ∼ B(n, p) et p ∼ Be(α, β). Dans ce cas, π(p|x) est
la loi Be(α + x, β + n − x). Selon les valeurs de α, β, n et x, les régions de
confiance sont de quatre types :

(i) 0 ≤ p ≤ K(x) ;

(ii) K(x) ≤ p ≤ 1 ;

(iii) K1(x) ≤ p ≤ K2(x) ; et

(iv) 0 ≤ p ≤ K1(x) ou K2(x) ≤ p ≤ 1.

La dernière région est assez artificielle et plutôt inutile. Notons qu’elle corres-
pond au cas

α+ x < 1 et β + n− x < 1,
46Cette formulation permet de couvrir le cas particulier où {θ; π(θ|x) = kα} n’est

pas vide.
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ce qui implique par conséquent que α et β doivent être suffisamment négatifs,
car α+β < 2−n. Cette possibilité disparâıt donc pour n assez grand, à moins
que α et β ne dépendent de n, ce qui n’est pas désirable d’un point de vue
bayésien. De plus, le cas limite α = β = 0, qui correspond à la loi de Haldane
(1931)

π(p) = [p(1− p)]−1,

conduit déjà aux régions de types (i)-(iii), bien que la loi a posteriori ne soit
pas définie pour tous les x (Exemple 1.27). ‖

Lorsque des phénomènes comme ceux du cas (iv) de l’Exemple 5.52 se pro-
duisent, c’est-à-dire lorsque la région de confiance n’est pas connexe (voir aussi
l’Exemple 5.5), la solution habituelle est de remplacer la région α-crédible
HPD par un intervalle à queues égales, soit [C1(x), C2(x)] tel que

P π(θ < C1(x)|x) = P π(θ > C2(x)|x) = α/2.

Berger (1985b) fait remarquer que l’occurrence de régions HPD non connexes
met aussi en lumière une divergence entre la loi a priori et les observations,
et que ce phénomène devrait conduire à une remise en question du choix de
la loi a priori ou de la distribution de l’échantillon. Il peut aussi permettre
d’exhiber une structure de non-identifiabilité responsable de la multimodalité
de la loi a posteriori.

Si la construction d’ensembles crédibles est plutôt simple conceptuelle-
ment, la détermination pratique de ces régions peut être assez complexe, en
particulier lorsque la dimension de Θ est grande ou lorsque la loi a poste-
riori n’est pas disponible explicitement. Une première solution est d’utiliser
des méthodes numériques similaires à celles développées dans le Chapitre 6, le
problème étant d’évaluer l’erreur correspondante (qui peut être beaucoup plus
grande que les erreurs d’approximation dans les problèmes d’estimation ponc-
tuelle). (Notons que les régions crédibles à queues égales sont généralement
plus faciles à approcher que les régions HPD ; voir Eberly et Casella, 1999.)
Une deuxième solution, suggérée par Berger (1980b, 1985b), est d’utiliser
une approximation normale, donc de considérer que la loi a posteriori de θ
est approximativement Np(Eπ(θ|x),Varπ(θ|x)) et de construire les régions de
confiance à partir de cette approximation

Cα =
{
θ; (θ − E

π(θ | x))t Varπ(θ|x)−1(θ − E
π(θ|x)) ≤ k2

α

}
,

où k2
α est le quantile de niveau α de χ2

p. Cette approximation n’est justifiée que
pour une grande taille d’échantillon (voir Hartigan, 1983), mais elle permet
des calculs rapides et plutôt efficaces.

5.5.2 Intervalles de confiance classiques

Dans la théorie de Neyman-Pearson, les régions de confiance peuvent se
déduire des tests UPPS par un argument de dualité : Si
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Cθ = {x;ϕθ(x) = 1}

est la région d’acceptation de l’hypothèse nulle H0 : θ = θ0, ϕθ0 étant un test
UPPS au niveau α, la région de confiance correspondante est

Cx = {θ;x ∈ Cθ}
= {θ;ϕθ(x) = 1}

et P (θ ∈ Cx) = 1 − α. De façon plus générale, une région Cx est dite région
de confiance au niveau α (dans un sens fréquentiste) si, pour tout θ ∈ Θ,
P (θ ∈ Cx) ≥ 1− α.

Exemple 5.53. (Suite de l’Exemple 5.49) Si x ∼ N (θ, σ2), le test UPPS
à 95% est ϕθ(x) = I[0,1.96] (|x− θ|/σ) et la région de confiance correspondante,
lorsque σ est connu, est

Cx = [x− 1.96σ, x+ 1.96σ]. ‖

Exemple 5.54. Soit x ∼ Tp(N, θ, Ip), loi de Student à N degrés de liberté
de densité

f(x | θ) ∝
(

1 +
1
N
‖ x− θ ‖2

)−(N+p)/2

.

Puisque ||x − θ||2/p ∼ F (p,N), nous pouvons construire une boule de
confiance au niveau 1− α%

Cx =
{
θ; ‖ x− θ ‖2≤ pfα(p,N)

}
,

où fα(p,N) est le quantile de niveau α de F (p,N). ‖

Ces régions de confiance, bien qu’elles soient utilisées de façon assez ex-
tensive dans la pratique (par exemple, dans le cas des régressions linéaires),
ont été critiquées en termes fréquentistes, conditionnels et bayésiens. Tout
d’abord, comme on l’a vu dans les sections précédentes, l’approche de Neyman-
Pearson elle-même n’est pas sans inconvénient et l’optimalité des tests UPPS
peut être contestée. Par conséquent, les régions de confiance construites à par-
tir de ces tests (appelées régions uniformément plus précises par Lehmann,
1986) n’ont pas nécessairement un comportement adéquat. De plus, même
dans une perspective fréquentiste, la transformation de procédures de test op-
timales en régions de confiance n’accorde pas automatiquement à ces régions
une forme d’optimalité, malgré la dénomination ci-dessus.

En plus des critiques conditionnelles des régions de confiance (voir la Note
5.7.3), il existe aussi des critiques fréquentistes. À la suite de Stein (1962a)
et Lindley (1962), Brown (1966) et Joshi (1967a) ont en effet établi que ces
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régionsC0
x ne sont pas toujours optimales, car il peut exister un autre ensemble

C′
x tel que

Pθ(θ ∈ C′
x) ≥ Pθ(θ ∈ C0

x) et vol(C′
x) ≤ vol(C0

x).

Par conséquent, l’ensemble C′
x est préférable à C0

x, car, pour un volume plus
petit, il a une probabilité plus grande de contenir la vraie valeur du paramètre.
Par exemple, dans le cas normal, Joshi (1967a) a établi que, si x ∼ Np(θ, Ip),
la région de confiance

C0
x =

{
θ; ||θ − x||2 ≤ cα

}
est admissible (au sens ci-dessus) si et seulement si p ≤ 2 (voir aussi Co-
hen et Strawderman, 1973). Pour des dimensions plus grandes, il est possible
d’exhiber des régions de confiance plus efficaces.

Ce phénomène se rapporte à l’effet Stein, qui établit la non-admissibilité
de l’estimateur du maximum de vraisemblance pour p ≥ 3 (voir la Note 2.8.2).
Hwang et Casella (1982) ont tiré profit de cette analogie pour montrer que, si

δJS(x) =
(

1− a

||x||2
)+

x

est un estimateur de James-Stein tronqué, la région de confiance recentrée

CJS
x =

{
θ; ||θ − δJS(x)||2 ≤ cα

}
,

a le même volume que la boule usuelle C0
x et satisfait

Pθ(θ ∈ CJS
x ) > Pθ(θ ∈ C0

x) = 1− α (5.23)

pour a suffisamment petit. Par conséquent, CJS
x domine C0

x dans le sens ci-
dessus.

Une part importante de la littérature sur les régions de confiance recentrées
a été initiée par Hwang et Casella (1982, 1984), à l’instar des développements
sur l’estimation ponctuelle associée à l’effet Stein (voir la Section 2.8.2). De
nouvelles régions recentrées ont été proposées par Hwang et Casella (1984) et
Casella et Hwang (1983, 1987). Hwang et Chen (1986) et Robert et Casella
(1990) ont élargi les résultats de domination aux lois à symétrie sphérique,
bien que le cas gaussien avec variance inconnue soit toujours sans solution
(voir Hwang et Ullah, 1994). Shinozaki (1990) a aussi imaginé une région de
confiance avec exactement la même probabilité de couverture, mais avec un
volume plus petit, tirant profit de la non-admissibilité de la région usuelle
d’une façon opposée à (5.23). Lu et Berger (1989a), Robert et Casella (1993)
et George et Casella (1994) se sont aussi inspirés de (5.23) pour proposer
des estimateurs de confiance améliorés pour les ensembles standard et re-
centrés. Pour le problème d’estimation de la variance d’une loi normale, des
améliorations similaires sont données par Cohen (1972), Shorrock (1990) et
Goutis et Casella (1991).
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5.5.3 Évaluation décisionnelle des ensembles de confiance

Comme les lecteurs ont pu le constater, la construction des régions de
confiance ci-dessus a été conduite de manière plutôt empirique, pour des jus-
tifications décisionnelles limitées. Le choix des régions HPD est généralement
lié à la nécessité de minimiser le volume de cette région, sous une contrainte
de couverture

P (θ ∈ Cα|x) ≥ 1− α.
Plusieurs auteurs ont proposé des constructions différentes des régions de
confiance selon des critères purement décisionnels. Ces auteurs considèrent
des fonctions de coût intégrant simultanément les exigences de volume et de
couverture. (Dans un sens, l’approche ci-dessus correspond à un coût bidi-
mensionnel, dont les composantes sont vol(C) et 1 − IC(θ).) Par exemple,
une version simple de cette perspective décisionnelle est de considérer une
combinaison linéaire

L(C, θ) = vol(C) + cIθ/∈C , (5.24)

ce qui donne le risque

R(C, θ) = E[vol(Cx)] + cP (θ /∈ Cx).

(La constante c peut être reliée à un niveau de confiance particulier.) De
plus, Cohen et Sackrowitz (1984) ont montré que le coût bidimensionnel ci-
dessus est lié au coût linéaire (5.24) lorsque c est traité comme un paramètre
supplémentaire du modèle.

Un défaut important des coûts (5.24) a été souligné par James Berger (voir
Casella et al., 1993b,a) : Le problème provient d’une pénalisation inégale entre
volume et couverture. En effet, la fonction indicatrice varie entre 0 et 1 tandis
que le volume peut augmenter jusqu’à l’infini ; cette asymétrie mène à un biais
en faveur des ensembles de confiance petits.

Exemple 5.55. Soient x1, . . . , xn i.i.d. N (θ, σ2). L’intervalle classique de
Student en θ,

Ck(x̄, s) =
[
x̄− k s√

n
, x̄+ k

s√
n

]
,

est une région HPD lorsque

x̄ =
n∑

i=1

xi/n, s2 =
n∑

i=1

(xi − x̄)2/(n− 1), et π(θ, σ2) =
1
σ2
,

loi non informative de Jeffreys. Dans ce cas, en effet,

√
n
θ − x̄
s
| x̄, s ∼ Tn−1 .

Sous (5.24), le coût a posteriori est
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�(π,Ck(x̄, s)|x̄, s) = 2k
s√
n
− cP π(θ ∈ Ck(x̄, s)|x̄, s)

= 2k
s√
n
− cP (|Tn−1| ≤ k).

Il est alors facile de voir que la région HPD est dominée par une région
tronquée

C′
t(x̄, s) =

{
Ct(x̄, s) si s <

√
nc/(2k),

{x̄} sinon.

Cette domination est contraire à l’intuition : C′
t ne contient que le point {x̄},

ce qui semble indiquer une forte certitude, alors que la variance empirique
augmente, ce qui signifie que l’incertitude grandit. Un phénomène similaire se
produit lorsque k dépend de s : la taille de la région de crédibilité décrôıt vers
0 quand s augmente (voir Casella et al., 1993b,a). ‖

Le paradoxe ci-dessus montre les limitations du coût linéaire (5.24). Casella
et al. (1993a) proposent une classe alternative de fonctions de coût qui évite
ce paradoxe. Le plus simple de ces coûts est le coût dit rationnel

L(C, θ) =
vol(C)

vol(C) + k
+ Iθ/∈C (k > 0),

où les deux termes sont inférieurs à un. Les estimateurs de Bayes associés à
ces coûts restent des régions HPD mais sont non vides pour toutes les lois a
priori conjuguées dans le cas normal. Le paramètre k peut s’obtenir par des
techniques similaires à celles développées pour des coûts réguliers, à savoir en
comparant les pénalisations associées au volume pour des régions différentes
et en approchant la fonction d’utilité.

Nous n’irons pas plus loin dans l’étude décisionnelle des régions de con-
fiance bayésiennes. En effet, un aspect important souvent négligé dans la
construction de régions de confiance est la façon dont elles seront utilisées,
bien que cette façon soit essentielle dans la construction de la fonction de
coût. En effet, l’objectif du décideur peut être de

(1) considérer l’estimation d’ensemble comme une étape préliminaire à
une phase d’estimation ponctuelle (et, par exemple, construire une loi a
priori empirique de support égal à la région de confiance estimée) ;

(2) se fonder sur la région de confiance obtenue pour résoudre un problème
de test (et rejeter l’hypothèse nulle si la région de confiance ne contient
pas une certaine valeur) ;

(3) déduire de la taille (volume) de la région de confiance un indicateur de
performance d’un estimateur associé, par exemple, le centre de la région.
Une courbe de performance pour cet estimateur peut être obtenue en
faisant correspondre la taille et les niveaux de confiance.

Ces trois perspectives de l’estimation par régions de confiance mènent à des
fonctions de coût fondamentalement différentes et il peut parâıtre irréaliste
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d’essayer de construire une fonction de coût globale unifiant des objectifs si op-
posés. En effet, des fonctions de coût distinctes sont préférables, car, en accord
avec les bases de la Théorie de la Décision, le décideur devrait choisir une fonc-
tion de coût selon ses besoins. Notons aussi que les trois objectifs considérés
ci-dessus correspondent à des problèmes inférentiels déjà étudiés auparavant
et donc qu’une approche spécifique aux régions de confiance peut être par-
tiellement inutile. Par conséquent, il nous semble que, pour le moins, une
approche conditionnelle devrait être utilisée pour la construction de régions
de confiance (voir la Note 5.7.3). À la suite de Kiefer (1977), nous suggérons
d’associer à l’ensemble donné Cx un indicateur de confiance γ(x), évalué sous
le coût

L(C, γ, θ) = (IC(θ)− γ)2. (5.25)

La région de confiance est alors remplacée par une procédure de confiance,
liée à la perspective conditionnelle de Robinson (1979). De ce point de vue, la
procédure {Θ, 1} est malheureusement parfaite, un inconvénient qui indique
qu’une évaluation additionnelle de Cx devrait être incluse dans la fonction
de coût, comme dans Rukhin (1988a,b). De la même façon, la procédure
bayésienne associée à une région HPD Cα est [Cα, 1 − α], comme on peut
le vérifier en minimisant le coût a posteriori. Pour une région arbitraire, Cx,
la procédure correspondante est [Cx, γ

π(x)], où

γπ(x) = P π(θ ∈ Cx|x).

L’introduction d’une fonction de coût globale combinant volume, couverture et
rapport de confiance comme dans (5.25) donnerait pour procédures optimales
les procédures minimisant l’erreur a posteriori (ou fréquentiste) maximale.
Cette approche n’a cependant pas encore été traitée dans la littérature.

5.6 Exercices

Section 5.2.1

5.1 Dans le cadre de l’Exemple 5.4, étudier la modification de la probabilité a
posteriori de H0 lorsque x = 0 et τ/σ tend vers +∞. Comparer à la réponse
non informative associée à π(θ) = 1.

Section 5.2.2

5.2 Soit x ∼ N (θ, 1). L’hypothèse à tester est H0 : |θ| ≤ c contre H1 : |θ| > c,
avec π(θ) = 1.
a. Tracer la courbe de la probabilité maximale de H0 en fonction de c.
b. Déterminer les valeurs de c pour lesquelles ce maximum est 0.95 et le facteur

de Bayes est 1. Ces valeurs sont-elles satisfaisantes ?

5.3 Un professeur doit donner un examen sur deux jours différents. Puisque les
étudiants s’assoient les uns à côté des autres, il distribue deux sujets différents,



286 5 Tests et régions de confiance

en alternance, afin de réduire les possibilités de tricherie. Il utilise la même
technique et les mêmes sujets avec une autre classe le jour suivant. Les résultats
sont : n1A = 17 étudiants ont planché sur l’examen A le premier jour, n2A = 19
le second jour, n1B = 15 sur le sujet B le premier jour et n2B = 19 le second
jour. Les notes moyennes (sur 20) sont μ̂1A = 10.3, μ̂2A = 10.9, μ̂1B = 7.9
et μ̂2B = 8.7 et les écarts types sont σ̂1A = 2.67, σ̂2A = 2.09, σ̂1B = 2.98 et
σ̂2B = 2.91.
a. Tester la présence d’un effet de classe, de sujet, ou d’un effet croisé classe-

sujet en modélisant les résultats par une approche d’analyse de la variance,
c’est-à-dire en supposant que chaque note d’étudiant x est distribuée selon
une loi normale de moyenne μ0+μe+μc et de variance σ2

ec (e = A,B, c = 1, 2)
avec μA + μB = 0, μ1 + μ2 = 0.

b. Un étudiant planchant sur le sujet A a oublié de rendre sa copie le premier
jour. Est-il possible de détecter une tricherie le second jour ?

Section 5.2.3

5.4 (Pearl, 1988) Après que vous ayez fait part d’une rumeur à un voisin, celui-ci
vous la répète quelques jours plus tard. Construire un modèle pour tester la
possibilité que ce voisin ait entendu cette rumeur d’une autre personne.

5.5 *Soient deux observations indépendantes normales standard x et y. Les coor-
données polaires de (x, y) sont (r, θ), avec x = r cos θ et y = r sin θ.
a. Pour 2r2 = (x − y)2 + (x + y)2 et étant donné que les variables x − y et
x+y sont indépendantes, montrer que la distribution de r2 sachant x = y est
G (1/2, 1).

b. Montrer que les variables r et θ sont indépendantes et en déduire que la
distribution de r2 sachant θ = π/4, 5π/4 est G (1/2, 1/2).

c. Puisque {x = y} = {θ = π/4, 5π/4}, expliquer ce paradoxe apparent, dit
paradoxe de Borel, de deux distributions conditionnelles différentes pour un
même événement. (Indication : Replacer le conditionnement dans une pers-
pective de σ-algèbres et comparer les σ-algèbres engendrées par x− y et par
θ.)

Section 5.2.4

5.6 Pour x ∼ N (θ, 1) et θ ∼ N (0, σ2), comparer les réponses bayésiennes pour les
deux problèmes de test

H1
0 : θ = 0 contre H1

1 : θ �= 0,

H2
0 : |θ| ≤ ε contre H2

1 : |θ| > ε,
lorsque ε et σ varient.

5.7 Dans le cadre de l’Exemple 5.3, pour x ∼ B(n, p) et le test de H0 : p = 1/2,
étudier comment varient les réponses bayésiennes en fonction de n pour x = 0,
x = n/2 et la loi a priori de Jeffreys.

5.8 * (Berger et Delampady, 1987) Soit x ∼ N (θ, 1). Le but de cet exercice est de
comparer H0 : |θ − θ0| ≤ ε avec l’approximation H∗

0 : θ = θ0. On note g0 et g1
les densités a priori sur {|θ − θ0| ≤ ε} et {|θ − θ0| > ε}. Soit g une densité sur
R telle que

g(θ) ∝ g1(θ) si |θ − θ0| > ε,
et telle que
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λ =

Z
|θ−θ0|≤ε

g(θ)dθ,

soit suffisamment petit. On note

B =

R
|θ−θ0|≤ε

f(x|θ)g0(θ) dθR
|θ−θ0|>ε

f(x|θ)g1(θ) dθ et B̂ =
f(x|θ0)
mg(x)

=
f(x|θ)R

f(x|θ)g(θ) dθ ,

t = (x− θ0) et

γ =
1

2εϕ(t)
[Φ(t + ε) − Φ(t− ε)] − 1.

Montrer que, si |t| ≥ 1, ε < |t| − 1 et B̂ ≤ (1 + γ)−1, alors

B = B̂(1 + �)

avec

−λ ≤ λ(B̂ − 1)

1 − λB̂ ≤ � ≤ γ + λ(1 + γ)(B̂ − 1)

1 − λB̂(1 + γ)
≤ γ.

Section 5.2.5

5.9 Soit x ∼ P(λ). L’hypothèse à tester est H0 : λ ≤ 1 contre H1 : λ > 1. Donner
la probabilité a posteriori de H0 pour x = 1 et λ ∼ G (α, β).
a. Comment varie cette probabilité lorsque α et β tendent vers 0 ? Est-ce que

la réponse à cette question dépend des taux de convergence de α et β vers 0 ?
b. Comparer aux probabilités associées à la loi non informative π(λ) = 1/λ.

Est-il toujours possible d’utiliser cet a priori impropre ?

5.10 Soient x ∼ B(n, p), H0 : p = 1/2 et H1 : p �= 1/2. L’a priori π(p) est une
loi Be(α,α). Déterminer la limite de la probabilité a posteriori de H0 lorsque
n = 10, x = 5 et n = 15, x = 7 pour α tendant vers +∞. Ces valeurs sont-
elles intuitives ? Donner les probabilités a posteriori pour les lois a priori non
informatives de Laplace, Jeffreys et Haldane.

5.11 Résoudre les Exercices 5.9 et 5.10 pour les facteurs de Bayes plutôt que les
probabilités a posteriori.

5.12 Dans un cadre gaussien, déterminer s’il existe un problème de normalisation
associé à des lois a priori non informatives pour des tests d’hypothèses uni-
latérales telles que

H0 : θ ∈ [0, 1] contre H1 : θ > 1.

Remplacer [0, 1] par [0, ε] et étudier les variations de la solution optimale lorsque
ε tend vers 0.

5.13 Dans le test de

H0 : |θ| < ε contre H1 : |θ| > ε,
montrer que le facteur de Bayes tend vers le facteur de Bayes associé au test de

H0 : θ = 0 contre H1 : θ �= 0 ,

quand ε tend vers 0. (Indication : On supposera que la règle de L’Hospital
s’applique.)
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Section 5.2.6

5.14 Établir la décomposition (5.6) à partir de la définition originale (5.5) de B
(�)
10 .

(Indication : Utiliser la formule de Bayes pour obtenir π1(θ1|x(�)) et π0(θ1|x(�)).)

5.15 Dans le cadre de l’Exemple 5.13, montrer comment B
(2)
10 dépend du choix de

(x1, x2) en calculant les constantes de normalisation de π0(σ
2|x1, x2) et π1(μ,

σ2|x1, x2) et en concluant le calcul d’intégrales dans B
(2)
10 .

5.16 Aitkin (1991) suggère de contourner la difficulté liée aux lois a priori impropres
en utilisant les données deux fois : pour x ∼ f(x|θ), un a priori impropre π et
une hypothèse à tester H0 : θ = θ0, prendre π̃(θ) = π(θ|x) et utiliser π̃ comme
a priori dans le facteur de Bayes.

a. Si f(·|θ) est la densité de la loi N (θ, 1) et π(θ) = 1, calculer les pseudo-
facteurs de Bayes correspondants.

b. Même question que a. lorsque f(·|θ) est la fonction de probabilité de la loi
P(λ) et π(λ) = 1/λ.

c. Analyser le comportement limite de ce pseudo-facteur de Bayes lorsque cette
procédure est répétée, c’est-à-dire lorsque π est remplacé itérativement par
π̃. [Note : D’un point de vue numérique, cette technique peut être utile
pour le calcul d’estimateurs du maximum de vraisemblance et d’estimateurs
MAP ; voir Robert et Casella, 1999, Section 5.2.4.]

5.17 Dans le cadre de l’Exemple 5.14, calculer le facteur de Bayes lorsque π1(θ)
est la densité de la loi N (0, 2) et comparer avec le facteur de Bayes intrinsèque
arithmétique. (Indication : Calculer E[exp(−x2/2)].)

5.18 (Suite de l’Exercice 5.17) Pour le facteur de Bayes fractionnaire (5.11),

a. Montrer que la valeur minimale de b est 1/n.

b. Montrer que (5.11) correspond à la loi a priori intrinsèque N (0, (1−b)/nb).
c. Montrer qu’une valeur fixée de b mène à une réduction de la variance vers

0 dans l’a priori intrinsèque.

d. Comparer les valeurs numériques des facteurs de Bayes intrinsèques arith-
métique et fractionnaire.

e. Déterminer s’il existe une valeur de b telle que ces pseudo-facteurs de Bayes
soient équivalents.

5.19 Dans le cadre de l’Exemple 5.15,

a. Montrer que π2 s’intègre bien à 1.

b. Montrer que BA
10 correspond bien à un facteur de Bayes sous π2.

5.20 Les conditions de cohérence pour les facteurs de Bayes sont données par

B12 = B10B02 et B01 = 1/B10 ,

lorsque trois hypothèses, H0, H1 et H2, sont considérées avec, pour lois a priori
respectives, π0, π1 et π2.

a. Montrer que ces conditions sont satisfaites lorsque les πi sont des lois a
priori propres.

b. Montrer que les facteurs de Bayes fractionnaires satisfont B01 = 1/B10 mais
pas B12 = B10B02.
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c. Montrer que ni les facteurs de Bayes arithmétiques ni les facteurs de Bayes
géométriques intrinsèques ne satisfont ces conditions.

5.21 Pour la loi a priori intrinsèque considérée dans l’Exemple 5.17,

a. Montrer que Z ∞

θ0

“
2eθ−θ0 − 1

”−1

dθ = log(2).

(Indication : Utiliser un changement de variable de θ à ω = exp(θ − θ0) et
une décomposition fractionnelle de 1/ω(2ω − 1).)

b. En déduire l’expression (5.12).

5.22 Dans le cadre de l’Exemple 5.19,

a. Montrer que

Z  nY
t=1

j
p

σ1
e−(xt−μ1)2/2σ2

1 +
1 − p
σ2

e−(xt−μ2)2/2σ2
2

ff!b

dπ(μ, σ)

≥
Z  nY

t=1

p

σ1
e−(xt−μ1)2/2σ2

1

!b

dπ(μ,σ) .

b. En déduire que le facteur de Bayes fractionnaire n’existe pas pour ce modèle.

5.23 Soient n observations x1, . . . , xn d’une loi de Student T (ν, μ, σ) et l’hypothèse
nulle H0 : μ = 0.

a. Déterminer la taille d’échantillon d’apprentissage minimale pour les lois a
priori π0(σ) = 1/σ et π1(μ, σ) = 1/σ.

b. Montrer que les facteurs de Bayes fractionnnaires ne peuvent pas être ob-
tenus explicitement dans ce cas.

Section 5.3.1

5.24 Soient f et g deux fonctions réelles croissantes.
a. Montrer que

Eθ[f(X)g(X)] ≥ Eθ[f(X)]Eθ [g(X)]

pour toute loi Pθ de x.
b. Utiliser a. pour montrer que, si f(x|θ) est une densité de rapport de vrai-

semblance monotone en T (x), l’espérance Eθ[g(T (x))] est une fonction crois-
sante de θ. (Indication : Utiliser g(x) = 1 − f(x|θ′)/f(x|θ) et montrer que
Eθ[g(X)] = 0.)

5.25 Montrer que les lois de Student et du χ2 décentré sont à rapport de vraisem-
blance monotone.

Section 5.3.4

5.26 Pour la p-value p̃ définie dans l’Exemple 5.32, déterminer les valeurs de p̃(x)
pour n = 15 et comparer avec

p(x) = P1/2 [f(X|1/2) > f(x|1/2)] .

5.27 (Johnson et Lindley, 1995) Soit une hypothèse nulle ponctuelle H0 : θ = θ0
telle que la p-value ϕ soit bien définie. La seule information disponible est que
les données sont significatives au niveau α, donc que ϕ(x) < α.
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a. Donner le facteur de Bayes Rα de H0 contre H1 : θ �= θ0 lorsque les données
sont significatives au niveau α, pour une loi a priori π arbitraire.

b. Étant donné un second niveau de significativité β tel que β < α, on suppose
Rα < Rβ. Établir une condition suffisante sur π pour que cette condition soit
vérifiée.

c. Si Rα|β est le facteur de Bayes fondé sur l’information β < ϕ(x) < α, montrer
que Rα = ωRβ + (1 − ω)Rα|β et en déduire que Rβ > Rα > Rα|β .

d. Dans le cas particulier où π(θ) est �0Iθ0(θ)+ (1− �0)N (θ0, τ
2) et x1, . . . , xn

∼ N (θ, σ2), montrer que Rα converge vers (1 − �0)/�0α lorsque n tend vers
l’infini et Rα|β vers 0.

Section 5.3.5

5.28 Pour x ∼ N (θ, 1) et H0 : θ = 0, déterminer si les p-values prennent des
valeurs inférieures à P (x,GA) et P (x,GS).

5.29 (Berger et Delampady, 1987) Soient x ∼ B(n, p) et H0 : p = 1/2. Pour la
classe de lois a priori GC formée des lois conjuguées de moyenne 1/2, montrer
que

P (x,GC) = inf
g∈GC

P (H0|x)

=

»
1 +

1 − π0

π0
sup
c>0

Γ (c)Γ (x+ c/2)Γ (n− x+ c/2)

Γ (c/2)2Γ (n+ c)

–−1

et établir la table de ces bornes inférieures et les p-values correspondantes pour
n = 10, 20, 30 et x variant de 0 à n/2.

5.30 *(Casella et Berger, 1987) Établir le lemme suivant, utilisé dans le Lemme
5.35 et le Théorème 5.38 : dans le cas où G est la famille des lois de mélange

g(θ) =

Z
Ξ

gξ(θ)h(ξ) dξ,

pour toute densité h sur Ξ, avec gξ ∈ G0 et

G0 = {gξ; ξ ∈ Ξ},

alors, pour tout f ,

sup
g∈G

Z
f(x|θ)g(θ) dθ = sup

ξ∈Ξ

Z
f(x|θ)gξ(θ) dθ.

5.31 Dans le cas où x ∼ N (θ, 1) et H0 : θ ≤ 0, déterminer la borne inférieure

P (x,GSU ) = inf
g∈GSU

P g(θ ≤ 0|x)

= inf
g∈GSU

R 0

−∞ f(x− θ)g(θ) dθR +∞
−∞ f(x− θ)g(θ)dθ

pour x < 0. Est-ce que la conclusion de Casella et Berger (1987) tient toujours ?
Pouvez-vous expliquer pourquoi ?
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5.32 *(Casella et Berger, 1987) Soit une fonction symétrique unimodale bornée
g. La famille des mélanges d’échelle de g est définie par

Gg = {πσ; πσ(θ) = (1/σ)g(θ/σ), σ > 0}.

Si la densité des observations est f(x − θ), avec f symétrique en 0, et si elle
vérifie la propriété de rapport de vraisemblance monotone, montrer que, pour
x > 0,

P (x,Gg) = p(x)

pour le test de H0 : θ ≤ 0.

5.33 *(Casella et Berger, 1987) Soit le test de H0 : θ ≤ 0 contre H1 : θ > 0 avec
x ∼ f(x− θ). Soient h et g des densités sur ] −∞, 0] et ]0,+∞[.
a. Montrer que, si π(θ) = �0h(θ) + (1 − �0)g(θ),

sup
h
P π(θ ≤ 0|x) =

�0f(x)

�0f(x) + (1 − �0)
R +∞
0

f(x− θ)g(θ) dθ
et en déduire que le suprémum favorise en fait H0 en concentrant toute la
masse à la frontière θ = 0.

b. Si

π(θ) = �0h(θ/σ1)
1

σ1
+ (1 − �0)g(θ/σ2)

1

σ2
,

montrer que, lorsque σ1 est fixé,

lim
σ2→∞

P π(θ ≤ 0|x) = 1

et que, lorsque σ2 est fixé,

lim
σ1→∞

P π(θ ≤ 0|x) = 0.

5.34 *(Caron, 1994) Afin de répondre aux critiques à l’égard des hypothèses nulles
ponctuelles, H0 : θ = θ0, la formulation de l’hypothèse nulle peut être modifiée
pour tenir compte de la loi a priori. Par exemple, pour une loi a priori donnée
π sur Θ admettant un mode en θ0 mais n’attribuant pas de poids a priori à
θ0, on peut proposer l’hypothèse transformée Hπ

0 : π(θ) > kπ, de façon telle
que la taille de la région HPD soit déterminée par la condition “objective”
π(π(θ) > kπ) = 0.5. Considérons le cas x ∼ N (θ, 1) et θ0 = 0.
a. Lorsque π appartient à la famille des lois N (0, σ2), déterminer kπ et calculer

la borne inférieure des réponses bayésiennes pour cette famille. Comparer
avec les probabilités a posteriori de Berger et Sellke (1987) pour les valeurs
d’intérêt.

b. Déterminer si le paradoxe de Jeffreys-Lindley a lieu dans ce cas.
c. Pour les familles alternatives U[−c,c] (c > 0) et π(θ|λ) ∝ exp(−λ|θ|) (λ > 0),

calculer les bornes inférieures correspondantes.

5.35 *(Suite de l’Exercice 5.34) Considérons le cas x ∼ C (θ, 1) pourH0 : θ = 0.
a. Pour l’approche de Berger et Sellke (1987), montrer que la probabilité a

posteriori de H0 lorsque πc est U[−c,c] vaut

πc(H0|x) =
ˆ
1 + (1 + x2)(arctan(c− x) + arctan(c+ x))/2c

˜−1
.
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b. Pour l’approche développée dans l’exercice précédent, montrer que la proba-
bilité correspondante est

πc(H
π
0 |x) =

arctan(c/2 − x) + arctan(c/2 + x))

arctan(c− x) + arctan(c+ x))
.

c. Calculer et comparer les bornes inférieures pour les deux approches.
d. Montrer que

lim
x→∞

infc πc(H
π
0 |x)

infc πc(H0|x) =
2

3
.

Section 5.4

5.36 (Hwang et al., 1992) Montrer que, pour la fonction de coût (5.19), les p-
values définies dans l’Exemple 5.45 sont effectivement admissibles. (Indication :
Montrer que les risques de Bayes sont finis.)

5.37 (Hwang et al., 1992) Le but de cet exercice est de montrer que, pour le
test bilatéral (5.20), la p-value p(x) peut prendre la valeur 1. (Indication : On
rappelle que le test UPPS est de la forme

ϕ(x) =

(
0 si T (x) < c0 ou T (x) > c1,

1 sinon,

dans ce cadre, avec c0 = c0(α) et c1 = c1(α).)
a. Soient θ1 �= θ2 et

c∗ = inf{T (x); f(x|θ2) > f(x|θ1)}.

Montrer que c∗ ∈ [c0(α), c1(α)] pour tout 0 < α < 1.
b. On suppose θ1 = θ2. Appliquer le résultat précédent à

f(x|θ∗) = Eθ1 [T (x)]f(x|θ1), f(x|θ∗∗) = T (x)f(x|θ1),

et conclure.

5.38 (Hwang et al., 1992) Dans un cadre gaussien, considérer l’hypothèse nulle
ponctuelle H0 : θ = 0. Montrer que, sous la fonction de coût (5.19), la p-value
ne peut pas être dominée par une probabilité a posteriori propre. (Indication :
Démontrer d’abord que, pour tout a et ε,

Pθ(a < |x| < a+ ε)

Pθ(|x| < a) → +∞

lorsque θ tend vers l’infini.)

5.39 (Hwang et al., 1992) Pour la fonction de coût (5.19), montrer que ϕ(x) = 1/2
est l’unique estimateur minimax. Étendre ce résultat à toutes les fonctions de
coût convexes. Dans ce cadre, existe-t-il des lois les moins favorables ?

5.40 (Robert et Casella, 1994) Une modification possible de la fonction de coût
(5.18) est d’introduire une pondération fondée sur une distance, afin de pénaliser
d’une façon différente les erreurs proches de la frontière entre H0 et H1 de celles
qui en sont loin.
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a. Si l’hypothèse nulle est H0 : θ ≤ θ0 pour x ∼ N (θ, 1) et la fonction de coût
est

L(θ, ϕ) = (θ − θ0)2(IH0(θ) − ϕ)2,

donner l’expression générale des estimateurs de Bayes.
b. Si π(θ) = 1, montrer que l’estimateur de Bayes est plus petit que la p-value

si x > θ0 et plus grand si x < θ0.

5.41 (Robert et Casella, 1994) D’un point de vue de choix de modèle, la fonction de
perte incorpore les conséquences d’une acceptation ou d’un rejet de l’hypothèse
nulle H0 : θ = θ0 en termes d’estimation.
a. Pour la fonction de coût

L1(θ, (ϕ, δ)) = d(θ − δ)|1 − ϕ| + d(θ0 − θ)|ϕ|,
montrer que les estimateurs de Bayes sont (0, δπ(x)) où δπ(x) est l’estimateur
de Bayes régulier de θ sous d(θ − δ) pour tout d et π.

b. Pour la fonction de coût

L2(θ, (ϕ, δ)) = d(θ − δ)|1 − ϕ| + d(θ0 − δ)|ϕ|,
montrer que la règle de Bayes est (1, θ0) pour tout π et d.

c. Pour la fonction de coût

L3(θ, (ϕ, δ)) = (δ − θ)2(IH0(θ) − ϕ)2,

montrer que la règle de Bayes associée est (0, θ0), c’est-à-dire que cette règle
rejette systématiquement l’hypothèse nulle H0 : θ = θ0, mais utilise toujours
θ0 comme estimateur de θ.

d. Étudier les procédures bayésiennes sous le coût modifié

L4(θ, (ϕ, δ)) =
ˆ
1 + (δ − θ)2˜ ˆ1 + (IH0(θ) − ϕ)2

˜
,

afin d’établir si elles sont moins paradoxales.
e. Montrer que la fonction de perte

L5(θ, (ϕ, δ)) = ξ(δ − θ)2|1 − ϕ| + {(δ − θ0)2 + (θ − θ0)2}|ϕ|,
fournit une procédure de pré-test bayésien raisonnable qui évite les paradoxes
de L1, L2 et L3 si et seulement si ξ > 1.

Section 5.5.1

5.42 Soient deux observations indépendantes x1, x2 tirées d’une loi de Cauchy
C (θ, 1). Pour π(θ) = 1, donner la forme de la région HPD α-crédible. Quelle
autre région de niveau α plus convaincante pourriez-vous proposer ?

5.43 Donner la région α-crédible pour x ∼ P(λ) et λ ∼ G (δ, β). Etudier l’évolution
de cette région en fonction de δ et β. Examiner le cas particulier de la loi non
informative.

5.44 *Cet exercice traite d’une alternative aux régions α-crédibles. Le meilleur
centre bayésien au niveau α est l’estimateur δπ

α(x), qui est le centre de la boule
de plus petit rayon et de couverture 1 − α, c’est-à-dire

P π(||θ − δπ
α(x)|| < k|x) = sup

δ
P π(||θ − δ(x)|| < k|x) = 1 − α.
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a. Montrer que, si la loi a posteriori est à symétrie sphérique et unimodale, la
région correspondante est HPD.

b. Soient x ∼ N (θ, 1), θ ∼ N (0, τ 2) et π(τ 2) = 1/τ 3/2. Déterminer la loi
a posteriori. Montrer que la densité correspondante est unimodale lorsque
0 < x2 < 2 et bimodale sinon, de second mode

δ(x) =

 
1 − 1 −p1 − (2/x2)

2

!
x.

Calculer le meilleur centre de Bayes et montrer que, si α est suffisamment
grand, δπ

α n’est pas continu et proche de

φ(x) =

„
1 − 1

2x2

«+

x,

c’est-à-dire que cet estimateur de Bayes reproduit l’estimateur de James-
Stein.

c. Généraliser b. pour π(τ 2) = τ−v.
d. Montrer que le meilleur centre de Bayes associé à un a priori propre π est

admissible sous le coût

L(θ, δ) = I(k,+∞)(||θ − δ||2).
5.45 *(Thatcher, 1964) Soit x ∼ B(n, θ). Pour 0 < α < 1 et l’a priori π sur θ, on

définit θπ
x par P π(θ ≤ θπ

x |x) = α.
a. Si π(θ) = (1 − θ)−1, montrer que Pθ(θ ≤ θπ

x ) ≤ α pour θ > 0.
b. Si π(θ) = θ−1, montrer que Pθ(θ ≤ θπ

x ) ≥ α pour θ < 1.
c. Définir θλ

x associé à π(θ) = θλ−1(1 − θ)−λ, 0 ≤ λ ≤ 1. Montrer que θλ
x crôıt

en λ et en déduire que

lim
θ↑θλ

x

Pθ(θ ≤ θλ
x) ≥ α ≥ lim

θ↓θλ
x

Pθ(θ ≤ θλ
x).

5.46 *(Hartigan, 1983) Soit x ∼ P(λ). Pour 0 < α < 1 et l’a priori π sur λ, on
définit λπ

x par
P π(0 ≤ λ ≤ λπ

x |x) = α.

a. Montrer que, si π(λ) = 1/λ, Pλ(λ ≤ λπ
x) ≤ α pour tout λ.

b. Montrer que, si π(λ) = 1, Pλ(λ ≤ λπ
x) ≥ α pour tout λ. (Indication : Utiliser

la relation suivante :

∞X
x=x0

e−λλ
x

x!
=

Z ∞

0

ux0−1

(x0 − 1)!
e−udu.

«

5.47 Un problème célèbre en Statistique classique est celui de Behrens-Fisher. Il
découle de la simple situation de deux populations normales de moyennes et
variances inconnues ; il n’existe pas en effet de test UPP ou UPPS pour comparer
les moyennes dans ce cas. Soient x1, . . . , xn un échantillon tiré de N (θ, σ2) et
y1, . . . , ym un échantillon de N (μ, τ 2), où θ, μ, τ, σ sont inconnus.
a. *Montrer qu’il n’existe pas de test UPPS pour l’hypothèse H0 : θ = μ.

(Indication : Conditionner en s2x et s2y, définis ci-dessous, afin de montrer que
les procédures UPPS varient avec s2x et s2y .)
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b. Expliquer pourquoi un test raisonnable devrait dépendre de la quantité pi-
votale

T =
(θ − μ) − (x̄− ȳ)p
s2x/n+ s2y/m

avec x̄ =
P

i xi/n, ȳ =
P

j yj/m, s2x =
P

i(xi − x̄)2/n − 1 et s2y =
P

j(yj −
ȳ)2/m− 1.

c. Montrer que la distribution de T dépend de σ/τ même quand θ = μ et qu’il
ne s’agit pas d’une loi de Student.

d. Donner la loi a posteriori de T pour π(θ, μ, σ, τ ) = 1/σ2τ 2 et montrer qu’elle
ne dépend que de (sx/

√
n)(sy/

√
m). [Note : Voir Robinson, 1982, pour une

revue détaillée des différents points reliés à ce problème.]

Section 5.5.2

5.48 (Casella et Berger, 2001) Soient x ∼ N (μ, 1) et

Ca(x) = {μ; min(0, x− a) ≤ μ ≤ max(0, x+ a)}.

a. On pose a = 1.645. Montrer que Ca est un intervalle de confiance à 95% tel
que

P0(0 ∈ Ca(x)) = 1.

b. Pour π(μ) = 1 et a = 1.645, montrer que Ca est aussi une région 0.1-crédible
et que

P π(μ ∈ Ca(x)|x) = 0.90

si |x| ≤ 1.645 et

lim
|x|→+∞

P π(μ ∈ Ca(x)|x) = 1.

5.49 Soient x ∼ f(x|θ) avec θ ∈ R et π loi a priori sur θ. Si on définit l’ensemble
α-crédible (−∞, θx) par P π(θ ≥ θx|x) = α, montrer que cet intervalle unilatéral
ne peut pas être de niveau α au sens fréquentiste. (Indication : Montrer que
P (θ ≥ θx|θ ≤ θ0) > α pour une certaine valeur θ0.)

5.50 *(Fieller, 1954) Dans un cadre de calibration (voir l’Exercice 4.48), les in-
tervalles de confiance doivent avoir une longueur infinie pour maintenir un
niveau de confiance fixé, comme le montrent Gleser et Hwang (1987). Soit
(x1, y1), . . . , (xn, yn) un échantillon tiré de N2(μ,Σ). Le paramètre d’intérêt
est θ, le rapport des espérances μx/μy .
a. Définir z̄θ = ȳ − θx̄. Montrer que

z̄θ ∼ N

„
0,

1

n
(σ2

y − 2θσxy + θ2σ2
x)

«

et que

v̂θ =
1

n− 1
(s2y − 2θsxy + θ2sx)

est un estimateur sans biais de vθ, la variance de z̄θ, où x̄, ȳ, s2x, sxy et s2y
sont les moments empiriques usuels et

Σ =

„
σ2

x σxy

σxy σ2
y

«
.
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b. Montrer que z̄θ et v̂θ sont indépendants et que (n − 1)v̂θ/vθ ∼ χ2
n−1. En

déduire que {θ; z̄θ/v̂θ ≤ t2n−1,α/2} définit un ensemble de confiance à (1−α).
c. Montrer que cet ensemble de confiance dépend d’une parabole en θ et peut

être un intervalle, le complément d’un intervalle ou l’ensemble des nombres
réels.

Section 5.5.3

5.51 *La domination de l’estimateur usuel en tant que centre d’une région de
confiance ne découle pas forcément de la domination correspondante pour le
coût quadratique. Montrer que, dans le cas gaussien, si

δJSa (x) =

„
1 − a

||x||2
«
x,

la région de confiance recentrée

CJS
a (x) = {θ; ||θ − δJSa (x)||2 ≤ cα},

ne domine pas la région de confiance usuelle, même si δJSa domine δ0 lorsque
a ≤ 2(p− 2). (Indication : Considérer θ = 0.)

5.52 (Casella et al., 1993a) Montrer que la fonction de coût rationnel donnée en
Section 5.5,

L(θ, C) =
vol(C)

k + vol(C)
− IC(θ),

ne mène pas au paradoxe de Berger dans le cas gaussien.

5.53 *(Casella et al., 1993a) Soit une fonction de coût générale de la forme

L(θ, C) = S(vol(C)) − IC(θ),

où S est croissante et 0 ≤ S(t) ≤ 1.
a. Montrer que les estimateurs de Bayes sont des régions HPD.
b. Montrer que, si x ∼ Np(θ, Ip) et θ ∼ Np(μ, τ

2Ip), les ensembles crédibles
bayésiens Cπ ne sont pas vides si S(t) = t/(a+ t).

c. Déterminer le rayon minimal de Cπ lorsque τ varie.
d. Soient x̄ ∼ N (θ, σ2/n) et s2 ∼ σ2χ2

q. Sous le coût rationnel, montrer que

Cπ(x̄, s2) =

j
θ; |θ − x̄| ≤ t∗s√

n

ff
,

où t∗ est la solution de

min
t

„
2ts/

√
n

a+ 2ts/
√
n
− P (|Tn−1| < t)

«
.

En déduire que P (|Tn−1| < t∗(s)|s) ≥ 1/2.

5.54 (Walley, 1991) Soit la loi double-exponentielle, f(x|θ) = (1/2) exp(−|x− θ|).
a. Montrer que Cx =] −∞, x] est un intervalle de confiance à 50%.
b. Montrer que Pθ(θ ∈ Cx|x < 0) < 0.5 pour tout θ.
c. Soit ϕ(x) = (e2x/2)Ix<0. Montrer que

Eθ[Ix<0(ICx(θ) − 1/2) + ϕ(x)] ≥ 0

et en déduire que γ(x) = 1/2 n’est pas un estimateur de confiance admissible
sous le coût quadratique pour Cx.
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Note 5.7.3

5.55 *(Brown, 1967) Dans le cadre de l’Exemple 5.55, montrer que

P
`√
n|x̄− θ| ≤ ks|s ≤ 1

´ ≤ α > P `√n|x̄− θ| ≤ ks|s > 1
´

et calculer un sous-ensemble positivement pertinent. (Indication : Montrer que

P
`√
n|x̄− θ| ≤ ks|s´

est croissant en s.)

5.56 (Walley, 1991) Soit un échantillon x1, . . . , xn tiré de U[θ,θ+1].
a. Montrer que les intervalles de confiance unilatéraux uniformément plus précis

sont de la forme Cx = [(x(1) + 1 −K) ∧ (x(n) − 1), x(1) + 1] et vérifier que le
niveau de confiance est γ = 1 − (1 −K/2)n.

b. Pour n = 1 et γ = 1/2, montrer que Cx = [x, x+1]. Considérer une fonction
bornée strictement décroissante f et poser ϕ(x) = (f(x)− f(x+ 1))∧ (f(x−
1) − f(x)). Vérifier que

Eθ[f(ICx (θ) − 0.5)] = 0.25

Z θ+1

θ

(f(x− 1) − f(x)) dx

et

Eθ[ϕ(x)] ≤ 1

8

Z θ+1

θ

(f(x− 1) − f(x)) dx.
c. En déduire que

Eθ[f(ICx (θ) − 0.5) − ϕ(x)] ≥ 0

pour tout θ et que γ = 1/2 n’est pas un estimateur admissible.
d. On définit, pour n ≥ 2,

B = {(x1, . . . , xn); x(n) − x(1) ≥ 2 −K}.
Montrer que

Pθ(θ ∈ C(x1, . . . , xn)|(x1, . . . , xn) ∈ B) = 1

et conclure que B est un sous-ensemble pertinent.

Note 5.7.4

5.57 (Berger et al., 1998) Pour l’estimateur de confiance γ(x) donné en (5.26),
montrer que

γ(x) =
s

1 + s
si s < r, γ(x) =

1

1 + s
si s > a .

5.58 Montrer que, dans le cadre de l’Exemple 5.59, Ψ(1) > 1 et donner le facteur
de Bayes en faveur de H0.

5.59 (Lindley, 1990) Considérant une troisième décision −1 dans un problème de
test, soit l’extension suivante de la fonction de coût 0 − 1 :

L(θ, ϕ) =

(
�i si ϕ = 1 − i et Hi est vraie,

mi si ϕ = −1 et Hi est vraie.
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Calculer les coûts a posteriori et montrer que ϕ = −1 si

m1�

�0 −m0
< B10(x) <

(�1 −m1)�

m0
,

où � est le rapport des chances a priori, soit π1/π0.

5.60 (Lindley, 1990) Montrer que la statistique S(x) donnée en (5.27) n’est pas
libre, sauf lorsque

τ (t) + � = 1 +
�

t
, t > c ,

où c est défini par F0(c) = 1−�F1(c) et τ (t) est donné par F0(t) = 1−�F1(τ (t)).
Montrer que cette propriété est vérifiée lorsque B10(x) a la même loi sous m1

que B01(x) sous m0. [Note : Voir Berger et al., 1994, p. 1798.]

5.7 Notes

5.7.1 P -values et décisions bayésiennes

Une critique radicale de la comparaison de la Section 5.3.5 est qu’elle n’a en
fait aucun sens : ces deux types de réponses sont différentes conceptuellement
et des p-values ne sont pas des probabilités. La réponse à cette critique est que,
au-delà du fait qu’elles sont utilisées comme des probabilités en pratique, les
p-values, d’un point de vue décisionnel, tentent de répondre au même problème
inférentiel que les probabilités a posteriori. Il est donc sensé de les comparer.

Considérons la fonction de coût a0 − a1, comme dans (5.1). Le test minimax
UPPS est alors

ϕ(x) =

(
1 si p(x) > a1

a0+a1
,

0 sinon.

En fait, lorsque les fonctions de puissance sont continues et les hypothèses sont
contiguës (voir Lehmann, 1986, Chapitre 4), un test UPPS vérifie

sup
Θ0

Pθ(ϕ(x) = 0) = α = inf
Θ1
Pθ(ϕ(x) = 0) = 1 − sup

Θ1

Pθ(ϕ(x) = 1).

De plus, lorsque ϕ est minimax sous cette fonction de coût, il satisfait

sup
Θ0

R(θ,ϕ) = a0 sup
Θ0

Pθ(ϕ(x) = 0)

= sup
Θ1

R(θ, ϕ) = a1 sup
Θ1

Pθ(ϕ(x) = 1).

Donc, sous certaines conditions de régularité, satisfaites, par exemple, par des
familles exponentielles, ϕ est tel que

sup
Θ0

Pθ(ϕ = 0) =
a1

a1 + a0
.

Il découle alors de la Proposition 5.2 qu’il est légitime de comparer la p-value
p(x) à des probabilités a posteriori, puisque la procédure de décision bayésienne
est donnée par

γπ(x) =

(
1 si P π(θ ∈ Θ0|x) > a0

a0+a1
,

0 sinon
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et les deux approches comparent une évaluation continue (p-value ou probabilité
a posteriori) à la même borne.

5.7.2 Probabilités a priori inégales

Une autre critique à l’égard de l’évaluation des bornes de la Section 5.3.5,
avancée, par exemple, par Casella et Berger (1987), est que cette borne inférieure
n’est pas calculée sur l’ensemble de toutes les lois a priori, puisque n’est
considérée que la probabilité a priori �0 = 1/2. Bien entendu, si �0 peut aussi
être modifié, il est toujours possible de trouver une réponse bayésienne plus pe-
tite que la p-value, puisque la borne inférieure sur toutes les réponses bayésiennes
est alors 0 pour tout x (ce qui correspond au cas �0 = 0). À l’inverse, pour une
valeur fixée de �0 �= 0, il y a toujours des valeurs de x pour lesquelles la borne
inférieure sur les probabilités a posteriori est plus grande que la p-value.

Une version plus sophistiquée de cette critique est de considérer que le poids
�0 = 1/2 n’est pas nécessairement la probabilité la plus objective et qu’elle
devrait être déterminée en fonction de l’a priori π choisi. En fait, comme nous
l’avons mentionné ci-dessus, les lois a priori de la forme π(θ) = �0Iθ0(θ) + (1 −
�0)π1(θ) sont assez artificielles. Même si de telles lois a priori sont nécessaires
à la résolution du problème de test, il est plus naturel de penser π comme une
modification de l’a priori original π1, à la lumière de ce problème. Le problème
inférentiel, c’est-à-dire le fait qu’on s’intéresse particulièrement à θ0, contient
une certaine information résiduelle suffisante pour justifier une modification de
la loi a priori (sinon, la question du test devrait elle-même être modifiée pour
devenir compatible avec l’information a priori). Il est donc sensé d’imposer que
le poids �0 dépende de π1. (Ce point sera repris dans le Chapitre 7 sur le choix
de modèles, pour le cas des modèles imbriqués : le modèle le plus général,
c’est-à-dire celui qui contient tous les autres, devrait être plus probable que les
autres.)

Exemple 5.56. (Suite de l’Exemple 5.34) Puisqu’il s’agit de tester H0 :
θ = 0, la probabilité a priori de H0 est nulle pour toute densité a priori continue
π1. Cependant, il est raisonnable d’imposer que H0 ait une probabilité a priori
plus élevée si π1 est N (0, 1) que si π1 est N (0, 10), puisque tout voisinage de
0 est moins probable sous la deuxième loi a priori. Voilà pourquoi le paradoxe
de Jeffreys-Lindley est bien un “paradoxe” : l’accroissement des probabilités du
Tableau 5.2 au Tableau 5.3 semble contre-intuitive. ‖

Malheureusement, une détermination du poids �0 comme fonction de π1 prête
à controverse et nous nous contentons de mentionner brièvement une solution
proposée dans Robert et Caron (1996) (voir Spiegelhalter et Smith, 1980, pour
une autre approche fondée sur des observations virtuelles les plus favorables).
L’idée sous-jacente est que le poids �0 devrait satisfaire

(1 − �0)π1(θ0) = �0,

afin que θ0 soit pondéré de la même façon sous les deux hypothèses. Bien en-
tendu, cela revient à comparer un poids sous une masse de Dirac en 0, �0, à
un poids instantané relativement à la mesure de Lebesgue, (1 − �0)π1(θ0), et
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la comparaison n’est pas justifiée mathématiquement parlant (puisque la valeur
que prend la densité π1 en un point tel que θ0 est arbitraire). De plus, l’équation
ci-dessus n’admet pas toujours de solution.

Exemple 5.57. (Suite de l’Exemple 5.25) Lorsque π1(θ) est une loi a priori
gaussienne N (0, n), l’égalité ci-dessus donne comme expression du poids

�0 =
π1(0)

1 + π1(0)
=

1

1 +
√

2πn
,

et la probabilité a posteriori de H0 est alors„
1 +

1 − �0
�0

m1(x)

ϕ(x)

«−1

=

„
1 +

r
2π

n

n+ 1
ex2/2−x2/2(n+1)

«−1

=

 
1 +

r
2πn

n+ 1
e

n
2(n+1) x2

!−1

.

Notons que cette approche évite le paradoxe de Jeffreys-Lindley, puisque la
probabilité limite (pour n tendant vers +∞) est“

1 +
√

2πex2/2
”−1

.

Cette valeur se trouve aussi être la probabilité a posteriori associée à la densité
a priori de Lebesgue, π(θ) = 1. ‖

5.7.3 Évaluation conditionnelle des régions de confiance

Une évaluation critique des régions de confiance de Neyman-Pearson (et plus
généralement des procédures fréquentistes) dérive de l’analyse conditionnelle
de Kiefer (1977) et Robinson (1979). Lehmann (1986, Chapitre 10) donne une
description de cette approche (voir aussi Buehler, 1959, Pierce, 1973, Casella,
1987, 1992, Maatta et Casella, 1990, et Goutis et Casella, 1991, 1992). Ces
travaux démontrent que des procédures classiques de construction de régions de
confiance sont souvent sous-optimales lorsqu’elles sont considérées d’un point
de vue conditionnel.

Définition 5.58. Soit Cx, une région de confiance de niveau α. Un ensemble
A ⊂ X est dit sous-ensemble pertinent biaisé négativement pour la région de
confiance Cx s’il existe ε > 0 tel que

Pθ(θ ∈ Cx|x ∈ A) ≤ 1 − α− ε
pour tout θ ∈ Θ.

On peut définir de même des sous-ensembles pertinents biaisés positivement.
Cette notion est généralisée par Robinson (1979) à celle de procédures de paris
pertinentes. L’existence de tels ensembles remet en cause le concept même de
niveau de confiance α, puisque, selon l’ensemble de conditionnement, la pro-
babilité de couverture varie et peut même tomber sous le niveau de confiance



5.7 Notes 301

nominal minimal. Bien entendu, cette critique peut s’étendre aux procédures de
test par un argument de dualité.

Dans le cadre de l’Exemple 5.54 et pour des tests de Student, Brown (1967)
établit l’existence d’ensembles pertinents biaisés positivement de la forme {|x| <
k} ; ce qui implique

Pθ(θ ∈ Cx||x| > k) ≤ 1 − α
(voir aussi l’Exercice 5.55). De tels phénomènes ont mené Kiefer (1977) à
suggérer de partitionner l’espace d’échantillonnage X et d’allouer à chaque
sous-ensemble de la partition un niveau de confiance différent (voir aussi Brown,
1978). Suivant l’analyse de Fisher, il a proposé que ces sous-ensembles soient
indexés par une statistique libre. Par exemple, la statistique libre adéquate pour
l’Exemple 2.9 est x1 − x2.

Malheureusement, le choix d’une statistique libre modifie dans la plupart des cas
la région de confiance obtenue ; Berger et Wolpert (1988) donnent un exemple
où des statistiques libres différentes produisent des résultats différents, ce qui
est incompatible avec le principe de vraisemblance. Nous considérons que, fon-
damentalement, le problème de l’existence d’ensembles biaisés pertinents n’est
pas lié à la région de confiance Cx même, mais plutôt au niveau de confiance
α, qu’il faudrait remplacer par un niveau plus adaptatif (ou plus conditionnel)
α(x) (voir la Section 4.2). En fait, l’existence de procédures de paris pertinentes
est équivalente à la domination de l’estimateur de confiance constant sous le
coût quadratique (Robinson, 1979).

5.7.4 Perspective de réconciliation

Alors que la Section 5.3 a montré que les réponses fréquentistes, c’est-à-dire les
p-values, sont intrinséquement et numériquement différentes de leurs équivalents
bayésiens (voir aussi la Note 5.7.1), une modification du cadre décisionnel, pro-
posée par Berger et al. (1994), permet une réconciliation partielle des deux
approches. Bien qu’une telle réconciliation ne soit pas une caractéristique im-
portante d’un point de vue bayésien–une procédure se doit avant tout d’être
optimale pour le problème décisionnel considéré, plutôt que d’être stable sur
le long terme–, elle a différents avantages en pratique : premièrement, les sta-
tisticiens sont plus enclins à utiliser une procédure bayésienne lorsque celle-ci
jouit aussi de propriétés fréquentistes. Deuxièmement, ceci élimine le problème
de l’interprétation d’une p-value comme une probabilité a posteriori.

Cette modification revient à ajouter l’option “pas de décision” aux réponses
“acceptation” et “rejet” utilisées dans les tests classiques. Même si cette possi-
bilité peut sembler absurde d’un point de vue décisionnel, elle est certainement
défendable d’un point de vue statistique : il existe bien des cas où les données ne
permettent pas une réponse concluante à l’égard de H0 et nous font demander
au client plus d’observations ou une information a priori plus précise. En fait,
une telle approche existait déjà pour les tests séquentiels, comme les tests du
rapport de vraisemblance séquentiels de Wald (voir Lehmann, 1986). (Notons
cependant que cette procédure de Berger et al., 1994, ne prend pas en compte
les tests répétés, ce qui a un impact sur les niveaux de confiance ; voir aussi
l’Exemple 1.18.)

Dans le cas de deux hypothèses simples,

H0 : x ∼ m0(x) contre H1 : x ∼ m1(x) ,



302 5 Tests et régions de confiance

où m0 et m1 sont des densités connues, le facteur de Bayes B10 est égal
au rapport de vraisemblance m1(x)/m0(x). Si l’option “pas de décision” est
représentée par −1 , le test bayésien modifié de Berger et al. (1994) s’écrit

ϕ(x) =

8><
>:

1 si B10(x) ≤ r,
0 si B10(x) ≥ a,
−1 si r < B10(x) < a,

(5.26)

avec pour estimateur associé

γ(x) =

(
1/(1 +B10(x)) si B10(x) ≥ a,
B10(x)/(1 +B10(x)) si B10(x) ≤ r.

Notons que γ(x) est la probabilité a posteriori de l’hypothèse rejetée et est donc
optimale sous le coût quadratique. (Mais ϕ ne semble pas être une procédure
décisionnelle ; voir l’Exercice 5.59.)

Si on note F0 et F1 les fonctions de répartition de B10(x) associées respecti-
vement à m0 et m1 et si on définit Ψ(b) = F−1

0 (1 − F1(b)), alors Ψ−1(b) =
F−1

1 (1 − F0(b)) et Berger et al. (1994) prennent

(r, a) =

(
(1, Ψ(1)) si Ψ(1) > 1 ,

(Ψ−1(1), 1) si Ψ(1) < 1 .

Ces auteurs démontrent que l’estimateur γ(x) est valide dans une perspective
fréquentiste conditionnelle : conditionnellement en

S(x) = min{B10(x), Ψ
−1(B10(x))} , (5.27)

la procédure (ϕ, γ) vérifie

P0(B10(x) ≥ a|S(x) = s) = γ(s) , P1(B10(x) ≤ r|S(x) = s) = γ(s) ,

où γ(x) ne dépend que de s (Exercice 5.57). Notons cependant que S(x) n’est
une statistique libre que dans quelques cas particuliers (Exercice 5.60).

La généralisation de ce résultat aux hypothèses composites,

H0 : θ = θ0 contre H1 : θ ∈ Θ1

s’obtient en réécrivant H1 comme dans la Section 5.3.5, soit,

H1 : x ∼ m1(x) =

Z
Θ1

f(x|θ)π1(θ)dθ .

Berger et al. (1997) montrent alors que l’évaluation fréquentiste conditionnelle
sous H0 cöıncide de nouveau avec l’estimateur bayésien, mais dans un sens
plus faible, car, si la procédure obtenue a de bonnes propriétés bayésiennes, sa
validité fréquentiste est plus contestable (Hinkley, 1997, Louis, 1997).

Exemple 5.59. (Berger et al., 1997) Pour x1, . . . , xn i.i.d. N (θ, σ2), avec σ
connu, considérons le test deH0 : θ = θ0 sous l’a priori conjugué θ ∼ N (μ, kσ2).
Si z =

√
n(x̄n − θ0)/σ, on obtient
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m0(z) =
1√
2π

exp{−z2/2}

et

m1(z) =
1√

2π
√

1 + kn
exp

(
−(z +

√
knΔ)2

2(1 + kn)

)
,

avec Δ = (θ0 − μ)/√kσ. Le facteur de Bayes est alors

B10(x) =
√

1 + kn exp

(
− kn

2(1 + kn)

»
z − Δ√

kn

–2
+
Δ2

2

)
,

Ψ(1) > 1, r = 1 et a = F−1
0 (1 − F1(1)). ‖
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Méthodes de calcul bayésien

“The contraption began to quiver, steam hissing out from two or
three places. The hiss grew to a shriek, and the thing began trem-
bling.”

Robert Jordan, Lord of Chaos.

6.1 Difficultés de mise en œuvre

À ce stade du livre, nous devons discuter de l’aspect pratique du paradigme
bayésien, à savoir le calcul des estimateurs de Bayes. La simplicité ultime de
l’approche bayésienne est que, pour une fonction de coût L et une loi a priori
π données, l’estimation bayésienne associée à une observation x est la décision
(habituellement unique) d minimisant le coût a posteriori

L(π, d|x) =
∫

Θ

L(θ, d)π(θ|x) dθ. (6.1)

Dans la pratique cependant, minimiser (6.1) peut être rendu difficile pour
deux raisons :

(i) le calcul explicite de la loi a posteriori, π(θ|x), peut être impossible ; et

(ii) même si π(θ|x) est connu, cela n’implique pas nécessairement que mini-
miser (6.1) soit facile ; en effet, lorsque l’intégration analytique est im-
possible, la minimisation numérique nécessite parfois un temps de calcul
considérable, en particulier lorsque Θ et D sont de grandes dimensions.
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Le point (i) peut sembler être une difficulté mineure et formelle, puisque mi-
nimiser (6.1) revient en réalité à minimiser∫

Θ

L(θ, d)π(θ)f(x|θ) dθ,

qui ne requiert pas une évaluation de π(θ|x). Cependant, nous avons vu dans
les Chapitres 2 et 4 que les coûts classiques, comme le coût quadratique,
mènent directement à des estimateurs s’exprimant en fonction de la loi a
posteriori, notamment la moyenne a posteriori

δπ(x) =
∫

Θ

θ π(θ|x) dθ

=

∫
Θ θ π(θ)f(x|θ) dθ∫
Θ
π(θ)f(x|θ) dθ ,

pour le coût quadratique ; ils nécessitent donc un calcul direct des moments.
Une remarque similaire s’applique à l’obtention d’autres quantités a posteriori
d’intérêt, comme les quantiles a posteriori, les facteurs de Bayes ou les régions
de confiance.

Une réponse simpliste à ces difficultés de calcul est de n’utiliser que des
modèles d’échantillonnage, des lois a priori et des coûts qui mènent à des
solutions explicites pour la minimisation de (6.1). Cette approche restrictive
est techniquement justifiée lorsque les outils de calcul décrits ci-dessous ne sont
pas applicables, mais elle est inacceptable en termes subjectifs, car la fonction
de coût et la loi a priori devraient être construites en fonction du problème de
décision et non pas parce qu’elles fournissent des réponses analytiques, comme
nous l’avons souligné dans le Chapitre 347.

Ce chapitre a donc pour but d’éviter le recours systématique à des lois
a priori et à des coûts simples, en fournissant aux lecteurs une sélection
représentative des méthodes d’approximation les plus récentes et les plus so-
phistiquées pouvant être utilisées lorsque la loi a posteriori ou un estimateur
donné n’admettent pas d’expression analytique. Ce chapitre n’est qu’une in-
troduction à ces méthodes ; les lecteurs sont renvoyés à Robert et Casella
(2004) pour un traitement plus approfondi.

Bien que les problèmes d’estimation comme la minimisation du coût ou
le calcul d’un estimateur MAP puissent aussi être résolus par des techniques
de simulation (voir Geyer et Thompson, 1992, Geyer, 1996, Robert et Ca-
sella, 1999, Chapitre 5, ou Doucet et al., 2002), nous nous concentrons dans
ce chapitre sur les approximations de π(θ|x) et des intégrales correspon-
dantes, parce qu’il s’agit de la pierre angulaire des difficultés de calcul en

47Les illustrations classiques ont recours à de tels cas simples, pour permettre une
présentation plus claire et concise des points traités, et ce livre a beaucoup fait appel
aux familles exponentielles, aux lois a priori conjuguées et aux coûts quadratiques.
Néanmoins, une approche plus adaptative, reposant par exemple sur des mélanges
des lois a priori conjuguées, devrait être adoptée en pratique.
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inférence bayésienne. De plus, si π(θ|x) peut être approchée correctement, il
est généralement possible de construire une approximation de L(π, d|x) pour
une décision arbitraire d et d’utiliser alors une méthode de minimisation clas-
sique.

Nous présentons maintenant une série d’exemples utilisés tout au long de
ce chapitre pour illustrer les différentes méthodes de calcul.

Exemple 6.1. Soit x1, . . . , xn un échantillon de C (θ, 1), une loi de Cauchy
de paramètre de position θ, avec θ ∼ N (μ, σ2), où μ et σ2 sont des hyperpa-
ramètres connus. La loi a posteriori de θ est alors

π(θ|x1, . . . , xn) ∝ e−(θ−μ)2/2σ2
n∏

i=1

[1 + (xi − θ)2]−1,

qui ne peut pas être intégrée de façon analytique. Lorsque δπ est la moyenne
a posteriori,

δπ(x1, . . . , xn) =

∫ +∞
−∞ θe−(θ−μ)2/2σ2 ∏n

i=1[1 + (xi − θ)2]−1dθ∫ +∞
−∞ e−(θ−μ)2/2σ2 ∏n

i=1[1 + (xi − θ)2]−1dθ
,

son calcul nécessite deux intégrations numériques, une pour le numérateur
et une autre pour le dénominateur. Le calcul de la variance requiert une
intégration supplémentaire. De plus, la structure typiquement multimodale de
cette loi (voir Exercice 1.27) fait que l’application de techniques d’intégration
numérique standard peut nécessiter certains réglages délicats. ‖

Comme on l’a déjà vu auparavant, la difficulté de calcul peut provenir de
la fonction de coût choisie, même lorsque la loi a priori est conjuguée.

Exemple 6.2. Soient x|θ ∼ Np(θ, σ2Ip) et θ|μ, τ ∼ Np(μ, τ2Ip), d’hyperpa-
ramètres connus μ et τ . La loi a posteriori de θ admet alors une expression
simple, puisque

θ|x ∼Np

(
σ2μ+ τ2x

σ2 + τ2
,
σ2τ2

σ2 + τ2
Ip

)
.

Lorsque ||θ||2 est le paramètre d’intérêt, le coût quadratique ramené à l’échelle
de l’estimateur usuel est

L(θ, δ) =
(δ − ||θ||2)2
2||θ||2 + p

,

comme dans Saxena et Alam (1982). Il conduit à l’estimateur de Bayes sui-
vant :

δπ(x) =
E

π [||θ||2/(2||θ||2 + p)|x]
Eπ [1/(2||θ||2 + p)|x] .
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Bien que (σ−2 + τ−2)||θ||2 soit distribué a posteriori comme une variable
aléatoire χ2

p(λ) , avec

λ =
||σ2μ+ τ2x||2
σ2τ2(σ2 + τ2)

,

δπ n’admet pas d’expression analytique et une approximation numérique
est de nouveau nécessaire. Notons que, dans ce cas, l’intégration numérique
est plus compliquée que pour l’Exemple 6.1, car la densité de χ2

p(λ) (voir
l’Appendice A) fait intervenir une fonction de Bessel modifiée, I(p−2)/2(t), qui
doit être approchée par une suite de densités du khi deux (centrées) pondérées
ou par une approximation en fractions continues (voir l’Exercice 4.36). Une
approche alternative est d’intégrer plutôt en θ, mais cela n’est possible que
pour de petites valeurs de p. ‖

Les Chapitres 7 et 10 fourniront également des exemples où l’approxima-
tion d’estimateurs de Bayes est nécessaire. En effet, la plupart des estimateurs
de Bayes hiérarchiques ne peuvent pas être calculés de façon analytique ; c’est
le cas notamment pour des observations normales (voir le Lemme 10.17) et
les modèles graphiques (voir la Note 10.7.1). De plus, une approximation
numérique de ces estimateurs peut donner lieu à des complications, en parti-
culier pour des dimensions plus grandes.

Exemple 6.3. Le recours à une variable auxiliaire dans un modèle de Student
multivarié réduit le nombre d’intégrations à un, comme l’a remarqué Dickey
(1968). Rappelons que, si

x ∼Np(θ, σ2Ip), θ ∼ Tp(ν, μ, τ2Ip),

on peut écrire

θ|ξ, x ∼ Np

(
ξ(x),

τ2σ2

σ2ξ + τ2
Ip

)
,

π(ξ|x) ∝ ξ(p+ν)/2−1

(ξσ2 + τ2)p/2
exp

{−1
2

( ||x− μ||2ξ
τ2 + ξσ2

+ ξ2ν

)}
,

avec

ξ(x) =
ξσ2μ+ τ2x

ξσ2 + τ2

(voir l’Exemple 10.3). Soit la généralisation suivante :

x|θ, Λ ∼ Np(θ, Λ),

lorsque θ et Λ = diag(σ2
1 , . . . , σ

2
p) sont inconnus et de lois a priori (1 ≤ i ≤ p)

θi|σi ∼N

(
μi,

σ2
i

ni

)
, σ2

i ∼ I G (νi/2, s2i /2) ,
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où les ni, si et νi sont des hyperparamètres connus. Dans ce cas (1 ≤ i ≤ p),

θi|xi ∼ T

(
νi + 1,

xi + niμi

ni + 1
,

(νi + 1)−1(ni + 1)−1

[
s2i +

ni

n1 + 1
(xi − μi)2

])
,

et le recours à une variable auxiliaire ξi pour chaque composante θi ne modifie
pas la complexité du problème d’estimation, puisque le nombre d’intégrales à
calculer reste constant. ‖

Les deux exemples ci-dessous sont paradoxaux, au sens où une expression
explicite de l’estimateur de Bayes est disponible, mais ne peut pas être utilisée
de façon simple dans la pratique, soit parce qu’elle entrâıne une instabilité
numérique et donc un manque de fiabilité du résultat (Exemple 6.4), soit
parce que le calcul de l’estimateur de Bayes résultant est impossible, car il ne
peut pas être effectué en un temps raisonnable pour des tailles d’échantillon
réalistes (Exemple 6.5).

Exemple 6.4. Dans le cadre des modèles de capture-recapture, nous consi-
dérons le modèle temporel (voir la Section 4.3.3) et les lois conjuguées

xi|N, pi ∼ B(N, pi),
π(N) = 1/N, pi ∼ Be(α, β) (1 ≤ i ≤ n).

Si x+ est le nombre d’individus différents capturés au moins une fois parmi
n captures, la loi a posteriori de N et p = (p1, . . . , pn) est, pour x =
(x1, . . . , xn, x+),

π(N, p|x) ∝ (N − 1)!
(N − x+)!

n∏
i=1

pα+xi−1
i (1 − pi)β+N−xi−1

et la loi marginale de N se calcule comme

π(N |x) ∝ (N − 1)!
(N − x+)!

n∏
i=1

B(α+ xi, β +N − xi)

∝ (N − 1)!
(N − x+)!

n∏
i=1

Γ (β +N − xi)
Γ (α+ β +N)

.

Par conséquent, la loi a posteriori π(N |x) peut s’écrire de façon “explicite”,

(N−1)!
(N−x+)!

∏n
i=1 Γ (β +N − xi)/Γ (α+ β +N)∑+∞

M=x+

(M−1)!
(M−x+)!

∏n
i=1 Γ (β +M − xi)/Γ (α+ β +M)

. (6.2)
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En réalité, de par les rapports présents au numérateur et au dénominateur,
la formule (6.2) ne nécessite aucune évaluation de la fonction gamma : le re-
cours à la formule récursive Γ (x + 1) = xΓ (x) suffit. Néanmoins, si n est
grand, c’est-à-dire si plusieurs captures ont été entreprises, et si, de plus, les
tailles de capture résultantes xi sont très différentes, le calcul de la loi a pos-
teriori (6.2) sera assez difficile. Les quantités (6.2) peuvent beaucoup fluctuer
et la règle d’arrêt pour le calcul de la série infinie en (6.2) doit être conçue
en conséquence, de crainte qu’on ignore les termes significatifs correspondant
aux grandes valeurs de M . De plus, le calcul de la suite (6.2) par la formule
de récurrence

π(N + 1|x)
π(N |x) =

N

N + 1− x+

n∏
i=1

β +N − xi

α+ β +N
,

bien que possible, peut être imprécis, car l’erreur d’approximation augmente
à chaque étape, en particulier lorsque les xi sont très différents.

La même critique s’applique au calcul de la moyenne a posteriori

δπ(x) =

∑+∞
N=x+

N !
(N−x+)!

∏n
i=1 Γ (β +N − xi)/Γ (α+ β +N)∑+∞

M=x+

(M−1)!
(M−x+)!

∏n
i=1 Γ (β +M − xi)/Γ (α+ β +M)

. (6.3)

Par conséquent, même si ces modèles discrets paraissent simples d’un point
de vue analytique, les formules explicites ci-dessus ne peuvent être utilisées
que pour les exemples les plus triviaux. Lorsque les nombres d’observations et
de captures sont importants, il devient nécessaire de recourir à des méthodes
numériques alternatives. En outre, l’attrait de telles formules disparâıt dans
un cadre hiérarchique, car elles ne peuvent pas être utilisées lorsque le couple
(α, β) suit une loi a priori (voir George et Robert, 1992). ‖

Exemple 6.5. Soit un échantillon x1, . . . , xn de

f(x|θ) = pϕ(x;μ1, σ1) + (1− p)ϕ(x;μ2, σ2), (6.4)

c’est-à-dire un mélange de deux lois normales de moyennes μi, variances σ2
i

(i = 1, 2) et poids p (0 < p < 1). Une motivation radiologique de ce modèle
a été donnée dans l’Exemple 1.6. Une étude sur un premier ensemble de ra-
diographies des poumons a montré que les images étaient distribuées avec des
paramètres qui varient selon la Table 6.1.

Comme première approximation et étant donné l’information fournie par
la Table 6.1, une modélisation a priori possible consiste à utiliser des lois a
priori “conjuguées” pour θ = (μ1, σ

2
1 , p, μ2, σ

2
2),

μi|σi ∼ N (ξi, σ2
i /ni), σ2

i ∼ I G (νi/2, s2i /2), p ∼Be(α, β),
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Tab. 6.1. Paramètres statistiques pour un modèle de radiographie des poumons.
(Source : Plessis, 1989.)

μ1 μ2 σ1 σ2 p

Moyenne 105.33 188.9 32.3 18.2 0.5

Écart type 11.18 7.38 5.62 4.5 0.08

et à calculer la valeur des hyperparamètres ξi, ni, νi, si et (α, β) à partir
de la Table 6.1 par la méthode des moments48. En effet, ces lois ne sont pas
conjuguées au sens de la Définition 3.7, mais la loi a posteriori correspondante
est

π(θ|x1, . . . , xn) ∝
n∏

j=1

{pϕ(xj ;μ1, σ1) + (1− p)ϕ(xj ;μ2, σ2)} π(θ) .

(6.5)
On peut réécrire (6.5) simplement en représentant cette distribution comme
une somme pondérée (c’est-à-dire un mélange) de lois conjuguées,

π(θ|x1, . . . , xn) =
n∑

�=0

∑
(kt)

ω(kt)π(θ|(kt)), (6.6)

où � représente le nombre d’observations attribuées à la première compo-
sante et où la seconde somme prend en compte toutes les permutations (kt)
de {1, 2, . . . , n} correspondant à une partition différente de {x1, . . . , xn} en
{xk1 , . . . , xk	

} et {xk	+1 , . . . , xkn}, caractérisant ainsi les � observations at-
tribuées à la première composante. Le poids a posteriori d’une partition (kt)
est (voir ci-dessous pour la notation)

ω(kt) ∝ Γ (α+ �)Γ (β + n− �)Γ ([ν1 + �]/2)(
s21 + ŝ1(kt) + n1�

n1+� (ξ1 − x̄1(kt))2
)(ν1+�)/2

× Γ ([ν2 + n− �]/2)
/√

(n1 + �)(n2 + n− �)(
s22 + ŝ2(kt) + n2(n−�)

n2+n−� (ξ2 − x̄2(kt))2
)(ν2+n−�)/2

,

normalisé de telle manière que

n∑
�=0

∑
(kt)

ω(kt) = 1.

48Notons que cet a priori diffère d’une modélisation bayésienne empirique (Cha-
pitre 10). En effet, bien que l’a priori résultant ne soit qu’une approximation et que
l’hyperparamètre soit estimé par des moyennes classiques, cette loi est fondée sur
des observations précédentes, ce qui peut être considéré comme une information a
priori, et non sur l’échantillon observé pour lequel le paramètre θ est inconnu.
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Pour une permutation donnée (kt), la loi a posteriori conditionnelle est

π(θ|(kt)) = N

(
ξ1(kt),

σ2
1

n1 + �

)
×I G ((ν1 + �)/2, s1(kt)/2)

×N

(
ξ2(kt),

σ2
2

n2 + n− �
)
×I G ((ν2 + n− �)/2, s2(kt)/2)

×Be(α+ �, β + n− �) ,
où

x̄1(kt) = 1
�

∑�
t=1 xkt , ŝ1(kt) =

∑�
t=1(xkt − x̄1(kt))2,

x̄2(kt) = 1
n−�

∑n
t=�+1 xkt , ŝ2(kt) =

∑n
t=�+1(xkt − x̄2(kt))2

sont les statistiques habituelles pour les deux sous-échantillons induits par la
permutation et

ξ1(kt) =
n1ξ1 + �x̄1(kt)

n1 + �
, ξ2(kt) =

n2ξ2 + (n− �)x̄2(kt)
n2 + n− � ,

s1(kt) = s21 + ŝ21(kt) +
n1�

n1 + �
(ξ1 − x̄1(kt))2,

s2(kt) = s22 + ŝ22(kt) +
n2(n− �)
n2 + n− �(ξ2 − x̄2(kt))2,

sont les mises à jour a posteriori des hyperparamètres, conditionnellement à
la partition (kt).

Cette décomposition est intéressante, car elle montre que, malgré une for-
mule apparemment inextricable, l’analyse bayésienne de la loi de mélange
(6.4) est assez logique. En effet, la loi a posteriori prend en compte toute
partition possible de l’échantillon, en spécifiant de quelle composante chaque
observation est originaire via la permutation correspondante (kt). Il attribue
alors un poids ω(kt) à la partition, qui peut être interprété comme la probabi-
lité a posteriori de la partition choisie, et opère comme si chaque observation
provenait en réalité de la composante choisie, les lois a posteriori (condition-
nelles) π(θ|(kt)) étant identiques aux lois a posteriori habituelles pour (μ1, σ1)
et (μ2, σ2) résultant de l’observation séparée de xk1 , . . . , xk	

et xk	+1 , . . . , xkn .
Des remarques similaires s’appliquent à la loi a posteriori de p, car, condition-
nellement à la partition (kt), cette loi correspond à la loi a posteriori associée
à l’observation d’une variable aléatoire binomiale B(n, p), qui est le nombre
d’observations attribuées à la première composante.

La décomposition (6.6) fournit l’estimateur de Bayes suivant de θ :

δπ(x1, . . . , xn) =
n∑

�=0

∑
(kt)

ω(kt)Eπ [θ|x, (kt)],

la somme pondérée des estimateurs de Bayes pour chaque partition. Par
exemple, l’estimateur de Bayes de μ1 est
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μπ
1 (x1, . . . , xn) =

n∑
�=0

∑
(kt)

ω(kt)ξ1(kt). (6.7)

Ces développements sont satisfaisants d’un point de vue théorique, car
les estimateurs résultants sont faciles à interpréter et intuitivement convain-
cants. De façon naturelle, la loi a posteriori prend en compte la possibilité
que cette observation ait été générée par la première ou la deuxième compo-
sante, puisque l’origine de chaque observation dans l’échantillon est inconnue.
Cependant, le calcul pratique de (6.7) implique deux sommes de 2n termes
chacune, ce qui correspond exactement à l’ensemble des partitions différentes
de l’échantillon. Il est donc impossible de calculer un estimateur de Bayes de
cette façon, pour la plupart des tailles d’échantillon49. ‖

L’Exemple 6.5 est représentatif d’un type de modèles statistiques affectés
par des problèmes similaires, incluant la plupart des modèles à données man-
quantes (ou variables latentes) comme les mélanges, les modèles censurés et
la classification (voir Robert et Casella, 1999, Chapitre 9). Ces modèles sont
paradoxaux au sens où des constructions explicites des estimateurs de Bayes
peuvent être formellement disponibles, mais sont inutiles en pratique de par
le temps de calcul qu’elles impliquent. De plus, la difficulté de calcul aug-
mente avec la taille de l’échantillon, conduisant à ce qui peut être appelé un
paradoxe de l’information, car plus on a d’information, plus il devient difficile
de mener une inférence50 sur θ. Dans de tels cadres, les méthodes d’approxi-
mation numérique sont rarement appropriées et des solutions adaptées sont
nécessaires, comme celles développées dans les Sections 6.3 et 6.4.

6.2 Méthodes classiques d’approximation

Cette section couvre brièvement quelques techniques classiques qui peuvent
faciliter les calculs bayésiens ; la section suivante en revanche traite des
méthodes de simulations récentes qui semblent particulièrement adaptées aux
exigences de l’approche bayésienne. Une présentation plus détaillée est fournie
par Robert et Casella (2004, Chapitres 2-5) ; voir aussi Berger (2000) et Carlin
et Louis (2000a) pour une présentation des logiciels bayésiens disponibles.

49Par exemple, s’il faut une seconde de temps processeur pour évaluer (6.7) pour
un échantillon de taille 20, le calcul de l’estimateur correspondant à un échantillon
de taille 40 devrait prendre douze jours.

50À strictement parler, la difficulté de calcul grandit toujours avec la taille de
l’échantillon, même dans les cas où une statistique exhaustive existe. Cependant,
dans le cas de l’Exemple 6.5, cette croissance est tellement rapide (taux exponentiel)
qu’elle empêche complètement le calcul même. (De tels problèmes sont appelés NP-
complets en Recherche opérationnelle.)
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6.2.1 Intégration numérique

À partir de la simple méthode de Simpson51, plusieurs approches ont
été conçues en Mathématiques appliquées pour l’approximation numérique
d’intégrales. Par exemple, la quadrature polynomiale est censée approcher les
intégrales liées à des distributions proches de la loi normale (voir Naylor et
Smith, 1982, Smith et al., 1985, ou Verdinelli et Wasserman, 1998, pour une
introduction détaillée). L’approximation de base est donnée par

∫ +∞

−∞
e−t2/2f(t) dt ≈

n∑
i=1

ωif(ti),

où

ωi =
2n−1n!

√
n

n2[Hn−1(ti)]2

et ti est le i-ième zéro du n-ième polynôme d’Hermite, Hn(t).
D’autres approximations d’intégrales reliées à la méthode précédente sont

disponibles, qui reposent sur différentes bases orthogonales classiques (voir
Abramowitz et Stegun, 1964), ou les ondelettes (voir la Note 1.8.2 et Müller et
Vidakovic, 1999, Chapitre 1), mais ces méthodes requièrent généralement des
hypothèses de régularité sur la fonction f , ainsi que des études préliminaires
pour déterminer quelle base est la plus adéquate et à quel point cette approxi-
mation est précise. Par exemple, des transformations du modèle peuvent être
nécessaires pour mettre en pratique l’approximation d’Hermite (voir Naylor
et Smith, 1982, et Hills et Smith, 1992) ; Morris (1982) (voir aussi Diaconis
et Zabell, 1991) montre comment les lois des familles exponentielles à va-
riance quadratique (Exercices 3.24 et 10.33) peuvent être associées à une base
orthogonale particulière (Exercice 6.18).

Cependant, quelle que soit la méthode d’intégration numérique utilisée, sa
précision diminue dramatiquement lorsque la dimension de Θ augmente. De
façon plus spécifique, l’erreur associée aux méthodes numériques se comporte
comme une puissance de la dimension de Θ. En pratique, une règle empirique
est que la plupart des méthodes standard ne devraient pas être utilisées pour
l’intégration en dimension supérieure à 4, même si ces méthodes continuent à
s’améliorer année après année. En effet, la taille de la partie de l’espace non
pertinente pour le calcul d’une intégrale donnée augmente considérablement
avec la dimension de l’espace. Ce problème est appelé fléau de la dimension,
voir Robert et Casella (1999, Chapitre 3) pour des détails.

6.2.2 Les méthodes de Monte Carlo

Dans un problème statistique, l’approximation de l’intégrale
51Voir Stigler (1986) pour une plus forte connexion entre Simpson (1710-1761) et

la Statistique bayésienne.
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Θ

g(θ)f(x|θ)π(θ) dθ, (6.8)

doit tirer avantage de la nature particulière de (6.8), à savoir le fait que π soit
une densité de probabilité (en supposant qu’il s’agisse d’une loi a priori propre)
ou plutôt, que f(x|θ)π(θ) soit proportionnel à une densité. Une conséquence
naturelle de cette perspective est d’utiliser la méthode de Monte Carlo, intro-
duite par Metropolis et Ulam (1949) et von Neumann (1951). Par exemple,
s’il est possible de produire des variables aléatoires θ1, . . . , θm de loi π(θ), la
moyenne

1
m

m∑
i=1

g(θi)f(x|θi) (6.9)

converge (presque sûrement) vers (6.8) lorsque m tend vers +∞, selon la Loi
des Grands Nombres. De la même façon, si un échantillon iid de θi de π(θ|x)
peut être simulé, la moyenne

1
m

m∑
i=1

g(θi) (6.10)

converge vers ∫
Θ
g(θ)f(x|θ)π(θ) dθ∫
Θ f(x|θ)π(θ) dθ

.

De plus, si la variance a posteriori var(g(θ)|x) est finie, le Théorème Central
Limit s’applique à la moyenne (6.10), qui est alors asymptotiquement nor-
male, de variance var(g(θ)|x)/m. Des régions de confiance peuvent alors se
construire à partir de cette approximation normale et, de manière décisive, il
découle aussi du Théorème Central Limit que l’ordre de grandeur de l’erreur
est 1/

√
m quelle que soit la dimension du problème, au contraire des méthodes

numériques.
La mise en œuvre de cette méthode nécessite la production d’une suite iid

θi par ordinateur, reposant sur un générateur pseudo-aléatoire déterministe
imitant la génération de π(θ) ou de π(θ|x) comme suit : un échantillon iid
d’une loi uniforme U ([0, 1]) est généré (voir la Note 6.6.1), puis transformé
en variables de la loi d’intérêt (voir Robert et Casella, 2004, Chapitre 2).52 Les
techniques statistiques standard peuvent aussi être utilisées pour déterminer
l’erreur d’approximation de (6.8) par la moyenne (6.9).

En réalité, la méthode de Monte Carlo s’applique dans un cadre beaucoup
plus général que pour la simulation de π, comme dans le cas ci-dessus. Par
exemple, puisque (6.8) peut se représenter de plusieurs manières, il n’est pas
nécessaire de simuler les lois π(·|x) ou π pour obtenir une bonne approximation

52Il n’est pas surprenant que les méthodes de Monte Carlo apparaissent au même
moment que les premiers ordinateurs. Ces méthodes ne pouvaient tout simplement
pas exister sans ordinateurs et ont en fait contribué aux premiers programmes d’or-
dinateurs jamais écrits.
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de (6.8). En effet, si h est une densité de probabilité telle que supp(h) inclut le
support de g(θ)f(x|θ)π(θ), l’intégrale (6.8) peut aussi être représentée comme
une espérance en h, à savoir∫

g(θ)f(x|θ)π(θ)
h(θ)

h(θ) dθ.

Cette représentation conduit à la méthode de Monte Carlo avec fonction d’im-
portance h : générer θ1, . . . , θm selon h et approcher (6.8) par

1
m

m∑
i=1

g(θi)ωi(θi),

avec les poids ω(θi) = f(x|θi)π(θi)/h(θi). De nouveau, par la Loi des Grands
Nombres, cette approximation converge presque certainement vers (6.8). Et
une approximation de E

π [g(θ)|x] est donnée par∑m
i=1 g(θi)ω(θi)∑m

i=1 ω(θi)
, (6.11)

car le numérateur et le dénominateur convergent respectivement vers∫
Θ

g(θ)f(x|θ)π(θ) dθ et
∫

Θ

f(x|θ)π(θ) dθ,

si supp(h) inclut supp(f(x|·)π). Notons que le rapport (6.11) ne dépend d’au-
cune des constantes de normalisation apparaissant dans h(θ), f(x|θ) ou π(θ).
L’approximation (6.11) peut par conséquent être utilisée lorsque certaines de
ces constantes de normalisation sont inconnues.

Bien que (6.11) converge théoriquement vers E
π[g(θ)|x] pour toutes les

fonctions h vérifiant la condition des supports (Exercice 6.8), le choix de la
fonction d’importance est primordial. Tout d’abord, il doit être aisé de simu-
ler selon h, à l’aide d’un générateur pseudo-aléatoire rapide et fiable. (Voir les
Exercices 6.9-6.12 pour quelques algorithmes de simulation de lois usuelles.
Devroye, 1985, Fishman, 1996, Gentle, 1998, et Robert et Casella, 1999, Cha-
pitre 2, présentent ces méthodes en détail.) De plus, la fonction h(θ) doit être
suffisamment proche de g(θ)π(θ|x), pour réduire autant que possible la varia-
bilité de (6.11) (Exercice 6.14) ; sinon, la plupart des poids ω(θi) prendront
des valeurs très faibles, et un petit nombre d’entre eux auront une trop forte
influence. En effet, si

E
h[g2(θ)ω2(θ)]

n’est pas finie, la variance de l’estimateur (6.11) est infinie. Bien entendu, la
dépendance à g de la fonction d’importance h peut être évitée en proposant
des choix génériques comme celui de la loi a posteriori π(θ|x) (qui n’est pas
nécessairement le meilleur choix, voir les Exercices 6.13 et 6.14).
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Exemple 6.6. (Suite de l’Exemple 6.2) La loi a posteriori de η = ||θ||2
est bien connue, car π(η|x) est une loi du khi deux décentré χ2

p(λ) avec
coefficient d’échelle σ2τ2/(σ2+τ2). Simuler un échantillon η1, . . . , ηm de π(η|x)
est trivial : générer

ξ1, . . . , ξn ∼ N (
√
λ, 1), ζ1, . . . , ζn ∼ G

(
p− 1

2
,
1
2

)

et prendre ηi = σ2τ2(ξ2i + ζi)/(σ2 + τ2) (i = 1, . . . , n). Nous pouvons alors
approcher (6.3) par

δ̂π(x) =
∑m

i=1 ηi/(2ηi + p)∑m
i=1 1/(2ηi + p)

. (6.12)

De plus, la variance de (6.12) contrôle la précision de l’approximation (et le
choix de m). ‖

Lorsque la loi a posteriori n’est pas disponible, un autre choix simple de
fonction d’importance est la loi a priori π. Bien entendu, ceci est intéressant,
non pas lorsque π est forcément explicite, mais au moins facile à simuler, par
exemple, dans des modèles hiérarchiques où les deux niveaux correspondent à
des lois propres. Le même appel à la prudence s’applique de nouveau cepen-
dant, puisque π doit être suffisamment proche de π(θ|x) et la variance de l’es-
timateur (6.11) finie. (Notez que cette condition de finitude est généralement
satisfaite puisque π(θ) a souvent des queues plus épaisses que π(θ|x).) Bien
évidemment, ce choix est impossible lorsque π est impropre.

Exemple 6.7. (Suite de l’Exemple 6.1) Puisque π(θ) est la loi normale
N (μ, σ2), il est possible de simuler un échantillon normal θ1, . . . , θM et d’ap-
procher l’estimateur de Bayes par

δ̂π(x1, . . . , xn) =
∑M

t=1 θt

∏n
i=1[1 + (xi − θt)2]−1∑M

t=1

∏n
i=1[1 + (xi − θt)2]−1

. (6.13)

Dans le cas où les xi sont tous loin de μ, ce choix peut être nuisible puisqu’à
la fois le dénominateur et les poids des θt dans le numérateur sont petits pour
la plupart des θt, et l’approximation δ̂π est par conséquent assez instable ; la
Figure 6.1 représente le résultat de cinq cents estimations parallèles suivant
(6.13), fondées sur M = 1 000 simulations chacune, via l’écart interquartiles
central à 90% des δ̂π moins la moyenne totale. La variation de δπ augmente
rapidement entre μ = 3 et μ = 4. Cela montre que, lorsque μ > 3, de pe-
tits changements dans la simulation des θt peuvent produire des variations
drastiques de δ̂π. ‖
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Fig. 6.1. Intervalle de variation à 90% de l’approximation (6.13) lorsque μ varie,
pour n = 10 observations d’une loi de Cauchy C (0, 1) et M = 1, 000 simulations de
Monte Carlo de θ tirées d’une loi N (μ, 1).

Exemple 6.8. Soit le modèle

x ∼ Np(θ, Ip) , θ|c ∼ U{||θ||2=c} et c ∼ G (α, β) .

(La justification de ce modèle sera donnée dans l’Exemple 10.26.) Bien que

π(θ|x) =
∫ +∞

0

π1(θ|x, c)π2(c|x) dc

conduise à une loi a posteriori et à un estimateur de Bayes tous les deux expli-
cites (voir l’Exemple 10.26), il peut être plus intéressant de générer c1, . . . , cm
selon G (α, β), puis les θi selon U{||θ||2=ci} (1 ≤ i ≤ m) et d’approcher la
moyenne a posteriori par

δ̂π(x) =
∑m

i=1 θi exp{−||x− θi||2/2}∑m
i=1 exp{−||x− θi||2/2} ,

car cela évite le calcul de fonctions hypergéométriques confluentes. ‖

Lorsque la vraisemblance �(θ|x) peut être normalisée comme une densité,
un choix possible de fonction d’importance est h(θ) ∝ �(θ|x). Ce choix a du
sens lorsque π(θ|x) est quasi proportionnel à la vraisemblance–comme c’est
le cas pour de grandes tailles d’échantillon ou pour des lois a priori presque
constantes. Cela peut arriver notamment pour des modèles exponentiels, car,
si

f(x|θ) ∝ eθ.x−ψ(θ),

un échantillon θ1, . . . , θm de

h(θ) ∝ eθ.x−ψ(θ)
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peut en général être obtenu facilement (voir l’Exercice 6.23 pour une limitation
de cette approche).

Une remarque finale sur le choix de la fonction d’importance est qu’il
existe généralement un compromis entre des études préliminaires conduisant
à une “bonne” fonction h et des algorithmes rapides. Par exemple, lorsque
h est choisie parce qu’elle facilite la simulation des θi, il faut faire attention
à ses queues et s’assurer qu’elles sont plus lourdes que celles de π(θ|x), pour
éviter une convergence lente et des variances infinies. D’un autre côté, si h est
spécialement réglée pour le calcul d’une intégrale spécifique (Exercice 6.14),
elle peut ne pas donner de si bons résultats pour une autre intégrale, même
si, en principe, le même échantillon des θi peut être utilisé pour le calcul de
toute intégrale arbitraire. Cependant, ces difficultés potentielles mises à part,
les méthodes d’échantillonnage d’importance constituent un outil très général
et finissent souvent par devenir compétitives à l’égard des techniques de Monte
Carlo par châınes de Markov (Section 6.3), comme le montrent par exemple
les méthodes de filtrage particulaire (voir Doucet et al., 2001 et Cappé et al.,
2005) et de Monte Carlo populationnel (Cappé et al., 2004, Douc et al., 2005)

Par comparaison avec les méthodes d’intégration numérique, les méthodes
de Monte Carlo présentent en effet l’avantage que, une fois l’échantillon
θ1, . . . , θn produit, celui-ci peut être utilisé à plusieurs reprises pour tous les
objectifs inférentiels, incluant l’obtention des règles de Bayes à partir du coût
a posteriori approché

L̂(π, d|x) =
1
m

m∑
i=1

L(θi, d|x).

Cependant, si la dimension du problème est petite et si les fonctions à intégrer
sont assez régulières, les méthodes d’intégration numérique ont tendance à
donner de plus petites erreurs et de meilleurs contrôles de convergence. Des
références supplémentaires et une discussion plus détaillée sur les méthodes
de Monte Carlo, incluant les techniques améliorées de variables antithétiques
et de contrôle, et leurs applications à la statistique bayésienne, peuvent être
trouvées dans Robert et Casella (2004) et Chen et al. (2000).

6.2.3 L’approximation analytique de Laplace

Lorsque la fonction à intégrer dans (6.8) est assez régulière, il existe une
solution alternative analytique–mais asymptotique–aux simulations de Monte
Carlo. Cette méthode a été introduite par Laplace et est par conséquent ap-
pelée approximation de Laplace. Soit une espérance a posteriori

E
π[g(θ)|x] =

∫
Θ
g(θ)f(x|θ)π(θ) dθ∫
Θ
f(x|θ)π(θ) dθ

.

Ce rapport d’intégrales peut s’écrire
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E
π[g(θ)|x] =

∫
Θ
bN (θ) exp{−nhN(θ)} dθ∫

Θ bD(θ) exp{−nhD(θ)} dθ , (6.14)

où la dépendance en x est supprimée par souci de simplicité et où n est nor-
malement la taille de l’échantillon (bien qu’il puisse parfois correspondre à
la variance a priori inverse, comme dans Robert (1993b) ou dans l’Exemple
6.11). Lorsque hN (θ) = hD(θ), E

π [g(θ)|x] s’écrit sous une forme standard ;
lorsque bN(θ) = bD(θ), l’espérance a posteriori (6.14) est écrite sous forme ex-
ponentielle complète, pour reprendre la terminologie de Tierney et Kadane
(1986). Pour une fonction donnée h admettant un minimum unique θ̂, le
développement de Laplace d’une intégrale générale est donné par∫

b(θ)e−nh(θ)dθ =
√

2πσe−nĥ

{
b̂+

1
2n

[
σ2b̂′′ − σ4b̂′ĥ′′′

+
5
12
b̂(ĥ′′′)2σ6 − 1

4
b̂ĥ(4)σ4

]}
+ O(n−2),

où b̂, ĥ, etc., sont les valeurs prises par b, h et leurs dérivées pour θ = θ̂, et
σ2 = [h′′(θ̂)]−1 (voir Olver, 1974, et Schervish, 1995). Cette approximation du
deuxième ordre ne nécessite le calcul que des deux premières dérivées de g, par
opposition à une approche similaire proposée par Lindley (1980). En plus, si on
suppose que hN et hD satisfont ĥN − ĥD = O(n−1), . . . , ĥ(4)

N − ĥ(4)
D = O(n−1)

(comme c’est bien entendu le cas pour la forme standard), le développement de
Laplace conduit à l’approximation suivante de E

π[g(θ)|x] (avec b̂D = bD(θ̂D),
b̂N = bN (θ̂N ), et ainsi de suite) :

Lemme 6.9. Si b̂D �= 0,∫
Θ bN (θ) exp{−nhN(θ)} dθ∫
Θ bD(θ) exp{−nhD(θ)} dθ =

σN

σD
e−n(ĥN−ĥD)

[
b̂N

b̂D
+

σ2
D

2nb̂2D

{
b̂D b̂

′′
N

−b̂N b̂′′D − σ2
Dĥ

′′′
D(b̂D b̂′N − b̂N b̂′D)

}]
+ O(n−2).

Une démonstration de ce résultat est donnée dans Tierney et al. (1989)
(voir aussi l’Exercice 6.17). Le Lemme 6.9 implique alors le développement
suivant pour les deux formes du rapport (6.14) :

Corollaire 6.10. Lorsque E
π [g(θ)|x] s’écrit de façon standard,

E
π [g(θ)|x] = ĝ +

σ2
D b̂

′
Dĝ

′

nb̂D
+
σ2

D ĝ
′′

2n
− σ4

Dĥ
′′′ĝ′

2n
+ O(n−2). (6.15)

Pour la forme exponentielle complète, si g est positive et g(θ̂D) est uni-
formément bornée (en n) par des constantes strictement positives,

E
π [g(θ)|x] =

b̂N

b̂D

σ2
N

σ2
D

e−n(ĥn−ĥD) + O(n−2). (6.16)
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Preuve. Pour la forme standard, hN = hD ; donc, bN = gbD, θ̂D = θ̂N . Par
conséquent,

b̂D b̂
′
N − b̂N b̂′D
b̂2D

=
(
bN
bD

)′∣∣θ=θ̂D

= ĝ′

et
b̂D b̂

′′
N − b̂N b̂′′D
b̂2D

= ĝ′′ + 2
b̂′D
b̂D
ĝ′.

Le résultat découle alors du Lemme 6.9.
Dans le cas exponentiel complet, posons hN = hD − (1/n) log(g). Puisque

nous supposons que g(θ̂D) ≥ c > 0 pour tout n, θ̂N − θ̂D = O(n−1). Et
puisque bD = bN , cela implique b̂(i)N − b̂(i)D = O(n−1) (i = 0, 1, 2). Les termes
additionnels dans le Lemme 6.9 peuvent donc être ignorés. �

Le Corollaire 6.10 montre clairement l’avantage de l’interprétation ex-
ponentielle complète de (6.14), qui évite le calcul des dérivées première et
deuxième, ĝ′ et ĝ′′, apparaissant dans (6.15). Notons que (6.16) peut aussi
s’écrire

E
π[g(θ)|x] =

σ2
N

σ2
D

g(θ̂N )f(x|θ̂N )π(θ̂N )

f(x|θ̂D)π(θ̂D)
+ O(n−2).

L’hypothèse sur g, à savoir que g est positive et bornée, en θ̂D, par des
constantes strictement positives, est cependant assez restrictive. En effet, la
décomposition habituelle g = g+ − g− ne marche pas dans ce cadre. Tier-
ney et al. (1989) surmontent cet inconvénient en évaluant d’abord la fonction
génératrice des moments de g(θ),

M(s) = E
π[exp{sg(θ)}|x],

bien entendu positive, par M̂(s) via (6.16). Ils calculent E
π [g(θ)|x] comme

E
π [g(θ)|x] =

d

ds
(log M̂(s))

∣∣
s=0

+ O(n−2).

Ces auteurs ont aussi établi le résultat plutôt surprenant que cette approche
fournit le développement standard (6.15) sans nécessiter une évaluation des
première et deuxième dérivées de g (voir l’Exercice 6.18).

Exemple 6.11. (Tierney et al., 1989) Soit π(θ|x) une loi Be(α, β) ; l’espé-
rance a posteriori de θ est alors

δπ(x) =
α

α+ β
.

Ce calcul exact peut être comparé aux approximations (6.15),

δπ(x) =
α2 + αβ + 2− 4α

(α + β − 2)2
+ O((α+ β)−2),
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et (6.16),

δπ(x) =
α

α+ β − 1

(
α

α− 1

)α−0.5(
α+ β − 2
α+ β − 1

)α+β−0.5

+ O((α+ β)−2).

Notant p = α/(α+ β) et n = α+ β, l’erreur d’approximation est

ΔS = 2
1− 2p
n2

+ O(n−3)

dans le cas standard, et

ΔE = 2
1− 13p2

12pn2
+ O(n−3)

dans le cas exponentiel complet. Le deuxième développement est alors meilleur
pour les valeurs moyennes de p. ‖

Nous renvoyons les lecteurs à Leonard (1982), Tierney et Kadane (1986),
Tierney et al. (1989) et Kass et Steffey (1989) pour des résultats additionnels
et des commentaires. Une réserve faite dans Smith et al. (1985) sur les approxi-
mations de Laplace est qu’elles ne sont justifiées que de façon asymptotique ;
les vérifications spécifiques menées dans différentes publications ne peuvent
fournir une justification globale de la méthode, même si elles semblent donner
des résultats assez satisfaisants dans la plupart des cas. D’autres critiques de
cette approche sont que
(1) les méthodes analytiques impliquent toujours des études préliminaires

délicates sur la régularité de la fonction intégrée, ce qui n’est pas forcément
faisable ;

(2) la loi a posteriori doit être assez semblable à la loi normale (pour laquelle
l’approximation de Laplace est exacte) ; et

(3) de telles méthodes ne peuvent pas être utilisées dans des cas comme ceux
de l’Exemple 6.5, où le calcul de l’estimateur du maximum de vraisem-
blance est assez difficile.

Des extensions de la méthode de Laplace à des approximations de point-
selle sont passées en revue dans Kass (1989) (voir aussi Rousseau, 1997, 2000).

6.3 Méthodes de Monte Carlo par châınes de Markov

Nous considérons dans cette section une méthode de Monte Carlo plus
générale, permettant d’approcher la génération de variables aléatoires d’une
loi a posteriori π(θ|x) lorsque cette loi ne peut pas être simulée directement.
L’avantage de cette méthode sur les méthodes de Monte Carlo classiques
décrites dans la Section 6.2.2 est qu’elle ne nécessite pas la construction précise
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d’une fonction d’importance, puisqu’elle prend en compte les caractéristiques
de π(θ|x). Cette extension, appelée Monte Carlo par châınes de Markov (et
abrégée en MCMC), a des applications presque illimitées, même si ses per-
formances varient largement, selon la complexité du problème. Elle tire son
nom de l’idée que, pour produire des approximations acceptables d’intégrales
et d’autres fonctions dépendant d’une loi d’intérêt, il suffit de générer une
châıne de Markov (θ(m))m de loi limite la loi d’intérêt53. Cette idée d’utiliser
le comportement limite d’une châıne de Markov apparâıt à la même époque
que la technique de Monte Carlo originelle, au moins dans la littérature de
Physique particulaire (Metropolis et al., 1953), mais elle nécessite une puis-
sance de calcul qui n’était alors pas suffisament grande pour être appréciée
dans sa globalité.

Après une brève discussion sur l’intérêt de l’utilisation d’une châıne de
Markov en simulation (Section 6.3.1), nous présenterons les deux types de
techniques les plus importantes conçues pour créer des châınes de Markov
de loi stationnaire donnée, à savoir les algorithmes de Metropolis-Hastings
(Section 6.3.2) et l’échantillonnage de Gibbs (Sections 6.3.3-6.3.6). Nous ren-
voyons les lecteurs à Gilks et al. (1996) et Robert et Casella (2004) pour des
perspectives plus larges sur ce sujet.

6.3.1 Les MCMC en pratique

Le paradoxe apparent d’une simulation par châınes de Markov est qu’il
semble que nous devions recourir deux fois à un argument asymptotique :
premièrement, la châıne doit converger vers sa loi stationnaire ; deuxièmement,
des moyennes empiriques comme (6.9) doivent converger vers l’espérance
correspondante E

π[g(θ)|x]. Nous expliquons maintenant pourquoi, grâce au
Théorème Ergodique, ceci n’est pas le cas.

Si les châınes de Markov (θ(m))m produites par des algorithmes MCMC
sont irréductibles, c’est-à-dire si elles peuvent visiter (avec probabilité non
nulle) tout ensemble A tel que π(A|x) > 0, alors, de par leur nature même,
ces châınes sont récurrentes positives, de loi stationnaire π(θ|x), c’est-à-dire
que le nombre moyen de visites d’un ensemble arbitraire A de mesure positive
est infini. Ces châınes de Markov sont aussi ergodiques, ce qui signifie que
la loi de θ(m) converge vers π(·|x) pour presque toute valeur initiale θ(0) ; en
d’autres termes, l’influence de la valeur initiale disparâıt. (Sous des conditions
assez générales, les châınes MCMC sont même récurrentes au sens de Harris,
ce qui implique que le “presque” ci-dessus disparâıt.)

53Cette section minimise le recours à la théorie des châınes de Markov, bien que
certaines notions comme l’ergodicité ne puissent pas être omises. Nous renvoyons les
lecteurs à Meyn et Tweedie (1993) pour une introduction profonde et pédagogique
sur ce sujet. Voir aussi Robert et Casella (1999, Chapitre 4) pour un traitement plus
expéditif de ces notions, nécessaires pour la compréhension des méthodes MCMC.
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Par conséquent, pour k suffisamment grand, le θ(k) résultant est distribué
approximativement selon π(θ|x), quelle que soit la valeur initiale θ(0). Dans
la pratique, le problème est alors de déterminer ce que signifie un “grand” k,
car il détermine le nombre de simulations à effectuer : s’agit-il de 200 ou 1010

simulations ? La vitesse de convergence, c’est-à-dire le taux de décroissance de
la différence (distance) entre la loi de θ(k) et sa limite, apporte une réponse à ce
problème, mais jusqu’ici elle a été surtout étudiée d’un point de vue théorique
(voir Roberts et Tweedie, 2005). De plus, ce taux de convergence dépend
souvent du point de départ (sauf si la châıne est uniformément ergodique) et un
nombre k d’itérations donné ne fournit pas la même qualité d’approximation
pour différentes valeurs de θ(0). Il existe donc des obstacles pratiques à la
simulation par châınes de Markov, puisqu’on ignore le plus souvent si la châıne
a itéré suffisamment longtemps. Mais, comme l’ont détaillé Robert et Casella
(2004, Chapitre 12), il existe désormais des tests de diagnostic et un logiciel
correspondant, CODA (voir la Note 6.6.2), qui fournissent différents indicateurs
de stationnarité de la châıne et limitent en partie cette difficulté.

Une fois θ1 = θ(k) généré, une façon näıve de construire un échantillon
iid θ1, . . . , θm suivant π(θ|x) est d’utiliser le même algorithme avec une autre
valeur initiale θ(0)2 et une autre séquence de k transitions de Markov afin d’ob-
tenir θ2, et ainsi de suite jusqu’à θm. Comme nous l’avons montré ci-dessous,
la vitesse de convergence dépend souvent de la valeur initiale, et il est donc
préférable (en termes de convergence) de prendre la valeur actuelle θ(k) comme
nouvelle valeur initiale, même si cela introduit de la dépendance entre les θi.
Cependant, l’indépendance n’est pas fondamentale lorsqu’on s’intéresse prin-
cipalement à des fonctionnelles de π(θ|x), car le Théorème Ergodique implique
que la moyenne

1
K

K∑
k=1

g(θ(k))

converge vers E
π [g(θ)|x] (du moment que E

π[|g(θ)||x] est fini) lorsque K tend
vers l’infini (voir Meyn et Tweedie, 1993). L’influence de la valeur de départ
disparâıt donc aussi dans la moyenne (d’où l’ergodicité). De plus, cette pro-
priété est aussi satisfaite par toute sous-suite de (θ(k)).

Le Théorème Ergodique résout donc le paradoxe des deux asymptotiques
mentionné au début de cette section, car il étend la Loi des Grands Nombres
à des suites dépendant de variables aléatoires et supprime le besoin de pro-
duire un échantillon iid, qui serait, de toute manière, seulement approximatif
si nous utilisions la méthode proposée ci-dessus. En effet, comme l’a noté
Geyer (1992), la théorie des châınes de Markov ne donne pas d’indication
générale sur le fait que la stationnarité soit atteinte, car, d’un point de vue
mathématique, ceci n’est qu’une propriété asymptotique de la châıne54. Par
conséquent, il vaut mieux considérer une seule suite (θ(k)), puisque chaque

54Une exception est fournie par les cas du renouvellement et de l’échantillonnage
exact (voir Robert et Casella, 2004, Chapitre 13), où il est possible d’exhiber des k
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étape de simulation nous rapproche (en probabilité) d’une réalisation de la loi
stationnaire, π(θ|x). De plus, une simulation reposant sur de multiples points
de départ entrâıne un gaspillage considérable, puisque la plupart des valeurs
simulées sont rejetées. Cependant, le recours à des châınes multiples est as-
sez utile pour l’étude de la convergence d’une châıne de Markov et apparâıt
donc fréquemment dans des techniques de contrôle, comme dans la méthode
within-between de Gelman et Rubin (1992) (voir Robert et Casella, 2004, Sec-
tion 12.3.4).

Lorsque cela est nécessaire, une quasi-indépendance peut être obtenue par
échantillonnage par paquets, c’est-à-dire en ne retenant qu’un point de la
châıne toutes les t itérations, pour un échantillon simulé efficacement, avec,
par exemple, t = 5 ou t = 10. Raftery et Lewis (1992a,b) proposent une
détermination plus complexe de la taille du paquet t, qui est induite par
la châıne et fondée sur une “binarisation” de cette châıne. (Voir Robert et
Casella, 2004, Section 12.3.4, pour une évaluation critique de cette méthode,
implémentée dans le logiciel CODA.)

6.3.2 Algorithmes de Metropolis-Hastings

Une fois acquis le principe d’utilisation d’une châıne de Markov de loi
stationnaire π–plutôt que des variables iid distribuées exactement selon π–
pour approcher des quantités comme (6.8), la mise en œuvre de ce principe
nécessite la construction d’un mécanisme de génération pour produire de telles
châınes de Markov. De façon étonnante, un algorithme quasi universel satis-
faisant cette contrainte existe : il a été développé par Metropolis et al. (1953),
au départ pour la Physique particulaire (et la bombe H...), et généralisé par
Hastings (1970) dans un cadre plus statistique (et plus pacifique). En réalité,
il s’applique à une grande variété de problèmes, car sa principale restriction
est que la loi d’intérêt soit connue à une constante près, mais nous verrons
plus tard que cette contrainte peut être levée de plusieurs façons.

Dans sa version moderne, l’algorithme de Metropolis-Hastings peut être
décrit de la façon suivante. Pour une densité donnée π(θ), connue à un fac-
teur de normalisation près, et une densité conditionnelle q(θ′|θ), l’algorithme
génère la châıne (θ(m))m comme suit :

Algorithme 6.1. –Algorithme de Metropolis-Hastings–

Itération 0 : Initialiser avec une valeur arbitraire θ(0)

Itération m : Mettre à jour θ(m) par θ(m+1) (m = 1, 2, . . .), de la façon
suivante :

a) Générer ξ ∼ q(ξ|θ(m))

tels que θ(k) soit exactement distribué suivant la loi stationnaire. Voir aussi Hobert
et Robert (2004).
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b) Poser

�(θ(m), ξ) =
π(ξ) q(θ(m)|ξ)

π(θ(m)) q(ξ|θ(m))
∧ 1

c) Prendre

θ(m+1) =

{
ξ avec probabilité �(θ(m), ξ),
θ(m) sinon.

La loi de densité π(θ) est souvent appelée loi cible ou loi objet, tandis que la
loi de densité q(·|θ) est dite loi de proposition. Une propriété stupéfiante de cet
algorithme est d’autoriser un nombre infini de lois de proposition produisant
toutes une châıne de Markov convergeant vers la loi d’intérêt.

Théorème 6.12. Si la châıne (θ(m))m est irréductible, c’est-à-dire si, pour
tout sous-ensemble A tel que π(A) > 0, il existe M tel que Pθ(0)(θ(M) ∈
A) > 0, alors π est la loi stationnaire de la châıne. Si de plus la châıne est
apériodique, elle est aussi ergodique de loi limite π, pour presque toute valeur
initiale θ(0), au sens où

lim
m→∞ sup

A

∣∣∣Pθ(0)(θ(m) ∈ A)− π(A)
∣∣∣ = 0 (π p.s.)

La propriété au cœur de ce résultat est la condition d’équilibre ponctuel,
c’est-à-dire le fait que le noyau de transition de la châıne de Markov associée
à l’algorithme ci-dessus, noté K(θ′|θ), satisfasse

π(θ)K(θ′|θ) = π(θ′)K(θ|θ′) , (6.17)

ce qui se vérifie aisément en écrivant le noyau de l’algorithme de Metropolis-
Hastings

K(θ′|θ) = �(θ, θ′)q(θ′|θ) +
∫

[1− �(θ, ξ)]q(ξ|θ)dξ δθ(θ′) ,

où δ est la masse de Dirac.
Lorsqu’on intègre les deux côtés de (6.17) en θ, le terme de droite donne

π(θ′), car K(θ|θ′) est une densité (conditionnelle) en θ ; le terme de gauche
donne la densité de la châıne de Markov après une étape, lorsque θ(0) ∼ π. Par
conséquent, la loi π est bien stationnaire pour le noyau de transition K(θ′|θ).
(Voir l’Exercice 6.20 et Robert et Casella, 2004, Section 6.2, pour plus de
détails.)

La condition d’irréductibilité du Théorème 6.12 est bien entendu une
condition nécessaire pour que la châıne explore le support de π. Des condi-
tions suffisantes pour l’irréductibilité sont, par exemple, que le support de
q(·|θ) contienne le support de π pour tout θ ou, plus généralement, que le
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support de q(·|θ) contienne un voisinage de θ de rayon constant (voir Robert
et Casella, 1999, Lemme 6.2.7).

Tandis que le Théorème 6.12 donne une condition formelle pour que la
châıne converge, ce qui couvre une immense catégorie de lois proposées, la
sélection pratique de cette loi est beaucoup plus délicate, car un faible che-
vauchement entre les supports de π et q(·|θ) peut considérablement ralentir
la convergence.

Exemple 6.13. Les lois de Weibull sont utilisées abondamment en fiabilité
et dans d’autres applications en ingénierie, en partie à cause de leur capacité
à décrire différents comportements de taux de risque et en partie pour des rai-
sons historiques. Puisqu’elles n’appartiennent à aucune famille exponentielle,
étant de la forme

f(x) ∝ αηxα−1e−xαη, (6.18)

elles ne peuvent pas conduire à des lois a posteriori explicites pour les pa-
ramètres α et η. Pour θ = (α, η), considérons la loi a priori (propre)

π(θ) ∝ e−αηβ−1e−ξη

et des observations x1, . . . , xn de (6.18). Un algorithme de Metropolis-Hastings
pour la simulation de π(θ|x1, . . . , xn) peut se fonder sur la loi conditionnelle

q(θ′|θ) =
1
αη

exp
(
−α

′

α
− η′

η

)
,

c’est-à-dire sur deux lois exponentielles indépendantes de moyennes α et η,
versions exponentielles des marches aléatoires (voir ci-dessous). La probabilité
d’acceptation résultante est alors

� = 1 ∧
(
η′

η

)β
α′

α

(
n∏

i=1

xi

)α′−α n∏
i=1

exα
i −xα′

i e−α/α′−η/η′+α′/α+η′/η ,

si (α′, η′) = θ′ est la valeur simulée et (α, η) = θ est la valeur courante des
paramètres. ‖

Dès Hastings (1970), le choix le plus courant pour q est une marche
aléatoire, où q(θ′|θ) est de la forme f(||θ′ − θ||). La valeur proposée ξ dans
l’algorithme de Metropolis-Hastings est alors de la forme

ξ = θ(m) + ε ,

où ε est une variable aléatoire de loi symétrique f . L’idée naturelle sur laquelle
repose ce choix est de perturber aléatoirement la valeur courante de la châıne,
tout en restant aux alentours de ce point, et de voir si la nouvelle valeur ξ
est vraisemblable pour la loi d’intérêt. Pour ce mécanisme de proposition en
marche aléatoire, le rapport d’acceptation de Metropolis-Hastings est
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� =
π(ξ)

π(θ(m))
∧ 1.

La châıne (θ(m))m restera donc plus longtemps en un point donné ξ si la valeur
a posteriori correspondante π(ξ) est supérieure et, inversement, des points ξ
tels que π(ξ) = 0 ne seront jamais visités. Des choix standard pour q sont les
lois uniformes, normales ou de Cauchy. (Notons que l’Exemple 6.13 est bien
un cas particulier de l’algorithme de Metropolis-Hastings à marche aléatoire,
car la proposition est une marche aléatoire en (logα, log η).)

Exemple 6.14. Pour θ, x ∈ R
2, soit la loi normale modifiée

π(θ|x) ∝ exp{−||θ − x||2/2}
p∏

i=1

exp
{ −1
||θ − μi||2

}
,

où les μi agissent comme des points répulsifs, c’est-à-dire des valeurs impro-
bables (ou interdites) de θ. Un algorithme de Metropolis-Hastings à marche
aléatoire fondé sur une proposition N2(0, 0.2 I2) conduit au résultat représenté
par la Figure 6.2 pour x = 0 et p = 15. Les μj , qui sont représentés par des
croix, sont correctement évités par la châıne de Markov, qui retrouve aussi la
forme de la densité normale. ‖

Fig. 6.2. Trajet de la châıne de Markov (θ(m))m sur la surface a posteriori de
π(θ|x) dans l’Exemple 6.14 et les points répulsifs μj indiqués par des croix, pour
x = 0 et p = 15 (5 000 itérations).

Clairement, cet algorithme est applicable dans une grande généralité et, de
plus, a des contraintes de calibration limitées, car la loi des perturbations peut
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être choisie de façon quasi indépendante de la vraie densité π. (En effet, cette
loi dépend d’un facteur d’échelle qui devrait seulement être réglé en fonction
du taux d’acceptation moyen de l’algorithme55 ; voir Robert et Casella, 2004,
Section 7.5 et Note 7.8.4.) Bien qu’il ne puisse pas vérifier des propriétés de
convergence plus fortes que la convergence géométrique à cause des propriétés
de queues longues du mécanisme de proposition (voir Mengersen et Tweedie,
1996), l’algorithme de Metropolis-Hastings à marche aléatoire apparâıt encore
comme étant le “passe-partout” des techniques MCMC.

Un autre type de mécanisme de proposition, ressemblant plus aux tech-
niques de Monte Carlo standard, est le mécanisme indépendant, où la densité
q(·|θ) ne dépend pas de θ,

q(θ′|θ) = h(θ′) .

(Puisque la valeur proposée peut être rejetée avec une probabilité positive, l’al-
gorithme produit néanmoins une châıne de Markov.) Bien que leurs propriétés
théoriques soient souvent meilleures que celles de l’algorithme de Metropolis-
Hastings à marche aléatoire (voir Mengersen et Tweedie, 1996), ces méthodes
ont des applications plus limitées, car le mécanisme de proposition h doit res-
sembler dans un certain sens à la loi cible π. La loi proposée est parfois la
loi a priori ou est fondée sur un développement asymptotique de la loi π, par
exemple, une approximation par point-selle (Robert et Casella, 1999, Exemple
6.3.4) ou sur un algorithme d’acceptation-rejet approximatif comme dans l’al-
gorithme ARMS de Gilks et al. (1995) (voir aussi l’Exercice 6.12). (Notons
la similitude avec la méthode d’échantillonnage d’importance de la Section
6.2.2 : le choix du mécanisme de proposition de la loi h est fondamental pour
la mise en œuvre pratique de la méthode.)

6.3.3 L’échantillonnage de Gibbs

La technique de Metropolis-Hastings présentée dans la section précédente
est attrayante de par son universalité, mais, d’un autre côté, le manque de
connexion entre le mécanisme de proposition q et la loi cible π peut être néfaste
pour les propriétés de convergence de la méthode et, dans la pratique, peut
facilement empêcher la convergence si la probabilité d’atteindre des parties
éloignées du support de la loi π est trop petite. L’approche de l’échantillonnage
de Gibbs, qui repose sur une perspective différente, est pour sa part fondée
sur la loi π. Cette méthode tire son nom des champs aléatoires de Gibbs, où
elle a été utilisée pour la première fois par Geman et Geman (1984) ; voir
Robert et Casella (2004, Note 10.6.1) pour un bref compte-rendu des débuts
de l’échantillonnage de Gibbs.

55Le facteur d’échelle 0.02 dans l’Exemple 6.14 a délibérément été choisi trop petit,
pour mieux illustrer la façon dont la châıne de Markov évite les points répulsifs μi. En
pratique, un facteur d’échelle petit peut conduire à des problèmes d’irréductibilité
si la châıne de Markov n’arrive pas à franchir des zones de très faible probabilité
pour joindre deux régions (modales) de forte probabilité.
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D’un point de vue général, l’échantillonnage de Gibbs tire profit des struc-
tures hiérarchiques d’un modèle, par exemple lorsque celui-ci peut s’écrire sous
la forme

π(θ|x) =
∫
π1(θ|x, λ)π2(λ|x) dλ. (6.19)

L’idée est alors de simuler la loi jointe π1(θ|x, λ)π2(λ|x), afin d’obtenir π(θ|x)
comme la loi marginale. Bien entendu, lorsque les deux lois π1(θ|x, λ) et
π2(λ|x) sont connues et peuvent être simulées, la génération de θ de π(θ|x)
est équivalente à la génération de λ de π2(λ|x), puis de θ de π1(θ|x, λ).

Exemple 6.15. (Casella et George, 1992) Soit (θ, λ) ∈ N× [0, 1] et

π(θ, λ|x) ∝
(
n

θ

)
λθ+α−1(1− λ)n−θ+β−1,

où les paramètres α et β dépendent en réalité de x. Ce modèle peut s’écrire
de façon hiérarchique (6.19), avec π1(θ|x, λ) une loi binomiale, B(n, λ), et
π2(λ|x) une loi bêta, Be(α, β). La loi marginale de θ est alors

π(θ|x) =
(
n

θ

)
B(α+ θ, β + n− θ)

B(α, β)
,

c’est-à-dire une loi bêta-binomiale. Cette loi marginale n’est pas particulièrement
facile à utiliser. Par exemple, le calcul de E[θ/(θ + 1)|x], ou de la loi a poste-
riori de η = exp(−θ2), ne peut pas être fait explicitement et peut nécessiter
des approximations numériques complexes lorsque α, β et n sont grands.
Par conséquent, en fonction du problème inférentiel, il peut être plus avanta-
geux de tirer profit de la décomposition hiérarchique ci-dessus et de simuler
(λ(1), θ(1)), . . . , (λ(m), θ(m)) avec λ(i) ∼ Be(α, β) et θ(i) ∼ B(n, λ(i)) ; par
exemple, E[θ/(θ + 1)|x] peut alors être approchée par

1
m

m∑
i=1

θ(i)

θ(i) + 1
.

(On remarquera que, dans ce cas, l’utilisation d’un algorithme MCMC n’est
pas utile.) ‖

Cependant, et par contraste avec l’Exemple 6.15, la loi marginale π2(λ|x)
n’est pas toujours disponible (sous forme analytique ou algorithmique) et la
méthode classique de Monte Carlo par simulation directe ne peut pas être
mise en œuvre. Il est en fait plus fréquent que les deux lois a posteriori
conditionnelles, π1(θ|x, λ) et π2(λ|x, θ), puissent être simulées. Puisqu’elles
sont suffisamment informatives sur la loi jointe, π(θ, λ|x), et puisque π(θ, λ|x)
peut être obtenu à partir de ces densités conditionnelles (voir les Exercices
6.26 et 6.27), il semble conceptuellement possible de fonder un algorithme de
simulation de π(θ|x) sur ces lois conditionnelles uniquement.
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Exemple 6.16. (Suite de l’Exemple 6.4) Pour le modèle de capture-
recapture temporel, les deux lois a posteriori conditionnelles sont (1 ≤ i ≤ n)

pi|x,N ∼ Be(α+ xi, β +N − xi)
N − x+|x, p ∼ N eg(x+, �),

avec

� = 1−
n∏

i=1

(1− pi).

En revanche, la loi marginale a posteriori π2(p|x) ne peut pas être obtenue
explicitement ou simulée directement. ‖

Une première technique d’échantillonnage de Gibbs, d’abord appelée aug-
mentation des données parce que utilisée dans ce contexte, a été introduite
par Tanner et Wong (1987) afin de tirer profit des lois conditionnelles selon
l’algorithme itéré suivant :

Algorithme 6.2. –Échantillonnage de Gibbs bivarié–
Initialisation : Commencer par une valeur arbitraire λ(0).
Itération t : pour λ(t−1) donné, générer

a. θ(t) selon π1(θ|x, λ(t−1))

b. λ(t) selon π2(λ|x, θ(t)).

Il est alors simple de montrer que π(θ, λ|x) est la loi stationnaire de la
transition ci-dessus : si (θ(i−1), λ(i−1)) est distribué selon la loi jointe, λ(i−1)

est distribué selon la loi marginale π2(λ|x) et, par conséquent, (θ(i), λ(i−1))
est toujours distribué selon la loi jointe. (En réalité, il faut s’assurer que le
support de la loi jointe soit égal au produit cartésien des supports de π1 et
π2 ; voir Robert et Casella, 2004, Exemple 10.7, pour un contre-exemple.)
Le même raisonnement s’applique à la deuxième étape de l’algorithme et la
châıne (θ(t), λ(t)) est ergodique de loi limite π. De plus, la structure duale de
l’algorithme ci-dessus conduit à de bonnes propriétés de convergence, comme
l’ont montré Diebolt et Robert (1994) :

Lemme 6.17. Si π1(θ|x, λ) > 0 sur Θ (π2(λ|x, θ) > 0 sur Λ, respectivement),
les deux suites (θ(m)) et (λ(m)) sont des châınes de Markov ergodiques de lois
invariantes π(θ|x) et π(λ|x), respectivement.

De plus, on peut montrer que, si la convergence est uniformément géomé-
trique pour une des deux châınes, par exemple si elle prend ses valeurs dans
un espace fini, la convergence vers la loi stationnaire est aussi uniformément
géométrique pour l’autre châıne. Cette propriété est connue sous le nom de
principe de dualité (voir l’Exercice 6.28).
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Exemple 6.18. (Suite de l’Exemple 6.15) Les lois conditionnelles sont

θ|x, λ ∼ B(n, λ), λ|x, θ ∼ Be(α + θ, β + n− θ)
et rendent possible la mise en œuvre de l’échantillonnage de Gibbs, même
s’il n’est pas nécessaire dans ce contexte. La Figure 6.3 donne une compa-
raison de l’histogramme d’un échantillon de cinq mille observations obte-
nues par échantillonnage par paquets (avec t = 10), et l’histogramme d’un
échantillon de cinq mille observations θ simulées directement de la loi bêta-
binomiale. La forte ressemblance entre les deux montre que l’approximation
par l’échantillonnage de Gibbs est tout à fait acceptable. ‖
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Fig. 6.3. Histogrammes d’échantillons de taille 5 000 de la loi bêta-binomiale de
paramètres n = 54, α = 3.4, et β = 5.2 : (gris foncé) simulé directement ; (gris
clair) obtenu par échantillonnage de Gibbs.

6.3.4 Rao-Blackwellisation

Comme nous avons discuté dans la Section 6.3.1, l’échantillon θ(1), . . . , θ(m)

produit par échantillonnage de Gibbs peut être utilisé de la même façon
que celui obtenu par la méthode classique de Monte Carlo, mais Gelfand
et Smith (1990) remarquent que la structure conditionnelle de l’algorithme
d’échantillonnage et l’échantillon dual, λ(1), . . . , λ(m), devraient être exploités.
En effet, si la quantité d’intérêt est E

π[g(θ)|x], on peut utiliser la moyenne
des espérances conditionnelles

δ2 =
1
m

m∑
i=1

E
π[g(θ)|x, λ(m)],
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lorsque celles-ci peuvent être calculées facilement, plutôt que d’utiliser la
moyenne directe

δ1 =
1
m

m∑
i=1

g(θ(i)).

Cette modification est fondée sur le théorème de Rao-Blackwell (voir le
Théorème 2.20). Si les λ(i) et les θ(i) étaient indépendants,

E
π
[
(δ1 − E

π[g(θ)|x])2|x] =
1
m

varπ(g(θ)|x)

≥ 1
m

varπ (Eπ[g(θ)|x, λ]|x)
= E

π
[
(δ2 − E

π [g(θ)|x, λ])2∣∣x] .
Liu et al. (1994) montrent que cette inégalité est aussi toujours vérifiée pour
l’Algorithme 6.2 de Gibbs bivarié, car cov(θ(0), θ(m)) est alors positive et
décrôıt en m (Exercice 6.30). L’estimateur δ2, baptisé Rao-Blackwellisation,
domine donc δ1. (Mais cette domination ne s’étend pas nécessairement à
d’autres techniques MCMC, voir Liu et al., 1995, et Geyer, 1995.)

Exemple 6.19. (Casella et George, 1992) Soient les lois conditionnelles sui-
vantes (x est omis des notations) :

π(θ|λ) ∝ λe−θλ, 0 < θ < B,

π(λ|θ) ∝ θe−λθ, 0 < λ < B.

La loi marginale de θ (ou de λ) ne peut pas être calculée, mais les lois condi-
tionnelles sont faciles à simuler, car ce sont des exponentielles tronquées.
Puisque E

π[θ|λ] � 1/λ pour B grand, E
π[θ|x] peut être approché par

1
m

m∑
i=1

θi ou
1
m

m∑
i=1

1
λi
.

Pour cet exemple particulier, la symétrie complète entre les deux lois condi-
tionnelles implique que les deux estimateurs ont exactement les mêmes pro-
priétés probabilistes, en plus de converger vers la même valeur. ‖

Le même argument nous conduit à proposer l’approximation de la densité
a posteriori π(θ|x) par la moyenne des densités conditionnelles

1
m

m∑
i=1

π(θ|x, λi),

plutôt que par les méthodes d’estimation non paramétrique par noyau stan-
dard (voir Tanner et Wong, 1987, et Gelfand et Smith, 1990).



334 6 Méthodes de calcul bayésien

6.3.5 L’échantillonnage de Gibbs général

Une généralisation de l’Algorithme 6.2 de Gibbs bivarié consiste à considérer
plusieurs groupes de paramètres, θ, λ1, . . . , λp, tels que

π(θ|x) =
∫
. . .

∫
π(θ, λ1, . . . , λp|x) dλ1 · · · dλp . (6.20)

Cette généralisation correspond par exemple à l’introduction de niveaux addi-
tionnels dans le modèle hiérarchique (6.19), pour des raisons de modélisation
ou de simulation, ou de décomposition de l’hyperparamètre λ ou du paramètre
θ en des composantes de plus petites dimensions.

Comme expliqué dans la Section 6.3.3 à propos du procédé de Gibbs bi-
varié, l’échantillonnage de Gibbs fournit des simulations de la loi jointe π(θ, λ1,
. . . , λp|x), lorsque certaines des lois conditionnelles associées à π sont dispo-
nibles. Bien entendu, lorsque π(θ|x) se décompose elle-même en lois condi-
tionnelles, il n’y a pas besoin d’introduire des paramètres additionnels λi

(1 ≤ i ≤ p).

Exemple 6.20. (Suite de l’Exemple 6.15) Si la taille de la population n
suit une loi a priori de Poisson, P(ξ), la loi a posteriori jointe est

π(θ, λ, n|x) ∝
(
n

θ

)
λθ+α−1(1 − λ)n−θ+β−1e−ξ ξ

n

n!

et la loi marginale de θ ne peut pas être calculée. En revanche, les lois condi-
tionnelles complètes ont des expressions explicites, car

θ|x, λ, ξ ∼ B(n, λ),
λ|x, θ, ξ ∼ Be(θ + α, n− θ + β),

n− θ|x, θ, λ ∼ P(ξ(1− λ)).
La simulation de ces trois lois conditionnelles est donc possible. ‖

Exemple 6.21. (Tanner et Wong, 1987) Soit un modèle multinomial

y ∼M5 (n; a1μ+ b1, a2μ+ b2, a3η + b3, a4η + b4, c(1− μ− η)) ,
paramétré par μ et η, où

0 ≤ a1 + a2 = a3 + a4 = 1−
4∑

i=1

bi = c ≤ 1

et c, ai, bi ≥ 0 sont connus. Ce modèle correspond à un échantillonnage selon

x ∼M9(n; a1μ, b1, a2μ, b2, a3η, b3, a4η, b4, c(1− μ− η)),
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et à un regroupement de certaines composantes :

y1 = x1 + x2, y2 = x3 + x4, y3 = x5 + x6, y4 = x7 + x8, y5 = x9.

Une loi a priori conjuguée pour (μ, η) et le modèle en x est la loi de Dirichlet
D(α1, α2, α3),

π(μ, η) ∝ μα1−1ηα2−1(1 − η − μ)α3−1,

où α1 = α2 = α3 = 1/2 correspond à un modèle non informatif. Dans ce cadre,
la loi a posteriori de (μ, η) ne peut être obtenue de façon explicite. Cependant,
si nous introduisons les données manquantes z = (x1, x3, x5, x7), qui ne sont
pas observées (et donc bien manquantes), x est en relation bijective avec (y, z)
et

π(η, μ|y, z) = π(η, μ|x)
∝ μz1μz2ηz3ηz4(1− η − μ)y5+α3−1μα1−1ηα2−1 ,

où nous désignons les coordonnées de z par (z1, z2, z3, z4). Par conséquent,

μ, η|y, z ∼ D(z1 + z2 + α1, z3 + z4 + α2, y5 + α3).

De plus,

zi|y, μ, η ∼ B

(
yi,

aiμ

aiμ+ bi

)
(i = 1, 2),

zi|y, μ, η ∼ B

(
yi,

aiη

aiη + bi

)
(i = 3, 4).

En définissant θ = (μ, η) et λ = z, il apparâıt donc que certaines lois condi-
tionnelles peuvent être simulées dans ce cadre. Notons que les données man-
quantes z n’apparaissent pas dans la formulation originelle du problème et
sont peut-être artificielles, au sens où le modèle considéré ne correspond pas
nécessairement à un modèle multinomial global. Cependant, ces données man-
quantes facilitent considérablement la simulation des θ tout en préservant leur
loi marginale. D’autres modèles à données manquantes présentent le même
avantage. ‖

Dans ce cadre hiérarchique général, la mise en œuvre de l’échantillonnage
de Gibbs peut être faite de plusieurs façons. Si la décomposition de (θ, λ) en
(θ, λ1, . . . , λp) correspond à une décomposition du modèle selon ses niveaux
hiérarchiques, c’est-à-dire

π(θ|x) =
∫
..

∫
π1(θ|λ1, x)π2(λ1|λ2)..πp+1(λp) dλ1 · · dλp, (6.21)

il semble logique de simuler selon les lois conditionnelles
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π(θ|x, λ1, . . . , λp) = π1(θ|λ1, x),
π(λi|x, θ, (λj)j �=i) = π(λi|λi−1, λi+1) (1 < i < p),
π(λ1|x, θ, (λj)j �=1) = π(λ1|θ, λ2), (6.22)
π(λp|x, θ, (λj)j �=p) = π(λp|λp−1),

quelles que soient les dimensions de θ et λj (Exercice 6.32). Dans l’Exemple
6.21 notamment, (μ, η) pourrait être généré conditionnellement à (y, z) selon
une loi de Dirichlet et z conditionnellement à (μ, η).

Un algorithme alternatif également proposé par Gelfand et Smith (1990)
est l’échantillonneur de Gibbs direction par direction, qui ne prend pas en
compte les divisions hiérarchiques et ne considère que les paramètres unidi-
mensionnels, afin de les générer conditionnellement aux autres paramètres.

Exemple 6.22. (Suite de l’Exemple 6.21) Puisque

μ

1− η |y, z, η ∼ Be(z1 + z2 + α1, y5 + α3),

η

1− μ |y, z, μ ∼ Be(z3 + z4 + α2, y5 + α3),

cette version de l’échantillonnage de Gibbs conduit à une simulation itérative
de

μ(t) ∼ (1− η(t−1))Be
(
z
(t−1)
1 + z

(t−1)
2 + α1, y5 + α3

)
,

η(t) ∼ (1− μ(t))Be
(
z
(t−1)
3 + z

(t−1)
4 + α2, y5 + α3

)
,

z
(t)
j ∼ B

(
yj ,

ajμ
(t)

ajμ(t) + bj

)
(j = 1, 2), (6.23)

z
(t)
j ∼ B

(
yj ,

ajη
(t)

ajη(t) + bj

)
(j = 3, 4).

La différence avec la simulation de (μ, η, z) dans l’Exemple 6.21 est donc
mineure. ‖

La formulation générale de l’algorithme d’échantillonnage de Gibbs pour
une loi jointe π(θ1, . . . , θp), de lois conditionnelles complètes π1, . . . , πp est
exposée ci-dessous.

Algorithme 6.3. –Échantillonnage de Gibbs–
Pour (θ(t)1 , . . . , θ

(t)
p ) donnés, simuler

1. θ
(t+1)
1 ∼ π1(θ1|θ(t)2 , . . . , θ

(t)
p ),

2. θ
(t+1)
2 ∼ π2(θ2|θ(t+1)

1 , θ
(t)
3 , . . . , θ

(t)
p ),
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...

p. θ
(t+1)
p ∼ πp(θp|θ(t+1)

1 , . . . , θ
(t+1)
p−1 ).

La validation de l’algorithme de Gibbs bivarié ci-dessus s’étend à ce cas :
la loi jointe π est stationnaire à chaque étape de cet algorithme, car les πj sont
des lois conditionnelles complètes de π. Sous la contrainte de positivité que le
support de π est le produit cartésien des supports des πi, la châıne résultante
est ergodique.

Comparé à l’algorithme de Metropolis-Hastings, le nombre de versions de
l’échantillonnage de Gibbs est faible et, de plus, les différences entre les pro-
priétés de convergence sont souvent mineures. L’approche de (6.22) (aussi
appelée échantillonnage de substitution dans Gelfand et Smith, 1990) de-
vrait malgré tout être préférable à une approche direction par direction, car
elle respecte la structure hiérarchique initiale du modèle et converge sou-
vent plus rapidement vers la loi stationnaire (voir Liu et al., 1994, 1995, et
Roberts et Sahu, 1997). L’échantillonnage de Gibbs bivarié est le seul cas
d’échantillonnage de Gibbs produisant une châıne de Markov pour à la fois
(θ(t)) et (λ(t)) ; dans tout autre procédé, les sous-châınes ne sont pas des
châınes de Markov (Exercice 6.33).

Cependant, pour être capable d’utiliser l’échantillonnage de Gibbs bivarié
ou même l’échantillonnage de substitution, on a besoin des lois condition-
nelles pour tout niveau hiérarchique (comme π(η, μ|y, z) dans l’Exemple 6.21)
et celles-ci peuvent être plus difficiles à calculer que les lois conditionnelles
complètes (voir l’Exercice 6.50). De plus, l’échantillonnage de Gibbs ne re-
quiert pas en réalité que les θi soient unidimensionnels et le choix de la
décomposition peut alors être entièrement fondé sur des raisons de simula-
tion. Notons aussi que, lorsque des lois conditionnelles, comme π(θ|x, λi0 ),
peuvent être simulées, il est bien entendu préférable d’utiliser ces lois, car
elles augmentent la vitesse de convergence en réduisant la dépendance en
les autres paramètres. (Cette technique est appelée regroupement ; voir par
exemple Roberts et Sahu, 1997.) Une dernière remarque importante en pra-
tique est que, chaque fois que la simulation d’une loi conditionnelle donnée
πi(θi|θj , j �= i) est difficile, cette étape de simulation peut être remplacée par
une seule étape de Metropolis-Hastings de loi cible πi(θi|θj , j �= i). Ceci peut
sembler constituer un mécanisme d’approximation rudimentaire, mais ce n’est
pas le cas : le remplacement d’une simulation de πi(θi|θj , j �= i) par une étape
de Metropolis-Hastings ne modifie pas la loi stationnaire de la châıne, et est
donc entièrement valable d’un point de vue MCMC.

Exemple 6.23. (Suite de l’Exemple 6.16) Lorsque N , la taille de la
population, est le paramètre d’intérêt, l’échantillonnage de Gibbs fournit un
échantillon N1, . . . , Nm, partant de la valeur initiale de p = (p(0)1 , . . . , p

(0)
n ), en
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simulant itérativement

N (j) − x+|x, p(j−1) ∼ N eg(x+, �
(j−1)),

p
(j)
i |x,N (j) ∼ Be(α+ xi, β +N (j) − xi) (1 ≤ i ≤ n).

(Il s’agit en fait d’un cas d’échantillonnage de Gibbs bivarié.) L’échantillon
N1, . . . , Nm est alors obtenu en prenant N1 = N (k0+T ), N2 = N (k0+2T ),
. . ., Nm = N (k0+mT ), où k0 représente le temps de “chauffe”, c’est-à-dire
le nombre de répétitions pour devenir raisonnablement proche de la station-
narité, et T est la taille du paquet, c’est-à-dire le nombre de répétitions
pour accomplir l’indépendance approximative entre les points de l’échantillon.
L’échantillonnage de Gibbs fournit simultanément un échantillon p1, . . . , pm.
L’espérance E

π [N |x] peut alors être approchée par

δ̂π(x) =
1
m

m∑
t=1

E
π [N |x, pt]

=
1
m

m∑
t=1

(
1−

n∏
i=1

(1 − pt
i)

)−1

x+,

selon l’argument de “Rao-Blackwellisation” mentionné ci-dessus. George et
Robert (1992) fournissent des extensions hiérarchiques dans ce cadre en
considérant différentes familles de lois a priori pour les hyperparamètres (α, β)
qui deviennent eux-mêmes aléatoires. ‖

Une comparaison générale entre algorithmes de Metropolis-Hastings et
échantillonnage de Gibbs n’a pas de sens : suivant le problème considéré
et le choix de lois proposées ou de décompositions hiérarchiques, un algo-
rithme peut converger plus rapidement qu’un autre. Le seul avertissement
que nous pouvons fournir ici est que, contrairement à une croyance répandue,
l’échantillonnage de Gibbs n’est pas nécessairement une solution optimale. En
effet, même si cet algorithme se construit directement à partir de la loi cible π
et ne fait donc pas intervenir un apport subjectif de l’expérimentateur, le fait
qu’il mette à jour une composante de la châıne (ou un bloc) à la fois peut affai-
blir de beaucoup ses propriétés de convergence si la loi a un support très étroit
ou multimodal. Au contraire, un algorithme de Metropolis-Hastings utilisant
un mécanisme de proposition à marche aléatoire peut être inefficace si la forme
ou l’échelle de la loi proposée ne sont pas ajustées au support de π ; en re-
vanche, cette approche peut aussi permettre de grands sauts pouvant atteindre
des modes plus éloignés de π. Nous pourrions qualifier les échantillonneurs de
Gibbs d’algorithmes locaux et les techniques de Metropolis-Hastings à marche
aléatoire d’algorithmes globaux au sens où, grossièrement, les premiers four-
nissent souvent une meilleure image des alentours du point de départ, tan-
dis que les seconds explorent le support de π sur une plus large échelle
(voir Besag, 2000, pour une discussion plus détaillée). La meilleure solu-
tion à ce dilemme est alors de profiter des caractéristiques positives de ces
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différents échantillonneurs en les combinant en un algorithme hybride incor-
porant différentes étapes MCMC, de façon déterministe ou aléatoire.

6.3.6 L’échantillonnage par tranche

L’échantillonnage de Gibbs peut apparâıtre à ce stade comme une méthode
MCMC particulière qui ne peut être utilisée que dans un cadre relativement
restrictif : il fait intervenir des structures hiérarchiques, comme dans (6.19)
et ne s’applique donc pas à des problèmes unidimensionnels ; il nécessite la
connaissance des lois conditionnelles complètes et ne peut donc s’appliquer à
des modèles complexes.

Cette perception de l’échantillonnage de Gibbs est erronée : comme
nous allons le voir tout de suite, cette méthode s’applique aussi à des
problèmes unidimensionnels, elle ne requiert pas une simulation des lois condi-
tionnelles complètes, et elle s’applique aux mêmes modèles que les autres
méthodes MCMC. En fait, la décomposition hiérarchique (6.19) n’est pas par-
ticulièrement restrictive. En effet, de nombreuses lois (des observations ou des
paramètres) peuvent s’écrire comme des mélanges cachés, pour un paramètre
λ totalement artificiel (voir la Note 6.6.3). Par conséquent, même lorsqu’une
structure hiérarchique n’apparâıt pas dans le problème original, elle peut sou-
vent être réintroduite pour améliorer le calcul des estimateurs de Bayes ou
même le choix de la loi a priori.

La généralité de l’échantillonnage de Gibbs est mise en évidence dans la
version particulière dite de l’échantillonnage par tranche (Wakefield et al.,
1991, Besag et Green, 1993, et Damien et al., 1999). Considérons une loi π(θ)
sur un ensemble général Θ, uni- ou multidimensionnel, et réécrivons π comme
le produit

π(θ) =
k∏

i=1

�i(θ), (6.24)

où les �i sont des fonctions positives, mais non nécessairement des densités.
Alors π(θ) peut s’écrire comme la loi marginale

π(θ) =
∫ k∏

i=1

I0≤ωi≤�i(θ) dω1 · · ·dωk .

L’échantillonnage par tranche correspondant s’obtient directement :

Algorithme 6.4. –Échantillonnage par tranche–
À l’itération t, simuler

1. ω
(t+1)
1 ∼ U[0,�1(θ(t))]

...
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k. ω
(t+1)
k ∼ U[0,�k(θ(t))]

k+1. θ(t+1) ∼ UA(t+1) , avec

A(t+1) = {ξ; �i(ξ) ≥ ω(t+1)
i , i = 1, . . . , k}.

Les ωj sont un type particulier de variables auxiliaires, sans signification
pour le problème statistique considéré. Notons qu’il existe de nombreuses
représentations possibles (6.24) pour la même loi π, notamment le cas simple

π(θ) =
∫ 1

0

I0≤ω≤π(θ)dω ,

et que le choix d’une représentation est purement dicté par son caractère
pratique. En fait, la dernière étape (k+1) dans l’algorithme ci-dessus peut
être délicate à mettre en œuvre, puisque l’ensemble A(t) est souvent difficile
à construire, mais cette décomposition montre que l’échantillonnage de Gibbs
peut fournir, au moins formellement, une représentation de toutes les lois (voir
Roberts et Rosenthal, 1998, Tierney et Mira, 1998 et Mira et al., 2001, pour
des propriétés théoriques de l’échantillonnage par tranche.)

Exemple 6.24. (Suite de l’Exemple 6.13) La loi jointe de (α, η) étant

π(α, η|x1, . . . , xn) ∝ αnηn+β−1

(
n∏

i=1

xi

)α

exp

{
−η

n∑
i=1

xα
i − α− ξη

}
,

la loi conditionnelle π1(η|α, x1, . . . , xn) est tout simplement la loi

G (β + n, ξ +
∑

i

xα
i )

qui est facile à simuler. La loi conditionnelle π2(α|η, x1, . . . , xn) est beaucoup
plus complexe à cause de la partie exponentielle faisant intervenir les xα

i . Si
nous écrivons cette loi comme αnχα exp(−η∑n

i=1 x
α
i ), nous pouvons l’expri-

mer comme la loi marginale (en α) de

αn
I0≤ω0≤χα

n∏
i=1

I0≤ωi≤exp(−ηxα
i ) .

La loi conditionnelle de α sachant η et les ωi est alors proportionnelle à

αn
Iα log(χ)≤log(ω0)

n∏
i=1

Iα log(xi)≤log{− log(ωi)/η} ,

c’est-à-dire une simple loi puissance αn sur un intervalle (α, α). L’échantillon-
nage de Gibbs de la loi a posteriori de Weibull s’obtient alors par simulation
itérative des η, des ωi et des α. ‖
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Exemple 6.25. (Suite de l’Exemple 6.5) Puisque la loi a posteriori de
θ = (μ1, σ

2
1 , p, μ2, σ

2
2) admet une expression analytique,

π(θ|x) ∝ π̃(θ|x) = π(θ)
n∏

i=1

{pϕ(xi;μ1, σ1) + (1 − p)ϕ(xi;μ2, σ2)} ,

un échantillonneur par tranche formel admettant une variable auxiliaire
unique ω peut être proposé, avec θ ∼ Uπ̃(θ|x)≥ω. Mais il est impossible de
simuler cette loi uniforme, puisque la contrainte π̃(θ|x) ≥ ω ne peut pas être
transformée en une contrainte sur θ. Une version utilisable de l’échantillonnage
par tranche dans ce cadre peut se construire en introduisant plutôt n variables
auxiliaires ωi de telle manière que π̃(θ|x) s’écrive comme la loi marginale de

π(θ)
n∏

i=1

Ipϕ(xi;μ1,σ1)+(1−p)ϕ(xi;μ2,σ2)≥ωi≥0 .

Bien que la loi jointe de θ conditionnelle aux ωi ne soit pas toujours disponible,
les lois conditionnelles complètes des paramètres μ1, σ2

1 , p, μ2 et σ2
2 sont

simples à simuler. (Comme nous le verrons dans la Section 6.4, qui traite
des mélanges, l’échantillonneur de Gibbs initialement proposé pour ce modèle
repose aussi sur la simulation de n variables auxiliaires.) ‖

6.3.7 L’impact des méthodes MCMC sur la statistique bayésienne

Cette section a présenté très brièvement les bases des méthodes MCMC,
et donné quelques illustrations tirées des problèmes de calcul bayésien. Il est
important de souligner à ce stade que l’apparition de ces outils MCMC en sta-
tistique bayésienne a eu un effet “dévastateur” ! En effet, elle a radicalement
modifié la façon dont les gens travaillent avec des modèles et des hypothèses
a priori, permettant de prendre en compte des structures beaucoup plus com-
plexes, comme par exemple dans le cas des modèles graphiques où les relations
entre variables ne sont définies qu’à un niveau local, la loi jointe étant im-
possible à concevoir (voir Cowell et al., 1999, et Note 10.7.1). De même, les
modèles à variables latentes comme les modèles de châınes de Markov cachées
ou à volatilité stochastique, peuvent désormais être correctement analysés
(voir la Note 6.6.5 et Robert et Casella, 1999, Chapitre 9) alors que seules des
approximations grossières étaient disponibles par le passé, un changement qui
a eu un impact immense en traitement du signal bayésien, en économétrie et
en finance mathématique.

La “dévastation” mentionnée ci-dessus concerne aussi les structures rigides
autrefois imposées par la contrainte d’un traitement analytique ; par exemple,
le recours à des lois conjuguées n’est plus indispensable, même si celles-ci
restent très utiles comme lois a priori de base pour les différents niveaux d’une
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modélisation hiérarchique (voir le Chapitre 10). De même, des représentations
beaucoup plus flexibles peuvent être proposées dans le domaine du choix de
modèle, comme nous le verrons au Chapitre 7, où la possibilité de prendre en
compte de nombreux modèles simultanément incite le statisticien à passer des
tests au sens strict au moyennage de modèles, les modèles les plus probables
obtenant les poids les plus élevés mais sans écarter aucun modèle a priori ;
voir aussi Berger (2000), Cappé et Robert (2000) et Gelfand (2000) pour des
revues sur l’impact des méthodes MCMC.

Comme toujours, un accroissement significatif de la facilité à utiliser une
technique donnée s’accompagne d’un accroissement proportionnel des possibi-
lités de détournements de cette technique. Dans le cas de l’analyse bayésienne,
cela signifie que l’impact d’une modélisation a priori est plus difficile à évaluer
à partir des lois conditionnelles utilisées en échantillonnage de Gibbs. Pis, la
loi a posteriori peut être impropre (Section 1.5) sans que son utilisateur en soit
conscient (voir la Note 6.6.4). Mais ces défauts ne peuvent pas se comparer
avec les conséquences sur la portée et le nombre d’applications bayésiennes
rencontrées depuis dans la littérature, incluant la résolution de problèmes
inférentiels jamais considérés auparavant.

6.4 Estimation bayésienne de mélanges

Nous concluons ce chapitre en montrant comment les méthodes MCMC
permettent le calcul d’estimateurs de Bayes des paramètres d’un mélange de
lois normales considéré dans l’Exemple 6.5. L’extension à d’autres mélanges
de lois appartenant à une famille exponentielle ou à des modèles à châınes de
Markov cachées est triviale (voir Gruet et al., 1999, et Robert et Casella, 2004,
Notes 9.7.1 et 14.6.3). Comme nous l’avons détaillé dans la Section 6.1, une
analyse bayésienne d’un modèle de mélange mène au paradoxe de l’informa-
tion suivant : un estimateur explicite est disponible et est justifiable intuitive-
ment, mais il ne peut pas être calculé lorsque le nombre d’observations devient
trop grand. De plus, les estimateurs du maximum de vraisemblance des pa-
ramètres de (6.4) ne sont pas clairement définis, la résolution des équations de
vraisemblance est difficile et les approximations analytiques des estimateurs
de Bayes posent problème (voir Crawford et al., 1992 , pour une approche re-
posant sur l’approximation de Laplace). De même, un traitement Monte Carlo
standard des modèles de mélanges est ardu même si Casella et al. (2000) ont
proposé une méthode fondée sur l’échantillonnage d’importance dans un cadre
conjugué (Exercice 6.42) ; voir la Note 6.6.6 pour de plus amples références et
des détails sur les débuts de l’estimation de mélanges.

L’échantillonnage de Gibbs pour les mélanges repose sur une représentation
par données manquantes, comme dans Dempster et al. (1977), afin de cons-
truire une structure hiérarchique similaire à (6.19). Soit
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x ∼ f(x|θ) =
k∑

i=1

piϕ(x;μi, σi), (6.25)

un mélange de k lois normales de moyennes μi et variances σ2
i (1 ≤ i ≤ k), avec∑

i pi = 1 (pi > 0). Pour un échantillon x1, . . . , xn donné de (6.25), on définit
les valeurs manquantes zj (1 ≤ j ≤ n) comme les vecteurs d’indicatrices de
composantes des xj , c’est-à-dire

zij =

{
1 si xj ∼ ϕ(x;μi, σi),
0 sinon,

et
∑

i zij = 1. Ce vecteur peut aussi être considéré comme un paramètre
supplémentaire ; il correspond à la loi jointe suivante (1 ≤ j ≤ n) :

zj|θ ∼Mp(1; p1, . . . , pk) ,

xj |zj, θ ∼ N

(
k∏

i=1

μ
zij

i ,

k∏
i=1

σ
2zij

i

)
.

Une loi a priori commode pour θ = (μ1, σ1, p1, . . . , μk, σk, pk) est le produit
des lois conjuguées πi(μi, σi), où πi(μi|σi) est une loi normale N (ξi, σ2

i /ni),
πi(σ2

i ) une loi gamma inverse I G (νi/2, s2i /2), et π(p) une loi de Dirichlet,
D(α1, . . . , αk), comme dans l’Exemple 6.5.

Notons que, une fois connus les vecteurs d’allocation zj (1 ≤ j ≤ n),
la structure de mélange disparâıt, puisque cette information supplémentaire
décompose l’échantillon en sous-échantillons selon les valeurs de zij . Bien que
la loi a posteriori de θ ne puisse pas être utilisée directement, comme le montre
l’Exemple 6.5, le conditionnement en z = (z1, . . . , zn) supprime cette difficulté.
En effet, on obtient les lois a posteriori suivantes (1 ≤ j ≤ n) :

zj |xj , θ ∼Mk(1; p1(xj , θ), . . . , pk(xj , θ)), (6.26)

avec (1 ≤ i ≤ k)
pi(xj , θ) =

piϕ(xj ;μi, σi)∑k
t=1 ptϕ(xj ;μt, σt)

,

et

μi|x, z, σi ∼ N (ξi(x, z), σ2
i /(n+ σ2

i )), (6.27)

σ2
i |x, z ∼ I G

(
νi + ni

2
,
1
2

[
s2i + ŝ2i (x, z) +

nimi(z)
ni +mi(z)

(x̄i(z) − ξi)2
])

,

p|x, z ∼ Dk(α1 +m1(z), . . . , αk +mk(z)),

où

mi(z) =
n∑

j=1

zij , x̄i(j) =
1

mi(z)

n∑
j=1

zijxj ,
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et

ξi(x, z) =
niξi +mi(z)x̄i(z)

ni +mi(z)
, ŝ2i (x, z) =

n∑
j=1

zij(xj − x̄i(z))2.

Conditionnellement à z, les lois a posteriori ne prennent en compte que
les sous-échantillons correspondant à chaque composante, à l’instar de la
décomposition (6.6) de la vraie loi a posteriori. De plus, simuler selon (6.26)
et (6.27) est particulièrement simple. Il est donc beaucoup plus facile de pro-
duire un échantillon θ1, . . . , θm de π(θ|x) par échantillonnage de Gibbs que
d’utiliser la vraie loi a posteriori directement.

La remarque qui suit le Lemme 6.17 implique que l’échantillonnage de
Gibbs entrâıne une convergence géométrique uniforme de la châıne (θ(m)),
puisque z a un support fini.

Comme dernière remarque, nous soulignons que l’échantillonnage de Gibbs
n’est pas la seule solution pour la simulation de la loi a posteriori π(θ|x).
En effet, comme le montre l’Exemple 6.25, une expression analytique de
cette loi est disponible : elle peut donc être utilisée dans un algorithme de
Metropolis-Hastings (en plus de l’échantillonnage par tranche produit dans
l’Exemple 6.25). Par exemple, Celeux et al. (2000) démontrent que la stratégie
de Metropolis-Hastings par marche aléatoire peut être utilisée de façon effi-
cace dans ce cadre et admet de meilleures propriétés de mélangeance que
l’échantillonnage de Gibbs. Dans le cas des modèles de châınes de Markov
cachées, qui généralisent les modèles de mélange comme (6.25) en introdui-
sant une dépendance markovienne entre les zj , il existe aussi dans certains
cas des représentations analytiques de la vraisemblance par intégration sur
les variables latentes ; voir les Exercices 6.50 et 6.51, et Robert et al. (1999a)
.

6.5 Exercices

Section 6.1

6.1 Pour un mélange de deux lois normales, comme celui de l’Exemple 6.5 et les
données de la Table 6.1, identifier les hyperparamètres des lois conditionnelles
par la méthode des moments.

6.2 Dans le cadre de l’Exemple 6.5, montrer que la loi a posteriori peut en fait
s’écrire sous la forme (6.6), et développer ω(kt) et π(θ|(kt)). Donner les expres-
sions des estimateurs de Bayes de μ1, σ1 et p pour les hyperparamètres obtenus
dans l’Exemple 6.21.

6.3 Mêmes questions que l’Exercice 6.2 pour

(i) un mélange de deux lois exponentielles ; et

(ii) un mélange de trois lois uniformes.
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6.4 Dans l’Exercice 6.2, comment évolue le temps de calcul en fonction de la taille
d’échantillon lorsque

(i) seul le poids p est inconnu ? et

(ii) tous les paramètres sont inconnus ?

6.5 *(Smith et Makov, 1978) Soit

x ∼ f(x|p) =

kX
i=1

pifi(x),

avec pi > 0,
P

i pi = 1, les densités fi étant connues. L’a priori π(p) est une loi
de Dirichlet D(α1, . . . , αk).

a. Montrer que le temps de calcul reste prohibitif malgré la simplicité du
modèle lorsque la taille d’échantillon augmente.

Une solution alternative séquentielle, permettant une approximation de l’esti-
mateur de Bayes, est de remplacer π(p|x1, . . . , xn) par D(α

(n)
1 , . . . , α

(n)
k ), où

α
(n)
1 = α

(n−1)
1 + P (zn1 = 1|xn), . . . , α

(n)
k = α

(n−1)
k + P (znk = 1|xn),

et zni (1 ≤ i ≤ k) est le vecteur d’indicatrices des composantes de xn, défini en
Section 6.4.

b. Justifier cette approximation et la comparer avec la mise à jour π(p|x1, . . . ,
xn−1) pour xn observé.

c. Étudier les performances de cette approximation pour un mélange de deux
lois normales N (0, 1) et N (2, 1) pour p = 0.1, 0.25, 0.5.

d. Si πn
i = P (zni = 1|xn), montrer que

p̂
(n)
i (xn) = p̂

(n−1)
i (xn−1) − an−1{p̂(n−1)

i − πn
i },

où p̂
(n)
i est l’approximation quasi bayésienne de E

π(pi|x1, . . . , xn).

6.6 Dans le cadre de l’Exemple 6.4, déterminer la loi a posteriori de π(N |x) : (a)
pour n = 10 et des xi prenant des valeurs similaires ; et (b) pour n = 30 et
des xi prenant des valeurs très différentes. Traiter le même problème lorsque
π(N) est une loi de Poisson P(λ) et λ varie. Faire particulièrement attention
aux problèmes potentiels liés à une évaluation directe.

Section 6.2.1

6.7 *(Morris, 1982) Pour les familles exponentielles naturelles à variance quadra-
tique étudiées dans les Exercices 3.24 et 10.33, on pose

Pm(x, μ) = V m(μ)

j
dm

dμm
f(x|μ)

ffffi
f(x|μ).

a. Montrer que Pm est un polynôme de degré m en x et μ.

b. Montrer que (m > 1)

Pm+1(x, μ) = [P1(x, μ) −mV ′(μ)] Pm(x, μ)

− m[1 + (m− 1)v2]V (μ)Pm−1(x, μ),

où V (μ) = v0 + v1μ+ v2μ
2.
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c. Montrer que les polynômes Pm sont orthogonaux et que Eμ[P 2
m(x, μ)] =

amV
m(μ).

d. Donner les polynômes associés aux lois normale, de Poisson, gamma, bino-
miale et binomiale négative. [Note : Il s’agit respectivement des polynômes
d’Hermite, de Poisson-Charlier, généralisés de Laguerre, de Krawtchouk et
de Meixner.]

Section 6.2.2

6.8 Montrer que, si le support de h ne contient pas celui de f(x|θ)π(θ), l’approxi-
mation par échantillonnage d’importance (6.11) ne converge pas.

6.9 La méthode standard de simulation d’acceptation-rejet est définie à partir de
densités f et g telles que f(x) ≤Mg(x) pour un certain M par l’algorithme :

Algorithme 6.5. –Acceptation-Rejet–

1. Tirer y ∼ g(y) et u ∼ U[0,1] ;

2. Si u > f(y)/Mg(y), revenir en 1.

3. Prendre x = y.

Montrer que cet algorithme fournit bien une observation x de loi f(x).

6.10 Montrer que, si U1, U2 sont iid U[0,1],

1. Les transformations

X1 =
p

−2 log(U1) cos(2πU2) , X2 =
p

−2 log(U1) sin(2πU2) ,

sont iid N (0, 1).

2. Les coordonnées polaires sont de lois

r2 = X2
1 +X2

2 ∼ χ2
2 ,

θ = arctan
X1

X2
∼ U [0, 2π].

3. En déduire l’algorithme de Box-Muller (Box et Muller, 1958) de génération
de lois normales :

Algorithme 6.6. –Box-Muller (1)–

1. Générer
U1, U2 ∼ U ([0, 1])

2. Prendre

X1 =
p

−2 log(U1) cos(2πU2) , X2 =
p

−2 log(U1) sin(2πU2) ,

6.11 (Suite de l’Exercice 6.9)

1. Montrer qu’une version plus rapide de l’Algorithme 6.6 de Box–Muller est :

Algorithme 6.7. –Box-Muller (2)–



6.5 Exercices 347

1. Générer
U1, U2 ∼ U ([−1, 1])

jusqu’à ce que S = U2
1 + U2

2 ≤ 1.

2. Poser Z =
p−2 log(S)/S et déduire

X1 = Z U1, X2 = Z U2.

en montrant que (U1, U2) est uniforme sur la boule unité et que X1 et X2

sont indépendants.

2. Donner le nombre moyen de générations dans l’étape 1. et comparer avec
l’Algorithme 6.6 via une expérience informatique.

3. Que se passe-t-il si l’on ne restreint pas (U1, U2) à la boule unité ?

6.12 *(Gilks et Wild, 1992) On considère une méthode générale d’acceptation-rejet
pour des densités log-concaves sur R. Cette méthode est fondée sur des bornes
supérieures et inférieures adaptatives de la densité, qui sont mises à jour après
chaque simulation.

a. Pour f(x) donné, proportionnel à la densité à simuler, on suppose qu’il
existe u(x) et �(x), bornes supérieure et inférieure de f(x) telles que u soit
une densité. L’algorithme d’acceptationrejet avec enveloppe s’écrit :

Algorithme 6.8. –Simulation par enveloppe–
Répéter

a) Générer x ∼ u(x) et U ∼ U[0,1]

b) Accepter x si U ≤ �(x)/u(x)
c) Sinon, accepter x si U ≤ f(x)/u(x)

jusqu’à ce que x soit accepté.

Montrer que cette méthode produit bien une variable aléatoire de loi f .

b. Les deux fonctions encadrantes peuvent être construites automatiquement
comme suit, pour f log-concave. Pour la première simulation, prendre trois
valeurs arbitraires x1, x2 > x1 et x3 > x2 telles qu’au moins une d’entre
elles soit de chaque côté du mode de f . (Expliquer comment cela peut être
fait sans calcul explicite du mode.) Montrer que la borne inférieure log �(x)
de log f(x) peut être obtenue en joignant les trois points (xi, log f(xi)) et
en posant �(x) = 0 en dehors de l’intervalle [x1, x3]. La borne supérieure
log u(x) est obtenue en prenant les compléments des segments utilisés pour
log �(x) jusqu’à ce qu’ils se croisent : les queues consistent alors en des
extensions des arcs (x1, x2) et (x2, x3) ; log u(x) est complété par l’ajout
de segments verticaux passant par x1 et x3 et continuant jusqu’à ce qu’ils
rencontrent les deux arcs.

c. Proposer une méthode de mise à jour des bornes supérieure et inférieure
après chaque simulation nécessitant le calcul de f(x).

d. Montrer que les deux fonctions u(x) et �(x) sont exponentielles par mor-
ceaux et indiquer comment simuler des lois de densité proportionnelle à ces
fonctions.
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e. Illustrer l’algorithme ci-dessus pour la simulation de la loi N (0, 1). À par-
tir de quand devient-il plus coûteux d’évaluer et de simuler une borne
supérieure améliorée, plutôt que de conserver la borne courante ?

6.13 *(Rubinstein, 1981) On considère l’intégrale

I =

Z b

a

f(x) dx,

approchée par une méthode de Monte Carlo avec fonction d’importance h :

Î =
1

m

mX
i=1

f(xi)/h(xi).

a. Montrer que la variance de Î est

var(Î) =
1

n

Z b

a

„
f(x)

h(x)
− I
«2

h(x) dx

et en déduire qu’elle est minimisée par h ∝ |f |.
b. En décomposant h en h+ − h−, déduire qu’une variance nulle est toujours

atteignable formellement.

c. Soient 0 ≤ f(x) ≤ c, v1, . . . , vm ∼ U[0,c] et u1, . . . , um ∼ U[a,b]. On définit

Î = (b− a) 1

m

mX
i=1

f(ui) et Ĩ = c(b− a) 1

m

mX
i=1

Ivi≤f(ui).

Montrer que

I = c(b− a)P (V ≤ f(U))

pour U ∼ U[a,b] et V ∼ U[0,c].

d. En déduire que E[Ĩ ] = I et var(Ĩ) ≤ var(Î).

e. Discuter la pertinence de la notion d’une fonction d’importance “optimale”.
(Indication : Considérer une suite de lois normales centrées en la valeur
d’intérêt, c’est-à-dire en x∗ tel que f(x∗) = I , et de variances décroissant
vers 0.)

6.14 Montrer que, pour une fonction g(θ) donnée et une distribution d’intérêt π(θ),
le choix optimal de la densité d’importance h, en termes de variance de l’esti-
mateur

nX
i=1

g(θi)ωi ,

est

h(θ) ∝ |g(θ)|π(θ) .

Donner l’expression de l’estimateur correspondant et en déduire que, si g est de
signe constant, la variance résultante est 0. (Indication : voir Robert et Casella,
2004, Théorème 3.12, pour une démonstration.)
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6.15 (Suite de l’Exercice 6.14) Dans le cas de constantes inconnues, c’est-à-dire
quand l’estimateur (6.11) est utilisé, montrer que la solution optimale au sens
de la variance est telle que

h(θ) ∝ |g(θ) − E[g]|π(θ) .

Section 6.2.3

6.16 Justifier l’approximation de Laplace pour h(θ) = (θ − μ)2 et b(θ) polynôme
de degré 2. Que se passe-t-il si le degré de b est plus grand ? Obtenir le
développement général de Laplace à partir de développements de Taylor de
b et h.

6.17 *(Tierney et al., 1989) Déduire de l’approximation de Laplace que

R
bN (θ)e−nhN (θ)dθR
bD(θ)e−nhD(θ)dθ

=
A(N)

A(D)
+ O(σ−2),

où

A(K) = σK exp{−nĥk}
»
b̂K +

1

2n

n
σ2

K b̂
′′
K

−ĥ′′′K b̂
′
Kσ

2
K +

5

12
b̂K(ĥ′′′K)2σ6

K − 1

4
b̂Kσ

2
Kh

(4)
K

ff–

et K = N,D, si ĥK = h(θ̂K), etc., et θ̂K minimise hK . En déduire le Lemme

6.9 sous l’hypothèse que ĥ
(i)
N − ĥ(i)

D = O(n−1) pour i = 0, . . . , 4 et b̂D �= 0. Que

se passe-t-il si b̂D = 0 ?

6.18 *(Tierney et al., 1989) Pour M(s) fonction génératrice des moments de g(θ)
et M̂ l’approximation de Laplace de M pour (6.16), avec bN = bD = b > 0 et

hD(θ) = {log[fx|θ)] + log[π(θ)] − log[b(θ)]}/n,

hN (θ) = hD(θ) − sg(θ)/n, on définit

Ê(g) = M̂ ′(0).

a. Montrer que E
π[g(θ)|x] = Ê(g) + O(n−2).

b. Soit θ̂ le minimum de hD, θ̂s celui de hN et σ2
s = h

(2)
N (θs). Montrer que

Ê(g) = g(θ̂) +
d

ds
log σs

˛̨̨
˛
s=0

+
d

ds
log b(θ̂s)

˛̨̨
˛
s=0

.

c. En déduire que

Ê(g) = ĝ +
σ2

Dĝ
′′

2n
− σ4

Dĥ
′′′
D ĝ

′

2n
+
σ2

D b̂
′
D ĝ

′

nb̂D
,

et donc que cette méthode donne bien l’approximation (6.15) pour la forme
standard.
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6.19 Dans le cadre de l’Exemple 6.11, choisir les représentations standard et expo-
nentielle complète menant aux approximations proposées.

Section 6.3.2

6.20 *Considérons l’algorithme de Metropolis-Hastings de la Section 6.3.2, qui si-
mule une densité π(θ) à partir d’une densité proposée q(θ′|θ).
a. Montrer que cet algorithme se simplifie en une simulation standard de π

lorsque q(θ′|θ) = π(θ′).

b. Donner la forme simplifiée de l’algorithme de Metropolis-Hastings lorsque
q(θ|θ′) est symétrique en ses arguments, c’est-à-dire lorsque q(θ|θ′) =
q(θ′|θ).

c. Montrer directement, c’est-à-dire sans utiliser la condition d’équilibre (6.17),
que π(θ) est une loi stationnaire pour cet algorithme lorsque le support de
q contient celui de π. (Indication : Calculer la fonction de densité de θ(m+1)

lorsque θ(m) ∼ π(θ) en décomposant l’intégrale en quatre parties et en
échangeant les variables muettes θ et ξ dans deux des quatre intégrales.)

d. Dans le cas particulier où π est la loi N (0, 1) et q(θ|θ′) est N (θ′, σ2),
étudier la probabilité d’acceptation de ξ dans le m-ième pas de simulation,
en fonction de σ. Quelle est la loi exacte de θ(m) ? En déduire la valeur
optimale de σ.

6.21 Prouver la condition d’équilibre ponctuel (6.17) pour l’algorithme de Metro-
polis-Hastings.

6.22 Déterminer si l’algorithme de Metropolis-Hastings produit une châıne de Mar-
kov réversible, c’est-à-dire telle que la loi de (x(t), x(t+1)) soit la même que celle
de (x(t+1), x(t)) en situation de stationnarité.

6.23 (Robert, 1993b) Soient n observations y1, . . . , yn issues d’un modèle de régres-
sion logistique, où

P (yi = 1) = 1 − P (yi = 0) =
exp(θtxi)

1 + exp(θtxi)
,

et xi, θ ∈ R
p.

a. Montrer que, conditionnellement aux xi, cette loi appartient à une famille
exponentielle et que

P
i yixi est une statistique exhaustive.

b. Donner la forme générale de la loi conjuguée pour ce modèle et montrer que
le facteur de normalisation ne peut pas être calculé explicitement. Donner
une interprétation des hyperparamètres (ξ, λ) de la loi conjuguée en termes
d’observations précédentes.

c. Montrer que l’estimateur du maximum de vraisemblance de θ, θ̂, ne peut pas
être calculé explicitement, et qu’il satisfait les équations implicites suivantes
(j = 1, . . . , p) :

nX
i=1

exp(θ̂txi)

1 + exp(θ̂txi)
xij =

nX
i=1

yixij . (6.28)

d. Approcher une loi conjuguée par l’algorithme de Metropolis-Hastings. [Note :
Si une loi conditionnelle gaussienne est utilisée, faire attention au facteur
de variance.]
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e. Expliquer pourquoi (6.28) peut être utilisé pour contrôler la convergence
de l’algorithme pour certaines valeurs particulières du vecteur d’hyperpa-
ramètres, (ξ, λ), celles pour lesquelles

E
π
ξ,λ

"
nX

i=1

exp(θtxi)

1 + exp(θtxi)
xi

#
= E

π
ξ,λ

"
nX

i=1

exp(θtxi)

1 + exp(θtxi)
xi

˛̨̨
˛ y1, . . . , yn

#

=
nX

i=1

yixi.

6.24 *Pour une densité d’intérêt donnée, π, et une densité connue f telle que
π/f ≤M , des tirages de π peuvent être produits par acceptation-rejet (Exercice

6.9), θ
(1)
1 , . . . , θ

(1)
p , ou par Metropolis-Hastings, avec f pour densité proposée,

θ
(2)
1 , . . . , θ

(2)
n ; alternativement, un échantillon d’importance, θ

(3)
1 , . . . , θ

(3)
n , peut

être généré selon f . Comparer par simulation les variances de

1

p

pX
i=1

θ
(1)
i ,

1

n

nX
i=1

θ
(2)
i ,

1

n

nX
i=1

π(θ
(3)
i )

f(θ
(3)
i )

θ
(3)
i .

[Note : p est le nombre aléatoire d’observations produites après n valeurs pro-
posées dans l’algorithme d’acceptation-rejet.]

6.25 Soient une loi de probabilité P et une fonction � telle que 0 ≤ �(x) ≤ 1
et E

P [1/�(x)] < ∞. Une châıne de Markov (x(n)) est construite de la façon
suivante : x(n) est remplacé par x(n+1) en générant y ∼ P et en prenant

x(n+1) =

(
y avec probabilité �(x(n)),

x(n) avec probabilité 1 − �(x(n)).

a. Montrer que cette variation de l’algorithme de Metropolis-Hastings converge
vers la loi stationnaire de densité

�(x)−1/EP [�(x)−1]

par rapport à P .

b. Appliquer au cas où P est la loi Be(α+ 1, 1) et �(x) = x.

c. Étudier les performances de cette méthode lorsque α = 0.2. [Note : Voir
Robert et Casella, 1999, Exemple 8.2.8, pour une illustration des mauvaises
performances de ce générateur.]

Section 6.3.3

6.26 L’Algorithme 6.2 d’échantillonnage de Gibbs bivarié est fondé sur les lois
conditionnelles π(θ|λ) et π(λ|θ). Comme le décrit la Section 6.3, il consiste
à simuler successivement π(θ|λ) et π(λ|θ). Cet exercice démontre qu’une telle
simulation de π(θ, λ) se justifie d’un point de vue probabiliste.

a. Exprimer la loi jointe π(θ, λ) en fonction de ces lois conditionnelles.

b. Pour deux fonctions q(θ|λ) et s(λ|θ) données, fournir une condition néces-
saire et suffisante pour que q et s soient proportionnelles à des lois condi-
tionnelles.
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c. Traiter les questions ci-dessus dans le cas de n niveaux pour les modèles
complétés, c’est-à-dire lorsque des lois conditionnelles sont disponibles pour
θ, λ1, . . . , λn−1.

6.27 (Suite de l’Exercice 6.26) Le théorème de Hammersley-Clifford établit
que la loi jointe π(ϑ) d’un vecteur ϑ = (θ1, . . . , θp) peut être obtenue à partir
des lois conditionnelles complètes, πj(θj | . . . , θj−1, θj+1, . . . , θp). Montrer que

π(ϑ) ∝
pY

j=1

π�j (θ�j |θ�1 , . . . , θ�j−1 , θ
′
�j+1

, . . . , θ′�p
)

π�j (θ
′
�j
|θ�1 , . . . , θ�j−1 , θ

′
�j+1

, . . . , θ′�p
)

pour toute permutation � de {1, 2, . . . , p} et tout θ′ ∈ Θ. [Note : Clifford et
Hammersley n’ont jamais publié ce résultat ; voir Hammersley, 1974, et Robert
et Casella, 2004, Section 9.1.4, pour plus de détails.]

6.28 *(Diebolt et Robert, 1994) Soient deux châınes de Markov (θ(m)) et (λ(m)) uti-
lisées en échantillonnage de Gibbs bivarié, pour les lois conditionnelles π1(θ|x, λ)
et π2(λ|x, θ).
a. Montrer que les noyaux de transition de ces châınes sont respectivement

K(θ′|θ) =

Z
Λ

π1(θ
′|x, λ)π2(λ|x, θ) dλ,

et H(λ′|λ) =

Z
Θ

π2(λ
′|x, θ)π1(θ|x, λ) dθ.

b. Montrer que π1(θ|x) et π2(λ|x) sont bien stationnaires pour ces noyaux.

c. Établir que, si θ(m) ∼ πm
1 (θ|x, λ(0)) et λ(m) ∼ πm

2 (λ|x, λ(0)),

||πm
1 (·|x, λ(0)) − π1(·|x)||1 ≤ ||πm

2 (·|x, λ(0)) − π2(·|x)||1.

d. Déduire le Lemme 6.17 à partir de la question c. et du fait qu’une châıne de
Markov irréductible admettant une distribution stationnaire est ergodique.
Montrer que, si (λ(m)) est géométriquement ergodique de taux �, (θ(m))
converge aussi au taux �, soit

||πm
1 (·|x, λ(0)) − π1(·|x)||1 ≤ C�m.

e. La châıne (λ(m)) est ϕ-mélangeante s’il existe ϕ, décroissant géométriquement,
et une mesure finie μ telle que˛̨̨

πm
2 (λ|x, λ(0)) − π2(λ|x)

˛̨̨
≤ ϕ(m)μ(λ).

Montrer que, lorsque (λ(m)) est ϕ-mélangeante,

|πm
1 (θ|x, λ(0)) − π1(θ|x)| ≤ ϕ(m)

Z
Λ

π1(θ|x, λ)μ(dλ)

et en déduire que, si Λ est compact, (θ(m)) est aussi ϕ-mélangeante.
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f. De même, montrer que la convergence géométrique de (λ(m)) et le fait que
Λ soit compact sont des conditions suffisantes pour que, pour toute fonction
h satisfaisant

E
π[||h(θ)||2|x, λ] <∞ ,

il existe Ch tel que

||Eπm
1 [h(θ)|x, λ(0)] − E

π1 [h(θ)|x] ||2 ≤ Ch�
m.

g. Tirer profit du fait que, lorsque Λ est fini, la châıne (λ(m)) est nécessai-
rement géométriquement convergente et ϕ-mélangeante (Billingsley, 1985).
Déterminer l’importance des résultats ci-dessus dans le cadre de l’estimation
d’un mélange.

h. Étendre le principe de dualité au cas d’un modèle hiérarchique à niveaux
multiples, en utilisant le fait que les lois conditionnelles ne dépendent que
des niveaux voisins.

6.29 Deux machines sont utilisées en parallèle ; les temps jusqu’à la première panne
sont respectivement x ∼ f(x|θ) et y ∼ g(y|η). On sait quelle machine est en
panne lorsqu’une panne a lieu.

a. Donner la loi de z, temps jusqu’à la première panne du système, et construire
un algorithme d’échantillonnage de Gibbs afin d’obtenir des estimateurs de
Bayes de θ et η lorsqu’un échantillon z1, . . . , zn est disponible et lorsque des
lois a priori conjuguées sont utilisées à la fois pour θ et pour η.

b. Mettre en œuvre cet algorithme dans les cas particuliers (a) f et g sont des
densités normales de moyennes θ et η, et de variance 1 ; (b) f et g sont des
lois exponentielles de paramètres θ et η.

Section 6.3.4

6.30 Pour une châıne (θ(t), λ(t)) produite par échantillonnage de Gibbs bivarié

a. Montrer que, pour toute fonction h,

cov(h(θ(1)), h(θ(2))) = var {E[h(θ)|λ]} .

b. Donner une représentation correspondante pour cov(h(θ(1)), h(θ(t))).

c. En déduire que la covariance cov(h(θ(1)), h(θ(t))) est toujours positive et
décroissante en t.

d. Conclure sur la domination de la moyenne usuelle par sa version Rao-
Blackwellisée.

6.31 Montrer que, dans le cadre de l’Exemple 6.15, les lois marginales de θ et λ ne
peuvent pas être calculées explicitement et que, de plus, il faut que B < +∞
pour que les lois marginales soient définies.

Section 6.3.5

6.32 Pour un modèle hiérarchique comme (6.21), montrer que la loi d’un λi donné,
conditionnellement à tous les autres paramètres du modèle π(λi|x, θ, (λj)j �=i)
(1 ≤ i ≤ p) ne dépend que de ses deux voisins les plus proches dans le vecteur
(x, θ, λ1, . . . , λp). (Indication : Faire une représentation graphique du modèle.)
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6.33 Montrer que, si l’échantillonneur de Gibbs est mis en œuvre avec plus de
deux niveaux conditionnels, comme pour, par exemple, (6.23), les sous-châınes
résultantes correspondant aux différents niveaux ne sont pas des châınes de
Markov.

6.34 Pour le modèle multinomial de l’Exemple 6.21, expliquer pourquoi simuler
π((μ, η)|x) plutôt que π(μ|x, η) et π(η|x, ν) devrait accélérer la convergence.
(Indication : Étudier la corrélation entre μ(t) et μ(t+1) dans les deux cas.)

6.35 Montrer que, pour un algorithme d’échantillonnage de Gibbs, si une étape de
simulation arbitraire, telle que, disons, la simulation de π(θ1|θ2, . . . , θk), est rem-
placée par une étape unique de Metropolis-Hastings, la validité de l’algorithme
est préservée. Commenter l’intérêt capital de cette propriété dans la pratique.

6.36 Soit une loi π(θ1, θ2) non disponible analytiquement, mais telle que les deux
lois conditionnelles π(θ1|θ2) et π(θ2|θ1) soient connues et puissent être simulées.

a. Montrer qu’il est possible de mettre en œuvre l’algorithme de Metropolis-
Hastings. (Indication : Montrer que la seule difficulté est de simuler π(θ1)
ou π(θ2), et utiliser l’Exercice 6.26.)

b. En déduire que l’échantillonnage de Gibbs peut s’appliquer dans tous les
cas, tout comme la forme générale de l’algorithme de Metropolis-Hastings.

6.37 Montrer qu’une étape d’échantillonnage de Gibbs est un cas particulier de
l’algorithme de Metropolis tel que la probabilité d’acceptation soit toujours
égale à 1.

Section 6.3.6

6.38 On cherche à simuler une loi normale tronquée Np(0, Ip) restreinte au poly-
gone θt

ixi ≤ zi (1 ≤ i ≤ n).
a. Donner la loi de θj conditionnelle à θk (k �= j) et construire un échantillon-

neur de Gibbs pour la simulation de cette loi normale tronquée. (Indication :
Voir Geweke, 1991, ou Robert, 1995, pour des algorithmes d’acceptation-
rejet de simulation d’une loi normale tronquée unidimensionnelle.)

b. Proposer un algorithme alternatif de Metropolis-Hastings fondé sur la si-
mulation d’une loi Np(μ,Σ), où μ et Σ sont calculés à partir des frontières
du polygone.

c. Proposer un échantillonneur par tranche faisant intervenir une seule variable
auxiliaire et un autre en faisant intervenir p.

d. Comparer ces différents algorithmes.

Section 6.3.7

6.39 (Rubin et al., 1992) Une étude a été menée sur le campus de l’Université
Cornell afin de modéliser le comportement sexuel des étudiants de premier et
second cycles. Sur une population de Rm (Rf ) étudiants masculins (féminins),
rm (rf ) ont répondu à l’enquête et tm (tf ) ont déclaré être actifs sexuellement
(durant les deux derniers mois).

a. Les premières quantités d’intérêt sont Tf et Tm, nombres d’étudiants
féminins et masculins sexuellement actifs. En utilisant un modèle hypergéo-
métrique sur tm, et en supposant tf , rm et rf fixés, calculer un estimateur
de Bayes de Tf et Tm pour
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Ti ∼ B(Ri, pi), pi ∼ Be(α,β), π(α, β) = 1/αβ (i = f,m).

(Application numérique : Rf = 5211, rf = 253, tf = 111, Rm = 6539,
rm = 249 et tm = 22.)

b. Durant cette enquête, les répondants sexuellement actifs étaient interrogés
sur le nombre de partenaires qu’ils ont eu pendant les deux derniers mois,
yf et ym, ainsi que le nombre de partenaires étudiants de Cornell, xm et
xf .

Considérant une loi de Poisson P(λi) pour le nombre de partenaires supplé-
mentaires yi − 1 et une loi binomiale B(yi, �i) pour le nombre de partenaires
étudiants de Cornell (i = f,m), avec �f = Tm/Nm et �m = Tf/Nf , calculer
l’estimateur de Bayes de la population en contact sexuel avec les étudiants de
Cornell, Nm et Nf , pour les lois a priori

λi ∼ E xp(λ0), �i ∼ Be(γ, δ), π(γ, δ) = 1/γδ.

(Application numérique : ym = 54, xm = 31, yf = 135, xf = 67.)

c. Comparer vos résultats avec l’estimateur du maximum de vraisemblance
obtenu dans cette étude : N̂f = 4186, N̂m = 1473, T̂f = 2323 et T̂m = 615.

d. Reprendre l’estimation pour les lois a priori sur les hyperparamètres

π(α, β) = e−(α+β), π(γ, δ) = e−(γ+δ),

et
π(α, β) = 1/(α+ β)2, π(γ, δ) = 1/(γ + δ)2.

6.40 Dans le cas de la régression logistique (voir l’Exercice 6.23), une structure de
données manquantes peut être mise en évidence et utilisée dans un algorithme
de Gibbs.

a. Calculer la loi de zi telle que l’observation yi est Izi≤xt
iθ.

b. Donner la vraisemblance du modèle complété et déterminer si un algorithme
de Gibbs similaire à ceux de la Section 6.4 peut être construit dans le cas
particulier θ ∼ Np(μ,Σ).

c. Comparer la performance de cet algorithme avec celle d’un algorithme de
Metropolis-Hastings plus simple de votre choix.

6.41 Un modèle probit est un modèle de régression qualitative où la dépendance
sur les variables auxiliaires est donnée par

Pθ(yi = 1) = 1 − Pθ(yi = 0) = Φ(θtxi).

a. Montrer que, comme dans l’Exercice 6.40, il est possible de compléter le
modèle en exhibant une variable latente continue zi.

b. Proposer un algorithme d’échantillonnage de Gibbs fondé sur les données
complétées lorsque θ ∼ Np(μ,Σ).



356 6 Méthodes de calcul bayésien

Section 6.4

6.42 (Casella et al., 2000) L’échantillonnage de Gibbs et les autres méthodes
MCMC ont résolu les difficultés de l’inférence bayésienne sur des modèles de
mélange. Il est cependant possible de produire des estimateurs d’importance
dans ce cadre. Nous supposons qu’un échantillon (x1, . . . , xn) de

kX
j=1

pjf(x|θj)

est disponible.

a. Considérant les variables d’allocation z1, . . . , zn, où xi|zi ∼ f(x|θzi), mon-
trer que la loi a posteriori de z = (z1, . . . , zn) est donnée par

P (z|x) =

kY
j=1

Z
Θ

Y
{i:zi=j}

f(xi|θj)πj(θj)dθj

X
z∈Z

kY
j=1

Z
Θ

Y
{i:zi=j}

f(xi|θj)πj(θj)dθj ,

(6.29)

où Z est l’ensemble des kn vecteurs d’allocation z.

b. Montrer que

P (Zi = j|xi) =
pjmj(xi)Pk

j=1 pjmj(xi)
, (6.30)

où mj(x) =
R
f(x|θj)π(θj)dθj , (j = 1, . . . ,m) est la loi marginale univariée

de xi.

c. En déduire que, si les expressions de (6.29) et (6.30) sont toutes les deux
disponibles, à une constante de normalisation près, l’estimateur de Bayes
E[h(θ)|x] peut être approché par échantillonnage d’importance, les zi (i =
1, . . . , n) étant générés à partir des lois marginales de b., si l’expression de
E[h(θ)|(x1, z1), . . . , (xn, zn)] est elle aussi connue.

d. Appliquer au cas d’un mélange de lois exponentielles,

kX
j=1

pjλj exp(−λjx), x > 0,

pour la loi a priori

λj ∼ G (αj , βj), j = 1, . . . , k ,

lorsque les poids pj et les hyperparamètres αj , βj sont connus. En particu-
lier, déterminer des transformations h(λ1, . . . , λk) telles que les espérances
conditionnelles E[h(θ)|(x1, z1), . . . , (xn, zn)] soient connues.

6.43 Pour un mélange gaussien, détailler le raisonnement menant aux lois condi-
tionnelles (6.26) et (6.27) et donner une expression explicite de E

π[μi|x, z].
6.44 (Suite de l’Exercice 6.5) Une approche simplifiée des mélanges est de

considérer qu’un mélange à k composantes n’est qu’une perturbation d’un
mélange à (k− 1) composantes (Mengersen et Robert, 1996, Robert et Menger-
sen, 1999) et d’estimer un mélange à k composantes séquentiellement en k.
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a. Écrire un programme MCMC à cet effet, qui estime uniquement la nouvelle
composante dans le mélange à k composantes.

b. Comparer par des simulations les performances de cette version approchée
avec une estimation directe du mélange à k composantes.

6.45 Pour une petite taille d’échantillon, effectuer plusieurs simulations pour com-
parer l’échantillonnage de Gibbs avec un calcul direct de l’estimateur de Bayes
pour un mélange de deux lois normales.

6.46 Montrer que les lois a priori conjuguées ne peuvent pas donner une réponse
non informative dans le cas d’un mélange gaussien à deux composantes lorsque
les variances des lois a priori tendent vers +∞.

6.47 (Robert et Soubiran, 1993) Obtenir les formules équivalentes à (6.26) et (6.27)
pour un mélange de lois normales multidimensionnelles. (Indication : Utiliser la
Section 4.4.1 pour le choix d’une loi a priori conjuguée et détailler la simulation
de la loi de Wishart.)

6.48 (Binder, 1978) Soit un échantillon x1, . . . , xn tiré d’un mélange

x ∼ f(x|θ) =
kX

i=1

pifi(x),

tel que les densités fi et les poids pi soient connus. Le problème est d’identifier
l’origine des observations, g = (g1, . . . , gn), avec

gj =

kX
i=1

iIzij=1 (1 ≤ j ≤ n).

a. Montrer que des difficultés de calcul ont aussi lieu dans ce cadre, pour
l’obtention des estimateurs de Bayes.

b. Donner l’estimateur de Bayes de g lorsque p ∼ D(1/2, . . . , 1/2) et fi(x) =
ϕ(x;μi, 1) avec μi ∼ N (ξi, 1).

c. Comment mettre en œuvre l’échantillonnage de Gibbs pour ce problème ?

6.49 Adapter les méthodes d’échantillonnage de Gibbs développées dans la Section
6.4 pour un mélange de lois au cas d’un modèle censuré, c’est-à-dire pour des
observations y∗i telles que

y∗i =

(
yi si yi ≤ c,
c sinon,

si yi ∼ f(y|θ), où f(·|θ) appartient à une famille exponentielle.

6.50 (Robert et al., 1993a) Un modèle de châıne de Markov cachée généralise le
modèle de mélange étudié dans l’Exemple 6.5 et dans la Section 6.4 en introdui-
sant une certaine dépendance entre les observations x1, . . . , xt. Si on complète
ces observations par les variables indicatrices (inconnues) des états zi, le modèle
devient hiérarchique (1 ≤ i ≤ t) :

xi|zi, θ ∼ f(x|θzi)

et (zi) constitue une châıne de Markov sur {1, . . . ,K} de matrice de transition
P = (pjk), où
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pjk = P (zi = k|zi−1 = j) (2 ≤ i ≤ t)
(on pose z1 = 1 pour des raisons d’identifiabilité). On suppose de plus que f(·|θ)
appartient à une famille exponentielle.

a. Donner la vraisemblance de ce modèle et en déduire que ni le maximum de
vraisemblance ni l’estimation bayésienne sous des lois conjuguées sur θ et
P ne donnent des expressions explicites dans ce cas.

b. Considérant le cas particulier où f(·|θ) est N (ξ, σ2) avec θ = (ξ, σ2), mon-
trer qu’un échantillonneur de Gibbs comprenant des simulations itératives
de π(θ|x,z) et π(z|x, θ) est relativement coûteux en temps de calcul, à cause
de π(z|x, θ).

c. Montrer que les lois conditionnelles complètes π(zi|x, θ, zj �=i) ne dépendent
que de zi−1 et zi+1 et sont beaucoup plus faciles à simuler.

d. Proposer un algorithme d’échantillonnage de Gibbs pour ce modèle. Montrer
que la condition pkj > 0 pour tout 1 ≤ j, k ≤ K est suffisante pour assurer
la convergence géométrique des châınes (θ(m)) et (P(m)) vers les vraies lois
a posteriori. (Indication : Des arguments similaires à ceux de l’Exercice 6.28
peuvent être utilisés.)

6.51 (Robert et al., 1999a ) Dans le cadre de l’Exercice 6.50, il existe une façon de
simuler la châıne complète z = (z2, . . . , zn) conditionnellement aux paramètres
θ, et donc de mettre en œuvre une technique d’augmentation de données. La
représentation de la loi conditionnelle de z est appelée récurrences avant-arrière
(ou forward-backward) et est connue depuis longtemps en traitement du signal
(Baum et Petrie, 1966).

a. Établir la relation dite de récurrence arrière (1 ≤ i ≤ n− 1)

f(xi, . . . , xn|θ, zi = j) =

KX
k=1

pjkf(xi|θj)f(xi+1, . . . , xn|θ, zi+1 = k) , (6.31)

avec f(xn|zn = j) = f(xn|θj).

b. Calculer à partir de la formule de récurrence arrière la probabilité P (z1 =
j|x1, . . . , xn, θ) sous l’hypothèse que z1 est distribuée marginalement selon
la loi stationnaire associée à la matrice de transition P.

c. Calculer les probabilités P (zi = j|x1, . . . , xn, θ, z1, . . . , zi−1) (i = 2, . . . , n).

d. En conclure que le vecteur (z1, . . . , zn) peut être simulé conditionnellement
aux observations et θ en un temps O(nK2) et donc que la technique d’aug-
mentation de données peut être mise en œuvre dans certains modèles de
châınes de Markov cachées.

6.52 Dans un cadre de mélange, comparer les performances (en termes de temps de
calcul) de l’échantillonnage de Gibbs avec celui d’un algorithme de Metropolis-
Hastings par marche aléatoire.

Note 6.6.3

6.53 La décomposition d’une loi du khi deux décentré proposée dans l’Exemple
6.26 permet-elle une mise en œuvre de l’échantillonnage de Gibbs ? Donner une
approximation par l’algorithme de Metropolis-Hastings.
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6.54 (Heitjan et Rubin, 1991) Des données grossières sont définies comme une
agrégation d’observations en classes. Pour une variable aléatoire “complète”
yi ∼ f(y|θ), prenant ses valeurs dans Y , et une partition Aj (j ∈ I) de Y , les
observations sont xi = j si yi ∈ Aj .

a. Donner une illustration concrète de ce modèle.

b. Proposer un algorithme d’échantillonnage de Gibbs dans le cas où f(·|θ) est
une loi normale N (ξ, σ2) avec θ = (ξ, σ2) et Aj = [j, j + 1) (j ∈ Z).

Le nombre de passages de voitures durant une période d’une minute a été observé
pendant trois cent soixante minutes consécutives ; les observations résultantes
sont données dans la Table 6.2.

c. En posant une loi de Poisson P(θ) sur le nombre de passages, appliquer
l’échantillonnage de Gibbs afin d’estimer le paramètre θ pour ce jeu de
données et la loi a priori π(θ) = 1/θ.

Tab. 6.2. Nombre de passages de voitures pour une suite d’intervalles d’une minute.

Nombre de
voitures

0 1 2 3
4 ou
plus

Nombre de
passages

139 128 55 25 13

Note 6.6.4

6.55 Dans le cadre de l’Exemple 6.19,

a. Montrer que la loi marginale associée aux lois conditionnelles complètes
π(θ|λ) et π(λ|θ) satisfait

π(θ)

π(λ)
=
θ

λ
, θ, λ < B .

b. En déduire que la loi jointe correspondant à ces deux lois conditionnelles
n’est pas définie lorsque B tend vers l’infini.

Note 6.6.6

6.56 Pour la suite (θ̂(j))j produite par l’algorithme EM,

a. Montrer que
Q(θ̂(j+1)|θ̂(j),x) ≥ Q(θ̂(j)|θ̂(j),x).

b. On note k(z|θ,x) la loi conditionnelle de z sachant x. Montrer que

Eθ̂(j)

"
log

 
k(z|θ̂(j+1),x)

k(z|θ̂j ,x)

! ˛̨
θ̂(j),x

#
≤ 0 .

(Indication : Utiliser l’inégalité de Jensen.)

c. Conclure que
L(θ̂(j+1)|x) ≥ L(θ̂(j)|x),

l’égalité étant vérifiée si et seulement si Q(θ̂(j+1)|θ̂(j),x) = Q(θ̂(j)|θ̂(j),x).
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6.6 Notes

6.6.1 Générateurs uniformes pseudo-aléatoires.

Tout algorithme de génération d’une variable aléatoire de loi quelconque repose
sur la génération de variables aléatoires uniformes sur [0, 1]. Puisque la pro-
duction exacte d’une suite iid de variables uniformes U ([0, 1]) est impossible, il
existe des méthodes reposant sur un mécanisme purement déterministe produi-
sant des suites imitant le comportement d’une suite de variables iid U ([0, 1]),
au sens où cette suite déterministe est acceptée comme une suite iid U ([0, 1])
par tout test statistique. Par exemple, le générateur proposé par Ripley (1987)
est de type congruentiel, et est défini comme suit.

Algorithme 6.9. –Générateur congruentiel–

1. Initialiser avec une racine initiale arbitraire x0

2. Itérer

xi = (69069xi−1 + 1) mod 232,

ui = 2−32xi.

La suite correspondante des ui peut être considérée comme une suite iid U[0,1],
bien que son support soit en réalité fini.

Des générateurs uniformes pseudo-aléatoires sont disponibles sur la plupart des
ordinateurs et dans la plupart des langages informatiques, et peuvent être uti-
lisés en tant que tels, même si certains de ces générateurs ne sont pas testés
exhaustivement et peuvent avoir des propriétés indésirables (voir Robert et Ca-
sella, 1999, Exercice 2.5).

Marsaglia et Zaman (1993) ont développé un générateur uniforme simple à ra-
cines multiples dont la période est supérieure à 295 ; voir Robert et Casella (2004,
Note 2.6.1) pour plus de détails.

6.6.2 Les logiciels BUGS et CODA

Spiegelhalter et al. (1995a,b,c) de la MRC Biostatistics Unit de Cambridge, en
Angleterre, ont développé un logiciel MCMC. Ce logiciel offre différentes possi-
bilités pour programmer un échantillonneur de Gibbs partiellement automatique
(BUGS signifie Bayesian inference Using Gibbs Sampling). Il s’agit d’un langage
informatique, ressemblant au C ou à R, et fondé sur des déclarations sur le
modèle, les données et les spécifications a priori, éventuellement hiérarchiques ;
ce langage autorise une grande variété de transformations de la plupart des
distributions standard. BUGS produit un échantillon de Gibbs, fait de valeurs si-
mulées des paramètres, après un nombre arbitraire d’itérations d’échauffement,
et pour un intervalle entre valeurs retenues lui aussi arbitraire.

Une restriction importante sur la modélisation a priori est que des lois a priori
conjuguées ou des densités log-concaves doivent être utilisées pour permettre
soit une simulation standard, soit l’utilisation de l’algorithme ARMS de Gilks
et al. (1995), mais des lois plus complexes peuvent être prises en compte par
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discrétisation de leur support. L’autre restriction est que des lois a priori im-
propres ne peuvent pas être utilisées et doivent être remplacées par des lois a
priori vagues, c’est-à-dire de grande variance a priori.

Le logiciel BUGS se complète d’un logiciel de diagnostic de convergence56, CODA,
qui comporte les méthodes d’évaluation de convergence MCMC les plus cou-
rantes. Ce “package” S-Plus a été développé par Best et al. (1995) et peut être
utilisé indépendamment de BUGS. Les méthodes mises en œuvre dans CODA sont
décrites dans Robert et Casella (2004, Chapitre 12) : elles incluent les diagnos-
tics de convergence de Gelman et Rubin (1992), Geweke (1992), Heidelberger et
Welch (1983), Raftery et Lewis (1992a), ainsi que les tracés d’autocorrélation
pour chaque variable et les corrélations croisées entre variables.

6.6.3 Mélanges cachés

La décomposition hiérarchique (6.19) sur laquelle repose l’échantillonnage de
Gibbs est aussi utile pour la sélection de la loi a priori, lorsque la distribution
d’échantillonnage n’appartient pas à une famille exponentielle et qu’il n’existe
pas de loi a priori conjuguée. C’est le cas par exemple pour les lois de Student
et du khi deux décentré. Une décomposition de f(x|θ) de la forme

f(x|θ) =

Z
f(x|θ, z)g(z|θ) dz

peut alors permettre une modélisation a priori de θ via des lois a priori
conjuguées (pour f(x|θ, z) ou g(z|θ)). Comme dans la Section 3.3.3, nous ap-
pelons cette représentation mélange caché, pour marquer la différence avec les
problèmes de mélanges standard pour lesquels la structure de mélange elle-même
est d’intérêt ; voir aussi la Note 3.8.3.

Exemple 6.26. Soit x ∼ χ2
p(θ), une observation tirée d’une loi du khi deux

décentré.Cette loi peut s’écrire comme le mélange

x|θ, z ∼ χ2
p+2z,

z|θ ∼ P(θ/2).

Donc seul g(z|θ) dépend de θ et une loi a priori possible pour θ est G (α, β),
puisqu’il s’agit de la loi conjuguée pour la loi de Poisson. ‖

Exemple 6.27. Soit x|μ, σ ∼ T (m,μ, σ2), avec θ = (μ, σ) inconnu. En se
fondant sur la représentation de Dickey (1968),

x|θ, z ∼ N (μ, z), z|σ2 ∼ I G (m/2,mσ2/2),

on peut proposer
μ ∼ N (ξ, τ 2), σ2 ∼ G (α, β),

comme loi a priori et on obtient

56Ces deux logiciels sont actuellement disponibles sur le site de la MRC Biosta-
tistics Unit, à l’adresse www.mrc-bsu.cam.ac.uk.
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z|x, θ ∼ I G

„
m+ 1

2
,
mσ2 + (x− μ)2

2

«
,

σ2|x, z ∼ G (α+ (m/2), β + (m/2z)), (6.32)

μ|x, z ∼ N

„
zμ+ τ 2x

z + τ 2
,
zτ 2

z + τ 2

«
.

Les lois conditionnelles (6.32) permettent directement une simulation par échan-
tillonnage de Gibbs. Notons la différence avec l’exemple normal classique (voir la
Section 4.4). Dans ce cas, σ2 suit une loi a priori gamma plutôt qu’inverse gamma
et, fait plus important, μ et σ sont a priori indépendants. La décomposition
conditionnelle mène donc à une modélisation plus satisfaisante que dans le cas
normal. ‖

Recourir à une structure de mélange caché pour f(x|θ) ou pour π(θ) simplifie
bien entendu la simulation de π(θ|x) par échantillonnage de Gibbs lorsque la loi
a posteriori n’est pas disponible.

Exemple 6.28. (Suite de l’Exemple 6.27) Si, dans un but de robustesse,
la loi a priori est en fait

μ ∼ T (ν, ξ, τ 2), σ2 ∼ G (α, β),

la représentation en mélange caché correspondante est

μ|δ ∼ N (ξ, δ), δ ∼ I G (ν/2, ντ 2/2),

et la simulation de π(μ, σ|x) peut être obtenue par échantillonnage de Gibbs,
via les lois conditionnelles suivantes :

z|x, θ ∼ I G

„
m+ ν

2
,
mσ2 + (x− μ)2

2

«
,

σ2|x, z ∼ G (α+ (m/2), β + (m/2z)),

μ|x, z, δ ∼ N

„
δμ+ τ 2x

δ + τ 2
,
δτ 2

δ + τ 2

«
,

δ|θ ∼ I G

„
ν + 1

2
,
ντ 2 + (x− μ)2

2

«
.

‖

6.6.4 Lois a posteriori impropres

Comme l’a souligné la Note 1.8.3, des lois a priori π qui satisfontZ
Θ

π(θ)f(x|θ)dθ = ∞

ne peuvent pas être utilisées. Cette condition est difficile à vérifier pour des
modèles complexes et il existe de nombreuses situations où (a) une vérification
analytique est impossible ; et (b) les lois conditionnelles obtenues à partir de
π(θ)f(x|θ) sont propres. Considérons, par exemple, le cas de l’Exemple 6.19 :
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lorsque B tend vers l’infini, la loi jointe sur (θ, λ) n’est pas définie ; les lois condi-
tionnelles sont cependant des lois exponentielles standard E xp(λ) et E xp(θ)
(Exercice 6.55). Une difficulté supplémentaire est qu’un échantillonneur de
Gibbs fondé sur ces lois conditionnelles peut très bien ne pas mettre en évidence
le caractère impropre de la loi a posteriori (voir Hobert et Casella, 1996).

Exemple 6.29. Soit le modèle à effets aléatoires usuel (1 ≤ i ≤ I, 1 ≤ j ≤ J)

yij = θ + ui + εij , ui ∼ N (0, σ2), εij ∼ N (0, τ 2) .

La loi a priori de Jeffreys correspondante est π(θ, τ 2, σ2) = 1/σ2τ 2. Alors (voir
Robert et Casella, 2004, Exemple 10.31 et Problème 10.25), la loi a posteriori
jointe de (θ, τ 2, σ2) n’est pas définie, tandis que les lois conditionnelles le sont
et peuvent (hélas !) être utilisées dans un échantillonneur de Gibbs. ‖

Malgré l’impossibilité fondamentale d’utiliser pour une inférence bayésienne des
loi a posteriori impropres, qui sont effectivement des mesures f(x|θ)π(θ) de
masse infinie, il existe des cas où de telles mesures peuvent être utiles. En
particulier, il est possible d’augmenter artificiellement le paramètre θ par un
paramètre auxiliaire α et d’introduire une loi a priori impropre π(α) telle que
la loi a posteriori jointe π(α, θ|x) = π(α)π(θ)f(x|θ) soit aussi impropre, tout
en préservant le caractère propre de la densité correctement définie π(θ|x) à
l’intérieur de la châıne de Markov.

Exemple 6.30. (Meng et Van Dyk, 1999) Une loi de Student t de paramètre
θ = (μ, σ), T (ν, μ, σ2), peut s’écrire

x = μ+ σy1/(νy2)
1/2, avec y1 ∼ N (0, 1), y2 ∼ χ2

ν .

(voir l’Exercice 1.1 et l’Exemple 3.17). Si on introduit α > 0 tel que

x|y2 ∼ N (μ, ασ2/(νy2)), y2 ∼ αχ2
ν ,

cela ne change pas le modèle étudié puisque la quantité α/y2 ne dépend pas
de α. Le paramètre α n’est donc pas identifiable et, pour une loi a priori sur α
impropre, disons π(α) = α−1 exp(−β/α), la loi a posteriori marginale de α est
égale à sa loi a priori : la loi a posteriori jointe de (θ, α) n’est pas définie.

Il est cependant possible de créer une châıne de Markov (y
(t)
2 , θ

(t), α(t)) par une
méthode simple d’augmentation de données, appliquée aux lois conditionnelles
complètes obtenues à partir de

π(α)π(μ, σ)f(x|μ, α, σ, y2)f(y2|α)

et telles que (a) cette mesure σ-finie soit stationnaire pour cette châıne ; et (b)
la sous-châıne (θ(t)) converge vers la loi a posteriori bien définie π(θ|x). ‖

Les lois a posteriori impropres apparaissent alors comme des outils permettant
d’accélérer l’exploration de l’espace des paramètres Θ par des châınes de Mar-
kov nulles récurrentes ou même transientes, dans des espaces plus grands ; voir
Casella (1996), Meng et Van Dyk (1999), Hobert (2000a,b), et Liu et Wu (1999)
pour plus de détails.
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6.6.5 Algorithmes MCMC dans des modèles dynamiques

Nous avons introduit dans la Section 4.5 divers modèles dynamiques et souligné
le fait que la complexité de l’espace des paramètres induite par les contraintes
de stationnarité ainsi que l’absence d’expression explicite pour la vraisemblance
imposent le recours à des algorithmes MCMC. Les représentations à espace
d’état des Sections 4.5.3 et 4.5.4 et la reparamétrisation du Lemme 4.24 jouent
un rôle clé dans l’obtention d’échantillonneurs de Gibbs pour ces modèles.

Par exemple, dans le modèle AR(p), les �j (1 ≤ j ≤ p) sont des fonctions
linéaires des autocorrélations partielles ψk (1 ≤ k ≤ p), lorsque les ψ� (� �= k)
sont fixés :

�j = akj + bkjψk ,

avec (1 ≤ � ≤ i− 1)

aii = ψi, b
ii = 0, ai� = a(i−1)� − ψia

(i−1)(i−�), bi� = 0, si i < k

aii = 0, bii = 1, ai� = a(i−1)�, bi� = −a(i−1)(i−�) si i = k

aii = ψi, b
ii = 0, ai� = a(i−1)� − ψia

(i−1)(i−�), bi� = b(i−1)� − ψib
(i−1)(i−�)

si i > k

et
aik = api , bik = bpi (1 ≤ i ≤ p) .

Donc, si les ψi sont simulés un par un, la vraisemblance (4.24) a une structure
normale

TY
t=1

exp

(
− 1

2σ2

 
xt − μ−

pX
j=1

(aij + bijψi)(xt−j − μ)
!2)

.

Une décomposition conditionnelle similaire peut être utilisée pour les modèles
MA(q) et ARMA(p, q) des Sections 4.5.3 et 4.5.4, en tirant profit de la structure
linéaire de la représentation à espace d’état qui préserve la structure normale.
Des solutions alternatives fondées sur la représentation récursive (4.28) et sur
des étapes de Metropolis-Hastings ont été étudiées dans Billio et al. (1998).

6.6.6 Retour à l’estimation de mélange

L’importance des mélanges de distributions standard comme outils de modé-
lisation ne peut pas être minimisée : ces modèles se situent à la frontière des
modélisations paramétrique et non paramétrique et permettent la description
de phénomènes plus complexes (relativement aux lois standard), tout en respec-
tant le principe de parcimonie (c’est-à-dire permettant le recours à un nombre
raisonnable de paramètres pour décrire un phénomène). Ce point est illustré
par la construction de lois a priori dans les Notes 3.8.3 et 6.6.3. Les modèles
de mélange apparaissent en analyse bayésienne non paramétrique, comme, par
exemple, avec les processus de Dirichlet (voir les Notes 1.8.2 et 6.6.7). Ils jouent
également un rôle important dans les problèmes de classification (voir Bensmail
et al., 1997) et en détection de valeurs aberrantes (Verdinelli et Wasserman,
1992).

Le traitement classique de l’estimation de mélanges finis de lois est présenté
dans Titterington et al. (1985) et MacLachlan et Basford (1987). Il remonte à
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Pearson (1894), qui proposa une méthode d’estimation fondée sur les moments
et sur la résolution d’une équation polynomiale de degré 9.

Pour une estimation par maximum de vraisemblance, Dempster et al. (1977) et
Redner et Walker (1984) ont développé un algorithme dit algorithme EM (pour
Expectation-Maximisation) qui est extraordinairement populaire (voir Meng et
Van Dyk, 1997 et MacLachlan et Krishnan, 1997). Cet algorithme est fondé
sur la même augmentation de données que l’échantillonnage de Gibbs. Pour une
vraisemblance complétée donnée Lc(θ|x, z), l’algorithme EM fonctionne comme
suit.

Algorithme 6.10. –Éspérance-Maximisation (EM)–
À l’itération m,

1. Calculer
Q(θ|θ̂(m),x) = Eθ̂(m)

[logLc(θ|x, z)|x] ,

où l’espérance est par rapport à k(z|θ̂m,x) (étape E) .

2. Maximiser Q(θ|θ̂(m),x) en θ et prendre (étape M)

θ(m+1) = arg max
θ

Q(θ|θ̂(m),x).

La validité de cet algorithme tient au fait que la vraisemblance observée aug-
mente à chaque itération (Exercice 6.56). La suite (θ̂(m))m converge donc vers
un point stationnaire de la vraisemblance observée (qui peut être un maximum
local ou un point-selle) ; voir Robert et Casella (1999, Section 5.3.3) pour plus
de détails.

Puisque la convergence de l’algorithme EM dépend du point initial θ̂(0) et que
cet algorithme requiert le calcul de l’espérance dans l’étape E, certains auteurs,
notamment Broniatowski et al. (1983), Celeux et Diebolt (1990), Qian et Tit-
terington (1991) et Lavielle et Moulines (1997), ont proposé des extensions sto-
chastiques de l’algorithme EM.

D’un point de vue bayésien, une étude plus détaillée des méthodes MCMC pour
les mélanges est proposée dans Robert (1996a), Roeder et Wasserman (1997),
Robert et Mengersen (1999), Celeux et al. (2000), Stephens (2000) et Marin et al.
(2004). En particulier, Celeux et al. (2000) montrent que l’ordre des paramètres
utilisé pour assurer l’identifiabilité peut avoir des effets désastreux sur l’inférence
résultante ; ces auteurs construisent des fonctions spécifiques de coût pour venir
à bout du problème de non-identifiabilité.

L’échantillonnage de Gibbs et d’autres méthodes MCMC ont donc permis des
améliorations considérables de l’approche bayésienne des modèles de mélange,
non seulement pour leur estimation, comme nous l’avons expliqué ci-dessus,
mais aussi pour les procédures de tests et la modélisation, puisque des tests
bayésiens sur le nombre de composantes d’un mélange ont été proposés (Men-
gersen et Robert, 1996, Richardson et Green, 1997). De plus, ces études ont
aussi mis en lumière des extensions non informatives intéressantes. Comme il
est mentionné dans l’Exercice 1.56, les propriétés particulières des modèles de
mélange empêchent l’utilisation de lois a priori impropres de la forme



366 6 Méthodes de calcul bayésien

kY
i=1

π1(μi, σi) .

En fait, dans la décomposition (6.6) de la loi a posteriori comme une somme sur
toutes les partitions possibles, certaines de ces partitions n’attribuent aucune
observation à une composante donnée i∗ du mélange. La loi a priori sur les
paramètres correspondants (μi∗ , σi∗) doit donc être propre.

Cependant, comme Mengersen et Robert (1996) l’ont montré, une loi a priori
impropre peut malgré tout être utilisée si les paramètres de composante sont a
priori dépendants. Par exemple, le modèle de mélange peut être reparamétrisé en
termes d’un paramètre global de position-échelle (μ, τ ), de loi a priori π(μ, τ ) =
1/τ . Dans ce cas, l’information a priori à fournir peut se réduire au choix d’un
hyperparamètre unique ξ > 0. En effet, si (6.25) s’écrit

p1N (μ, τ 2) + (1 − p1)
˘
p2N (μ+ τθ1, τ

2σ2
1)

+(1 − p2)
˘
p3N (μ+ τθ1 + τσ1θ2, τ

2σ2
1σ

2
2) + . . .

¯¯
,

une loi a priori acceptable est pi ∼ Be(1/2, 1/2), θi ∼ N (0, ξ2) et σi ∼
(1/2)U[0,1] + (1/2)Pa(2, 1), cette dernière loi étant justifiée en tant que loi
uniforme soit pour σi, soit pour 1/σi ; voir Roeder et Wasserman (1997) et Ro-
bert et Titterington (1998) pour des propositions similaires.

6.6.7 Échantillonnage de Gibbs pour les processus de Dirichlet

Nous avons mentionné dans la Note 1.8.2 l’intérêt de l’utilisation de processus
de Dirichlet pour l’estimation bayésienne non paramétrique. Nous indiquons ici
comment l’échantillonnage de Gibbs peut être mis en œuvre dans le cas gaussien.

Soient xi ∼ N (θi, σ
2
i ) (1 ≤ i ≤ n) avec (θi, σ

2
i ) ∼ π et π distribué comme un

processus de Dirichlet D(α, π0). Comme nous l’avons déjà mentionné dans la
Note 1.8.2, π0 est l’espérance a priori de π et α est un degré de concentration
autour de π0. La loi marginale correspondante est un mélange de lois normales,
dont le nombre de composantes est aléatoire et compris entre 1 et n. Le fait
que le nombre de composantes puisse être aussi élevé que la taille d’échantillon
reflète le caractère non contraignant de cette modélisation et peut être relié
au fait que l’estimateur usuel à noyau recourt toujours à n composantes. Une
autre conséquence importante de cette modélisation est que les lois a priori
conditionnelles des (θi, σ

2
i ) peuvent s’écrire

π[(θi, σ
2
i )|(θj , σ

2
j )j �=i] = α(α+ n− 1)−1π0(θi, σ

2
i ) (6.33)

+(α+ n− 1)−1
X
j �=i

I((θi, σ
2
i ) = (θj , σ

2
j )).

La décomposition (6.33) met en évidence l’effet modérateur de l’a priori de
Dirichlet : de nouvelles valeurs de (θ, σ2) n’apparaissent qu’avec une probabilité
α/(α+ n− 1).

Une loi conditionnelle similaire peut être obtenue a posteriori, à savoir pour les
observations x1, . . . , xn,

π[(θi, σ
2
i )|(θj , σ

2
j )j �=i, xi] = qi0π0(θi, σ

2
i |xi)

+
X
j �=i

qijI((θi, σ
2
i ) = (θj , σ

2
j )), (6.34)
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où qi0 +
P

j �=i qij = 1 et (i �= j)

qi0 ∝ α
Z
e−(xi−θi)

2/2σ2
i σ−1

i π0(θi, σ
2
i )dθidσ

2
i , qij ∝ e−(xi−θj)2/2σ2

j σ−1
j .

Pour les lois conditionnelles (6.34), (θi, σ
2
i ) est un nouveau paramètre avec pro-

babilité qi0 et est égal à un autre paramètre avec probabilité 1 − qi0. Donc,
l’échantillonnage de Gibbs peut être mis en œuvre en simulant successivement
ces lois conditionnelles pour chaque i et en proposant comme loi marginale
pour (x1, . . . , xn) un mélange de k lois normales, où k est le nombre de valeurs
différentes parmi les simulations (θi, σ

2
i ). Notons que ce nombre k varie à chaque

itération.

Une autre conséquence de cette représentation est que, si on s’intéresse à la
densité prédictive f , il est possible de simuler un échantillon de taille T de la

loi π(θ, σ2|x1, . . . , xn), (θ(t), σ(t)2) (t = 1, . . . , T ), en simulant successivement
(θi, σ

2
i ) (1 ≤ i ≤ n) selon (6.34) et (θn+1, σ

2
n+1) selon

π(θn+1, σ
2
n+1) = π[(θn+1, σ

2
n+1)|(θi�=n+1, σ

2
i�=n+1)]

= α(α+ n)−1π0(θn+1, σ
2
n+1)

+(α+ n)−1
nX

j=1

I((θn+1, σ
2
n+1) = (θj , σ

2
j )).

La densité prédictive peut être alors estimée par

1

T

TX
t=1

f(x|θ(t), σ(t)2) , (6.35)

et est donc du même ordre de complexité qu’un estimateur de la densité à
noyau, puisqu’elle fait formellement intervenir T termes. En fait, l’échantillon

des (θ(t), σ(t)2) comporte un petit nombre de valeurs simulées selon π0(θn+1,
σ2

n+1) et principalement des valeurs (θi, σ
2
i ) (1 ≤ i ≤ n) elles aussi simulées

selon π0, mais avec des répliques. Des améliorations de cette méthode directe
de simulation de processus de Dirichlet a priori sont proposées dans Escobar
et West (1995), comme le calcul du nombre de composantes dans la loi des
(θi, σ

2
i ) (1 ≤ i ≤ n). Cependant, le choix des hyperparamètres est relativement

important pour de bonnes performances de l’estimateur résultant.
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Choix et comparaison de modèles

“Right this minute, wherever he is, Galad is puzzling over some-
thing he may never have faced before. Two things that are right, but
opposite.”

Robert Jordan, The Fires of Heaven.

7.1 Motivations

Nous l’avons vu dans le Chapitre 5 : le choix de modèle peut être considéré
comme un cas particulier de la théorie des tests. Les raisons pour lesquelles
nous avons traité ce problème à part sont présentées ci-dessous. Ce chapitre
devrait être accessible sans autre pré-requis sur le choix de modèle que l’idée
simple que c’est un outil pour comparer des modèles et éventuellement en
choisir un parmi ceux-ci.

Du point de vue conceptuel, la procédure inférentielle dépasse le cadre du
Chapitre 5 : nous travaillons maintenant sur des modèles et non plus sur des
paramètres. Ainsi, pour un problème donné, le choix entre un modèle exponen-
tiel et un modèle de Weibull sera certainement plus lourd de conséquences que
de décider si un paramètre θ vaut 1 ou 1.2, par exemple. En d’autres termes,
l’incertitude sur la distribution d’échantillonnage f(x) est ici très grande et
dépasse largement le cadre des chapitres précédents, où elle portait seulement
sur la valeur d’un paramètre inconnu (de dimension finie).

Du point de vue de la modélisation, le choix de modèle relève plus de l’es-
timation que des tests classiques. Par rapport au Chapitre 5, où nous avons
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vu que tester l’hypothèse H0 : θ ∈ Θ0 est équivalent à estimer la fonction
indicatrice IΘ0 , le choix de modèle peut consister à choisir entre plusieurs pos-
sibilités, disons les modèles M1, . . . ,Mp, et la décision sur “le” modèle revient
à estimer l’indice μ ∈ {1, . . . , p} associé à ce modèle (ou, plus exactement, à
trouver la distribution a posteriori de cet indice). Naturellement, il existe de
nombreux cas où il faut choisir de façon ferme et définitive le meilleur modèle
(c’est-à-dire le modèle le plus approprié compte tenu des données), mais cela
semble moins catégorique que de décider si l’hypothèse H0 est vraie.

Du point de vue numérique, le choix de modèle met en jeu des structures
plus complexes qui nécessitent presque systématiquement le recours à des tech-
niques numériques avancées comme celles du Chapitre 6. D’où la séparation
entre le Chapitre 5 et le présent chapitre, qui nous permet également de re-
venir au calcul des facteurs de Bayes et pseudo-facteurs de Bayes à l’aide de
méthodes de Monte Carlo et MCMC (Section 7.3). En réalité, la comparaison
de modèles implique l’emploi d’outils encore plus évolués que ceux du Chapitre
6. C’est pourquoi nous présenterons dans la Section 7.3.4 des méthodes de si-
mulation permettant de manipuler des collections d’espaces de paramètres
(aussi appelés espaces de dimension variable) et conçues spécialement pour le
choix de modèle.

Enfin, comme nous le sous-entendions ci-dessus en parlant d’élargissement
du cadre d’inférence, nous allons laisser un moment le domaine bien balisé
des modèles paramétriques : à plusieurs reprises dans ce chapitre, nous nous
retrouverons dans des cas pour lesquels la “vraie” distribution f est inconnue
et où nous essayons de déterminer la distance entre f et une (ou plusieurs)
familles de distributions {fθ; θ ∈ Θ}. Pour les tests de validité d’ajustement
de la Section 7.6 par exemple, nous avons besoin d’un estimateur non pa-
ramétrique de f . Nous rencontrerons des problèmes analogues pour la sélection
de variables (Section 7.5), où une solution est d’introduire un modèle imbri-
quant, différent du vrai modèle.

Il reste que beaucoup des idées exposées dans ce chapitre le sont aussi dans
le Chapitre 5, étant donné que les techniques employées sont similaires, prin-
cipalement les probabilités a posteriori et les facteurs de Bayes. De nombreux
auteurs utilisent cet argument pour minimiser les différences entre les tests
classiques et le choix de modèle. Voir par exemple Berger et Pericchi (2001),
dont l’étude sur le choix de modèle comprend surtout des exemples de tests
d’hypothèses nulles comme H0 : θ = 0.

Le choix de modèle, ainsi que les sujets connexes de sélection de variables
et de tests de validité d’ajustement ont été l’objet d’une attention considérable
ces dernières années, en partie grâce au développement de nouvelles méthodes
numériques, et nous n’en présentons ici qu’une vision très partielle. Les lec-
teurs désireux d’approfondir le sujet pourront consulter par exemple le recueil
d’articles édité par Racugno (1999).
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7.1.1 Choix entre plusieurs modèles

Le choix de modèle semble s’affranchir du paradigme bayésien dans le sens
où la distribution d’échantillonnage f elle-même n’est pas connue précisément.
Cette incertitude rend difficile le conditionnement par rapport à l’observation
x. Ce changement de paradigme apparâıtra encore plus nettement dans la
Section 7.6 où nous chercherons à répondre à la question : f appartient-elle à
la famille {fθ; θ ∈ Θ} ?, l’hypothèse alternative étant complètement ouverte.
Considérons d’abord le cadre plus restrictif dans lequel plusieurs modèles (pa-
ramétriques) sont en concurrence,

Mi : x ∼ fi(x|θi), θi ∈ Θi, i ∈ I ,

l’ensemble I des indices pouvant être éventuellement infini. Dans ce cas,
le point de vue bayésien est plus facile à appliquer : on peut envisager de
construire une distribution a priori pour chaque modèle Mi comme s’il s’agis-
sait du seul vrai modèle considéré.

Le cadre minimal consiste à choisir parmi un nombre réduit de modèles.
Ces modèles ont pu être sélectionnés pour des raisons très variées, des plus
simples, comme l’historique de la discipline ou la commodité de calcul, aux
plus compliquées et mieux justifiées.

Exemple 7.1. Dans l’Exemple 1.5, nous avons vu un jeu de données analysé
par Lenk (1999) et étudiant la corrélation entre le taux de chômage et le
nombre mensuel d’accidents dans le Michigan entre 1978 et 1987. En fait,
avant de s’intéresser au lien entre les deux variables, on pourrait proposer
deux modèles différents pour le nombre d’accidents N dans un mois :

M1 : N ∼Poi(λ), λ > 0

et
M2 : N ∼ N eg(m, p), m ∈ N

∗ , p ∈ [0, 1] .

‖

Dans des cas plus compliqués, il y a trop peu d’information disponible pour
éliminer un nombre substantiel de modèles et, par conséquent, l’ensemble de
ceux qui restent à considérer est grand. Nous sommes alors plus proches d’une
perspective non paramétrique.

Exemple 7.2. Un exemple cité dans la plupart des ouvrages portant sur l’es-
timation de mélanges est celui des données galactiques. D’abord abordé par
Roeder (1992), il a ensuite été analysé par, entre autres, Chib (1995), Escobar
et West (1995), Phillips et Smith (1996), Richardson et Green (1997) Roeder
et Wasserman (1997) et Robert et Mengersen (1999). Il consiste en l’obser-
vation de quatre-vingt-deux vitesses de galaxies, représentées sur la Figure
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7.1. Pour des raisons liées à l’Astrophysique, cet ensemble peut être modélisé
par un mélange de distributions normales dont le nombre de composantes k
est inconnu. (Une composante du mélange est associée à un groupement de
galaxies.) Les modèles en concurrence sont donc

Mi : nj ∼
i∑

�=1

p�i N (μ�i, σ
2
�i) , (7.1)

pour i allant de 1 à une borne supérieure arbitraire. ‖
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Fig. 7.1. Histogramme des données galactiques de Roeder (1992).

Dans d’autres contextes, comme celui de la sélection de covariables (ou va-
riables explicatives) (Section 7.5), le nombre de modèles à considérer augmente
de façon très importante avec l’inclusion de diverses combinaisons possibles
de covariables.

Exemple 7.3. (Gelfand, 1996) Pour évaluer la vitesse de croissance de cinq
orangers, on mesure leurs circonférences (yit pour l’arbre i) à différents âges
Tt. Les résultats sont présentés en Table 7.1. Les modèles étudiés sont (i =
1, · · · , 5, t = 1, . . . , 7)

M1 : yit ∼ N (β10 + b1i, σ
2
1)

M2 : yit ∼ N (β20 + β21Tt + b2i, σ
2
2)

M3 : yit ∼ N

(
β30

1 + β31 exp(β32Tt)
, σ2

3

)

M4 : yit ∼ N

(
β40 + b4i

1 + β41 exp(β42Tt)
, σ2

4

)
,

où les bji sont des effets aléatoires, distribués selon une loi N (0, τ2). Ces
modèles sont construits selon la graduation suivante : M1 est un modèle à effet
individuel simple–sans effet temporel ; dans M2, l’effet temporel est linéaire ;
la dépendance temporelle devient non linéaire dans M3 et on ajoute en sus
des effets individuels pour obtenir le modèle M4. ‖
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L’Exemple 7.3 montre bien qu’il y a souvent beaucoup d’arbitraire lors de
la création de familles de modèles pour la sélection. De même, dans l’Exemple
7.2, l’hypothèse de normalité a été retenue pour son côté pratique et non pour
des motivations concrètes issues de l’Astrophysique.

Tab. 7.1. Circonférences de cinq orangers (en millimètres) pour différents âges (en
jours). (Source : Gelfand, 1996.)

arbre
jours 1 2 3 4 5

118 30 33 30 32 30
484 58 69 51 62 49
664 87 111 75 112 81
1004 115 156 108 167 125
1231 120 172 115 179 142
1372 142 203 139 209 174
1582 145 203 140 214 177

On perçoit bien dans les Exemples 7.1 à 7.3 une difficulté fondamentale
liée au choix de modèle : alors qu’aucun modèle n’est rigoureusement exact,
plusieurs modèles peuvent convenir dans une situation donnée. Se forcer à
choisir un et un seul modèle reproduit donc le problème rencontré dans le
Chapitre 5, où les procédures de test dont les valeurs sont restreintes à {0, 1}
semblaient inadaptées. En particulier, l’incertitude quant au modèle retenu
n’est pas prise en compte. (Ce problème trouvera une solution radicale dans
la Section 7.4 où on évite complètement le choix d’un modèle particulier.)

Dans l’Exemple 7.2 comme dans l’Exemple 7.3, certains modèles sont des
sous-modèles d’autres modèles. Cela crée un problème imbriqué supplémen-
taire. Ainsi, dans l’Exemple 7.2, un mélange à k composantes est un sous-
modèle d’un mélange à (k+p) composantes, avec p composantes de poids nuls.
Alors que, du point de vue de la modélisation, on a toujours intérêt à prendre
le modèle le plus complet, la décision est moins évidente d’un point de vue
statistique, puisque ce choix nécessitera d’estimer un plus grand nombre de
paramètres à partir du même échantillon ! Un critère de choix de modèle doit
donc non seulement mesurer l’ajustement57 aux données, mais aussi prendre
en compte les erreurs d’estimation.

57On parle de surajustement lorsqu’on bâtit un modèle qui s’accorde exception-
nellement bien aux données courantes mais dont les performances de prévision sont
très médiocres. Cette opposition entre ajustement et erreur d’estimation étend l’op-
position entre biais et variance rencontrée en Statistique classique et, en particulier,
dans l’approche bayésienne empirique (Chapitre 10).



374 7 Choix et comparaison de modèles

7.1.2 Champs d’application

Les exemples précédents le montrent bien, le choix de modèle n’est pas
une procédure (d’estimation) monolithique, mais peut être employé pour de
nombreuses raisons qui ne sont pas toujours évidentes pour (ou qui ne sont pas
toujours énoncées explicitement par) l’expérimentateur (ou le “client”). Par
conséquent, il semble impossible de se placer dans un cadre strict de Théorie
de la Décision (ou tout du moins de préserver le même cadre pour toutes les
utilisations envisagées). Parmi ces applications possibles, le choix de modèle
peut être utile comme

(i) une première étape dans la construction d’un modèle, comme dans l’Ex-
emple 7.1, lorsque l’intuition suggère quelques modèles et que l’expérimen-
tateur veut déterminer lequel réalise le “meilleur” ajustement des données
disponibles. Il ne s’agit là que d’un premier pas vers la Statistique non
paramétrique, dans la mesure où il n’y a aucune raison de penser que l’un
des modèles considérés est correct.

(ii) inversement, une dernière étape de la vérification de modèles, comme dans
l’Exemple 7.3. Un modèle ou une famille de modèles ont été choisis pour
diverses raisons théoriques ou pratiques et on cherche à savoir s’ils corres-
pondent aux données. De même, dans le domaine des tests d’adéquation, le
modèle n’est pas clairement défini en dehors de l’hypothèse nulle (comme
nous l’expliquerons dans la Section 7.6).

(iii) une aide à l’amélioration de modèles, comme pour passer de M1 à M2 ou
de M3 à M4 dans l’Exemple 7.3. Étant donné un modèle, éventuellement
validé par un test d’adéquation, le but est d’étudier des modifications
pour améliorer l’ajustement, ou, en d’autres termes, d’imbriquer le modèle
existant dans une classe de modèles pour vérifier que le choix initial est
suffisamment bon.

(iv) au contraire, un outil pour l’élagage de modèles58, lorsque le modèle
considéré est jugé trop compliqué pour être d’une quelconque utilité pra-
tique, comme dans l’Exemple 7.2 avec k = 50, ou lorsque, en vertu du prin-
cipe de parcimonie (Note 6.6.6), on souhaite examiner des sous-modèles
plus simples pour voir s’ils s’ajustent assez bien aux données. C’est le cas
en particulier dans le cadre de la sélection de variables, où on a à sa dis-
position un grand ensemble de covariables et on souhaite ne conserver que
les plus importantes.

(v) plus simplement, une comparaison entre modèles, lorsqu’on hésite entre
quelques modèles qui convenaient bien lorsqu’ils étaient utilisés sur d’aut-
res échantillons et qu’on cherche un moyen de trouver celui qui a le meilleur
ajustement sur l’échantillon courant, comme dans l’Exemple 7.1.

58Cette expression prend son sens littéral lorsqu’il s’agit d’élaguer de la plupart
de ses branches un arbre de modèles possibles en sélection de variables.
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(vi) de façon plus ambitieuse, une manière de faire du test d’hypothèses, sui-
vant un protocole scientifique classique selon lequel on échafaude plusieurs
hypothèses à l’aide de considérations théoriques et où on les vérifie par
des expériences dédiées. (On pense notamment à la naissance de la théorie
de la gravitation, puis au passage à la théorie de la gravitation d’Einstein
opposée à celle de Newton, ou encore aux théories cosmologiques d’expan-
sion ou de contraction de l’Univers, voir par exemple Feyerabend, 1975.)

(vii) dans un cadre plus limité, une façon de tester l’efficacité de prévision,
comme, par exemple, dans le domaine de la finance. Contrairement à
l’application (vi), les modèles en eux-mêmes n’intéressent pas l’expéri-
mentateur qui se pose simplement la question de les évaluer en termes
de leurs performances de prévision. Dans le cadre de l’Exemple 7.2, on
pourrait ainsi chercher à évaluer la capacité pour chaque modèle d’allouer
une nouvelle galaxie au groupe de galaxies le plus adéquat.
Les applications du choix de modèle sont manifestement aussi variées que

celles de la Statistique puisqu’il existe bien peu de cas où un modèle ou une fa-
mille paramétrique donnés sont unanimement acceptés ! Citons tout de même
quelques domaines où le choix de modèle s’est révélé particulièrement utile :
en analyse d’images, lorsqu’on compare différentes structures de voisinage
(Cressie, 1993) ; pour les modèles graphiques et systèmes experts lorsqu’on
cherche à supprimer des liens entre variables (Cowell et al., 1999) ; dans les
modèles à dimensions variables, comme les modèles ARMA(p, q) avec p et q
inconnus ; pour l’inférence causale, où il s’agit de décider si A a un effet sur
B, connaissant un ensemble de variables C1, . . . , Cp (Shafer, 1996, Robins et
Wasserman, 2000).

7.2 Comparaison bayésienne de modèles

7.2.1 Modélisation spécifique de l’a priori

Comme pour d’autres problèmes, la réponse bayésienne standard consiste
à placer une distribution a priori sur les éléments inconnus, ce qui, dans le cas
présent, revient à proposer une modélisation a priori non plus seulement sur les
paramètres, mais aussi sur les modèles eux-mêmes. L’espace des paramètres
associé à l’ensemble des modèles (7.1) peut s’écrire

Θ =
⋃
i∈I

{i} ×Θi , (7.2)

l’indice de modèle μ ∈ I étant maintenant intégré à l’espace des paramètres.
Par conséquent, il suffit de savoir attribuer des probabilités pi aux différentes
valeurs d’indice, c’est-à-dire en fait aux différents modèles Mi (i ∈ I), puis
de définir des lois a priori πi(θi) sur les sous-espaces des paramètres Θi pour
appliquer, comme d’habitude, le théorème de Bayes :
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p(Mi|x) = P (μ = i|x) =
pi

∫
Θi

fi(x|θi)πi(θi)dθi

∑
j

pj

∫
Θj

fj(x|θj)πj(θj)dθj

. (7.3)

Une première solution simple est d’utiliser la modélisation a priori pour
obtenir un estimateur MAP (marginal) de μ, ce qui est équivalent à déterminer
le modèle de plus grande probabilité a posteriori p(Mi|x). On peut également
calculer directement une densité prédictive en y avec la moyenne :∑

j

pj

∫
Θj

fj(y|θj)πj(θj |x)dθj =
∑

j

p(Mj |x)mj(y) (7.4)

Néanmoins, il est souvent nécessaire de faire appel de façon plus marquée à
la Théorie de la Décision.

Le formalisme bayésien usuel ou tout du moins la modélisation a priori
se heurte ici à des difficultés nouvelles : la solution consistant à représenter
la collection de modèles par (7.2) suppose la construction d’une distribution
a priori (πi, pi) pour chaque i ∈ I, ce qui est délicat lorsque I est infini. De
plus, toutes les lois a priori πi doivent être des lois propres puisqu’il n’y a pas
unicité des facteurs d’échelles pour les lois a priori impropres, comme nous
l’avons vu dans le Chapitre 5. En outre, si certains modèles sont imbriqués
dans d’autres, c’est-à-dire si

Mi0 ⊂Mi1 ,

le choix de πi0 devrait être lié à celui de πi1 et peut-être aussi celui de pi0 à
celui de pi1 . Par exemple, si M1 = M2∪M3, il n’est pas absurde d’exiger que

p(M1) = p(M2) + p(M3) ,

ou au moins que p(M1) ≥ p(M2)+p(M3). De façon analogue, si deux modèles
Mi0 et Mi1 ne sont pas imbriqués l’un dans l’autre, la modélisation a priori
devrait pouvoir s’adapter à un troisième modèle Mi2 imbriquant Mi0 et Mi1 .
(En Économétrie, on appelle imbrication (traduction libre d’encompassing)
cette technique de création d’un supermodèle.)

Formulons une dernière remarque importante et spécifique au problème du
choix de modèle : les paramètres communs à plusieurs modèles doivent être
considérés comme des entités différentes. Ce problème est souvent négligé
dans la littérature, y compris dans Jeffreys (1961), parce que les paramètres
communs peuvent être formellement intégrés en utilisant la même loi de distri-
bution a priori, même (surtout !) quand celle-ci est impropre. Une autre façon,
moins extrême, de contourner le principe ci-dessus est de suggérer, comme
dans Berger et Pericchi (1998), que l’utilisation du même a priori impropre
pour les paramètres communs permet de régler le problème de la constante
de normalisation (Exercice 7.4), mais nous ne saurions recommander de façon
systématique cette solution spécifique.
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Exemple 7.4. (Suite de l’Exemple 7.3) Regardons de plus près les
modèles M1 et M2 : bien que β10 et β20 aient en commun le fait d’être des
intercepts, comme σ2

1 et σ2
2 celui d’être des variances, ils sont bel et bien des

quantités différentes, à cause de la présence du terme β21Tt dans le modèle
M2. En particulier, dans le cas où M2 est le vrai modèle, β10 correspond à
β20 décalé de la moyenne des β21Tt et σ2

1 est plus grand que σ2
2 à cause d’une

adéquation moins fidèle (voir l’Exercice 7.5). ‖

Le problème d’inférence n’est pas plus facile à formaliser dans le cadre de la
Théorie de la Décision, à cause de toutes les applications potentielles du choix
de modèle, décrites dans la Section 7.1.2, et qui ne sont pas nécessairement
compatibles entre elles. Le choix de modèle est en général une partie d’un
processus de décision global : le modèle est d’abord construit, puis amélioré
par extension ou réduction (comme nous l’avons expliqué dans les points
(iii) et (iv) ci-dessus). Ce n’est qu’ensuite qu’on décide de sélectionner ce
modèle comme le “vrai” modèle en vue d’applications futures. Trouver une
fonction de coût tenant compte de toutes ces étapes est clairement impos-
sible, mais c’est envisageable si on s’intéresse plus spécifiquement à l’étape
de sélection. Par exemple, les moyennes de modèles comme celle décrite en
(7.4) ne sont pas acceptables de ce point de vue parce que la procédure d’esti-
mation, en incluant tous les modèles compatibles avec les données, pèche par
excès d’indécision ! Si on ne dispose d’aucune (ou de trop peu) d’information
sur les conséquences d’un mauvais choix de modèle et qu’on est par conséquent
incapable de construire une fonction de coût, L(μ, d) ou L((μ, θμ), (d, ϑ)),
d’aide à la décision, une solution, défendue à la fin de la Section 7.1.1, est
de prévenir le surapprentissage en introduisant dans la fonction de coût des
termes de pénalisation portant sur le nombre de paramètres du modèle (c’est-
à-dire sa taille). Ce point est détaillé dans la Section 7.2.3. Voir aussi Carota
et al. (1996) pour une façon de juger les modèles à l’aide de la Théorie de la
Décision, relevant plus du point (iii) ci-dessus et faisant usage des divergences
de Kullback-Leibler comme dans la Section 7.5.

Une autre difficulté réside dans le calcul de densités prédictives et margi-
nales et d’autres quantités à évaluer dans le cadre du choix de modèle. Il ne
s’agit bien sûr pas d’un problème spécifique au choix de modèle (voir le Cha-
pitre 6), mais un certain nombre de particularités plaident pour la recherche
de solutions sur mesure :

(i) Les espaces de paramètres sont souvent de dimension infinie, comme dans
(7.1), ce qui oblige à faire appel à des notions plus compliquées de théorie
de la mesure.

(ii) Le fait de devoir intégrer sur plusieurs espaces de paramètres pour évaluer
des quantités a posteriori ou prédictives augmente d’autant le temps de
calcul nécessaire, sans possibilité, en général, d’exporter les résultats des
calculs d’un sous-espace à un autre.
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(iii) L’implémentation d’algorithmes MCMC (Chapitre 6) dans un espace de
paramètres vu comme somme directe de différents sous-espaces nécessite
des techniques markoviennes plus élaborées.

(iv) Dans certains contextes, comme celui de la sélection de variables, la col-
lection de modèles est finie mais exponentiellement grande et elle ne peut
donc pas être explorée intégralement.

Dans tous les cas, sauf peut-être pour les modèles les plus simples, on a donc
recours à des techniques numériques (approximatives) avancées, car il est im-
possible d’obtenir une représentation analytique et exacte de la loi a posteriori.
Nous détaillons ces techniques en Section 7.3.

7.2.2 Facteurs de Bayes

Une fois définies la modélisation (7.1) et les distributions a priori cor-
respondantes, la procédure inférentielle est assimilable à un problème de
test générique. La solution proposée par Kass et Raftery (1995) et soute-
nue également par Berger et Pericchi (2001) est de faire appel aux facteurs de
Bayes. Par exemple, dans le cas de la comparaison des modèles M1 et M2 :

B12 =
P (M1|x)
P (M2|x)

/P (M1)
P (M2)

=

∫
Θ1

f1(x|θ1)π1(θ1)dθ1∫
Θ2

f2(x|θ2)π2(θ2)dθ2
.

Le cadre est donc analogue à celui de la Section 5.2 et, par conséquent, les diffi-
cultés sont également similaires, bien qu’accrues par un plus grand nombre de
modèles à considérer (peut-être même une infinité !) et par la nécessité d’utili-
ser beaucoup plus fréquemment des lois a priori non informatives. Remarquons
ici qu’on peut comparer les modèles sur la base des facteurs de Bayes, couple
(Mi,Mj) par couple, grâce à la cohérence des facteurs de Bayes, qui vérifient
Bπ

ij = Bπ
ikB

π
kj , ce qui assure la transitivité de l’ordonnancement de modèles.

(Mais rappelons que cette propriété n’est pas vérifiée par les pseudo-facteurs
de Bayes définis dans la Section 5.2.6.)

Pour exactement les mêmes raisons que dans la Section 5.2.5, les lois a
priori impropres sont à proscrire (à moins qu’elles ne portent sur des pa-
ramètres communs à tous les modèles, comme nous l’avons décrit précédemment).
En outre, les lois a priori vagues, c’est-à-dire les lois a priori propres ayant
une très grande variance–utilisées notamment dans BUGS, voir Note 6.6.2–ne
résolvent pas le problème, comme le montre le paradoxe de Jeffreys-Lindley
(Section 5.2.5).

Exemple 7.5. (Suite de l’Exemple 7.1) Soient les distributions a priori

π1(λ) = G a(α, β) , π2(m, p) =
1
M

I{1,··· ,M}(m)I[0,1](p) .
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La seconde loi a priori est uniforme sur l’espace des paramètres Θ2. Le facteur
de Bayes est alors :

Bπ
12 =

βα

Γ (α)

∫ ∞

0

λα+x−1

x!
e−λβdλ

1
M

M∑
m=1

∫ 1

0

(
m

x− 1

)
px(1 − p)m−xdp

=
Γ (α+ x)
x! Γ (α)

β−x
/ 1
M

M∑
m=1

x

(m− x+ 1)(m+ 1)

= M(m+ 1)
(x+ α− 1) · · ·α
x(x− 1) · · · 1 β−x

/ M∑
m=1

x

m− x+ 1

Les choix de α et β ont une grande influence sur la valeur de Bπ
12, en particulier

lorsque tous deux tendent vers 0 (Exercice 7.10). ‖

Cette difficulté fondamentale avec les lois a priori impropres peut se
résoudre par des solutions pseudo-bayésiennes, en ayant recours à un échan-
tillon minimal d’apprentissage ou à des observations virtuelles, comme dans
la Section 5.2.6. (C’est d’ailleurs dans le contexte du choix de modèle linéaire
ou log-linéaire que Spiegelhalter et Smith, 1980, furent parmi les premiers à
suggérer l’utilisation de pseudo-facteurs bayésiens.) L’évaluation de modèles
sous des lois a priori impropres peut ensuite être conduite avec des facteurs de
Bayes intrinsèque ou fractionnel (avec les mêmes réserves que dans la Section
5.2.6).

Exemple 7.6. (Suite de l’Exemple 7.2) Comme nous l’avons dit dans
l’Exemple 5.19, il n’existe pas d’échantillon minimal d’apprentissage pour les
modèles de mélange, quel que soit le nombre d’observations. Par conséquent,
les facteurs de Bayes intrinsèques et fractionnels ne sont pas applicables ici.

Une première solution, suggérée dans Diebolt et Robert (1994) à des fins
de simulation et validée ensuite par Wasserman (1999), est d’imposer que
l’échantillon (x1, . . . , xn) contienne suffisamment d’observations (au sens des
échantillons d’apprentissage) issues de chaque composante (voir également
Richardson et Green, 1997). Bien que raisonnable lorsque toutes les compo-
santes sont clairement identifiées, cette méthode a le désavantage de créer une
dépendance entre les observations (qui restent tout de même échangeables) et
le calcul des pseudo-facteurs de Bayes devient dans ce cas très lourd.

Une alternative, adoptée dans Mengersen et Robert (1996) pour tester
k = 1 contre k = 2, est d’affecter une distribution a priori non informative
π(μ, τ) au paramètre global de position-échelle du modèle (ou de l’échantillon)
et d’exprimer les paramètres de chaque composante en tant que perturbations
de ce paramètre de position-échelle, avec des lois a priori propres. Étant donné
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que (μ, τ) est commun à toutes les composantes, le problème de normalisation
lié à l’a priori impropre est moins pénalisant59. ‖

7.2.3 Le critère de Schwarz

Avant d’aborder les questions liées aux termes de pénalisation et aux so-
lutions bayésiennes approchées (grossièrement), nous devons présenter briè-
vement quelques notions d’approximations asymptotiques des facteurs de
Bayes60.

Pour les modèles réguliers, lorsque M1 ⊂M2, le rapport de vraisemblance
entre M2 et M1 est approximativement distribué selon une loi du χ2

p2−p1
,

−2 logλn ≈ χ2
p2−p1

en supposant que M1 est le vrai modèle (Gouriéroux et Monfort, 1996, et
Lehmann et Casella, 1998). On a

P (M2 choisi |M1) = P (λn < c|M1)
� P (χ2

p2−p1
> −2 log(c)) > 0 .

Donc, d’un point de vue fréquentiste, un critère dépendant seulement du rap-
port de vraisemblance ne converge pas vers une réponse certaine sous M1

(mais il converge sous M2). C’est la raison pour laquelle on ajoute des fac-
teurs de pénalisation au rapport de vraisemblance pour compenser ce biais,
comme dans le cas du critère d’Akaike (1983),

−2 logλn − α(p2 − p1) . (7.5)

Pour α = log 2, on retrouve l’approximation obtenue par une procédure d’Ait-
kin (1991) dans laquelle l’auteur utilise les données deux fois, une première
fois pour construire un (pseudo-) a priori propre en utilisant la distribution a
posteriori, puis une seconde fois pour calculer le facteur de Bayes comme si la
distribution a priori était exacte (Exercice 5.16).

Le développement de Laplace, explicité dans la Section 6.2.3, donne une
approximation d’intégrale,∫

Θ

exp{nh(θ)}dθ = exp{nh(θ̂)}(2π)p/2n−p/2|H−1(θ̂)|+O(n−1) ,

59Évidemment, cet appel à un paramètre commun à tous les modèles contredit
notre recommandation ci-dessus sur les paramètres différents dans chaque modèle.

60Cette section a pour but d’illustrer le lien entre approximation bayésienne et
critères de pénalisation usuels, pas de présenter ces critères. Elle peut donc être
laissée de côté en première lecture, surtout si les lecteurs ne sont pas familiers avec
ces critères.
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où p est la dimension de Θ, θ̂ le point où h atteint son maximum et H la ma-
trice hessienne de h. En développant à la fois le numérateur et le dénominateur
du facteur de Bayes grâce à cette approximation, on obtient :

Bπ
12 �

L1,n(θ̂1,n)

L2,n(θ̂2,n)

∣∣∣∣∣H
−1
1 (θ̂1,n)

H−1
2 (θ̂2,n)

∣∣∣∣∣
1/2 ( n

2π

)(p2−p1)/2

,

avec p1 et p2 dimensions de Θ1 et Θ2, L1,n et L2,n fonctions de vraisemblance
calculées sur n observations, et θ̂1,n et θ̂2,n maximums respectifs de L1 et L2.
D’où :

log(Bπ
12) � logλn +

p2 − p1
2

log(n) +K(θ̂1,n, θ̂2,n) , (7.6)

en notant λn le rapport de vraisemblance usuel pour la comparaison de M1

et M2,
λn = L1,n(θ̂1,n)/L2,n(θ̂2,n),

et K(θ̂1,n, θ̂2,n) le terme restant.
Cette approximation est à l’origine du critère de Schwarz (Schwarz, 1978) :

pour M1 ⊂M2, le facteur de Bayes est approché par

S = − logλn − p2 − p1
2

log(n)

si le terme de reste K(θ̂1,n, θ̂2,n) dans (7.6) est négligeable devant les deux
autres, c’est-à-dire est en O(1). (Voir Gelfand et Dey, 1994, Section 8, pour
un exemple où ce terme n’est pas négligeable.)

Le critère de Schwarz, également appelé BIC (pour Bayes Information
Criterion), est donc une première approximation à l’ordre 1 du facteur de
Bayes, comme le décrivent Kass et Raftery (1995). Néanmoins, la pertinence
de ce critère dans un contexte bayésien est contestable pour deux raisons : (i)
l’influence de l’hypothèse a priori disparâıt ; (ii) cette approximation n’est ac-
ceptable que pour les modèles réguliers. Ainsi, dans l’Exemple 7.2, le compor-
tement asymptotique (du logarithme) du rapport de vraisemblance −2 logλn

est beaucoup plus complexe que celui de l’approximation χ2
p2−p1

(voir, par
exemple, Dacunha-Castelle et Gassiat, 1999) et le critère de Schwarz est ineffi-
cace. Berger et Pericchi (2001) recensent d’autres exemples de vraisemblances
irrégulières. En outre, dans des situations non iid, les définitions de n et p
peuvent être ambiguës, comme le soulignent Spiegelhalter et al. (1998). Du
point de vue de la complexité de calcul, remarquons que pour déterminer le
critère de Schwarz, il faut disposer des estimateurs du maximum de vraisem-
blance pour tous les modèles.

Exemple 7.7. (Suite de l’Exemple 7.2) On décompose le critère de
Schwarz en

S = log
{
L2,n(θ̂2,n)/L1,n(θ̂1,n)

}
− p2 − p1

2
log(n)

= logL2,n(θ̂2,n)− p2
2

log(n)− logL1,n(θ̂1,n) +
p1
2

log(n) .
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La partie relative au modèle Mi est donc

Si = logLi,n(θ̂i,n)− pi

2
log(n) .

Si Mk est associé à la composante k du modèle, pk = 3k−1. Pour les données
de vitesses de galaxies, Raftery (1996) obtient

S1 = −271.8 , S2 = −249.7 , S3 = −256.7 , S4 = −263.6 ,

en utilisant l’algorithme EM (voir Note 6.6.6) pour obtenir des approxima-
tions des estimateurs du maximum de vraisemblance θ̂i,n pour k > 1. On
en déduit que, selon le critère de Schwarz, il faut préférer le modèle à deux
composantes aux autres. (Mais insistons de nouveau sur l’absence de vali-
dité asymptotique de l’approximation par une loi du χ2 de la distribution du
rapport de vraisemblance dans ce cas.) ‖

7.2.4 Déviance bayésienne

Spiegelhalter et al. (1998) et Spiegelhalter et al. (2002) proposent une
alternative bayésienne aux critères AIC (critère d’information d’Akaike) et
BIC, utilisant la déviance et donc appelé DIC (pour Deviance Information
Criterion). Ce critère est plus satisfaisant que les précédents parce qu’il prend
en compte l’information a priori et intègre un facteur de pénalisation naturel à
la log-vraisemblance. De plus, il permet d’utiliser des lois a priori impropres,
puisque chaque modèle est considéré séparément. En revanche, il ne rentre
pas naturellement dans un schéma décisionnel bayésien et certains, comme
Dawid (2002), critiquent sa pertinence dans une perspective bayésienne. Sans
vouloir entamer une discussion de cet ordre, on peut effectivement remarquer
que la définition même du critère DIC est entachée d’imprécision et que sa
généralisation en dehors des familles exponentielles et des modèles linéaires
généralisés n’est pas naturelle (voir Celeux et al., 2005).

Comme nous l’avons souligné en Section 7.2.3, étant donné un modèle
f(x|θ) avec une distribution a priori associée π(θ), la déviance61 D(θ) =
−2 log(f(x|θ)) n’est pas une bonne mesure discriminante, puisqu’elle est
biaisée en faveur des modèles à plus grande dimension. Bien sûr, cela reste
vrai pour sa distribution a posteriori. Spiegelhalter et al. (2002) introduisent
une déviance pénalisée,

61Dans les modèles linéaires généralisés (McCullagh et Nelder, 1989), la déviance
est en général ajustée avec un terme supplémentaire en y comme f(y|θ̂(y)) avec θ̂(y)
un estimateur arbitraire de θ. Lorsque ce terme ne dépend pas du modèle ou est
choisi une fois pour toutes pour un modèle particulier comme le modèle complet ou
imbriquant, il n’y a évidemment aucune différence entre le choix de modèle fondé
sur D(θ) et celui fondé sur D(θ) + 2 log f(y|θ̂(y)).



7.2 Comparaison bayésienne de modèles 383

DIC = E[D(θ)|x] + pD (7.7)
= E[D(θ)|x] + {E[D(θ)|x] −D(E[θ|x])} ,

associée à une pseudo-dimension pD. L’évaluation de modèles selon ce critère
suit alors le principe que plus le critère DIC est faible, meilleur est le modèle.

Le facteur E[D(θ)|x] dans (7.7) peut être vu comme une mesure d’ajus-
tement aux données, alors que pD est un terme évaluant la complexité, ap-
pelé nombre effectif de paramètres. L’analogie avec le critère d’information
d’Akaike (7.5) découle naturellement de DIC = D(E[θ|x]) + 2pD. (Spiegelhal-
ter et al., 2002) montrent que, dans un contexte non hiérarchique où la dis-
tribution a posteriori de θ est approximativement normale, DIC et AIC sont
en fait équivalents. Remarquons également que DIC suit la décomposition
classique de l’erreur quadratique en carré du biais et variance,

Eθ[(δ − θ)2] = (Eθ[δ]− θ)2 + Eθ[(δ − Eθ[δ])2] ,

mais dans un cadre non paramétrique (à l’exception de E[θ|x], qui dépend de
la paramétrisation).

Exemple 7.8. (Spiegelhalter et al., 1998) Pour une analyse de variance
simple (i = 1, . . . , p)

yi = θi + σiεi , εi ∼N (0, 1) ,

la divergence s’écrit D(θ) =
∑

i σ
−1
i (θi − yi)2. Par conséquent, si θi = θ

(i = 1, . . . , p) et π(θ) = 1,

E[D(θ)|y1, . . . , yp] =
k∑

i=1

σ−1
i (yi − E[θ|y1, . . . , yp])2 + 1 (7.8)

avec E[θ|y1, . . . , yp] =
∑

i σ
−1
i yi/

∑
i σ

−1
i . Dans ce cas, on a pD = 1.

En revanche, si on considère le modèle θi ∼ N (μ, τ2) en supposant les
hyperparamètres μ et τ connus, il vient

E[D(θ)|y1, . . . , yp] =
k∑

i=1

σ−1
i (1 − �i)2(yi − μ)2 +

k∑
i=1

�i , (7.9)

avec �i = σ2
i τ

2/(σ2
i + τ2). ‖

Le calcul pratique de la déviance bayésienne nécessite le plus souvent le
recours à des algorithmes MCMC, les cas comme celui de l’Exemple 7.8 ou
ceux présentés dans Spiegelhalter et al. (2002) étant particulièrement rares.
L’implémentation de ces algorithmes est toutefois relativement aisée, une fois
programmée la simulation d’un échantillon MCMC (θ(1), . . . , θ(T )), puisque
E[D(θ)|y1, . . . , yp] est une simple espérance a posteriori d’une fonction expli-
cite de θ.
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Exemple 7.9. (Spiegelhalter et al., 1998) Une étude sur le cancer de la lèvre
dans cinquante-six régions d’Écosse met en relation le nombre de cas recensés
yi et les nombres attendus au niveau national Ei de la façon suivante :

yi ∼P(λiEi) ,

λi = exp(θi) étant le risque de cancer des lèvres spécifique à la zone. Des
covariables possibles sont xi, le pourcentage de la population travaillant en
extérieur, et la localisation géographique de la région, représentée par une liste
Ai de régions adjacentes. On peut envisager les modèles suivants :

M1 : θi = α+ βxi ,
M2 : θi = ϕi ,
M3 : θi = ϕi + βxi ,

les ϕi étant spatialement corrélés, c’est-à-dire

ϕi|ϕj, j �=i ∼ N

⎛
⎝∑

j∈Ai

ϕj/ni, τ
2/ni

⎞
⎠ ,

avec ni nombre de régions adjacentes. (Ce modèle spatial, appelé modèle spa-
tial autorégressif, est souvent utilisé en Statistique spatiale. Voir Besag, 1974,
ou Cressie, 1993, et l’Exercice 7.18.)

Avec des lois a priori non informatives pour les hyperparamètres (sauf
pour τ2 qui suit une loi I G (1, 1)), l’algorithme MCMC donne des valeurs
approchées de DIC de 242.8, 88.5 et 89.0 pour les trois modèles, avec des
nombres de paramètres pD correspondants de 2.1, 31.6 et 29.4, respectivement.
Les modèles M2 et M3 ont donc des performances équivalentes, nettement
meilleures que celles du modèle M1. Soulignons toutefois que, alors que le
nombre réel de paramètres dans le modèle M1 est de 2, il est respectivement
de 57 et 58 pour M2 et M3. ‖

Spiegelhalter et al. (2002) suggèrent d’autres applications de la déviance
bayésienne comme par exemple le calcul des résidus de déviance. Ils mettent
également en garde contre l’absence d’invariance par reparamétrisation de
D(E[θ|x]) et conseillent d’utiliser la paramétrisation canonique pour les mo-
dèles linéaires généralisés62.

7.3 Aspects numériques

Comme dans d’autres contextes, l’approche bayésienne du choix de modèle
se heurte souvent à la difficulté numérique d’évaluer des intégrales du type

62Une solution est de remplacer E[θ|x] par son estimateur MAP. On obtient alors
un critère avec une vraie invariance dans la paramétrisation, avec la contrepartie
que cet estimateur est plus difficile à évaluer que la moyenne a posteriori.
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mi(x) =
∫
fi(x|θi)πi(θi)dθi (7.10)

et, corrélativement, des rapports d’intégrales∫
f1(x|θ1)π1(θ1)dθ1

/∫
f2(x|θ2)π2(θ2)dθ2 ,

sans compter toutes les complications supplémentaires liées à la dérivation des
facteurs de Bayes intrinsèques et fractionnels. On peut bien sûr faire appel aux
techniques présentées dans le Chapitre 6, qui sont principalement des approxi-
mations asymptotiques et des méthodes de simulation de Monte Carlo ou par
MCMC. D’autres idées, plus spécifiques, ont cependant été développées pour
le calcul des facteurs de Bayes et de quantités associées, comme le détaillent
Chen et al. (2000).

7.3.1 Échantillonnage d’importance pour facteurs de Bayes

Cette technique, introduite dans la Section 6.2.2, convient particulièrement
au calcul de distributions prédictives comme (7.10). Étant donné une dis-
tribution d’importance, de densité proportionnelle à g, et un échantillon
θ(1), . . . , θ(T ), on obtient une approximation de la densité marginale du modèle
Mi, mi(x), en écrivant :

mIS
i (x) =

T∑
t=1

fi(x|θ(t))πi(θ(t))
g(θ(t))

/
T∑

t=1

πi(θ(t))
g(θ(t))

,

le dénominateur prenant la place de la constante de normalisation man-
quante. (On remarque que, si g est une densité de probabilité, l’espérance
de π(θ(t))/g(θ(t)) est égale à 1.)

Une bonne raison, parmi d’autres, d’employer l’échantillonnage d’impor-
tance dans le cadre du choix de modèle est qu’on peut réutiliser l’échantillon
(θ(1), . . . , θ(T )) pour plusieurs modèles Mi du moment qu’ils mettent en jeu
les mêmes (types de) paramètres. (Alors que ce n’est en revanche pas possible
dans les Exemples 7.1 et 7.2 puisque les différents modèles correspondent à des
espaces de dimensions différentes.) On pourra consulter Chen et Shao (1997)
pour un exemple utilisant des facteurs de Bayes.

La variance de mIS(x) peut cependant être infinie, comme cela a été
évoqué en Section 6.2.2. Raftery (1996) s’intéresse au problème du choix de la
fonction d’importance dans ce contexte des lois marginales, pour un modèle
donné de densité d’échantillonnage f(x|θ) et de distribution a priori π(θ).
L’idée la plus immédiate est de prendre g(θ) = π(θ). On obtient alors l’esti-
mateur suivant de la densité marginale :

mIS(x) =
1
T

∑
t

f(x|θ(t)) .
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Ce choix est malheureusement mauvais lorsque les données sont informatives,
car la plupart des valeurs simulées θ(t) tombent en dehors de la région modale
de la vraisemblance et de la loi a posteriori. (Dans le cas limite où π est
impropre, cette option est évidemment impossible.) Naturellement, dans la
mesure où les queues de la distribution π sont en général plus larges que celles
de π(θ|x), les problèmes liés à une variance infinie sont rares avec une telle
fonction d’importance.

Un autre choix possible est g(θ) = f(x|θ)π(θ), c’est-à-dire de simuler sui-
vant la loi a posteriori sans connâıtre la constante de normalisation. L’esti-
mateur associé est alors

mIS(x) = 1
/

1
T

T∑
t=1

1
f(x|θ(t)) , (7.11)

qui est, en fait, la moyenne harmonique des vraisemblances. Par conséquent,
mIS(x) est une approximation de la constante de normalisation de g. Bien
que cette solution soit compatible avec des lois a priori impropres, tant que les
distributions a posteriori sont définies, la variance correspondante est souvent
infinie. Une technique pour régler ce problème est appelée l’échantillonnage
d’importance défensif. Elle consiste à choisir un mélange de g (ou plutôt de
π(θ|x)) et d’une distribution à queues lourdes, �(θ) :

(1− �)π(θ|x) + ��(θ) , � > 0 .

avec � petit. Le rôle du second terme n’est pas de fournir une approximation
intéressante de la loi a posteriori mais simplement de stabiliser l’estimateur
pour assurer une variance finie. (Voir Hesterberg, 1998, et Owen et Zhou, 2000
pour plus de détails sur cette méthode.) Newton et Raftery (1994) proposent
par exemple �(θ) = π(θ).

Une solution proche de la précédente, suggérée par Gelfand et Dey (1994),
est de générer un échantillon de θ(t) suivant la loi a posteriori et d’utiliser

mIS(x) = 1
/

1
T

T∑
t=1

h(θ(t))
f(x|θ(t))π(θ(t))

, (7.12)

plutôt que (7.11), où h est une densité quelconque (Exercice 7.19). L’estima-
teur (7.12) a de plus une variance finie si

∫
h2(θ)

f(x|θ)π(θ)
dθ <∞ .

h étant un paramètre (fonctionnel) libre, on peut (en principe) le choisir tel
que cette condition soit satisfaite. Bien évidemment, le choix pratique de h
n’est pas si aisé, surtout en grande dimension.
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7.3.2 Échantillonnage par passerelle

Les méthodes de Monte Carlo dédiées à l’estimation de rapports de
constantes de normalisation, ou, de façon équivalente, de facteurs de Bayes,
se sont multipliées depuis 1995. Les lecteurs intéressés pourront trouver une
présentation complète de ces méthodes dans le livre de Chen et al. (2000).
Nous nous contentons ici de présenter une solution liée à l’échantillonnage
d’importance.

L’échantillonnage par passerelle (traduction libre de bridge sampling) a
été proposé par Meng et Wong (1996) à partir de principes déjà utilisés en
Physique des particules : si deux modèles partagent le même espace des pa-
ramètres Θ, si π1(θ|x) = c1π̃1(θ|x) et π2(θ|x) = c2π̃2(θ|x), alors l’égalité

c2
c1

=
E

π2 [π̃1(θ|x)h(θ)]
Eπ1 [π̃2(θ|x)h(θ)] (7.13)

est vraie pour toute fonction passerelle h(θ) telle que les deux espérances
soient finies (Exercice 7.21). L’estimateur par échantillonnage de passerelle
est alors

BS
12 =

1
n1

n1∑
i=1

π̃2(θ1i|x)h(θ1i)

1
n2

n2∑
i=1

π̃1(θ2i|x)h(θ2i)

, (7.14)

où les θji sont simulés selon les lois πj(θ|x) (j = 1, 2, i = 1, . . . , nj).
Par exemple, si

h(θ) = 1/ [π̃1(θ|x)π̃2(θ1i|x)] ,
BS

12 est un rapport de moyennes harmoniques, généralisant (7.11). Meng et
Wong (1996) calculent une fonction passerelle (asymptotiquement) optimale

h∗(θ) =
n1 + n2

n1π1(θ|x) + n2π2(θ|x) .

Cette expression n’est pas directement exploitable, puisque les constantes de
normalisation de π1(θ|x) et π2(θ|x) sont inconnues. (Il s’agit précisément de
la raison pour laquelle nous avons recours à ces techniques !) Néanmoins, elle
montre qu’une bonne fonction passerelle doit couvrir les supports des deux
distributions a posteriori, dans les mêmes proportions si n1 = n2.

Exemple 7.10. Dans le cas des modèles linéaires généralisés, c’est-à-dire des
modèles explicatifs (ou conditionnels) liés aux familles exponentielles,

f(y|θ) = h(y) eθ·y−ψ(θ) ,

la moyenne E[y|θ] = ∇ψ(θ) étant une fonction des covariables, x, de la forme
∇ψ(θ) = Ψ(xtβ), le choix de la fonction de lien Ψ n’est jamais évident.
Lorsque la variable expliquée y est à valeurs dans {0, 1} et
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E[y|x] = P (y = 1|x) ,

les choix suivants de Ψ sont par exemple courants (McCullagh et Nelder, 1989)
– la fonction de lien logit, Ψ(t) = exp(t)/(1 + exp(t)) ;
– la fonction de lien probit, Ψ(t) = Φ(t), fonction de répartition de la

distribution N (0, 1) ; et
– la fonction de lien log-log, Ψ(t) = 1− exp(− exp(t)).

Bien que diverses justifications soient avancées pour chacune des fonctions
(Gouriéroux et Monfort, 1996), elles sont insuffisantes pour éliminer les deux
autres possibilités. Les trois modèles en compétition sont alors

M1 : y|x ∼ eyxtβ1

1 + eyxtβ1

M2 : y|x ∼ Φ(xtβ2)y [1 − Φ(xtβ2)]1−y

M3 : y|x ∼ exp{−(1− y) exp(xtβ3)} [1− exp{− exp(xtβ3)}]y .

Si la loi a priori π sur les βi est normale, β ∼ Np(ξ, τ2Ip), et si la fonction
passerelle est h(β) = 1/π(β), l’estimateur d’échantillonnage par passerelle est
alors (1 ≤ i < j ≤ 3)

BS
ij =

1
n

n∑
t=1

Lj(βit|x)
/

1
n

n∑
t=1

Li(βjt|x) ,

où les βit sont simulés63 selon πi(βi|x) ∝ Li(βi|x)π(βi). ‖

Dans un cas particulier où les deux lois a priori sont égales, à un hyperpa-
ramètre près, Gelman et Meng (1998) décrivent une meilleure méthode que
l’échantillonnage par passerelle, appelée échantillonnage par chemin (traduc-
tion de path sampling) et présentée dans la Note 7.8.1.

7.3.3 Méthodes MCMC

Bien que l’échantillonnage d’importance semble particulièrement indiqué
dans ce contexte, on peut également faire appel à des méthodes MCMC pour
simuler des échantillons de distributions complexes. Par exemple, l’estimation
par échantillonnage par passerelle peut s’appuyer sur des échantillons MCMC
plutôt que sur des échantillons i.i.d. si les lois πj(θ|x) sont trop compliquées,
comme dans l’Exemple 7.10.

63Le détail de la simulation par algorithme MCMC de ces lois a priori est abordé
dans Robert et Casella (1999, Note 9.7.3) et Gelman et al. (2003) par exemple. Une
solution repose sur l’utilisation de l’algorithme de Metropolis-Hastings à marche
aléatoire (voir Section 6.3.2).
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Exemple 7.11. (Suite de l’Exemple 7.10) Dans les modèles Mj (j =
1, 2, 3), la partie de la loi a posteriori liée à la vraisemblance est

n∏
i=1

Ψ(xt
iβj)yi [1− Ψ(xt

iβj)]1−yi .

Dans le cas de la fonction de lien probit (j = 2), on a Ψ(t) = Φ(t), fonction
de répartition de la loi normale N (0, 1). Une solution naturelle fondée sur
l’échantillonnage de Gibbs est alors de créer des variables auxiliaires zi ∼
N (0, 1) telles que Ψ(xt

iβ2) = E

[
Izi≤xt

iβ2

]
, ce qui revient à simuler selon la

distribution jointe

π(β2, z1, . . . , zn) ∝ π(β2)
n∏

i=1

I
yi

zi≤xt
iβ2

I
1−yi

zi≥xt
iβ2
.

Pour les deux autres fonctions de lien, un échantillonneur par tranche standard
(voir Section 6.3.6) convient : pour le modèle logit, l’inégalité ui ≤ Ψ(xt

iβ1)
permet de déduire le résultat

xt
iβ1 ≥ log(ui/(1− ui)) ,

et, pour le modèle log-log, ui ≤ Ψ(xt
iβ3) est équivalent à

xt
iβ3 ≥ log(− log(1− ui)) .

Pour les trois modèles, les composantes des βj sont donc simulées selon des
distributions normales multidimensionnelles tronquées. ‖

Par conséquent, l’approximation (7.12) de la distribution marginale peut
être calculée sur un échantillon MCMC (θ(t)) de π(θ|x).

Exemple 7.12. (Suite de l’Exemple 7.4) Si les distributions a priori des
quatre modèles sont de la forme (j = 1, . . . , 4)

πj(β·j , σ2
j , τ

2
j ) ∝ σ2

j τ
2
j e

−2(σ−2
j +τ−2

j ) ,

en notant β·j le vecteur contenant les βij pour le modèle Mj , Gelman (1996)
suggère d’évaluer les quatre modèles en simulant un échantillon de θ(t)j selon
les lois a posteriori correspondantes, en adoptant les approximations suivantes
pour les distributions prédictives

f̂j(y|y1, . . . , yn) =
1
T

T∑
t=1

fj(y|θ(t)j ) ,

puis de vérifier si des échantillons tirés selon ces lois prédictives correspondent
à l’échantillon y1, . . . , yn. Les résultats de cette expérience sont rapportés dans
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le Tableau 7.2 : on remarque que les modèles M3 et M4 s’accordent de façon
satisfaisante avec les intervalles prédictifs, contrairement aux modèles M1 et
M2. Il est évident qu’il ne s’agit là que d’un premier indicateur d’ajuste-
ment et qu’il faudrait ensuite calculer les facteurs de Bayes exacts, mais cette
évaluation empirique peut être suffisante pour éliminer les modèles les moins
adaptés. ‖

Tab. 7.2. Adéquation des quatre modèles de prédiction de croissance d’orangers,
en pourcentage des observations à l’intérieur des intervalles prédictifs à 50% et 90%.
(Source : Gelfand, 1996.)

Modèle 50% 95%

M1 89 100
M2 29 51
M3 46 100
M4 60 86

Chib (1995) propose d’utiliser l’échantillonneur de Gibbs pour l’approxi-
mation de densités marginales, en adoptant la représentation bayésienne sui-
vante. Quelle que soit θ, valeur fixe du paramètre, la formule de Bayes implique
que

logm(x) = log f(x|θ) + log π(θ)− log π(θ|x) .
Lorsque θ = (θ1, θ2) et lorsque π(θ1|θ2, x) et π(θ2|θ1, x) sont tous les deux cal-
culables analytiquement, constantes de normalisation comprises, l’argument
de Rao-Blackwellisation de la Section 6.3.4 fournit une approximation des lois
marginales a posteriori π(θ1|x)

π̂(θ1|x) =
1
T

T∑
t=1

π(θ1|θ(t)2 , x) ,

les θ(t)2 étant simulés par un échantillonneur de Gibbs. (Notons que le choix de
partitionner θ en (θ1, θ2) est guidé par la possibilité de calculer explicitement
π(θ1|θ2, x) et π(θ2|θ1, x).) Chib (1995) établit alors l’approximation suivante
de logm(x) :

log f(x|θ) + log π(θ̂)− log π(θ̂2|θ̂1, x)− log π̂(θ̂1|x) ,

avec θ̂ = (θ̂1, θ̂2) une approximation de l’estimateur MAP de θ, par exemple. Si
les densités conditionnelles ne sont pas toutes les deux calculables analytique-
ment ou bien si on ne dispose pas d’une des constantes de normalisation, Chib
(1995) propose d’introduire plus de partitions, mais le calcul en est d’autant
plus compliqué (Exercice 7.24).
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L’avantage le plus notable des techniques MCMC pour le choix de modèle
est leur capacité à prendre en compte les modèles à dimensions variables,
c’est-à-dire les modèles Mk reposant sur différents ensembles de paramètres,
sans intersection entre eux et éventuellement de dimensions différentes.

Exemple 7.13. (Suite de l’Exemple 7.2) La dimension de l’espace des
paramètres pour un mélange normal à k composantes est 3k − 1, en prenant
en compte la contrainte

k∑
�=1

pk� = 1 .

Si la loi a priori sur k est une distribution de Poisson P(λ), l’espace des
paramètres est de dimension infinie, puisque k n’est pas borné. ‖

Si, pour le choix de modèle, la difficulté essentielle réside dans le calcul
de la probabilité a posteriori correspondant au modèle Mk, π(μ = k|x), cette
représentation pose également des problèmes plus fondamentaux, le premier
étant la notion même de paramètres du modèle, qui peut être décrite soit
comme une suite (θ1, . . . , θk, . . .), soit comme un couple (k, θk). Un autre point
délicat concerne la difficulté en théorie de la mesure à représenter une densité
a priori sur une somme directe d’espaces. La construction des échantillonneurs
MCMC correspondants n’en est que plus compliquée.

Une première solution, proposée par Carlin et Chib (1995), consiste à
saturer le modèle, c’est-à-dire à considérer tous les modèles à la fois : pour un
ensemble fini de modèles Mk (k = 1, · · · ,K) avec des lois a priori associées
πk(θk) et des poids a priori �k, l’espace des paramètres est

Θ = {1, . . . ,K} ×
K∏

k=1

Θk

et, si μ représente l’indicateur de modèle, la distribution a posteriori s’écrit

π(μ, θ1, . . . , θK |x) ∝ �μfμ(x|θμ)
K∏

k=1

πk(θk) .

Puisque

m(x|μ = j) =
∫
fj(x|θj)π(θ1, . . . , θK |μ = j) dθ =

∫
fj(x|θj)πj(θj) dθj

ne dépend pas des πk(θk) pour k �= j, Carlin et Chib (1995) proposent d’uti-
liser des pseudo-lois a priori π̃k(θk|μ = j) pour simuler les paramètres θk

lorsque k �= j. Ils implémentent cette méthode à l’aide d’un échantillonneur
de Gibbs sur (μ, (θ1, . . . , θK)), en simulant μ selon
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P (μ = j|x, θ1, . . . , θK) ∝ �jfj(x|θj)πj(θ)
∏
k �=j

π̃k(θk|μ = j) .

Les auteurs remarquent que, assez naturellement, cette méthode donne de
meilleurs résultats lorsque les pseudo-lois a priori sont proches des vraies dis-
tributions a posteriori, mais il existe toujours un risque de négliger des régions
importantes des espaces des paramètres Θk dans la calibration des pseudo-
lois a priori. L’inconvénient essentiel de la méthode de Carlin et Chib (1995)
est que réaliser une simulation pour chacun des modèles à chaque étape de
l’algorithme est coûteux en termes de temps de calcul lorsque K est grand.
De plus, lorsque K est infini, cette technique ne peut pas être utilisée.

Exemple 7.14. (Carlin et Chib, 1995) On considère un jeu de mesures sur
quarante-deux pins. On réalise une régression sur la variable grain (force du
bois) yi en fonction soit de la densité du bois xi, soit d’une densité modifiée
(adaptée à la résine) zi. Les deux modèles en concurrence sont

M1 : yi = α+ βxi + σεi

et
M2 : yi = γ + δzi + τεi ,

avec (α, β, σ2) et (γ, δ, τ2) tous deux associés aux lois a priori (bayésiennes
empiriques) conjuguées :(

α
β

)
,

(
γ
δ

)
∼N

((
3000
185

)
,

[
106 0
0 104

])
, σ2, τ2 ∼ I G (a, b) ,

(a, b) étant choisis tels que la moyenne et l’écart type de σ2 et τ2 soient 3002.
(Dans une analyse bayésienne réelle, il faudrait évaluer les conséquences de
cette modélisation a priori par une analyse de robustesse comme le décrit la
Section 3.6.)

Dans ce cas, les pseudo-distributions a priori sont fixées à partir des lois a
priori sur σ2 et τ2 et de vagues lois a priori conjuguées sur (α, β) et (γ, δ) :

α|μ = 2 ∼ N (3000, 522) , β|μ = 2 ∼ N (185, 122) ,
γ|μ = 1 ∼ N (3000, 432) , δ|μ = 1 ∼ N (185, 92) .

Afin de forcer la prise en compte du modèle M1, les auteurs utilisent des
poids déséquilibrés, �1 = .9995 et �2 = .0005. (Cette pratique semble être
assez courante dans l’approche à base de pseudo-lois a priori et est une façon
de compenser un éventuel mauvais choix de pseudo-lois a priori.)

Ils obtiennent une approximation de 4 420 pour B21 (après correction des
poids), avec un intervalle de confiance simulé de (4 353, 4 487). (L’intervalle
de confiance est simplement déduit de la variance binomiale sur la probabilité
a posteriori P (μ = 1|x).) Le modèle M2 peut donc être privilégié sans grand
risque. ‖
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Exemple 7.15. (Suite de l’Exemple 7.2) Dans le cas des modèles de
mélanges de galaxies, en se posant seulement le problème de choisir entre
toirs (modèle M1) et quatre (modèle M2) composantes, Carlin et Chib (1995)
appliquent un modèle de données complétées comme dans la Section 6.4,
en considérant des affectations zk

i (i = 1, · · · , n, k = 1, 2). Comme dans
l’Exemple 7.14, on utilise les résultats de tests préliminaires sur les deux dis-
tributions pour fixer les valeurs des pseudo-lois a priori. Celles qui portent
sur les paramètres sont les distributions conjuguées correspondant aux esti-
mateurs a posteriori de chaque modèle, alors que les pseudo-lois a priori des
zμ

i , pour μ �= k, sont calculées à partir des fréquences observées. Les au-
teurs évaluent le facteur de Bayes à 0.5153, avec un écart type de 0.0146,
ce qui plaide (modérément) pour le modèle à trois composantes. (Mais ils
indiquent aussi que ce résultat peut être modifié jusqu’à prendre la décision
inverse, contre le modèle à trois classes, en choisissant simplement d’autres
lois a priori sur les poids.) ‖

7.3.4 MCMC à sauts réversibles

Pour les modèles à dimensions variables, Green (1995) propose un autre
type de technique de saturation, plus localisée que celle de Carlin et Chib
(1995). Étant donné deux modèles M1 et M2 de dimensions éventuellement
distinctes, l’idée de base est d’éliminer la différence entre les dimensions en
complétant les paramètres respectifs θ1 et θ2 avec des variables auxiliaires
u1→2 et u2→1 telles que

(θ1, u1→2) et (θ2, u2→1)

soient en bijection :

(θ2, u2→1) = Ψ1→2(θ1, u1→2) . (7.15)

Si θ1 est distribué selon une loi π1(θ1) et u1→2 selon g1→2(u), la distribution
de (7.15) s’écrit

π1(θ1)g1→2(u1→2)
∣∣∣∣∂Ψ1→2(θ1, u1→2)

∂(θ1, u1→2)

∣∣∣∣
−1

d’après la formule du jacobien. Si nous souhaitons à présent vérifier si (7.15)
est distribué selon une loi π2(θ2)g2→1(u2→1), la probabilité d’acceptation de
Metropolis-Hastings est

min
(
π2(θ2)g2→1(u2→1)
π1(θ1)g1→2(u1→2)

∣∣∣∣∂Ψ1→2(θ1, u1→2)
∂(θ1, u1→2)

∣∣∣∣ , 1
)
.

À l’inverse de l’approche adoptée par Carlin et Chib (1995), cette tech-
nique ne considère que des modifications locales d’un modèle à un autre :
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un déplacement de Mi vers Mj n’utilise explicitement que les θj et variables
auxiliaires ui→j associés.

La théorie sous-tendant les méthodes de MCMC à sauts réversibles ne
se résume naturellement pas à la présentation succincte ci-dessus, ne serait-ce
que parce qu’elle est plus exigeante à l’égard de la densité jointe sur (θ2, u2→1)
et (θ1, u1→2), qui doit satisfaire une condition d’équilibre ponctuel comme en
(6.17). Les lecteurs intéressés pourront consulter Green (1995) et Richardson
et Green (1997) pour plus de détails. Le point essentiel est que, étant donné la
probabilité �i→j de choisir le modèle Mj à partir du modèle Mi, la probabilité
d’acceptation d’un déplacement s’écrit effectivement

min
(
�j�j→iπj(θj)gj→i(uj→i)
�i�i→jπi(θi)gi→j(ui→j)

∣∣∣∣∂Ψi→j(θi, ui→j)
∂(θi, ui→j)

∣∣∣∣ , 1
)
, (7.16)

avec (θj , uj→i) = Ψi→j(θi, ui→j), sous réserve que le déplacement de Mi vers
Mj vérifie aussi cette relation. L’algorithme peut alors être complété par des
étapes supplémentaires liées à un modèle particulier Mi ou à des hyperpa-
ramètres non dépendants du modèle.

Comme l’indiquent Robert et Casella (2004, Section 6.5.1), l’algorithme à
sauts réversibles offre une liberté telle qu’il a trouvé nombre d’applications,
bien au-delà du cadre du choix de modèle. Dans la situation de l’Exemple 7.2,
Richardson et Green (1997) élaborent un algorithme à sauts réversibles pour
les composantes normales, qui conclut que le nombre de composantes pour
les données de vitesses de galaxies devrait être de quatre. Nous présentons
ci-dessous l’algorithme correspondant pour un mélange de distributions expo-
nentielles, provenant de Gruet et al. (1999). (Voir aussi Robert et al., 1999b,
pour une généralisation aux modèles de Markov cachés.)

Exemple 7.16. Pour un mélange de distributions exponentielles

k∑
j=1

pjkE xp(λjk) ,

l’algorithme à sauts réversibles peut être limité à des déplacements entre
modèles voisins, c’est-à-dire entre le modèle Mk et les modèles Mk+1 et Mk−1.
Les mouvements sont assez libres : une composante peut être ajoutée (ou re-
tirée) aléatoirement, tant que la symétrie entre déplacements montants et des-
cendants est préservée. Par exemple, la naissance de la composante k+1 sera
proposée en simulant (p(k+1)(k+1), λ(k+1)(k+1)) selon la loi a priori �k+1(p, λ),
en supposant un a priori commun à toutes les composantes. La transformation
est alors

(p1(k+1), . . . , pk(k+1)) = ((1− p(k+1)(k+1))p1k, . . . , (1− p(k+1)(k+1))pkk)
(λ1(k+1), . . . , λ(k+1)(k+1)) = (λ1k, . . . , λkk, λ(k+1)(k+1)) .

Le jacobien de cette transformation est donc (1−p(k+1)(k+1))k et la probabilité
d’accepter la naissance est
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min

(
�k+1(1 − p(k+1)(k+1))k πk+1(p1(k+1), . . . , p(k+1)(k+1),

�kπk(p1k, . . . , pkk, λ1k, . . . , λkk)

λ1(k+1), . . . , λ(k+1)(k+1))
�k+1(p(k+1)(k+1), λ(k+1)(k+1))

, 1
)
,

si les probabilités de choisir une naissance (saut vers Mk+1) ou une mort (saut
vers Mk−1) sont égales.

Le déplacement de Mk vers Mk+1 considéré dans Gruet et al. (1999)
consiste en la séparation d’une composante j choisie aléatoirement de façon à
ce que les paramètres (pj(k+1), p(j+1)(k+1), λj(k+1), λ(j+1)(k+1)) de la nouvelle
composante satisfassent la condition des moments

pjk = pj(k+1) + p(j+1)(k+1) (7.17)
pjkλjk = pj(k+1)λj(k+1) + p(j+1)(k+1)λ(j+1)(k+1) .

Le déplacement inverse est la fusion de deux composantes j et j + 1 selon
l’équation (7.17). On peut tout aussi bien représenter la séparation en simulant
deux variables u1, u2 ∼ U ([0, 1]), puis pj(k+1) = u1pjk et λj(k+1) = u2λjk .
On obtient alors le jacobien

∂Ψk→k+1(pjk, λjk, u1, u2)
∂(pjk, λjk, u1, u2)

= pjk/(1− u1) .

La Figure 7.2 présente une analyse succincte des performances de l’algorithme
à sauts réversibles sur un jeu de données portant sur des séjours hospitaliers
avec un mode a posteriori pour k de 4. La carte d’allocation en bas à droite
représente les affectations successives des observations en niveaux de gris : on
voit que les propriétés de mélange de la châıne sont bonnes, puisque aucune
forme particulière n’émerge. (Voir Gruet et al., 1999, pour plus de détails.) ‖

Notons l’absence de variable auxiliaire uk→(k−1) pour les mouvements des-
cendants dans les deux situations décrites dans l’Exemple 7.16. Cela se produit
souvent lorsqu’un modèle inclut l’autre, mais l’addition de variables auxiliaires
est parfois tout de même conseillée dans un souci de gain en temps de calcul.

Des techniques analogues sont décrites dans Ripley (1987), Grenander et
Miller (1994), Phillips et Smith (1996) et Stephens (2000), mettant en jeu les
naissances et morts de processus à temps continu. (Voir la Note 7.8.2.)

7.4 Moyenne de modèles

Un geste bayésien assez naturel devant l’incertitude sur le choix de modèle
est d’inclure tous les modèles Mk envisagés dans la prise de décision, faisant
ainsi l’économie de l’étape de choix de modèle. L’idée sous-jacente est qu’on
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affectations

Fig. 7.2. Suite de valeurs k(t) simulées par sauts réversibles, avec l’histogramme
correspondant en haut, à droite ; la convergence de la moyenne empirique en bas, à
gauche ; et la séquence d’affectations aux composantes en bas, à droite pour 50 000
itérations. (Source : Gruet et al., 1999.)

sous-estime généralement l’incertitude présente à l’étape du choix de modèle
en choisissant un modèle, disons Mk0 , et en oubliant totalement le caractère
aléatoire de ce choix dans les étapes ultérieures. La solution de la moyen-
nisation de tous les modèles, proposée par Raftery et al. (1996), permet de
remédier à ce problème.

Ce principe n’est évidemment pas applicable dans tous les contextes : le but
de la personne qui prend les décisions, ou du statisticien, est justement parfois
de choisir un modèle, comme c’est le cas en inférence scientifique, ou d’éliminer
les covariables superflues d’un modèle à cause de coûts d’échantillonnage pro-
hibitifs (Section 7.5), dans le domaine de la sélection de variables. De plus, la
moyenne de modèles va à l’encontre des efforts de parcimonie (Note 6.6.6) dans
la mesure où l’imbrication de tous les modèles dans un seul (super) modèle
fait augmenter d’autant le nombre de paramètres et nécessite la simulation et
le stockage d’un grande quantité d’échantillons MCMC, puisqu’on fait appel
à des algorithmes numériques dans la plupart des cas. C’est en particulier vrai
dans l’Exemple 7.2.

Le principe de cette approche est le suivant : pour un échantillon x =
(x1, . . . , xn), la distribution prédictive est obtenue par une moyenne sur tous
les modèles possibles,
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f(y|x) =
∫
Θ

f(y|θ)π(θ|x)dθ

=
∑

k

∫
Θk

fk(y|θk)π(k, θk|x)dθk

=
∑

k

p(Mk|x)
∫
fk(y|θk)πk(θk|x) dθk ,

en notant Θ l’espace des paramètres global, tel que défini en (7.2).
Cette idée ne permet malheureusement pas d’échapper à la plupart des

problèmes déjà décrits en Section 7.2, comme les nombreux calculs d’intégrales
et les simulations sur un espace des paramètres, Θ, qui est une somme d’es-
paces de différentes dimensions. Néanmoins, le contournement de l’étape de
décision sur le label μ du modèle permet d’alléger certaines difficultés. Par
exemple, le fait que la collection de modèles soit éventuellement infinie (ou
simplement trop grande, comme dans la sélection de variables) n’est pas
rédhibitoire dans la mesure où un algorithme MCMC explorant Θ pourra
ignorer les modèles aux probabilités P (Mi|x) très faibles.

Le problème ici relève davantage de la modélisation, comme nous l’avons
vu en Section 7.2.1 : lorsqu’on doit considérer un grand nombre de modèles, le
choix des probabilités a priori π(k) est fondamental, mais difficile à formaliser
et à justifier. Par exemple, dans le cadre de la sélection de variables (Section
7.5), les modèles en concurrence peuvent être représentés par des vecteurs
d’indicatrices

Mk : (δk1, · · · , δkd) , δkj ∈ {0, 1} ,
avec d nombre de covariables potentielles. Madigan et Raftery (1991) pro-
posent d’utiliser

π(k) ∝
d∏

j=1

{
�

δkj

j (1− �j)1−δkj

}
,

avec �j probabilité a priori que la variable j ait un effet. Une limitation
prévisible de cette distribution est que les covariables sont incluses dans le
modèle indépendamment les unes des autres. Cette stratégie n’est justifiée
que si elles sont indépendantes, ce qui est une hypothèse hasardeuse dans
la plupart des cas. Une autre idée immédiate consistant à mettre des poids
égaux à tous les modèles n’est pas moins critiquable : outre le fait que ce soit
impossible lorsque le nombre de modèles est infini, cette stratégie semble par-
ticulièrement peu pertinente pour des modèles imbriqués, c’est-à-dire lorsque
certains modèles sont des cas particuliers d’autres, comme c’est le cas en
sélection de variables.

Un avantage des techniques MCMC telles que les sauts réversibles ou les
processus de saut (Note 7.8.2), déjà décrit ci-dessus, est leur capacité à ex-
plorer un grand nombre de modèles en évitant ceux auxquels sont affectées
des probabilités faibles (en admettant que les algorithmes correspondants
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convergent correctement). Madigan et Raftery (1991) proposent une autre
solution appelée fenêtre d’Occam64. Ils suggèrent de ne considérer que les
modèles tels que

maxk P (Mk|x)
P (M�|x) ≤ C

c’est-à-dire seulement les modèles dont la probabilité n’est pas trop éloignée
du modèle le plus probable. Ils conseillent en outre d’exclure les modèles M�,
tels qu’il existe un sous-modèle Mh ⊂M� vérifiant

P (Mh|x)
P (M�|x) ≥ 1 .

Mais une telle réduction dans le nombre de modèles n’est implémentable que si
ce nombre est au départ relativement modeste et Clyde (1999) met en garde
contre l’apparition possible de biais dans les probabilités résultant de cette
simplification.

Exemple 7.17. Dans le cadre de la sélection de variables en régression nor-
male, y ∼ N (Xβ, σ2I), c’est-à-dire lorsque

yt =
J∑

j=1

βjxjt + σεt t = 1, · · · , T ,

avec des régresseurs orthogonaux

XtX = diag(x′jxj) ,

Clyde (1999) propose des distributions a priori de la forme

βj ∼ N (0, c2jγj) , γj ∼B(pj) ,

les γj jouant le rôle d’indicateurs 0-1 pour la présence du j-ième régresseur
dans le modèle. Alors, sous l’a priori de Madigan et Raftery (1991),

64William d’Occam ou d’Ockham (circa 1285–circa 1349), théologien anglais (et
moine franciscain) d’Oxford, a travaillé sur les bases de l’induction empirique et,
en particulier, posé le principe appelé plus tard “rasoir” d’Occam (Occam’s razor),
qui écarte l’admission de causes multiples pour un phénomène si elles ne sont pas
justifiées expérimentalement (voir Adams, 1987). Ce principe, Pluralitas non est
ponenda sine necessitate (traduit généralement par les entités ne devraient pas être
multipliées sans nécessité) est souvent invoqué en tant que principe de parcimonie
pour privilégier l’explication la plus simple lorsque deux explications sont également
possibles. On le retrouve très fréquemment dans la littérature bayésienne (voir, par
exemple, Jeffreys, 1961, Section 6.12, ou Jefferys et Berger, 1992). Nous sommes
néanmoins réticents sur l’emploi de cette notion, car elle ne fournit pas un principe
de travail et peut donc être utilisée à tort. Il est clair que le seul argument du
rasoir d’Occam n’est pas suffisant pour justifier pleinement une méthode donnée.
(Pour l’anecdote, le personnage de William de Baskerville dans Le Nom de la Rose
d’Umberto Eco est inspiré d’Occam.)
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π(γ1, . . . , γJ |y, σ) =
J∏

j=1

�
γj

j (1 − �j)γj , (7.18)

avec

�j =
Oj(y, σ)

1 +Oj(y, σ)
et

Oj(y, σ) =
pj

1− pj

(
x′jxj + σ2/c2j

σ2/c2j

)−1/2

× exp

{
(β̂jx

′
j/σ

2)2

2(x′jxj/σ2 + 1/c2j)

}
,

ce qui signifie que les γj sont indépendants a posteriori et que la probabilité
d’un sous-modèle donné peut être déduite aisément ainsi que le sous-modèle
le plus probable (Exercice 7.26). Ce n’est pas le cas avec la modélisation
alternative de George et McCulloch (1997) :

βj ∼ N
(
0, c2jγj + [c2j/100](1− γj)

)
.

Si σ2 est inconnu, Clyde (1999) utilise le même a priori simple σ2 ∼
IG(α, β) pour tous les modèles

π(σ2|γ, y) ∼ IG(α̂, β̂)

et évalue les poids a posteriori des différents modèles soit avec un estimateur
intuitif, c’est-à-dire remplaçant σ2 par un estimé σ̂2 dans l’égalité (7.18), soit
avec une moyenne de Rao-Blackwell. ‖

Bien que de tels résultats soient intéressants, ils sont difficiles à transposer
à d’autres cadres, comme les modèles linéaires généralisés, sans l’ajout de
nouvelles approximations. Par ailleurs, l’hypothèse d’orthogonalité est trop
restrictive, car les régresseurs courants ne sont jamais orthogonaux et leur
appliquer une transformation orthogonale comme les composantes principales
empêche d’obtenir les valeurs des coefficients βj ce qui est souvent un objectif
de l’étude. Enfin, le principe que les paramètres communs doivent être traités
comme des entités distinctes dans des modèles différents n’est pas ici respecté,
puisque les βj sont identiques dans tout modèle où ils apparaissent.

7.5 Projections de modèles

Nous présentons dans cette section une approche différente65 du choix de
modèle, développée par Goutis et Robert (1998), puis appliquée à la sélection

65Cette section contient des notions moins générales. Elle n’est pas plus difficile
que le reste de ce chapitre, mais peut être laissée de côté en première lecture.
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de variables par Dupuis et Robert (2001). L’idée sous-tendant cette approche
est de projeter un modèle complet f(y|θ) sur des sous-modèles, obtenus par
des restrictions sur θ, puis de calculer l’erreur d’approximation commise. Cette
approche est en particulier applicable à la sélection de variables, c’est-à-dire
à la recherche d’un sous-ensemble de covariables, au sein d’un ensemble plus
grand (Exemple 7.17).

Exemple 7.18. Dans une étude sur l’influence de facteurs diététiques sur
l’apparition de cancer du sein (CS), Raftery et Richardson (1995) considèrent
les covariables suivantes :
âge âge de la première grossesse
âge à la ménopause âge à la fin des études
âge à la ménarche indice de masse corporelle
nombre d’enfants consommation de graisses (totale)
consommation d’alcool consommation de graisses (saturées)
antécédents familiaux de CS antécédents de CS bénins

Les observations sont à valeurs dans {0, 1}, correspondant à une dichotomie
présence/absence de cancer. On peut donc leur appliquer une modélisation
logistique impliquant toutes ou partie des covariables (i = 1, · · · , 212) :

Mi : P (yj = 1|xj) =
exp[αi + βt

ix
(i)
j ]

1 + exp[αi + βt
ix

(i)
j ]

,

en notant x(i) les coordonnées de x dans la décomposition binaire de i.
Par exemple, le modèle M5 correspond à i = 5 = 0 · · ·0101 et donc
x(5) = (x10, x12). ‖

Une des principales différences entre l’approche par projections et les
axiomes usuels de choix de modèle réside dans les distributions a priori re-
quises. En effet, on ne demande ici la construction d’un a priori π(θ) que pour
le modèle complet et on tolère les lois a priori impropres, ce qui n’etait pas le
cas dans la Section 7.2, où un a priori propre par sous-modèle était nécessaire.
En fait, comme nous le verrons ci-dessous, les poids et lois a priori de chaque
sous-modèle sont déduits de la distribution a priori originale π, ce qui permet
d’éviter les paradoxes de marginalisation et de projection liés à la présence de
sous-espaces de dimensions différentes.

Pour une restriction θ ∈ Θ0, Goutis et Robert (1998) proposent le critère
d’acceptabilité suivant :

d(f(· |θ), Θ0) < ε , (7.19)

où d est une mesure de divergence et

d(f(· |θ), Θ0) = d(f(· |θ), f(· |θ⊥))
= inf

θ0∈Θ0
d(f(· |θ) , f(· |θ0)) .
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Le paramètre θ⊥ est alors la projection du paramètre θ sur le sous-modèle.
Le choix de modèle peut ainsi être vu comme une évaluation de la différence
entre le vrai modèle et un modèle plus parcimonieux. Il s’agit donc d’une
modélisation pragmatique tenant compte des réalités expérimentales, dans
lesquelles la nullité exacte est rarement vérifiée, et qui règle les problèmes de
paramétrisation par l’absence de paramètres dans la représentation (7.19). Par
ailleurs, cette méthode ne nécessite que la distribution a priori sur le paramètre
complet θ, puisque le paramètre de projection θ⊥ s’obtient à partir d’une
transformation de θ. La probabilité a posteriori dans (7.19) peut donc être
calculée en utilisant seulement la distribution a priori. Remarquons que cela
n’est pas équivalent à établir la distribution a priori sur θ⊥ en projetant π(θ)
et à utiliser ensuite le facteur de Bayes standard, comme le font McCulloch
et Rossi (1992) (Exercice 7.33).

Il y a de nombreuses possibilités pour la mesure de divergence d, mais un
choix assez naturel est la pseudo-distance de Kullback-Leibler

d(f, g) =
∫

log
(
f(z)
g(z)

)
f(z) dz ,

déjà vue en (2.7). Bernardo et Smith (1994) présentent de nombreux argu-
ments défendant l’utilisation de cette mesure. Ils sont liés à la théorie de
l’information, aux règles de pénalisation, aux propriétés de transitivité et
d’additivité ou encore aux familles exponentielles et aux modèles linéaires
généralisés.

De même, le facteur ε dans (7.19) peut être fixé de bien des façons
différentes. Par exemple, il peut être calibré sur des distributions simples
pour établir un intervalle raisonnable, comme dans la Table 7.3 (Exercice
7.29). Dans le cas d’une restriction simple, ε peut être déduit de la distribu-
tion (propre) a priori π pour vérifier la condition

P π(d(f(· |θ), f(· |θ⊥)) ≤ ε) = 1/2 .

Ce travail a été réalisé dans le cadre des mélanges par Mengersen et Robert
(1996), mais la valeur 1/2 est critiquable dans la mesure où elle donne une
fausse impression d’objectivité (alors que le résultat dépend en fait de π). En-
fin, dans le contexte de sélection de variables et de modèles imbriqués associés,
il existe un modèle minimal (ou modèle plus rudimentaire), f0, obtenu par la
régression d’un seul intercept et qui peut donner un ordre de grandeur de ε
par ε = �d(f, f0), avec 0 < � < 1. (Dupuis et Robert, 2001, appellent d(f, f0)
le coût maximal en potentiel explicatif.)

Dès lors que d et ε sont fixés, la méthode peut être implémentée soit
en calculant la probabilité a posteriori P π(d(f(· |θ), f(· |θ⊥) ≤ ε), soit en
établissant l’espérance a posteriori de d(f(· |θ), f(· |θ⊥)). Dans le cas de la
sélection de variables en régression, quand y est conditionnel à un vecteur
x de p covariables, la tâche se complique par la nécessité d’intégrer sur la
distribution jointe de (x, y) pour obtenir la distance, soit (Exercice 7.31)
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Tab. 7.3. Valeurs des paramètres pour différentes divergences de Kullback-Leibler
de ε dans le cas des distributions Bernoulli, Poisson et normales. (Source : Goutis
et Robert, 1998.)

ε 0 0.01 0.05 0.1 0.25 0.5 1 2 ∞
B(p) 0.5 0.57 0.65 0.71 0.81 0.9 0.96 0.99 1
P(λ) 1 1.15 1.35 1.52 1.88 2.36 3.15 4.5 ∞

N (μ, 1) 0 0.14 0.32 0.45 0.71 1 1.41 2 ∞

Ex[d(f(·|x, θ), fA (·|xA , θ
⊥))] ,

avec A ⊂ {1, . . . , p} et xA le sous-ensemble de covariables correspondant.
Comme la distribution du vecteur de covariables x est souvent inconnue, on
l’estime par la moyenne empirique

1
n

n∑
i=1

Ey

[
log
(

f(y|xi, θ)
g(y|xiA , θ⊥)

) ∣∣∣∣xi

]
.

Outre les difficultés numériques habituelles pour obtenir des approxima-
tions d’espérances ou de probabilités a posteriori, nous sommes confrontés
à un nouveau problème, plus spécifique à la sélection de variables. Étant
donné p covariables potentielles, il y a 2p (ou 2p− 1) modèles en concurrence.
Lorsque p est grand, une exploration complète de tous les modèles est impos-
sible. Heureusement, comme nous le décrivons dans la Note 7.8.3, certaines
propriétés de transitivité et d’additivité de la distance Kullback-Leibler per-
mettent d’élaguer plus rapidement l’arbre des sous-modèles : lorsqu’on cherche
parmi tous les sous-ensembles A de covariables tels que

d(Mg,MA ) = Ex[d(f(y|x, α), g(y|xA , α
⊥))] < ε ,

le sous-modèle avec le cardinal le plus petit, c’est-à-dire celui qui a le plus
faible nombre de covariables, on peut évaluer ce cardinal par pas descendants–
on part du modèle complet et on descend dans l’arbre des sous-modèles en
éliminant une covariable à la fois, celle qui est le plus loin de Mg, jusqu’à ce que
la distance devienne trop importante–et par pas montants–on part du modèle
constant et on ajoute une covariable à la fois, le plus proche de Mg, jusqu’à
ce que la distance soit plus petite que ε–et vérifier a posteriori qu’aucun autre
modèle de même cardinal p0 ne soit plus proche du modèle complet. Cette
dernière étape peut toutefois être particulièrement longue, de l’ordre de

(
p
p0

)
(Exercice 7.30).

Exemple 7.19. (Suite de l’Exemple 7.18) Pour un a priori constant
sur les paramètres de régression (α, β), Dupuis et Robert (2001) obtiennent
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les résultats présentés en Table 7.4 via cette procédure de sélection de va-
riables (avec � = 0.9 lors de l’étalonnage de ε). Les trois étapes de la
méthode choisissent le même sous-modèle 100111111001. D’après la liste des
variables explicatives données dans l’Exemple 7.18, cela signifie que le sous-
modèle sélectionné n’inclut pas les graisses consommées dans la liste des va-
riables explicatives les plus importantes. L’accord entre l’approche fondée sur
l’espérance de la distance a posteriori (colonne 3) et celle fondée sur la probabi-
lité a posteriori que la distance soit inférieure à ε (colonne 4) est remarquable.
‖

Bien que cette approche ait l’avantage de s’appuyer sur une fonction de
coût pour sélectionner les sous-modèles et d’éliminer le problème des lois a
priori impropres, elle n’est pas exempte de défauts. Le premier d’entre eux
est l’énorme quantité de calcul nécessaire lorsque, comme c’est le cas en
sélection de variables, le nombre de sous-modèles à étudier est grand. Ensuite,
la façon de déterminer la borne ε n’est pas irréprochable : par exemple, pour-
quoi une proportion fixe de la distance serait-elle pertinente pour la prise de
décision? Comment doit-elle dépendre du nombre d’observations ? Un autre
inconvénient de cette méthode est qu’elle nécessite un modèle complet (ou
de référence) et ne marche donc que pour des modèles imbriqués. S’inspi-
rant d’une idée communément utilisée en Économétrie (voir, par exemple,
Gouriéroux et Monfort, 1996), Goutis et Robert (1998) proposent d’étendre
la méthode à un cadre plus général en créant un modèle imbriquant, mais le
problème est difficile puisque le modèle imbriquant n’est pas le vrai modèle et
n’a donc qu’un intérêt limité pour la prise de décision. En outre, il existe en-
core de nombreuses manières de définir le modèle imbriquant, qui conduisent
à des résultats différents. On peut par exemple considérer les moyennes
arithmétique ou géométrique de modèles (Exercice 7.35).

Exemple 7.20. (Suite de l’Exemple 7.1) Étant donné que les modèles
de Poisson P(λ) et binomial négatif N B(n, p) contiennent des termes de la
forme

λy

y!
,

avec λ = p/(1−p) dans le cas de la binomiale négative, un modèle imbriquant
envisageable est

f(y|λ,m, α) ∝ 1
y!
λy e−αλ

[
m!

(m− y)!
1

(1 + eλ)m

]1−α

0 ≤ α ≤ 1 .

On retrouve le modèle de Poisson pour α = 1 et la loi binomiale négative pour
α = 0. Cette densité est en fait la moyenne géométrique des deux densités
mais la constante de normalisation, qui dépend de (λ,m, α), est inconnue.
On obtient une solution alternative plus abordable en utilisant la moyenne
arithmétique, ce qui donne le mélange
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Tab. 7.4. Sous-modèles étudiés par la procédure de sélection de variables pour le jeu
de données concernant le cancer du sein. Le résultat de chaque étape est présenté en
gras, d(Mg ,MA ) représente l’espérance de la divergence de Kullback-Leibler entre
le modèle complet et sa projection sur le sous-ensemble de covariables A et P (MA )
est la probabilité a posteriori que la distance d(Mg,MA ) soit inférieure à ε. (Source :
Dupuis et Robert, 2001.)

étape sous-ensemble d(Mg,MA ) P (MA )
A (×740)

1. 101111111111 0.508 0.98
101111111011 1.146 0.96
100111111011 1.800 0.94

100111111001 2.726 0.91

2. 000000010000 21.78 0.29
000010010000 16.97 0.45
100010010000 13.81 0.55
100010011000 10.61 0.66
100010011001 7.601 0.75
100011011001 5.224 0.83
100111011001 3.736 0.88

100111111001 2.726 0.91

3. 111111110000 8.170 0.73
111111001010 13.72 0.55
111100111010 8.349 0.73
110011111010 5.988 0.81
001111111010 9.215 0.70
111110011001 4.542 0.85
111101011001 4.761 0.85
111011011001 3.91 0.87
110111011001 3.265 0.89
101111011001 3.017 0.90
011111011001 5.895 0.81

100111111001 2.726 0.91
100111011101 3.109 0.899
100011111101 3.826 0.88
111011010011 5.284 0.83
110110110011 6.04 0.80
101101110011 5.9 0.81
101011011011 3.576 0.88
100111011011 2.77 0.91
101010111011 5.08 0.84
011001111011 9.346 0.70
100110011111 4.151 0.87
100101011111 4.224 0.86
100011011111 3.787 0.88
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pP(λ) + (1− p)N eg

(
m,

eλ

1 + eλ

)
0 ≤ p ≤ 1 .

‖

7.6 Adéquation à une famille de lois

Nous refermons ce chapitre par une courte introduction à l’approche
bayésienne du concept d’adéquation (traduction de goodness of fit), qui est,
d’une certaine façon, le problème de choix de modèle le plus difficile. En ef-
fet, dans les questions de type Le modèle M0 est-il compatible avec x ? ou f
appartient-elle à la famille {fθ; θ ∈ Θ} ?, il n’y a pas d’hypothèse alternative
à M0. Ainsi, dans l’Exemple 7.1, si nous ne considérons que le modèle de
Poisson, juger de sa compatibilité avec les données est d’autant plus difficile
que, s’il ne l’est pas, il n’y a pas alors de modèle défini66.

Il semble que la difficulté vienne ici du fait que le paradigme bayésien
ne puisse se prononcer sur la validité du modèle qu’en “sortant” du modèle,
c’est-à-dire en travaillant dans un cadre élargi (un métamodèle) dans lequel
le modèle considéré n’est qu’un cas particulier. Mais, en réalité, le problème
tient plus à la formulation maladroite de la question qu’au paradigme bayésien
lui-même. L’incapacité de ce dernier à répondre à un problème aussi mal posé
ne signifie en aucune manière que d’autres méthodes apportant une réponse,
comme le test du χ2, soient plus légitimes ! En fait, le paradigme bayésien
clarifie le problème en posant comme condition nécessaire la construction
préliminaire d’un modèle alternatif et formalise la définition de métamodèle
incluant le modèle d’étude.

Une fois l’ambigüıté levée, il y a de nombreuses façons de définir le modèle
alternatif M1, à moins qu’il ne soit contraint par la disponibilité d’informa-
tions a priori précises. Le modèle M1 peut par exemple être un modèle imbri-
quant M0. Mais comme nous l’avons vu en Section 7.5, il n’y a pas unicité de
choix pour un tel modèle. La notion de modèle imbriquant le plus petit (ou le
plus naturel) n’existe pas, en dehors de la réponse triviale de M0 lui-même !
Neyman (1937) définit une extension de la famille exponentielle

f1(x|θ, ϕ) ∝ f(x|θ) exp

{
−ϕ log

f(x|θ)
f(x|θ̂(x))

}
, ϕ ≥ 0 ,

66L’approche fréquentiste contourne cette difficulté en ne travaillant que sous
l’hypothèse nulle. Par exemple, le test du χ2 standard s’appuie sur l’approximation
du χ2 qui n’est valable que lorsque le modèle considéré est le “vrai” modèle. Dans
le cas contraire, la statistique du χ2 tend vers l’infini mais on ne sait rien de sa
distribution pour une taille d’échantillon donnée.
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avec θ̂(x) estimateur du maximum de vraisemblance (en le supposant défini),
mais d’autres extensions hiérarchiques sont envisageables. De plus, la représen-
tation de l’hypothèse alternative par les modèles imbriquants est très limitée,
puisque dans un problème d’adéquation, elle doit être “f n’est pas dans M0”.

On peut lever ces restrictions en utilisant une représentation non pa-
ramétrique de l’hypothèse alternative. Des techniques standard de Statistique
bayésienne non paramétrique sont présentées dans la Note 1.8.2, comme par
exemple les lois a priori par processus de Dirichlet et leurs généralisations,
mélanges ou ondelettes. Nous étudions à titre d’exemple la représentation po-
lynomiale orthogonale de Verdinelli et Wasserman (1992). Voir Castro et al.
(1999) pour le cas discret (Exercice 7.38).

On peut exprimer le modèle considéré M0 : x ∼ f(x|θ), θ ∈ Θ, de la façon
suivante :

M0 : x = F−(u|θ), θ ∈ Θ, u ∼ U ([0, 1]) ,

avec F−(·|θ) inverse généralisé de la fonction de répartition de f(·|θ) (Exercice
7.39). On peut donc écrire M0 comme un cas particulier de

M1 : x = F−(u|θ), θ ∈ Θ, u ∼ g(u|ψ), ψ ∈ S ,

avec g(·|ψ) distribution sur [0, 1], dont un cas particulier est la distribution
uniforme g(u|ψ0) = 1, et S est un espace de dimension infinie. Cette repa-
ramétrisation du modèle nous permet de travailler sur les distributions sur
[0, 1], plutôt que sur un espace général, et ramène notre tâche à un test d’uni-
formité (conditionnellement à θ).

Il y a de nombreuses possibilités pour le choix de la famille de distributions
g(·|ψ) de dimension infinie. Un choix envisageable est la famille de mélanges
de densités bêta,

g(u|ψ) = �0 + (1− �0)
+∞∑
j=1

�j
uαj(1 − u)βj

K(αj , βj)
,

comme dans Petrone et Wasserman (2002) et l’estimation peut alors être
réalisée par des techniques à sauts réversibles. Verdinelli et Wasserman (1998)
proposent ici d’utiliser les polynômes de Legendre sur [0, 1],

φj(x) =
1

2jj!
dj

dxj
(x2 − 1)j

correspondant aux densités

g(u|ψ) ∝ exp

⎧⎨
⎩

+∞∑
j=1

ψjφj(u)

⎫⎬
⎭ .

(Voir Barron, 1988, 1998, et Lenk, 1999, pour plus de détails.) Le modèle nul
M0 correspond alors à ψ1 = . . . = ψp = . . . = 0.
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La distribution a priori sur (θ, ψ) est choisie de telle sorte que θ et ψ soient
indépendants, avec un a priori de référence sur θ. Cette hypothèse d’indépen-
dance n’est pas sans conséquence étant donné que θ a le même a priori sous
M0 et M1, mais n’est pas identifiable sous M1 (Exercice 7.40). Les ψj sont
alors modélisés comme des variables aléatoires indépendantes,

ψj ∼N (0, τ2
j ),

avec τj = τ/2j pour des raisons de cohérence (Barron, 1988), et τ est associé
à un a priori propre vague, π(τ).

La distribution a posteriori est alors donnée par

π(θ, ψ, τ |x1, · · · , xn) ∝
n∏

i=1

f(xi|θ)g(ui|ψ)π(θ)π(ψ|τ)π(τ) , (7.20)

avec ui = F (xi|θ) (Exercice 7.41). Cette expression n’est manifestement
pas calculable, ne serait-ce que parce que les ui dépendent de θ. On peut
néanmoins simuler π(θ, ψ, τ |x1, · · · , xn) au moyen d’un algorithme MCMC,
par exemple avec les étapes de Gibbs :

θ|ψ, x1, · · · , xn ∼
n∏

i=1

f(xi|θ)g(ui|ψ)π(θ) ,

ψ|τ, θ, x1, · · · , xn ∼
n∏

i=1

g(ui|ψ)π(ψ|τ) ,

τ |ψ ∼ π(ψ|τ)π(τ) .

Il faut cependant des étapes de Metropolis-Hastings supplémentaires pour
simuler θ et ψ.

Une fois une approximation de la distribution a posteriori obtenue, Verdi-
nelli et Wasserman (1998) proposent d’utiliser le facteur de Bayes

B01 =

∫ n∏
i=1

f(xi|θ)π(θ)dθ

∫ n∏
i=1

f(xi|θ)g(F (xi|θ)|ψ)π(θ, ψ, τ)dθdψdτ

pour décider si l’adéquation à M0 est suffisante. (Ils montrent de plus que la
procédure est convergente, que B01 tend vers 0 presque sûrement si M0 n’est
pas le bon modèle et vers l’infini en probabilité dans le cas contraire.) Une
autre procédure d’évaluation consiste à remarquer que M0 correspond à τ = 0
et à utiliser un test d’hypothèse standard sur l’échantillon MCMC.
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7.7 Exercices

Section 7.1.1

7.1 La déviance d’un modèle est simplement la valeur de la log-vraisemblance pour
l’estimateur du maximum de vraisemblance (McCullagh et Nelder, 1989). Cal-
culer λ̂ et (m̂, p̂) pour l’estimateur du maximum de vraisemblance de l’Exemple
7.1 et comparer les déviances.

7.2 Dans le cadre de l’Exemple 7.2, montrer qu’un mélange à k composantes peut
être représenté par un mélange à k + 1 composantes soit en annulant le poids
d’une des composantes, soit en fixant la moyenne et la variance de la (k+1)-ième
composante égale à celles d’une des k premières composantes. Quel est le rapport
entre cette multiplicité et la propriété de non-identifiabilité des mélanges vue
dans la Note 6.6.6 ?

7.3 Pour l’Exemple 7.3, écrire les distributions marginales des yi = (yi1, . . . , yi7) en
intégrant les effets aléatoires. Est-il possible d’obtenir un résultat explicite avec
les lois a priori conjuguées ?

Section 7.2.1

7.4 On considère deux modèles M1 : x ∼ f1(x|θ1, γ) et M2 : x ∼ f2(x|θ2, γ) avec
une distribution a priori

π(θ1, θ2, γ) = π1(θ1|γ)π2(θ2|γ)π0(γ) ,

π1 et π2 étant propres. Montrer que, si π0 est impropre, le facteur de Bayes Bπ
12

ne dépend pas de la constante de normalisation de π0.

7.5 Dans le cadre de l’Exemple 7.4, on suppose que Tt est distribuée selon une loi
uniforme U[0,T̄ ] et que β21 ∼ N (0, τ 2).

a. En intégrant le terme β21Tt dans M2, calculer le modèle marginal de yit.

b. En déduire la distribution a priori sur les paramètres de M1 si M2 est le
vrai modèle et (β20, b2i, σ2) ∼ π(β20, b2i, σ2).

7.6 ∗(Barbieri et al., 1999) Soit un modèle f(x|ϕ,ψ), (ϕ,ψ) ∈ Φ×Ψ , tel qu’il existe
ψ∗ ∈ Ψ vérifiant

lim
ψ→ψ∗ f(x|ϕ,ψ) = f∗(x|ψ∗) ,

c’est-à-dire tel que la distribution limite ne dépende plus de ϕ.

a. Montrer que cette condition est vérifiée par le modèle de calibration linéaire,

z1 ∼ N (ψ, 1), z2 ∼ N (φψ, 1) ,

pour ψ∗ = 0.

b. Si π(ϕ,ψ) est un a priori propre avec une masse en ψ∗, montrer que

π(ϕ|x) = π(ϕ|ψ∗)π(ψ∗|x) + π(ϕ|ψ �= ψ∗, x)
Z

ψ �=ψ∗
π(ψ|x) dψ .

c. Si H0 : ϕ = ϕ0 doit être testée contre H1 : ϕ �= ϕ0, montrer que

B01 = π(ψ∗|x) +
m(x|ψ �= ψ∗)

π(ϕ0)

Z
ψ �=ψ∗

π(ψ|x) dψ

en supposant que π a aussi une masse en ϕ0.
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d. En déduire que le facteur de Bayes est fortement influencé par la modélisation
a priori sur ψ∗, quel que soit ϕ0.

[Note : Gleser et Hwang (1987) étudient ces modèles d’un point de vue
fréquentiste et montrent qu’un intervalle de confiance de niveau α sur une fonc-
tion non bornée de ϕ a un volume infini avec une probabilité positive.]

Section 7.2.2

7.7 (Berger et Pericchi, 2001) On considère le modèle linéaire normal M2

y = α1 + z1β1 + z2β2 + ε, ε ∼ Nn(0, σ2In) ,

avec β1 ∈ R
k, β2 ∈ R

p et les zi centrés et orthogonaux, c’est-à-dire tels que
zt
1z2 = 0. Le sous-modèle M1 correspond à β2 = 0.

a. Montrer que, sous les lois a priori

π1(α, β1, σ) = 1/σ et π2(α, β1, σ, β2) = h(β2|σ)/σ ,

avec h(β2|σ) suivant une loi de Cauchy Cp(0, z
t
2z2/nσ

2), le facteur de Bayes
B12 ne peut pas être calculé explicitement.

b. Pour le modèle M1 : y = Xβ + ε, ε ∼ Nn(0, σ2In), le G-prior de Zellner
(1986b) est

π(σ) = 1/σ , π(β|σ) ∝ exp{−βtXtXβ/2gσ2} .

Montrer que dans ce cas, la densité marginale est exprimable analytique-
ment.

c. Soit M0 le modèle associé à β = 0. On note k la dimension de β dans
le modèle M1. Montrer que la limite du facteur de Bayes B01 est (1 +
g)(k−n)/2, quand l’estimateur du maximum de vraisemblance β̂ tend vers
l’infini. Conclure sur les avantages du G-prior pour ce problème.

7.8 ∗(Suite de l’Exercice 7.6) Pour le modèle à calibration linéaire,

a. Montrer que l’a priori de Jeffreys est

πJ(ϕ,ψ) ∝ |ψ| .

b. Montrer que, pour le test de H0 : ϕ = ϕ0, avec π0(ψ) ∝ 1, le facteur de
Bayes fractionnaire avec la fraction 0 < b < 1 (voir l’équation (5.10)) est

BF
01 = b−1/2 exp

j
−1 − b

2

(z1 − z2ϕ0)2

1 + ϕ2
0

ff
.

c. Montrer que le facteur de Bayes arithmétique intrinsèque (voir l’équation
(5.7)) est

BA
01 =

√
2 exp

j
−1 − 0.5

2

(z1 − z2ϕ0)2

1 + ϕ2
0

ff
.

d. Étudier l’extension à n observations.

7.9 ∗(Suite de l’Exercice 7.8)
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a. Montrer que l’a priori de référence est

πR(ϕ,ψ) ∝ 1p
1 + ϕ2

.

b. Montrer que le facteur de Bayes est

BF
01 = b−1/2 exp

j
1 − b2 [(z21 − z22)(1 − ϕ0)2 − 4z1z2ϕ0]

1 + ϕ2
0

ff
I0(b(z

2
1 + z22)/4)

I0((z21 + z22)/4)
,

avec I0 la fonction de Bessel modifiée (Exercice 4.36).

7.10 ∗Dans le contexte de l’Exemple 7.5,

a. Effectuer le calcul complet de Bπ
12 pour arriver à l’expression finale de

l’exemple.

b. Montrer que la limite de Bπ
12 est différente suivant que α/β tende vers 0

lorsque α et β tendent vers 0, ou que α/βN tende vers c > 0, avec x < N .

7.11 Calculer la distribution marginale de x1 si x1, . . . , xn est un échantillon d’un
mélange normal à deux composantes tel qu’il y ait au moins deux observations
dans chaque composante.

Section 7.2.3

7.12 Montrer que, pour la comparaison de deux modèles linéaires M1 et M2, avec
respectivement k1 et k2 régresseurs, et n observations, sous l’a priori πj(βj) =

σ
−1−qj

j (j = 1, 2), le facteur de Bayes associé au critère BIC s’écrit

B12 = (R2/R1)
n/2 n(k2−k1)/2 ,

en notant Rj les sommes des carrés résiduels.

7.13 (Suite de l’Exercice 7.8) Dans le cas du modèle à calibration linéaire,
sous l’a priori de Jeffreys, montrer que le critère de Schwarz donne presque le
même résultat que le facteur de Bayes fractionnel avec la fraction b = 0 dans
l’exponentielle. Commenter.

Section 7.2.4

7.14 Si f(·|θ) appartient à une famille exponentielle, montrer que le nombre effectif
de paramètres pD est toujours positif.

7.15 ∗(Spiegelhalter et al., 1998) Dans le cadre de l’Exemple 7.8,

a. Montrer que, pour le modèle saturé avec les θi indépendants de lois a priori
constantes, pD est égal à p et la déviance bayésienne vaut 2p.

b. Montrer que la déviance bayésienne associée au modèle agrégé, θi = θ pour
tout i, est donnée par (7.8).

c. Montrer que l’équation (7.9) est vraie.

d. On suppose que θi ∼ N (μ, τ 2) avec τ connu et π(μ) = 1. Montrer que

pD =

pX
i=1

�i +

pX
i=1

�i(1 − �i)

ffi pX
i=1

�i
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et que la déviance bayésienne est égale à

DIC = τ−2
pX

i=1

�i(1 − �i)(yi − ȳ)2 + pD ,

avec �i = σ2
i τ

2/(σ2
i + τ 2) et ȳ =

P
i �iyi/

P
i �i.

7.16 Donner dans le détail l’implémentation MCMC des trois modèles de l’Exemple
7.9. (Indication : La simulation peut être traitée par BUGS.)

7.17 ∗(Spiegelhalter et al., 1998) On considère un modèle linéaire général

y ∼ N (Aθ1, Σ1) , θ1 ∼ N (Bθ2, Σ2) .

a. Montrer que la distribution a posteriori de θ1 est de la forme N (θ̄1, Ψ) et
calculer θ̄1 et Ψ .

b. Montrer que E[D(θ)|y] = D(θ̄1) + tr(A′Σ−1
1 AΨ) et en déduire pD =

tr(A′Σ−1
1 AΨ).

c. Élargir au cas θ2 aléatoire et π(θ2) = 1.

7.18 Montrer que les lois conditionnelles sur les ϕi définies dans l’Exemple 7.9 sont
bien compatibles avec une loi jointe et expliciter cette loi jointe.

Section 7.3.1

7.19 L’espérance de

1

T

TX
t=1

h(θ(t))

f(x|θ(t))π(θ(t))
,

avec les θ(t) distribués selon π(θ|x), est-elle égale àm(x) quelle que soit la densité
de probabilité h ?

7.20 ∗(Chen et Shao, 1997) Soient deux densités, π1(θ) = c1π̃1(θ) et π2(θ) =
c2π̃2(θ), sur le même espace de paramètres Θ.

a. Si π est une densité sur Θ, donner des conditions suffisantes sur le support
de π pour que

� =
c2
c1

=
E

π[π̃1(θ)/π(θ)]

Eπ[π̃2(θ)/π(θ)]
.

b. Montrer que la variance asymptotique de l’estimateur de

�US =

Pn
i=1 π̃1(θi)/π(θi)Pn
i=1 π̃2(θi)/π(θi)

,

avec les θi i.i.d. de loi π, est

�2E
π

j
π1(θ)

π(θ)
− π2(θ)

π(θ)

ff2

.

c. En supposant que

�−2
E

π[(�US − �)2] =
1

n
E

π

»{π1(θ) − π2(θ)}2

π2(θ)

–
+ o

`
n−1´ ,

montrer que la meilleure densité d’importance π est
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π0(θ) ∝ |π1(θ) − π2(θ)| ,
si Z

|π1(θ) − π2(θ)| dθ <∞ .

[Note : Torrie et Valleau (1977) appellent cette méthode l’échantillonnage par
parapluie.]

Section 7.3.2

7.21 Étant donné deux densités π1(θ) = c1π̃1(θ) et π2(θ) = c2π̃2(θ) sur le même
espace de paramètres Θ, et h une fonction arbitraire,

a. Exprimer E
π2 [h(θ)π̃1(θ|x)] sous la forme d’une intégrale en fonction de π1

et π2.

b. En déduire l’égalité (7.13).

7.22 ∗Chen et al. (2000) définissent l’erreur quadratique moyenne relative

E (r, r̂) =
E[r̂ − r]
r

pour évaluer les performances de l’estimateur r̂ du rapport constant r.

a. Montrer que, si n = n1 + n2 et si n1/n2 tend vers � lorsque n tend vers
l’infini, alors

E (r,BS
12) � 1

n�(1 − �)

"R
π1(θ)π2(θ){�π1(θ) + (1 − �)π2(θ)}h2(θ) dθ`R

π1(θ)π2(θ) dθ
´2

#

pour l’estimateur (7.14), en faisant abstraction de la dépendance en x par
souci de simplification. (Indication : Utiliser la méthode delta.)

b. En déduire que le choix optimal pour h est

h∗(θ) ∝ 1

�π1(θ) + (1 − �)π2(θ)
.

7.23 Pour les trois fonctions de lien de l’Exemple 7.10, proposer une structure à
variables latentes z qui permette d’identifier y à l’indicatrice Iz≤xtβ.

Section 7.3.3

7.24 Soit une distribution a posteriori π(θ1, θ2, θ3|x) telle qu’on ait accès aux trois
distributions conditionnelles complètes π(θ1|θ2, θ3, x), . . . et π(θ3|θ1, θ2, x).
a. Montrer que

logm(x) = log f(x|θ̂) + log π(θ̂) − log π(θ̂3|θ̂1, θ̂2, x)
− log π(θ̂2|θ̂1, x) − log π(θ̂1|x) .

b. Montrer que π(θ1|x) peut être estimé par

π̂(θ1|x) =
1

T

TX
t=1

π(θ1, θ
(t)
2 , θ

(t)
3 |x) ,

avec (θ
(t)
1 , θ

(t)
2 , θ

(t)
3 ) simulé par échantillonnage de Gibbs.
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c. Montrer que π(θ2|θ̂1, x) peut être estimé par

π̂(θ2|θ̂1, x) =
1

T

TX
t=1

π(θ2|θ̂1, θ(t)3 , x)

avec (θ
(t)
2 , θ

(t)
3 ) simulé par échantillonnage de Gibbs selon les distributions

conditionnelles π(θ2|θ̂1, θ(t−1)
3 , x) et π(θ3|θ̂1, θ(t)2 , x), ce qui revient à rem-

placer θ1 par θ̂1.

d. Étendre au cas où on dispose de p densités conditionnelles complètes et
évaluer le coût nécessaire en temps de calcul pour cette méthode d’approxi-
mation.

Section 7.3.4

7.25 Dans le cadre de l’Exemple 7.16, montrer que les jacobiens des déplacements
de naissance et de séparation sont respectivement donnés par

(1 − p(k+1)(k+1))
k et pjk/(1 − u1) .

Section 7.4

7.26 On revient sur les distributions a priori proposées par Clyde (1999),

a. Montrer que la distribution a posteriori de (γ1, . . . , γJ ) conditionnellement
à σ est donnée par (7.18).

b. En déduire que le sous-modèle le plus probable correspond aux régresseurs
Xj avec des poids �j plus grands que 1/2.

7.27 ∗(George et Foster, 1999) Dans un modèle de régression normale

y = β1x1 + . . .+ βpxp + σε , ε ∼ N (0, I) ,

si γ est l’indice d’un sous-modèle parmi les 2p sous-modèles possibles, on note qγ
le nombre de covariables correspondant, Xγ la matrice des régresseurs associée,
β̂γ l’estimateur des moindres carrés et s2γ la somme des carrés β̂′

γX
′
γXγ β̂γ .

a. Soient les distributions a priori

βγ |σ, γ, c ∼ Nqγ

“
0, cσ2

`
X ′

γXγ

´−1
”
, π(γ|ω) = ωqγ (1 − ω)p−qγ .

Identifier cet a priori à celui de Madigan et Raftery (1995).

b. Montrer que

π(γ|y, σ, c, ω) ∝ exp

»
c

2(1 + c)
{s2γ/σ2 − F (c, ω)qω}

–

avec

F (c, ω) =
1 + c

c

„
2 log

1 +w

w
+ log(1 + c)

«
.

c. En déduire que la distribution a posteriori intégrée π(γ|y, σ, c, ω) est une
fonction croissante de s2γ/σ

2 − F (c, ω)qω.



414 7 Choix et comparaison de modèles

d. Conclure que, moyennant un choix adéquat de (c, ω), le log-a posteriori
peut être équivalent à n’importe quel critère standard de choix de modèle,
de AIC (avec F (c, ω) = 2) à BIC (avec F (c, ω) = log n), en passant par le
RIC de Foster et George (1998) (avec F (c, ω) = 2 log p).

Section 7.5

7.28 Montrer que la divergence de Kullback-Leibler entre deux distributions nor-
males N (0, 1) et N (μ, σ2) est

log σ +
μ2 + 1

2σ2
− 1

2
.

Adapter la formule à la divergence de Kullback-Leibler entre N (μ0, σ
2
0) et

N (μ, σ2) par un changement d’échelle approprié.

7.29 Pour chacune des distributions suivantes, montrer l’égalité correspondante sur
la divergence de Kullback-Leibler :

(i) Bernoulli B(p) :

d(f(· |p0), f(· |p)) = p0 log
p0
p

+ (1 − p0) log
1 − p0
1 − p ;

(ii) Poisson P(λ) :

d(f(· |λ0), f(· |λ)) = λ− λ0 + λ0 log
λ0

λ
; et

(iii) Normale N (μ, 1) :

d(f(· |μ0), f(· |μ)) = (μ− μ0)
2/2 .

7.30 On considère un problème de sélection de variables avec p covariables.

a. Montrer que le nombre de sous-modèles est 2p − 1 si tous les modèles ont
un terme constant et 2p − 2 sinon.

b. Montrer que le nombre de modèles avec exactement p0 covariables est
`

p
p0

´
.

c. En utilisant l’approximation de Stirling, montrer que ce nombre est également
d’ordre 2p pour p0 = p/2.

7.31 On considère un problème de choix de modèle où (x, y) ∼ g(x|α)f(y|x, θ).
a. Montrer que, pour la divergence de Kullback-Leibler,

d
`
g(·|α)f(·|·, θ), g(·|α′)f(·|·, θ′)´ = d(g(·|α), g(·|α′))

+Eα

ˆ
d(f(·|x, θ), f(·|x, θ′)˜ ,

l’espérance étant prise sous x ∼ g(x|α).

b. En déduire que, si le sous-modèle pose des contraintes sur θ uniquement,
par exemple ϕ(θ) = 0, la projection de (α, θ) est (α, θ⊥) si θ⊥ est la solution
de

arg min
θ′; ϕ(θ′)=0

Eα

ˆ
d(f(·|x, θ), f(·|x, θ′)˜ .

7.32 Dans le cas d’un modèle de régression linéaire normal, y ∼ N (x′β, σ2),
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a. Montrer que, si z est un sous-vecteur de x, la divergence de Kullback-Leibler
entre N (x′β, σ2) et N (z′γ, σ2) est ||x′β − z′γ||2/2σ2, conditionnellement
à x.

b. En déduire que la projection β⊥ s’écrit β⊥ = (zz′)−1zx′β.

7.33 (Suite de l’Exercice 7.32) On suppose que β est distribué selon une loi a
priori conjuguée N (β0, Σ). Calculer la distribution a priori induite de β⊥. Que
se passe-t-il dans le cas d’un a priori constant sur β ?

7.34 Dans le cadre de l’Exemple 7.20, déterminer si la constante de normalisation
de la moyenne géométrique des distributions de Poisson et binomiale négative,
f(y|λ,m,α), est calculable.

7.35 On compare deux modèles M1 et M2, de densités f1(·|θ1) et f2(·|θ2) toutes
deux issues d’une famille exponentielle.

a. Montrer que la moyenne géométrique

f1(·|θ1)α f2(·|θ2)1−α

appartient encore à une famille exponentielle.

b. Montrer que, si, pour (i = 1, 2)

fi(y|θi) = hi(y) exp{θi · ϕi(y) − ψi(θi)} ,
(ϕ1(y), ϕ2(y)) est une statistique exhaustive pour la moyenne géométrique.

c. En déduire que, si (ϕ1(y), ϕ2(y)) est de plein rang, la dimension de cette
famille (Définition 3.8) est la somme des dimensions de f1 et f2.

d. Dans le cas particulier où M1 est exponentielle Exp(θ1) et M2 semi-normale
N +(0, 1/θ2), montrer que le modèle de la moyenne géométrique est la dis-
tribution normale tronquée

N +

„
− αθ1

(1 − α)θ2
,

1

(1 − α)θ2

«
,

et calculer sa constante de normalisation.

Section 7.6

7.36 Considérer l’extension d’une famille exponentielle de Neyman (1937) lorsque
f(x|θ) est la densité d’une loi (i) de Poisson P(θ), (ii) exponentielle E xp(θ) et
(iii) normale N (θ, 1). Dans les trois cas, déterminer si la constante de norma-
lisation est calculable.

7.37 Étant donné une densité

f(y|θ) = h(y) exp{θ · ϕ(y) − ψ(θ)}
d’une famille exponentielle de dimension d (Définition 3.8), montrer que son
extension de Neyman appartient encore à une famille exponentielle de dimension
d+ 1.

7.38 ∗(Castro et al., 1999) On considère un modèle multinomial

r = (r0, . . . , rk) ∼ Mk+1(n;α0, . . . , αk) ,

avec α = (α1, . . . , αk).
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a. En notant (0 ≤ b ≤ 1)

q2(r; b) =

R
f(r|α)π2(α) dαR
fb(r|α)π2(α) dα

,

montrer que, sous l’a priori impropre π2(α) = 1/α1 . . . αk,

q2(r; b) =
Γ (bn)

Γ (n)

kY
j=0

Γ (rj)

Γ (brj)
,

si tous les rj sont positifs. (Si l’un des rj est nul, l’a posteriori n’est pas
défini.)

b. Si la contrainte sur les αj est

αj =

 
k

j

!
μj(1 − μ)k−j , 0 < μ < 1 ,

c’est-à-dire si on veut tester que le modèle sous-jacent est vraiment binomial,
montrer que, sous l’a priori π1(μ) = 1/μ(1 − μ),

q1(r; b) =

R
f(r|α(μ))π1(μ) dμR
fb(r|α(μ))π1(μ) dμ

=
B(r, kn− sr)

B(br, b(kn− sr))

"
kY

j=0

 
k

j

!rj
#1−b

,

avec sr = r1 + . . . + krk et B(a, b) constante de normalisation de la loi
Be(a, b) (voir Annexe A).

c. Montrer que le facteur de Bayes fractionnel associé à la contrainte en b. est
BF

12 = q1(r; b)/q2(r; b).

d. Appliquer b. aux données du Tableau 7.5.

Tab. 7.5. Nombre de femmes dans une file d’attente de dix personnes dans le métro
de Londres (Source : Hoaglin et al., 1996.)

Nombre de femmes 0 1 2 3 4 5 6 7 8 9 10

Occurrences 1 3 4 23 25 19 18 5 1 1 0

e. Si la contrainte sur les αj prend la forme d’un modèle de Poisson, αj =
e−λλj/j! (j = 0, . . . , k), montrer que, sous l’a priori π1(λ) = λ−t,

q1(r; b) =

R
f(r|α(λ))π1(λ) dλR
fb(r|α(λ))π1(λ) dλ

=
Γ (sr − t+ 1)bbsr−t+1nsr(b−1)

Γ (bsr − t+ 1)

kY
j=0

[j!](b−1)rj ,

en définissant sr comme en b.
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f. Montrer que, sous les mêmes hypothèses que dans e., les facteurs de Bayes
intrinsèques ne sont pas constructibles, à moins que les cellules ne soient
groupées pour former des rj positifs.

g. Montrer que, pour un modèle continu, cette stratégie est l’équivalent
bayésien du test du χ2 et qu’elle souffre par conséquent du même problème,
à savoir le côté arbitraire du regroupement des observations en k cellules.

7.39 Soit F une fonction de répartition dans R. L’inverse généralisée de F est
définie par

F−(u) = inf{x;F (x) ≥ u}
a. Montrer que dans le cas u ∼ U ([0, 1]), F−(u) ∼ F .

b. En déduire une technique de simulation pour les distributions de Cauchy et
exponentielle.

c. Comment généraliser ce résultat pour une distribution multidimension-
nelle ?

7.40 Dans le contexte de l’article de Verdinelli et Wasserman (1998), montrer que
le paramètre θ n’est pas identifiable sous le modèle alternatif M1. (Indication :
Montrer que, pour toute fonction de répartition F (x) et pour tout θ, il existe ψ
tel que F−

θ ◦Gψ = F−.)

7.41 (Verdinelli et Wasserman, 1998) Démontrer l’égalité (7.20) en établissant que,
sous le modèle M1,

x ∼ h(x|θ, ψ) = g(F (x|θ)|ψ)
dF (x|θ)
dx

= g(F (x|θ)|ψ)f(x|θ) .

Note 7.8.1

7.42 Prouver l’égalité (7.21) en montrant queZ Z
d

dλ
log π̃(θ|λ)π(θ|λ) dλ dθ = −

Z λ2

λ1

d

dλ
c(λ) dλ .

7.43 ∗(Suite de l’Exercice 7.42) Montrer que la généralisation de (7.21) au cas
multidimensionnel s’écrit

log(c(λ2)/c(λ1)) =

Z 1

0

Eλ(t)

"
kX

j=1

dλj(t)

dt

∂

∂λj
log π̃(θ|λ)

#
dt ,

avec λ(t) fonction continue de [0, 1] dans Λ telle que λ(0) = λ1 et λ(1) = λ2. En
déduire l’échantillonneur par chemin correspondant. (Indication : Voir Gelman
et Meng, 1998, pour une solution détaillée.)

Note 7.8.2

7.44 Dans le cadre de l’Exemple 7.21, donner les étapes de sauts réversibles qui
correspondent aux déplacements de naissance et de mort.
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7.8 Notes

7.8.1 Échantillonnage par chemin

Gelman et Meng (1998) généralisent l’échantillonnage par passerelle à l’échantil-
lonnage par chemin en considérant le cas particulier où les deux lois a posteriori
dépendent de la même manière d’hyperparamètres, λ1 et λ2,

π1(θ|x) = π(θ|λ1) = π̃(θ|λ1)/c(λ1) ,
π2(θ|x) = π(θ|λ2) = π̃(θ|λ2)/c(λ2) .

Si les hyperparamètres sont des réels tels que λ1 < λ2, on a, pour toute densité
π0 de support [λ1, λ2],

log(c(λ2)/c(λ1)) = E

»
1

π0(λ)

d

dλ
log π̃(θ|λ)

–
, (7.21)

en intégrant sur la densité π(θ|λ)π0(λ) (Exercice 7.42).

L’estimateur correspondant du logarithme du facteur de Bayes en échantillon-
nage par chemin est alors

BPS
12 =

1

n

nX
i=1

d

dλ
log π̃(θi|λi)

π0(λi)
,

avec le choix formellement optimal pour π0,

π0(λ) ∝
vuutE

"„
d

dλ
log π̃(θ|λ)

«2 ˛̨̨
˛λ
#
.

(Voir l’Exercice 7.43 pour une extension au cas multidimensionnel.)

7.8.2 Processus de saut

On considère ici une technique analogue à celle par sauts réversibles largement
abordée dans la littérature (voir, par exemple, Ripley, 1987, Grenander et Miller,
1994, ou Phillips et Smith, 1996). Elle est en théorie applicable (Cappé et al.,
2003) dans un cadre très général mais n’a pour l’instant été utilisée que dans
des problèmes de sélection de variables. C’est le cas notamment de la solution
de Stephens (2000) au problème de l’Exemple 7.2.

Cette méthode s’appuie sur les processus de sauts : on simule un processus de
saut à temps continu sur l’espace (7.2), c’est-à-dire un processus stochastique
(ξt)t∈R+ qui reste dans un état donné (i, θi) pour une durée suivant une loi
exponentielle T ∼ E xp(ϕi(θi)), ϕ étant l’intensité du processus, puis saute
vers un nouvel état j avec une probabilité qi→j et simule θj selon une densité
hi→j(θj |θi). Ensuite, comme en temps discret (voir (6.17)), si les paramètres du
processus, ϕ, q et h, satisfont une condition d’équilibre ponctuel

π(i, θi)ϕi(θi)qi→jhi→j(θj |θi) = π(j, θj)ϕj(θj)qj→ihj→i(θi|θj) ,

alors π(i, θi) est une distribution stationnaire de ce processus markovien. Par
exemple, si hi→j(θj |θi) = gj(θj) et qi→j = 1/k, avec k nombre d’états, la condi-
tion d’équilibre est
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π(i, θi)ϕi(θi)gj(θj) = π(j, θj)ϕj(θj)gi(θi)

et l’intensité est ϕi(θi) ∝ gi(θi)/π(i, θi). (L’intensité ϕi(θi) est l’inverse de la
durée moyenne en (i, θi), qui est logiquement proportionnelle à π(i, θi).)

Dans le cas particulier où les déplacements sont limités aux états adjacents, c’est-
à-dire lorsque qi→i+1 + qi→i−1 = 1 (avec les modifications qui conviennent aux
extrêmités), le processus est appelé processus de saut à naissances et à morts.
On écrit alors souvent ϕi(θi) = β(θi) + δ(θi), avec β(θi) taux de naissance et
δ(θi) taux de mort, et on s’affranchit du paramètre qi→j . Le processus reste dans
l’état (i, θi) pendant un temps exponentiel E xp[β(θi) + δ(θi)], puis se déplace
soit vers l’état (i + 1, θi+1) avec probabilité β(θi)/(β(θi) + δ(θi)), θi+1 étant
simulé selon K+

i (θi+1|θi), soit vers l’état (i − 1, θi−1), θi−1 étant simulé selon
K−

i (θi−1|θi).

Exemple 7.21. (Suite de l’Exemple 7.2) Pour l’exemple du mélange, les
étiquettes des états i correspondent aux nombres de composantes, la naissance
à l’ajout d’une composante et la mort à la suppression d’une composante. Alors
θi = (p1i, . . . , pii, μ1i, . . . , μii, σ1i, . . . , σii). Dans son implémentation de l’algo-
rithme à sauts de naissances et de morts, Stephens (2000) simule de nouvelles
composantes selon la distribution a priori (dans laquelle toutes les composantes
sont i.i.d.) et choisit un taux de naissance fixe β(θi) = b. La condition d’équilibre
devient alors

(i+ 1)β(θi+1)L[(i+ 1, θi+1)|x1, . . . , xn]π(i+ 1) = bL[(i, θi)|x1, . . . , xn]π(i) ,

en notant L(θ|x1, . . . , xn) la vraisemblance. (Le coefficient (i + 1) tient au fait
qu’il y a (i+ 1) composantes et donc (i+ 1) suppressions possibles.)

En notant θi/(p�i, μ�i, σ�i) le paramètre du modèle à (i− 1) composantes où la
composante (p�i, μ�i, σ�i) a été supprimée, l’algorithme de naissance et de mort
est le suivant :

Algorithme 7.1. Sauts de naissance et de mort
Dans l’état (i, θi),

1. Calculer les taux de mort de chaque composante (� = 1, . . . , i)

β�(θi) =
L[(i− 1, θi/(p�i, μ�i, σ�i))|x1, . . . , xn]

L[(i, θi)|x1, . . . , xn]

et prendre β(θi) =
Pi

�=1 β�(θi)
2. Simuler le temps de saut T ∼ E xp(β(θi) + b)
3. À l’instant T , supprimer

(p�i, μ�i, σ�i)|x1, . . . , xn

avec probabilité
β�(θi)

β(θi) + b

Sinon, créer
(p(i+1)(i+1), μ(i+1)(i+1), σ(i+1)(i+1))

suivant la distribution a priori.
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Remarquons que, dans l’étape 3, le nouveau poids est simulé selon la distribution
marginale a priori de p(i+1)(i+1), qui est une distribution Be(i, 1) si l’a priori
sur (p1(i+1), . . . , p(i+1)(i+1)) est Dirichlet Di+1(1, . . . , 1). ‖

On pourra consulter Cappé et al. (2003) pour une analyse plus approfondie des
liens entre l’algorithme par sauts réversibles et l’algorithme par processus de
saut, leur conclusion étant que les deux méthodes diffèrent très peu.

7.8.3 Sélection de variables dans le cas de modèles linéaires généralisés

Nous présentons maintenant de façon plus détaillée la technique de sélection de
variables introduite en Section 7.5. Soit, donc, une famille exponentielle générale
(i = 1, . . . , n)

yi|θi ∼ exp [ϕi {θiyi − ψ(θi)} + c(ϕi, yi)]

avec une structure de modèle linéaire généralisé (McCullagh et Nelder, 1989)
qui impose une relation entre la moyenne et le vecteur des covariables,

g(ψ′(θi)) = xt
iβ .

Dans ce cadre, la divergence de Kullback-Leibler est calculable analytiquement
puisque

d(f(· |θ), f(· |θ0)) =
nX

i=1

ϕi {ψ
′
(θi)(θi − θ0i ) − ψ(θi) + ψ(θ0i )}

et les équations de projection (j = 1, . . . , p)

nX
i=1

ϕi ψ
′
(θi)

∂θ0i
∂βj

=

nX
i=1

ϕi ψ
′
(θ0i )

∂θ0i
∂βj

, (7.22)

sont équivalentes au système des équations de vraisemblance, ce qui rend leur
résolution plus facile.

Pour un modèle logit,

P (yi = 1|xi, α) = 1 − P (yi = 0|xi, α) =
exp(αtxi)

1 + exp(αtxi)
,

la projection α⊥ de α sur les covariables zi (vecteur inclus dans les xi) est, par
exemple, associé à β solution de

nX
i=1

expβtzi

1 + expβtzi
zi =

nX
i=1

expαtxi

1 + expαtxi
zi ,

ce qui donne effectivement une équivalence formelle avec les équations du maxi-
mum de vraisemblance

nX
i=1

expβtzi

1 + exp βtzi
zi =

nX
i=1

yizi .

Une conséquence de (7.22) est que les projections de Kullback-Leibler sont tran-
sitives dans la mesure où, si ω est un vecteur inclus dans z, lui-même inclus dans
x, on a
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nX
i=1

exp γtωi

1 + exp γtωi
ωi =

nX
i=1

exp βtzi

1 + expβtzi
ωi

=

nX
i=1

expαtxi

1 + expαtxi
ωi

pour l’exemple du logit. En d’autres termes, cela signifie que la projection γ de
la projection β de α est la projection de α sur un sous-espace plus petit, une
version orientée “choix de modèle” du théorème de la double projection. Une
autre propriété remarquable est l’additivité des distances entre ces projections :

d(f(· |α), f(· |γ)) = d(f(· |α), f(· |β)) + d(f(· |β), f(· |γ)) .
Par rapport au schéma général de sélection de variables présenté en Section
7.5, cela veut dire que, une fois qu’un sous-modèle a été rejeté parce qu’il a
été considéré comme trop loin du modèle entier, tous ses sous-modèles seront
également rejetés. Voir Dupuis et Robert (2001) pour plus de détails.
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Admissibilité et classes complètes

“You can turn the worse that comes to your advantage if you only
think, his father has always said, and certainly Abell Cauthon was
the best horse trader in the Two Rivers (...) All because he thought
about things from every side that there was.”

Robert Jordan, The Dragon Reborn.

8.1 Introduction

Nous avons souligné à plusieurs reprises au cours des Chapitres 1 à 3
l’intérêt des estimateurs de Bayes dans la recherche fréquentiste d’optima-
lité et en particulier à l’égard de l’admissibilité. Nous y revenons à présent
en détail. Dans la Section 8.2, nous étudions les performances des estima-
teurs de Bayes et de Bayes généralisés en termes d’admissibilité. Puis la
Section 8.3 établit un lien entre l’admissibilité d’un estimateur et une suite
de distributions a priori grâce à la condition suffisante de Stein. La notion
de classe complète décrite en Section 8.4 est également fondamentale, car
elle permet d’obtenir une caractérisation des estimateurs admissibles ou, au
moins, une réduction substantielle de la classe des estimateurs acceptables.
Nous présentons des cas où l’ensemble des estimateurs de Bayes constitue
une classe complète et d’autres situations dans lesquelles il est nécessaire de
considérer les estimateurs de Bayes généralisés. Enfin dans la Section 8.5, nous
exposons une méthode introduite par Brown (1971) et développée par Hwang
(1982b), qui donne des conditions nécessaires d’admissibilité dans un cadre
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plus général, mais non bayésien. Pour une analyse plus technique de ces sujets,
on pourra consulter la revue de Rukhin (1995).

8.2 Admissibilité des estimateurs de Bayes

8.2.1 Caractérisations générales

Rappelons les deux résultats suivants sur l’admissibilité des estimateurs
(propres) de Bayes, vus dans le Chapitre 2 (Propositions 2.34 et 2.35) :

Proposition 8.1. Si un estimateur de Bayes est unique, il est admissible.

Proposition 8.2. Lorsque la fonction de risque est continue en θ pour tout
estimateur δ, si π est équivalente à la mesure de Lebesgue sur Θ, c’est-à-dire
si elle est absolument continue de densité positive sur Θ, un estimateur de
Bayes associé à π est admissible.

En revanche, si le support de π n’est pas l’espace entier, il est possible qu’un
estimateur de Bayes associé soit inadmissible. De même, les estimateurs de
Bayes sont souvent inadmissibles lorsque le risque de Bayes est infini.

Exemple 8.3. On considère une loi normale x ∼ N (θ, 1) avec un a priori
conjugué θ ∼N (0, σ2). La distribution a posteriori est alors N ( σ2

σ2+1x,
σ2

σ2+1 )
et l’estimateur de Bayes pour la fonction de coût quadratique est

δπ(x) =
σ2

σ2 + 1
x ,

qui est admissible, comme le montre le Corollaire 8.14 ci-dessous. À l’inverse,
si on change le coût quadratique en

Lα(θ, δ) = eθ2/2α(θ − δ)2,
l’estimateur de Bayes correspondant est inadmissible pour α suffisamment
petit. L’estimateur de Bayes généralisé associé à Lα est en fait

δπ
α(x) =

∫∞
−∞ θeθ2/2αe−(θ−δπ(x))2(σ2+1)/2σ2

dθ∫∞
−∞ eθ2/2αe−(θ−δπ(x))2(σ2+1)/2σ2dθ

,

à condition que les deux intégrales soient finies. Dans la mesure où

exp
{
θ2

2α
− (θ − δπ(x))2

σ2 + 1
2σ2

}

= exp
{
−θ

2

2
(
σ2 + 1
σ2

− 1
α

) + δπ(x)θ
σ2 + 1
σ2

− δπ(x)2
σ2 + 1
2σ2

}
,



8.2 Admissibilité des estimateurs de Bayes 425

δπ
α est défini pour α > σ2

σ2+1 et

δπ
α(x) =

σ2 + 1
σ2

(
σ2 + 1
σ2

− α−1

)−1

δπ(x)

=
α

α− σ2

σ2+1

δπ(x).

Le risque de Bayes correspondant est

r(π) =
∫ +∞

−∞
eθ2/2αe−θ2/2σ2

dθ,

et est donc infini pour α ≤ σ2. De plus, puisque

α

α− σ2

σ2+1

δπ(x) =
α

α− σ2

σ2+1

σ2

σ2 + 1
x

=
α

ασ2+1
σ2 − 1

x,

l’estimateur de Bayes δπ
α(x) est de la forme cx avec c > 1 lorsque

α > α
σ2 + 1
σ2

− 1,

c’est-à-dire quand α < σ2. Et, dans ce cas,

R(θ, δπ
α) = Eθ[(cx− θ)2]eθ2/2α

= {(c− 1)2θ2 + c2}eθ2/2α > eθ2/2α

implique que δπ
α est inadmissible, puisqu’il est dominé par δ0(x) = x, de

risque égal à 1. Mais δ0 est également un estimateur de Bayes formel sous Lα

quand α < σ2, puisque le risque de Bayes est alors infini. Il est intéressant
de remarquer que le cas limite α = σ2 correspond à l’estimateur admissible
δπ
σ2(x) = x avec un risque de Bayes infini. ‖

Exemple 8.4. Soit y ∼ σ2χ2
p. La distribution a priori conjuguée de σ2 est la

distribution gamma inverse I G (ν/2, α/2) (voir le Chapitre 3) et π(σ2|y) est
la distribution I G ((ν+p)/2, (α+y)/2), ce qui donne l’espérance a posteriori
suivante :

δπ
ν,α(y) = E

π [σ2|y] =
α+ y

ν + p− 2
.

Dans le cas particulier ν = 2, δπ(y) = (y/p) + (α/p). Puisque y/p est un
estimateur non biaisé de σ2, les estimateurs δπ

2,α ne sont pas admissibles sous
l’erreur quadratique (puisque α > 0). Ce résultat est également vrai pour
ν < 2. On vérifie facilement que le risque de Bayes de δπ est infini dans ce cas
(voir Lehmann, 1983, p. 270). ‖
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Exemple 8.5. Les estimateurs constants δ0(x) = θ0 sont les estimateurs de
Bayes correspondant à une masse de Dirac a priori en θ0 et sont presque
toujours admissibles sous des erreurs quadratiques. En fait,

Eθ0(δ(x) − θ0)2 = (Eθ0 [δ(x)] − θ0)2 + varθ0(δ(x)) = 0

implique varθ0(δ(x)) = 0 et donc δ(x) = θ0 uniformément, à moins que la
distribution ne soit dégénérée en θ0 (voir l’Exercice 8.4). ‖

La Proposition 8.2 se transpose au cas discret (la démonstration est directe
et laissée à titre d’exercice).

Proposition 8.6. Si Θ est un ensemble discret et si π(θ) > 0 pour tout
θ ∈ Θ, alors un estimateur de Bayes associé à π est admissible.

8.2.2 Conditions aux limites

Nous avons vu en Section 3.3 que, si la distribution de x appartient à une
famille exponentielle

f(x|θ) = h(x)eθ.T (x)−ψ(θ),

les distributions conjuguées sont aussi membres de familles exponentielles et
l’espérance a posteriori de la moyenne de T (x) est affine en T (x), ce qui signifie

E
π[∇ψ(θ)|x] =

T (x) + t0
λ+ 1

=
1

λ+ 1
T (x) +

γ0λ

λ+ 1
, (8.1)

avec
π(θ|t0, λ) = eθ.t0−λψ(θ)

et γ0 = t0/λ. Dans le cas où θ ∈ R et l’espace naturel des paramètres est
N = [θ, θ̄], Karlin (1958) donne une condition suffisante d’admissibilité pour
ces estimateurs de la moyenne (voir aussi les Exercices 8.1 et 8.2).

Théorème 8.7. Si λ > 0, une condition suffisante pour que l’estimateur
(8.1) soit admissible sous l’erreur quadratique est que, pour tout θ < θ0 < θ̄,

∫ θ̄

θ0

e−γ0λθ+λψ(θ) dθ =
∫ θ0

θ

e−γ0λθ+λψ(θ) dθ = +∞.

Ce théorème est une conséquence de l’inégalité de Cramér-Rao (Leh-
mann et Casella, 1998). Il s’agit également d’un corollaire de la condition
nécessaire et suffisante de Stein (Section 8.3.3). Berger (1982a) considère la
réciproque du Théorème 8.7 : il montre que, moyennant quelques hypothèses
supplémentaires, cette condition est aussi nécessaire (voir l’Exercice 8.12).
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Exemple 8.8. (Suite de l’Exemple 8.4) La paramétrisation naturelle de
la distribution du khi deux est

θ =
1
σ2
, T (y) = −1

2
y, ψ(θ) = −p

2
log(θ),

et ∫ c

0

e−γ0λθθ−λp/2 dθ

est infinie si λp ≥ 2. De même,∫ +∞

c

e−γ0λθθ−λp/2 dθ = +∞

si γ0λ < 0 ou γ0λ = 0 et λp ≤ 2. Par conséquent, l’estimateur de Bayes

δπ(y) =
γ0λ

1 + λ
− 1

1 + λ

y

2

est admissible si γ0 = 0 et λ = 2/p ou γ0 < 0 et λ ≥ 2/p ; ces conditions
suggèrent les estimateurs

ϕ1(y) =
p

p+ 2

(−y
2

)
et ϕ2(y) =

γ0λ

1 + λ
+

1
1 + λ

(−y
2

)
,

pour Eσ(−y/2) = − p
2σ

2, et donc les estimateurs de Bayes admissibles suivants
pour σ2 :

δ1(y) =
y

p+ 2
et δ2(y) = ay + b, b > 0, 0 ≤ a ≤ 1

p+ 2
. ‖

Exemple 8.9. Soit x ∼ B(n, p). La paramétrisation naturelle est donnée
par θ = n log(p/q) puisque

f(x|θ) =
(
n

x

)
e(x/n)θ

(
1 + eθ/n

)−n

.

Alors les deux intégrales∫ θ0

−∞
e−γ0λθ

(
1 + eθ/n

)λn

dθ et
∫ +∞

θ0

e−γ0λθ
(
1 + eθ/n

)λn

dθ

ne peuvent diverger simultanément si λ < 0. Considérons le cas λ > 0. La
seconde intégrale diverge en +∞ si λ(1 − γ0) > 0, c’est-à-dire si γ0 < 1. Et
la première intégrale diverge en −∞ si γ0λ ≥ 0. On obtient alors une classe
d’estimateurs de Bayes de p admissibles par le Théorème 8.7 :

δπ(x) = a
x

n
+ b, 0 ≤ a ≤ 1, b ≥ 0, a+ b ≤ 1. ‖
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8.2.3 Estimateurs de Bayes généralisés inadmissibles

Nous l’avons vu, les estimateurs de Bayes ne sont pas nécessairement ad-
missibles ; l’inadmissibilité est encore plus courante pour les estimateurs de
Bayes associés à des lois impropres. Le cas particulier où le risque de Bayes
d’un estimateur de Bayes associé à une loi impropre est fini (et où cet estima-
teur est donc admissible–voir la Proposition 2.37) est relativement rare, sauf
pour les tests et d’autres cadres où le coût est borné (voir l’Exemple 2.38), et
on a alors recours à des techniques plus élaborées pour prouver l’admissibilité,
comme par exemple la condition de Stein (Section 8.3.3).

Exemple 8.10. On considère x ∼ Np(θ, Ip) et δ0(x) = x ; δ0 est un estima-
teur de Bayes généralisé pour la distribution a priori π(θ) = 1 sous le coût
quadratique. L’effet Stein (Note 2.8.2) implique l’admissibilité de δ0 si p ≤ 2
(voir le Corollaire 8.14) et inadmissible sinon. ‖

Exemple 8.11. La distribution a priori employée dans l’Exemple 8.10 peut
générer des cas d’inadmissibilité encore plus extrêmes. Par exemple, si π(θ) =
1 et si le paramètre d’intérêt est η = ||θ||2, l’Exemple 3.32 montre que la dis-
tribution a posteriori de η est une loi du χ2

p(||x||2), ce qui amène l’estimateur
de Bayes généralisé suivant :

δπ(x) = ||x||2 + p.

Comme nous l’avons déjà vu, cet estimateur est inadmissible et dominé par
δ̃(x) = (||x||2 − p)+. L’Exemple 3.32 propose une distribution a priori alter-
native qui est plus appropriée dans ce contexte. ‖

Exemple 8.12. Soit x ∼ G (α, θ) avec α supposé connu. Puisque θ est un pa-
ramètre d’échelle, π(θ) = 1/θ est une distribution non informative appropriée
(voir le Chapitre 9). La distribution a posteriori correspondante est G (α, x)
et donc

δπ(x) =
α

x
est l’estimateur de Bayes généralisé de θ sous coût quadratique. Pour un
estimateur de la forme δc(x) = c/x, le risque quadratique est

R(θ, δc) = Eθ

( c
x
− θ
)2

= c2Eθ(x−2)− 2cθEθ(x−1) + θ2.

Pour α > 2, on a

Eθ(x−2) =
1

Γ (α)

∫ +∞

0

x−2xα−1θαe−θx dx

=
1

Γ (α)

∫ +∞

0

θαxα−3e−θx dx

= θ2
Γ (α− 2)
Γ (α)

=
θ2

(α− 1)(α− 2)
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et

Eθ(x−1) =
1

Γ (α)

∫ +∞

0

θαxα−2e−θx dx

= θ
Γ (α− 1)
Γ (α)

=
θ

α− 1
.

On en déduit que le meilleur estimateur de la forme δc est associé à

c∗ =
θEθ(x−1)
Eθ(x−2)

=
θ2/(α− 1)

θ2/(α− 1)(α− 2)
= α− 2,

et donc que δπ est dominé par δc∗ . ‖

Ces trois exemples montrent bien que toutes les situations sont possibles
pour les estimateurs de Bayes généralisés, de l’admissibilité de x pour p = 1, 2
(Exemple 8.10) à l’inadmissibilité forte des estimateurs des Exemples 8.11 et
8.12, en passant par l’inadmissibilité faible67 de x pour p ≥ 3 (Exemple 8.10).

8.2.4 Représentations différentielles

Pour les familles exponentielles multidimensionnelles, Brown et Hwang
(1982) ont étendu le Théorème 8.7 à des distributions a priori impropres
arbitraires. Soit une variable aléatoire

x ∼ f(x|θ) = h(x)eθ.x−ψ(θ),

où θ et x appartiennent à R
p. Rappelons que la moyenne de cette distribution

est ∇ψ(θ). Étant donné une mesure π de densité g sur Θ, on suppose que

Ix(∇g) =
∫
||∇g(θ)||eθ.x−ψ(θ) dθ < +∞. (8.2)

Pour estimer ∇ψ(θ) sous coût quadratique, l’estimateur de Bayes généralisé
associé à g peut être représenté sous une forme différentielle

δg(x) = x+
Ix(∇g)
Ix(g)

. (8.3)

Les conditions suivantes sur g permettent d’établir l’admissibilité de δg :

67En fait, δ0(x) = x reste un estimateur minimax quelle que soit la dimension et
les estimateurs qui dominent δ0 n’améliorent δ0 (en termes de risque) de façon si-
gnificative que dans une région relativement restreinte de l’espace d’échantillonnage
(voir, par exemple, Bondar, 1987). La conséquence pratique de cette propriété est
que, sans information a priori sur θ, la domination de δ0 a une importance essen-
tiellement formelle.
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{||θ||>1}

g(θ)
||θ||2 log2(||θ|| ∨ 2)

dθ <∞, (8.4)

∫ ||∇g(θ)||2
g(θ)

dθ <∞, (8.5)

et
∀θ ∈ Θ, R(θ, δg) <∞. (8.6)

Théorème 8.13. Sous les hypothèses (8.4), (8.5) et (8.6), l’estimateur (8.3)
est admissible.

La démonstration de ce résultat repose sur la condition de Blyth, présentée
en Section 8.3.2. Elle ne sera donc développée que dans l’Exemple 8.25. Ce
théorème a des conséquences importantes dans la mesure où il concerne le cas
de l’estimation des paramètres d’espérance pour toutes les familles exponen-
tielles continues sur R

p. Entre autres, un cas particulier est l’obtention de l’ad-
missibilité de Stein (1955b) pour toute famille exponentielle. Cela généralise
aussi Zidek (1970), qui s’intéressait seulement au cas monodimensionnel (voir
l’Exercice 8.8).

Corollaire 8.14. Si Θ = R
p et p ≤ 2, l’estimateur δ0(x) = x est admissible.

Preuve. Considérons le cas g ≡ 1, alors ∇g ≡ 0 et δg(x) = x. Les conditions
(8.4), (8.5) et (8.6) étant satisfaites, δg est admissible. �

Exemple 8.15. (Suite de l’Exemple 8.10) Si x ∼ Np(θ, Ip), θ est le
paramètre naturel de la distribution et le résultat original de Stein (1955a)
est en fait le Corollaire 8.14. Remarquons que le Théorème 8.13 propose
également une solution pour tester l’admissibilité d’autres estimateurs de
Bayes généralisés de θ, notamment ceux qui sont étudiés par Strawderman
(1971, Exercice 10.5) et Berger (1980b). ‖

Exemple 8.16. Soient x1, x2 deux variables aléatoires indépendantes de
même loi P(λi) (i = 1, 2). Si θi = log(λi), δ0(x) = (x1, x2) est un esti-
mateur admissible de (λ1, λ2) = (eθ

1, e
θ
2). Ce résultat n’est pas vrai pour plus

de deux dimensions, comme le montrent Hwang (1982a) et Johnstone (1984).
‖

Brown et Hwang (1982) présentent plusieurs généralisations du Théorème
8.13, couvrant des cas où Θ �= R

p, comme les distributions gamma et
géométrique. Ils démontrent également que, dans le cas particulier de p ob-
servations xi issues de distributions de Poisson indépendantes, P(λi), l’esti-
mateur de Bayes généralisé
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δCZ(x) =
[
1− β + p− 1

β + p− 1 + S

]
x,

avec S =
∑

i xi, proposé par Clevenson et Zidek (1975) pour améliorer x =
(x1, . . . , xp), est admissible pour β > 0 et p ≥ 2 avec la fonction de coût

L(θ, δ) =
p∑

i=1

1
λi

(δ − λi)2.

Das Gupta et Sinha (1986) donnent aussi des conditions suffisantes d’admis-
sibilité pour l’estimation de moyennes de lois gamma indépendantes.

8.2.5 Conditions de récurrence

Lorsqu’on se restreint au cas d’une distribution normale multidimension-
nelle Np(θ,Σ), avec Σ connu, Brown (1971) parvient à donner une ca-
ractérisation plus précise des estimateurs de Bayes admissibles sous coût
quadratique par le biais d’une condition nécessaire et suffisante, grâce à une
représentation markovienne du problème d’estimation. (Ajoutons que Shino-
zaki, 1975, établit que le choix Σ = Ip se fait sans perte de généralité, voir la
Section 2.5.1 et Exercice 2.39.)

Théorème 8.17. Soit x ∼ Np(θ, Ip). Un estimateur de Bayes généralisé de
la forme

δ(x) = (1− h(||x||))x
est

(i) inadmissible s’il existe ε > 0 et K < +∞ tels que, pour ||x|| > K,

||x||2h(||x||) < p− 2− ε;
et

(ii) admissible s’il existe K1 et K2 tels que h(||x||)||x|| ≤ K1 pour tout x
et, pour ||x|| > K2,

||x||2h(||x||) ≥ p− 2.

La démonstration de ce résultat est assez difficile. Le raisonnement condui-
sant à (i) et (ii) inclut la preuve de la récurrence ou de la transience d’un
processus aléatoire68 associé à δ. (Voir Srinivasan, 1981, pour une descrip-
tion simplifiée.) La partie (i) peut aussi être vue comme une conséquence du
Lemme 8.38 ci-dessous. Remarquons la présence du facteur (p− 2), qui indi-
quait déjà la limite entre admissibilité et inadmissibilité de l’estimateur usuel

68Les marches aléatoires sont généralement récurrentes en dimension 1 ou 2 et
transientes dans des dimensions plus grandes (voir Feller, 1971, ou Meyn et Tweedie,
1994). Le lien établi par Brown (1971) prouve que le fait que p = 3 soit un cas limite
dans les deux problèmes n’est pas une cöıncidence.
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δ0(x) = x. La relation entre ce résultat et le phénomène de Stein est détaillée
en Section 8.5.

Johnstone (1984) donne un équivalent du Théorème 8.17 pour le modèle
de Poisson. Si xi ∼ P(λi) (i = 1, . . . , p), le paramètre λ = (λ1, . . . , λp) est
estimé sous le coût

p∑
i=1

1
λi

(δi − λi)2.

Alors :

Théorème 8.18. Un estimateur de Bayes généralisé de la forme

δ(x) = (1− h(s))x,
avec s =

∑
i xi, est

(i) inadmissible s’il existe ε > 0 et K < +∞ tels que, pour s > K,

sh(s) < (p− 1− ε);
et

(ii) admissible s’il existe K1 et K2 tels que
√
s h(s) ≤ K1 pour tout s et,

pour s > K2,
sh(s) ≥ (p− 1).

Eaton (1992) dresse des parallèles similaires à ceux décrits par Brown
(1971) entre l’admissibilité d’un estimateur et la récurrence d’une châıne de
Markov associée. Nous citons ci-dessous les principaux résultats de cet ar-
ticle mais encourageons les lecteurs à le consulter non seulement pour les
démonstrations complètes, mais aussi pour les développements intéressants
sur les conséquences de ces résultats. Le problème considéré par Eaton (1992)
est de chercher si, pour une fonction bornée g(θ), un estimateur de Bayes
généralisé associé à une mesure a priori π est admissible sous coût quadra-
tique. En supposant que la distribution a posteriori π(θ|x) soit bien définie,
nous considérons le noyau de transition

K(θ|η) =
∫

X

π(θ|x)f(x|η) dx, (8.7)

associé à la châıne de Markov (θ(n)) définie comme suit. La transition de θ(n)

à θ(n+1) correspond d’abord à la simulation de x ∼ f(x|θ(n)), puis à celle
de θ(n+1) ∼ π(θ|x). (Concernant l’utilisation de ce noyau dans des méthodes
de Monte Carlo par châınes de Markov et pour de plus amples détails sur
la théorie des châınes de Markov, voir le Chapitre 6.) Pour tout ensemble
mesurable C tel que π(C) < +∞, on définit :

V (C) =
{
h ∈ L 2(π);h(θ) ≥ 0 et h(θ) ≥ 1 lorsque θ ∈ C}

et
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Δ(h) =
∫ ∫

{h(θ)− h(η)}2K(θ|η)π(η) dθ dη.

Le résultat suivant permet alors de caractériser l’admissibilité pour toute fonc-
tion bornée en fonction de Δ et V (C) et donc indépendamment des fonctions
estimées g :

Théorème 8.19. Si, pour tout C tel que π(C) < +∞,

inf
h∈V (C)

Δ(h) = 0, (8.8)

alors l’estimateur de Bayes E
π[g(θ)|x] est admissible sous coût quadratique

pour toute fonction bornée g.

Ce résultat est naturellement assez général, mais n’est que modérément
utile dans la mesure où la vérification pratique de (8.8) pour tout ensemble
C peut être très lourde. Il faut également noter que (8.8) est toujours vraie
lorsque π est une distribution a priori propre, puisque h ≡ 1 appartient à
L 2(π) et Δ(1) = 0 dans ce cas. L’extension aux lois a priori impropres s’ap-
puie sur des approximations de 1 par des fonctions de V (C). (Voir le Chapitre
9 pour un lien analogue entre difficultés de calcul et minimaxité.) Eaton (1992)
donne une condition équivalente au Théorème 8.19 en s’appuyant sur la châıne
de Markov (θ(n)). Pour un ensemble donné C, une condition d’arrêt σC est
définie comme le premier entier n > 0 tel que (θ(n)) appartienne à C (et +∞
sinon). On dit que la châıne (θ(n)) est π-récurrente si la probabilité que σC

soit finie vaut 1 pour π-presque tout point de départ θ(0).

Théorème 8.20. Pour tout ensemble C tel que π(C) < +∞,

inf
h∈V (C)

Δ(h) =
∫

C

{
1− P (σC < +∞|θ(0) = η)

}
π(η) dη.

Par conséquent, les estimateurs de Bayes généralisés de fonctions bornées de
θ sont admissibles si la châıne de Markov associée (θ(n)) est π-récurrente.

Des extensions, exemples et commentaires sur ce résultat se trouvent dans
la Note 8.7.1 et dans Eaton (1992, 1999). Son intérêt essentiel, outre son
élégance mathématique, est que la vérification de la récurrence de la châıne
de Markov (θ(n)) est beaucoup plus aisée que la détermination de la borne
inférieure de Δ(h). De plus, ce théorème permet d’obtenir une vérification
numérique d’admissibilité en simulant une châıne (θ(n)), ce qui rappelle la
vérification numérique de minimaxité proposée par Berger et Robert (1990).

8.3 Conditions nécessaires et suffisantes d’admissibilité

Les résultats présentés dans la section précédente ne concernent que les
estimateurs de Bayes généralisés. En outre, certaines conditions sont très dif-
ficiles à vérifier–on pense notamment à (8.4) ou (8.5). Nous introduisons dans
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cette section une condition générale nécessaire et suffisante d’admissibilité qui
n’exige pas que les estimateurs soient de Bayes généralisés. Elle formalise en
quelque sorte l’affirmation déjà énoncée que “les estimateurs admissibles sont
des limites d’estimateurs de Bayes....”. Une première version de la condition
de Stein concerne uniquement les estimateurs à risque continu ; dans la Section
8.3.1, nous expliquons pourquoi il est généralement suffisant de ne considérer
que ceux-ci.

8.3.1 Risques continus

Il est souvent nécessaire de restreindre le cadre d’étude aux estimateurs à
fonctions de risque continues pour obtenir une condition suffisante d’admissi-
bilité. Toutefois, dans certains cas, tous les estimateurs sont à risque continu.
Dans d’autres situations, les estimateurs admissibles sont nécessairement à
risque continu.

Lemme 8.21. Soit Θ ⊂ R
m. La fonction de coût L(θ, δ) est supposée bornée

et continue en θ pour tout δ ∈ D . Si f(x|θ) est continue en θ pour tout x, la
fonction de risque de tout estimateur est continue.

Preuve. Étant donné un estimateur δ, la différence des risques en θ et θ′ ∈ Θ
est

|R(θ, δ)−R(θ′, δ)| =
∣∣∣∣
∫

L(θ, δ(x))f(x|θ) dx −
∫

L(θ′, δ(x))f(x|θ′) dx
∣∣∣∣

≤
∫ ∣∣L(θ, δ(x)) − L(θ′, δ(x))

∣∣f(x|θ) dx

+
∣∣∣∣
∫

L(θ, δ(x))(f(x|θ) − f(x|θ′)) dx
∣∣∣∣.

Puisque L est continue et bornée par C, il existe η0 > 0 et un ensemble
compact K0 tels que∫

Kc
0

f(x|θ) dx < ε

8C
et

∫
K0

∣∣L(θ, δ(x)) − L(θ′, δ(x))
∣∣f(x|θ) dx < ε

4

avec ||θ − θ′|| < η0. Ainsi,∫ ∣∣L(θ, δ(x)) − L(θ′, δ(x))
∣∣f(x|θ) dx < ε

2
.

De plus, f(x|θ) étant une fonction continue de θ, un argument équivalent
permet d’écrire qu’il existe η1 > 0 et un ensemble compact K1 tels que∣∣∣∣
∫

L(θ, δ(x))(f(x|θ) − f(x|θ′)) dx
∣∣∣∣ ≤ C

∫
K1

∣∣f(x|θ)− f(x|θ′)∣∣ dx
+C

∫
Kc

1

[f(x|θ) + f(x|θ′)] dx < ε

2
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et ∫
Kc

1

f(x|θ) dx < ε

8C
,

avec ||θ − θ′|| < η1. Donc R(θ, δ) est continue. �

L’intérêt du Lemme 8.21 est plus ou moins limité puisque les problèmes
d’admissibilité les plus difficiles concernent justement les cas où L n’est pas
bornée. Dans certains contextes, on peut cependant réduire la classe des es-
timateurs à considérer à la classe des estimateurs à risque continu. On parle
de caractérisation de classe complète.

Définition 8.22. Une classe C d’estimateurs est dite complète si, quel que
soit δ′ �∈ C , il existe δ ∈ C qui domine δ′. La classe est essentiellement
complète si, quel que soit δ′ �∈ C , il existe δ ∈ C au moins aussi bon que δ′.

Si on excepte les cas triviaux comme celui de la classe de tous les estima-
teurs, il n’est pas toujours possible de déterminer des classes complètes utiles.
Par exemple, il existe des cas, bien que rares, où la classe des estimateurs
admissibles n’est pas une classe complète (voir Blackwell et Girshick, 1954,
Théorème 5.7.1, ou Brown, 1976). La Section 8.4 analyse les relations entre
les estimateurs de Bayes, les estimateurs de Bayes généralisés et les classes
complètes. Le résultat suivant est un lemme de classe complète énonçant des
conditions suffisantes pour n’avoir à considérer que les estimateurs à risque
continu.

Lemme 8.23. Soit un modèle de décision statistique X , Θ ⊂ R avec un
espace de décision fermé D ⊂ R. On suppose que f(x|θ) vérifie la propriété
de rapport de vraisemblances monotone et est continue en θ. Si

(i) L(θ, d) est une fonction continue de θ pour tout d ∈ D ;

(ii) L est décroissante en d pour d < θ et croissante pour d > θ ; et

(iii) il existe deux fonctions K1 et K2 bornées sur les sous-ensembles compacts
de Θ, telles que

L(θ1, d) ≤ K1(θ1, θ2)L(θ2, d) +K2(θ1, θ2),

alors les estimateurs à risque fini et continu forment une classe complète.

Voir Ferguson (1967) et Brown (1976) pour d’autres résultats. Par exemple,
il est possible de montrer que si le problème est monotone, alors les estima-
teurs monotones constituent une classe complète (Exercice 8.23 et Théorème
5.43).
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8.3.2 Condition suffisante de Blyth

Avant que Stein (1955b) n’établisse sa condition nécessaire et suffisante
(Section 8.3.3), Blyth (1951) propose une condition suffisante d’admissibilité,
qui fait un lien entre l’admissibilité d’un estimateur et l’existence d’une suite
de distributions a priori approchant cet estimateur.

Théorème 8.24. Soit un ensemble ouvert non vide Θ ⊂ R
p. On suppose

que les estimateurs à risque continu forment une classe complète. Si, pour
un estimateur à risque continu δ0, il existe une suite (πn) de distributions a
priori généralisées telles que
(i) r(πn, δ0) est fini quel que soit n ;
(ii) pour tout ensemble ouvert non vide C ⊂ Θ, il existe K > 0 et N tels que,

pour tout n ≥ N , πn(C) ≥ K ; et
(iii) lim

n→+∞ r(πn, δ0)− r(πn) = 0 ;

alors l’estimateur δ0 est admissible.

Preuve. Si δ0 n’est pas admissible, il existe un estimateur δ′ dominant δ0,
c’est-à-dire tel que R(θ, δ)−R(θ, δ′) ≥ 0 et

R(θ, δ)−R(θ, δ′) > ε

sur un ensemble ouvert C ⊂ Θ (pour ε suffisamment petit). Il découle ensuite
des hypothèses (i) et (ii), que, pour n ≥ N ,

r(πn, δ0)− r(πn) ≥ r(πn, δ0)− r(πn, δ
′)

= E
π[R(θ, δ0)−R(θ, δ′)]

≥
∫

C

(R(θ, δ0)−R(θ, δ′))πn(θ) dθ

≥ ε
∫

C

πn(θ) dθ ≥ εK.

�

Ce résultat est utile pour établir l’admissibilité d’estimateurs de Bayes
généralisés, puisque les mesures π associées à ces estimateurs peuvent s’écrire
comme des limites de suites de distributions propres πn. Cela dit, le choix de
telles suites n’est pas toujours évident, comme le montrent Berger (1982a) ou
Brown et Hwang (1982). Le Théorème 8.24 s’applique également à d’autres
estimateurs, dans des contextes où il existe des estimateurs admissibles qui
ne sont pas de Bayes généralisés (voir la Section 8.4).

Exemple 8.25. La preuve du Théorème 8.13 est une première illustration
de la condition de Blyth. Soit hn à valeurs dans [0, 1], dérivable et telle que
hn(θ) = 0 si ||θ|| > n et hn(θ) = 1 sur un ensemble S vérifiant
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S

g(θ) dθ > 0.

Nous définissons à présent une suite de mesures associées de densités gn(θ) =
h2

n(θ)g(θ) et les estimateurs de Bayes correspondants δn. En repassant à la
notation Ix(.) adoptée en (8.2), la différence des risques de Bayes intégrés est

r(πn, δg)− r(πn) =
∫
||δg(x) − δn(x)||2Ix(gn) dx

=
∫ ∥∥∥∥Ix(∇g)

Ix(g)
− Ix(h2

n∇g)
Ix(gn)

− Ix(g∇hn)
Ix(gn)

∥∥∥∥
2

Ix(gn) dx,

avec la notation de (8.3). Par conséquent,

r(πn, δg)− r(πn) ≤ 2
∫ ∥∥∥∥Ix(∇g)

Ix(g)
− Ix(h2

n∇g)
Ix(gn)

∥∥∥∥
2

Ix(gn) dx

+2
∫ ∥∥∥∥Ix(g∇hn)

Ix(gn)

∥∥∥∥
2

Ix(gn) dx

= Bn +An.

Le second terme, An, admet pour borne supérieure

4
∫
||∇hn(θ)||2g(θ) dθ.

Dans le cas particulier

hn(θ) =

⎧⎪⎪⎨
⎪⎪⎩

1 pour ||θ|| < 1,

1− log(||θ||)
log(n)

pour 1 < ||θ|| < n,

0 sinon,

on obtient en fait

||∇hn(θ)||2 ≤ 1
||θ||2 log2(max(||θ||, 2))

I||θ||>1(θ) ,

et la condition (8.4) implique que An converge vers 0 quand n tend vers l’infini.
Le premier terme satisfait

Bn =
∫ ∥∥∥∥Ix

(
gn
Ix(∇g)
Ix(g)

− h2
n∇g

)∥∥∥∥
2/

(Ix(gn)) dx

=
∫ ∥∥∥∥Ix

(
gn

[
Ix(∇g)
Ix(g)

− ∇g
g

])∥∥∥∥
2/

(Ix(gn)) dx

≤
∫
Ix

(
g

∥∥∥∥Ix(∇g)
Ix(g)

− ∇g
g

∥∥∥∥
2
)
dx.
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En utilisant (8.5), on obtient par le théorème de convergence dominée que
Bn a pour limite 0, puisque gn tend vers g. Ceci achève la démonstration du
Théorème 8.13. ‖

En pratique, une méthode typique d’utilisation de la condition de Blyth
pour un estimateur de Bayes généralisé, δ0, est de construire une suite d’es-
timateurs de Bayes propres qui tend vers δ0, puis de “dénormaliser” la suite
de distributions a priori associées par un poids adéquat.

Exemple 8.26. On considère x ∼ N (θ, 1) et δ0(x) = x, un estimateur de θ.
Parce que δ0 correspond à π(θ) = 1 sous coût quadratique, nous choisissons
pour mesure πn avec une densité

gn(x) = e−θ2/2n,

c’est-à-dire la densité d’une distribution normale N (0, n) sans le facteur de
normalisation 1/

√
2πn. Comme les densités gn sont croissantes en n, la condi-

tion (ii) du Théorème 8.24 est satisfaite, ainsi que (i) : l’estimateur de Bayes
pour πn est toujours

δn(x) =
nx

n+ 1
,

puisque l’absence du facteur de normalisation n’a pas de conséquence directe
dans ce cas, et

r(πn) =
∫

R

[
θ2

(n+ 1)2
+

n2

(n+ 1)2

]
gn(θ) dθ

=
√

2πn
n

n+ 1
,

ainsi que

r(πn, δ0) =
∫

R

1 gn(θ) dθ =
√

2πn.

Les deux risques sont donc finis. De plus,

r(πn, δ0)− r(πn) =
√

2πn/(n+ 1)

tend vers 0. La condition de Blyth fournit donc une autre preuve d’admissibi-
lité de δ0(x) = x dans le cas normal. En revanche, la preuve d’admissibilité de
δ0 en dimension deux requiert une suite plus compliquée (voir Stein, 1955a).
‖

Exemple 8.27. Soit x ∼ B(m, θ). Le problème d’inférence est de tester
l’hypothèse nulle H0 : θ ≤ θ0 sous la fonction de coût quadratique décrite en
Section 5.4,
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I[0,θ0](θ)− γ(x)

)2
.

La p-value est alors

ϕ(x) = Pθ0(X ≥ x) =
m∑

k=x

(
m

k

)
θk
0 (1 − θ0)m−k.

Les distributions conjuguées naturelles sont ici des distributions bêta. L’idée
est donc d’approcher ϕ(x) par une suite d’estimateurs associée à une suite de
distributions bêta convenablement choisies. En fait, ϕ(x) peut s’écrire (pour
x �= 0)

ϕ(x) =
1

B(x,m− x+ 1)

∫ θ0

0

tx−1(1− t)m−x dt = P (T ≤ θ0|x)

lorsque T ∼ Be(x,m − x + 1), ce qui correspond à la distribution a priori
généralisée

π(θ) = θ−1 (0 < θ < 1).

On considère πn de densité

gn(θ) = θαn−1

sur [0, 1] avec la suite (αn) qui décrôıt vers 0. Dans ce cas, la procédure
bayésienne classique est

γπn(x) = P πn(θ ≤ θ0|x) =
1

B(x+ αn,m− x+ 1)

∫ θ0

0

tx+αn−1(1− t)m−x dt

et

r(πn) =
m∑

k=0

B(k + αn,m− k + 1)γπn(k)(1 − γπn(k)),

r(πn, ϕ) =
m∑

k=0

B(k + αn,m− k + 1)(γπn(k)− 2γπnϕ(k) + ϕ2(k)).

On en déduit que

r(πn, ϕ)− r(πn) =
m∑

k=0

B(k + αn,m− k + 1)(γπn(k)− ϕ(k))2.

Si k �= 0, on vérifie sans difficulté que

lim
αn→0

(ϕ(k)− γπn(k))2 = 0.

De même, on a
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lim
α→0

∫ θ0

0 tα−1(1− t)m−1dt∫ 1

0 t
α−1(1 − t)m−1dt

= 1 ,

pour le cas k = 0. En outre, la condition (ii) est également satisfaite. La p-
value ϕ est alors admissible dans ce cadre. L’Exemple 5.45 donne une preuve
plus directe de ce résultat tirant profit du fait que le risque de Bayes est fini.
‖

Les Exemples 8.25 et 8.27 illustrent un résultat général : sous coût quadra-
tique, la condition (iii) du Théorème 8.24 implique la convergence quadratique
des estimateurs de Bayes vers δ0 au sens des mesures marginales.

Proposition 8.28. Si L est une fonction de coût quadratique et s’il existe
une suite (πn) vérifiant les conditions (i), (ii) et (iii) du Théorème 8.24, alors
les estimateurs de Bayes δπn tendent quadratiquement vers δ0 pour les mesures
marginales

mn(x) =
∫

Θ

f(x|θ)πn(θ) dθ.

Preuve. La différence des risques s’écrit naturellement

r(πn, δ0)− r(πn)

=
∫

X

∫
Θ

(||δ0(x)− θ||2 − ||δπn(x) − θ||2)πn(θ|x) dθ mn(x) dx

=
∫

X

[
||δ0(x)− δπn(x)||2

+ 2(δ0(x) − δπn(x)) ·
∫

Θ

(δπn(x) − θ)πn(θ|x) dθ
]
mn(x) dx

=
∫

X

||δ0(x) − δπn(x)||2mn(x) dx,

puisque ∫
Θ

(δπn(x) − θ)πn(θ|x) dθ = 0.

�

Malheureusement, ce résultat de convergence dépend de la suite (mn),
sauf s’il est possible d’établir une équivalence uniforme avec la mesure de
Lebesgue, ou une autre mesure fixée, auquel cas il y a convergence quadratique
au sens classique. C’est par exemple ce qui se passe lorsque la suite (mn)
est croissante, comme dans les Exemples 8.25, 8.26 et 8.27. La Section 8.3.4
décrit un résultat plus fondamental dû à Brown (1986b), qui montre que la
convergence ponctuelle des δπn vers δ0, indépendamment des mesures mn, est
en réalité nécessaire.
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8.3.3 Condition nécessaire et suffisante de Stein

Les compléments apportés par Stein (1955b) et Farrell (1968a) à la condi-
tion précédente permettent de déduire un résultat encore plus important que
le Théorème 8.24, puisqu’il établit que tous les estimateurs admissibles sont
des limites de suites d’estimateurs de Bayes (au sens du risque de Bayes). Les
hypothèses de Farrell (1968a) sont

(i) f(x|θ) est continu en θ et strictement positive sur Θ ; et
(ii) le coût L est strictement convexe, continu et, si E ⊂ Θ est compact,

lim
‖δ‖→+∞

inf
θ∈E

L(θ, δ) = +∞.

Remarquons que cette seconde hypothèse élimine nécessairement les fonctions
de coût bornées.

Théorème 8.29. Sous les hypothèses (i) et (ii), un estimateur δ est admis-
sible si et seulement si il existe une suite (Fn) d’ensembles compacts croissants
tels que Θ =

⋃
n Fn, une suite (πn) de mesures finies de supports Fn et une

suite (δn) d’estimateurs de Bayes associés à πn tels que

(i) il existe un ensemble compact E0 ⊂ Θ tel que infn πn(E0) ≥ 1 ;

(ii) si E ⊂ Θ est compact, supn πn(E) < +∞ ;

(iii) limn r(πn, δ)− r(πn) = 0 ; et

(iv) limn R(θ, δn) = R(θ, δ).

De ce théorème fondamental découlent la plupart des résultats d’admissi-
bilité et de classe complète présentés en Section 8.4. Une démonstration du
Théorème 8.29 dépasse le cadre de ce livre ; voir Farrell (1968a). La suffisance
est liée à la condition de Blyth, mais la réciproque nécessaire permet d’exclure
de nombreux estimateurs inadmissibles.

8.3.4 Un autre théorème limite

Brown (1986b) donne une caractérisation alternative, assez générale, des
estimateurs admissibles. Soit x ∼ f(x|θ), avec f(x|θ) > 0. On suppose que D
est un ensemble fermé convexe. De plus, on suppose que la fonction de coût
L est semi-continue inférieurement et telle que

lim
||δ||→+∞

L(θ, δ) = +∞.

(Cela correspond plus ou moins à l’hypothèse (ii) de Farrell, 1968a.) Le
résultat principal de Brown (1986b) consiste à montrer que, sous ces hy-
pothèses, l’adhérence (au sens de la convergence ponctuelle) de l’ensemble
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des estimateurs de Bayes est une classe complète. Le résultat de convergence
qui suit reformule cette propriété (voir Brown, 1986b, p. 254-267).
Proposition 8.30. Si L est strictement convexe, tout estimateur admissible
de θ est une limite ponctuelle d’estimateurs de Bayes pour une suite de dis-
tributions a priori à supports finis.

Ce résultat est à comparer aux résultats de Dalal et Hall (1983) et Diaconis
et Ylvisaker (1985), présentés en Section 3.4 et qui montrent que, pour une
famille exponentielle, toute distribution a priori est une limite de mélanges
de distributions a priori conjuguées. Par conséquent, pour les familles ex-
ponentielles, un estimateur admissible est aussi la limite d’estimateurs de
Bayes associés à un mélange de distributions a priori conjuguées. Lorsque le
modèle est invariant par transformation sphérique, les distributions à support
fini peuvent être remplacées par des distributions sur des sphères imbriquées,
puisque celles-ci préservent la symétrie. Dans ce cas, si πc est la distribution
uniforme sur la sphère de rayon c,

Sc = {θ; ||θ|| = c},
et si δc est l’estimateur de Bayes associé sous coût quadratique, c’est-à-dire la
moyenne a posteriori, Robert (1990) dérive le théorème limite suivant.
Proposition 8.31. Si x ∼ Np(θ, Ip) et si π est une distribution a priori à
symétrie sphérique de centre 0, alors il existe deux suites, (qi

n) et (cin), telles
que

∑n
i=1 q

i
n = 1 et

mπ(x) =
∫

Rp

f(x|θ)π(θ) dθ = lim
n→+∞

n∑
i=1

qi
nmci

n
(x),

avec
mci

n
=
∫

Rp

f(x|θ)πci
n
(θ) dθ.

De plus, sous coût quadratique,

δπ(x) = lim
n→+∞

n∑
i=1

qi
nmci

n
(x)∑

j q
j
nmcj

n
(x)

δci
n
(x). (8.9)

Par conséquent, dans le cas normal, tout estimateur de Bayes associé à
une distribution a priori à symétrie sphérique est une limite ponctuelle d’es-
timateurs de Bayes associés à des distributions uniformes sur des sphères. On
rappelle que les estimateurs δc peuvent s’écrire

δc(x) = c
Ip/2(||x||c)
Ip/2−1(||x||c)

x

||x|| , (8.10)

où Iν est la fonction de Bessel modifiée (Exercices 4.36 et 4.37). Une consé-
quence établie par Kempthorne (1988) est en fait que tout estimateur admis-
sible δ(x) peut être écrit sous la forme (8.10) ou alors il existe un estimateur
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δ′ de la forme (8.10) équivalent à δ (en termes de risque).

8.4 Classes complètes

Nous venons de voir dans un cadre général que les estimateurs admissibles
peuvent être considérés comme des limites d’estimateurs de Bayes de plu-
sieurs points de vue. Dans certains cas particuliers, il est possible de décrire
plus précisément ces estimateurs admissibles et de montrer qu’ils sont des es-
timateurs de Bayes généralisés. L’intérêt de ces résultats est multiple. D’une
part, ils permettent de réduire la classe des estimateurs à considérer. D’autre
part, ils illustrent l’avantage de ne faire appel qu’à des estimateurs de Bayes
ou de Bayes généralisés d’un point de vue fréquentiste. Cela concerne, par
exemple, le cas de l’évaluation de procédures de test sous coût quadratique,
vue en Section 5.4 (Théorèmes 5.42 et 5.43). Cette section donne des résultats
analogues pour l’estimation ponctuelle. On trouvera d’autres références dans
Brown (1986b) et Rukhin (1995).

En guise d’introduction, considérons l’exemple très simple où Θ = {θ1, θ2},
qui a l’avantage de permettre une représentation graphique de l’ensemble de
risque,

R = {r = (R(θ1, δ), R(θ2, δ)), δ ∈ D∗},
en notant D∗ l’ensemble des estimateurs randomisés. On suppose que l’en-
semble de risque R est borné et fermé inférieurement, c’est-à-dire tel que tous
les risques sur la frontière inférieure de R appartiennent à R et ont des com-
posantes finies. Cette hypothèse est vérifiée lorsque le coût est positif. Cette
frontière inférieure, que nous noterons Γ (R), est importante dans la mesure
où elle contient en fait les points admissibles de R. En effet, si r ∈ Γ (R), il
ne peut exister r′ ∈ R tel que r′1 ≤ r1 et r′2 ≤ r2 avec inégalité stricte sur l’un
des deux axes. Par ailleurs, pour tout r ∈ Γ (R), il existe une tangente à R
passant par r, avec une pente positive et d’équation

p1r1 + p2r2 = k,

c’est-à-dire telle que tout r′ ∈ R vérifie p1r′1 + p2r
′
2 ≥ k, ce que montre la

Figure 8.1. (Il s’agit en réalité d’une conséquence de la convexité de R.) Cette
propriété implique que r est un estimateur de Bayes pour la distribution a
priori π(θi) = pi (i = 1, 2), puisqu’il minimise le risque de Bayes p1r1 + p2r2.
On en déduit le résultat général suivant.

Proposition 8.32. Si Θ est fini et si l’ensemble de risque R est borné et
fermé inférieurement, alors l’ensemble des estimateurs de Bayes forme une
classe complète.

Cette caractérisation repose sur le théorème de l’hyperplan séparateur puis-
que, sous les hypothèses du théorème, il existe un hyperplan tangent à l’en-
semble de risque pour tout point de la frontière inférieure et que cet hy-
perplan définit une distribution a priori sur Θ par dualité. L’extension de
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Fig. 8.1. Ensemble de risque et estimateurs admissibles pour Θ = {θ1, θ2}.

ce résultat de classe complète à des espaces de paramètres Θ dénombrables
et non dénombrables nécessite une généralisation équivalente des théorèmes
d’hyperplan séparateur aux espaces de fonctions sur Θ. Par exemple, Brown
(1976) donne le résultat suivant, en notant S̊ l’intérieur de S.

Lemme 8.33. Soit S un sous-ensemble convexe d’un espace vectoriel topo-
logique E . Si S̊ �= ∅ et y0 �∈ S̊, il existe f ∈ E ∗ telle que S soit incluse dans
{y; f(y) ≥ f(y0)}.

On déduit de ce lemme le résultat de classe complète suivant, dû à Wald
(1950) et qui généralise la Proposition 8.32.

Théorème 8.34. On suppose que Θ est compact et que l’ensemble de risque
R est convexe. Si tous les estimateurs ont une fonction de risque continue,
les estimateurs de Bayes constituent une classe complète.

Preuve. Ce résultat est bien une conséquence du Lemme 8.33 puisque, si δ0
est admissible, la fonction de risque R(θ, δ0) appartient à la frontière inférieure
de l’ensemble de risque. Par conséquent, il existe une fonction linéaire sur R,
ψ∗, telle que, pour tout estimateur δ,

ψ∗(R(·, δ)) ≥ ψ∗(R(·, δ0)).

Il vient alors du théorème de représentation de Riesz qu’il existe une mesure
finie π sur Θ telle que

ψ∗(R(·, δ)) =
∫

Θ

R(θ, δ)π(θ)dθ,
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et que cette mesure peut être renormalisée ainsi π̃(θ) = π(θ)/π(Θ), définissant
par là-même une distribution a priori. L’inégalité ci-dessus devient donc∫

R(θ, δ)π̃(θ) dθ ≥
∫
R(θ, δ0)π̃(θ) dθ

et entrâıne que δ0 est un estimateur de Bayes pour π̃. �

Dans le cas où Θ n’est pas compact, nous avons déjà vu des exemples où les
estimateurs de Bayes ne peuvent former une classe complète. Ainsi, lorsqu’on
s’intéresse à la moyenne θ d’une variable aléatoire normale x ∼ N (θ, 1),
l’estimateur δ(x) = x est admissible mais n’est pas un estimateur de Bayes.
Cela dit, dans bien des cas, les classes complètes sont tout de même constituées
d’estimateurs de Bayes généralisés (en regroupant, bien sûr, les estimateurs
de Bayes et de Bayes généralisés). Par exemple, Berger et Srinivasan (1978)
démontrent, dans le cadre de l’estimation du paramètre naturel θ d’une famille
exponentielle

x ∼ f(x|θ) = eθ·x−ψ(θ)h(x), x, θ ∈ R
k,

sous coût quadratique, que tout estimateur admissible est un estimateur de
Bayes généralisé. Il s’agit donc d’une extension de Brown (1971), qui avait
traité le cas normal.

Exemple 8.35. Dans le cas normal, x ∼ Np(θ, Ip), nous avons parlé à plu-
sieurs reprises de l’estimateur tronqué de James-Stein,

δJS(x) =
(

1− p− 2
||x||2

)+

x. (8.11)

Bien que satisfaisant, cet estimateur n’est pas admissible. En effet, s’il l’était,
ce serait un estimateur de Bayes généralisé, ce qui est impossible puisque la
fonction δJS(x) n’est pas analytique (voir l’Exercice 8.26). ‖

Chow (1987) montre un résultat analogue pour les familles avec paramètres
de non-centralité, χ2

p(λ) et Fp,q(λ), illustrant ainsi la complétude des règles de
Bayes généralisées en dehors du cadre des familles exponentielles. Ce théorème
de classe complète a pour conséquence particulière l’inadmissibilité de l’esti-
mateur classique (x−p)+, pour la distribution χ2

p(λ), bien que Saxena et Alam
(1982) aient prouvé l’efficacité de cet estimateur, dans la mesure où il domine
l’estimateur du maximum de vraisemblance (voir également l’Exercice 3.25).

Fraisse et al. (1990) établissent un résultat similaire à Berger et Srinivasan
(1978) en présence d’un paramètre de nuisance. Soit x = (u, z) avec u ∈ R

k

et z ∈ R. La densité de x par rapport à ν est

f(x|θ, δ) = h(u, z)eθ.u+δz−ψ(θ,δ) ,

avec θ ∈ Θ ⊂ R
k et δ ∈ Δ, intervalle compact de R

∗
+. Comme dans le cas

normal, le problème posé consiste à estimer θ/δ sous coût quadratique. Pour
ce modèle, le théorème de la classe complète est donné par :
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Proposition 8.36. Si ϕ est un estimateur admissible de θ/δ, il existe une
mesure π sur Θ ×Δ telle que, pour ν-presque tout (u, z),

ϕ(u, z) =

∫
Θ×Δ

θeθ.u+δz−ψ(θ,δ)π(dθ, dδ)∫
Θ×Δ δe

θ.u+δz−ψ(θ,δ)π(dθ, dδ)
. (8.12)

Par conséquence, le théorème de classe complète de Berger et Srinivasan
(1978) n’est pas invalidé en présence de paramètres de nuisance. La preuve
de la Proposition 8.36 repose en fait sur la Proposition 8.30 (voir l’Exercice
8.27).

Exemple 8.37. Soient x ∼ Np(θ, σ2Ip) et s2 ∼ σ2χ2
q, indépendant de

x. Dans ce cadre, δ0(x, s2) = x est aussi inadmissible pour p ≥ 3. Nous
considérons des extensions de l’estimateur de James-Stein (8.11) de la forme

ϕ(x, s2) = (Ip − h(||x||2C , s2)B)x,

où B et C sont des matrices (p × p), h est différentiable presque partout et
||x||2C = xtCx. On appelle ces estimateurs estimateurs à rétrécisseur matri-
ciels (voir Judge et Bock, 1978). La Proposition 8.36 implique qu’une condition
nécessaire d’admissibilité sur ϕ est que h soit infiniment différentiable et que
B et C soient proportionnelles (voir l’Exercice 8.28). ‖

Brown (1988) considère le problème d’estimation de la moyenne d’une
famille exponentielle, ξ(θ). En dimension un, il établit que les estimateurs
admissibles ont une expression intégrale proche de (8.12). En fait, les estima-
teurs admissibles sont alors égaux par intervalles à des estimateurs de Bayes
généralisés.

Dans le cas des distributions à support discret, la complétude des estima-
teurs de Bayes généralisés n’est pas toujours vraie et les classes complètes font
intervenir des procédures bayésiennes par morceaux (voir Berger et Sriniva-
san, 1978, Brown, 1981, et Brown et Farrell, 1985). Les résultats sur les classes
complètes obtenus en Section 5.4 pour le test sous coût quadratique sont de ce
type, puisque nous avons vu que les estimateurs admissibles sont identiques
aux estimateurs de Bayes généralisés sur des intervalles de troncature.

8.5 Conditions nécessaires d’admissibilité

Lorsqu’on ne dispose pas d’un théorème de classe complète limitant le
choix d’estimateurs à l’ensemble des estimateurs de Bayes généralisés, il faut
trouver une autre façon d’exclure le plus d’estimateurs inadmissibles pos-
sibles. Bien que nécessaire, la condition de Stein n’est pas, en général, un outil
très utile pour une telle tâche d’élimination, car son intérêt pratique princi-
pal réside dans la condition suffisante de Blyth. Par ailleurs, les résultats
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de la Section 8.3 ne sont pas applicables dans ce contexte général puis-
qu’ils ne concernent que les estimateurs de Bayes généralisés. Pour les coûts
quadratiques, Hwang (1982b) développe une technique proposée par Brown
(1971), appelée STUB (pour semi-tail upper bounds, bornes inférieures de
demi-queue), qui donne une condition nécessaire d’admissibilité utilisable en
pratique. Elle trouve sa source dans le lemme suivant.

Lemme 8.38. Soient deux estimateurs δ1 et δ2 à risques finis, tels que

R(θ, δ1) = Eθ

[
(δ1(x)− θ)tQ(δ1(x) − θ)

]
< R(θ, δ2)

pour tout θ ∈ Θ et pour une matrice définie positive donnée Q. Alors, tout
estimateur δ satisfaisant presque partout l’inégalité

δ(x)tQ(δ1(x) − δ2(x)) < δ2(x)tQ(δ1(x)− δ2(x))

est inadmissible sous n’importe quel coût quadratique.

Preuve. On considère le nouvel estimateur δ′(x) = δ(x)+δ1(x)−δ2(x). Alors

R(θ, δ′) = Eθ

[
(δ′(x)− θ)tQ(δ′(x) − θ)]

= R(θ, δ) + 2Eθ

[
(δ1(x) − δ2(x))tQ(δ(x) − θ)]

+Eθ

[
(δ1(x) − δ2(x))tQ(δ1(x) − δ2(x))

]
≤ R(θ, δ) + 2Eθ

[
(δ1(x) − δ2(x))tQ(δ2(x) − θ)

]
+Eθ

[
(δ1(x) − δ2(x))tQ(δ1(x) − δ2(x))

]
= R(θ, δ) +R(θ, δ1)−R(θ, δ2) < R(θ, δ)

et δ′ domine δ. �

Ce lemme peut sembler simple à première vue mais il est en fait relati-
vement puissant puisqu’il donne une nouvelle condition nécessaire d’admissi-
bilité pour tout couple (δ1, δ2) ordonné (par le risque). De plus, comme l’ad-
missibilité ne dépend pas de la matrice Q, on obtient une gamme étendue
de critères d’inadmissibilité. Elle couvre en particulier la condition nécessaire
d’admissibilité (i) du Théorème 8.17.

Exemple 8.39. On considère x ∼ Np(θ, Ip). Il découle de James et Stein
(1961) (voir la Note 2.8.2) que, parmi tous les estimateurs

δa(x) =
(

1− a

||x||2
)
x,

δp−2 est optimal pour les coûts quadratiques usuels. Par conséquent, le Lemme
8.38 implique que tout estimateur δ vérifiant
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δ(x)tx
a− (p− 2)
||x||2 ≤

(
1− a

||x||2
)

(a− (p− 2)) (8.13)

est inadmissible. On considère l’estimateur δ de la forme

δ(x) =
(

1− h(x)
||x||2

)
x.

Alors (8.13) implique que δ est inadmissible si

h(x) ≤ a < p− 2 ou h(x) ≥ a > p− 2.

Donc, tout estimateur tel que h soit uniformément plus grand ou plus petit que
(p − 2) est inadmissible. La condition nécessaire du Théorème 8.17 s’obtient
en considérant ensuite les estimateurs tronqués (a ≤ p− 2),

ϕa(x) =
(

1− a

||x||2 I[K,+∞[(||x||2)
)
x ,

et en montrant que a∗ = p − 2 correspond à l’estimateur optimal de cette
classe (voir l’Exercice 8.20). Le Lemme 8.38 implique alors que, si

h(x) ≤ a < p− 2

pour ||x||2 > K, alors l’estimateur δ est également inadmissible. ‖

Remarquons aussi que dans le Lemme 8.38, l’inégalité stricte R(θ, δ1) <
R(θ, δ2) n’a pas à être satisfaite pour tout θ, mais seulement pour certains θ,
du moment que R(θ, δ1) ≤ R(θ, δ2) est vérifiée quel que soit θ ∈ Θ.

Exemple 8.40. Das Gupta (1958) déduit du Lemme 8.38 une condition
nécessaire d’admissibilité pour les distributions exponentielles. Si x1, . . . , xp

sont des variables aléatoires E xp(θi), tout estimateur δ de (θ−1
1 , . . . , θ−1

p ) sa-
tisfaisant

p∑
i=1

x−3
i δi(x) ≤

p∑
i=1

x−3
i δBc,i(x)

pour xi ≤M , x = (x1, . . . , xn), et

δBc,i(x) =
xi

2

⎡
⎢⎣1 +

cx−4
i

2
(∑p

j=1 x
−2
j

)2

⎤
⎥⎦ ,

0 < c < 2(p− 1), est inadmissible. L’estimateur δBc,i a été suggéré par Berger
(1980b) pour améliorer l’estimateur habituel, x/2, pour p ≥ 2. Constatons
que x/2 domine l’estimateur du maximum de vraisemblance, x (voir l’Exercice
8.32). ‖
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Il est également possible d’établir une condition nécessaire d’admissibi-
lité, à partir du Lemme 8.38, pour l’estimation d’un vecteur moyen nor-
mal quand la variance est connue à un facteur multiplicatif près, σ2, comme
dans l’Exemple 8.37. Soient x ∼ Np(θ, σ2Ip) et s2 ∼ σ2χ2

q une observation
indépendante de x de σ2. Le résultat suivant donne une condition nécessaire
d’admissibilité (Robert, 1998).

Proposition 8.41. Si, étant donné l’estimateur

δ(x) = (1− h(||x||2, s2))x,

il existe α, M1 et M2 tels que

(i) pour t ≥M1 et u ≤M2,

t

u
h(t, u) ≤ α < p− 2

q + 2
;

ou

(ii) pour t ≤M1 et u ≥M2,

t

u
h(t, u) ≥ α > p− 2

q + 2
;

δ est inadmissible sous coût quadratique.

La démonstration de ce résultat utilise l’existence d’un estimateur optimal
dans la classe

ϕc(x, s2) = x− cs2

||x||2 IA(||x||2, s2)x,

avec A = [K1,+∞) × [0,M2] ou A = [0,K1] × [M2,+∞). Pour étayer la
Proposition 8.41, rappelons que, dans ce cadre, les estimateurs de James-Stein
sont de la forme :

δJS
a (x, s2) =

(
1− as2

||x||2
)
x

et que

a∗ =
p− 2
q + 2

donne un estimateur optimal dans la classe δJS
a . Par conséquent, δJS

a∗ cor-
respond au facteur de rétrécissement minimal pour ||x||2/s2 grand et le
rétrécissement maximal pour ||x||2/s2 petit. L’estimateur δJS

a∗ est néanmoins
inadmissible (Exemple 8.35). Fraisse et al. (1998) étendent ce résultat aux
familles exponentielles avec un paramètre de nuisance de la même façon que
dans la Proposition 8.36.
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Exemple 8.42. (Suite de l’Exemple 8.37) Parmi les estimateurs à rétré-
cisseur matriciels, les seuls estimateurs d’intérêt sont de la forme

ϕ(x, s2) = (Ip − h(xtBx, s2)B)x, (8.14)

puisque les autres sont inadmissibles. La Proposition 8.41 entrâıne que, si,
quel que soit (t, u),

t

u
h(t, u) ≤ α < p− 2

q + 2
,

ces estimateurs sont également inadmissibles. De plus, une condition nécessaire
de minimaxité sous coût quadratique est

t

u
h(t, u) ≤ 2

tr(B)− 2λmax(B)
λmax(B)

1
q + 2

,

où tr(B) désigne la trace et λmax(B) la plus grande valeur propre de B (voir
Brown, 1975 , et Cellier et al., 1989 ). Une condition nécessaire pour l’existence
d’un estimateur vérifiant à la fois les critères d’admissibilité et de minimaxité
est donc

tr(B) > λmax(B)
p+ 2

2
,

ce qui exclut de fait les estimateurs rétrécissant vers des sous-espaces de faibles
dimensions.

Ce résultat met aussi en évidence le fait que l’admissibilité et la mini-
maxité ne sont pas totalement compatibles. En fait, un estimateur admissible
sous coût quadratique l’est pour n’importe quel coût quadratique. À l’inverse,
Brown (1975) montre que le seul estimateur de la forme (8.14), qui est mini-
max pour tous les coûts quadratiques, est δ0(x) = x. Cela est également lié
à l’admissibilité universelle de l’estimateur δ0 établie dans Brown et Hwang
(1989) (voir la Section 2.6). ‖

8.6 Exercices

Section 8.2.1

8.1 (Lehmann, 1986) Soit une variable aléatoire x de moyenne μ et de variance σ2.
a. Montrer que δ(x) = ax + b est un estimateur inadmissible de μ sous coût

quadratique si
(a) a > 1 ; ou
(b) a < 0 ; ou
(c) a = 1 et b �= 0.

b. Généraliser au cas où δ(x) = (1 + h(x))x avec h(x) > 0.

8.2 (Suite de l’Exercice 8.1) En déduire qu’il suffit de considérer λ ≥ 0 pour
les estimateurs (8.1) utilisés dans le Théorème 8.7.
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8.3 On considère x ∼ U[−θ,θ] et π(θ) est la distribution uniforme U[0,1].

a. Montrer que

δπ
1 (x) =

8<
:

1 − |x|
log(1/|x|) si |x| ≤ 1,

0 sinon,

est un estimateur de Bayes inadmissible et dominé, sous coût quadratique
usuel, par

δπ
2 (x) =

(
δπ
1 (x) si |x| ≤ 1,

|x| sinon,

b. Montrer que δπ
2 est aussi un estimateur de Bayes de π.

8.4 Soit x ∼ B(n, p). Déterminer si δ0 ≡ 0 est un estimateur admissible de p sous
coût quadratique.

8.5 (Johnson, 1971) On considère x ∼ B(n, θ).

a. Montrer que δ0(x) = x est l’estimateur du maximum de vraisemblance de
θ et également un estimateur de Bayes sous coût quadratique pour π(θ) =
1/θ(1 − θ).

b. Montrer que (δ0, 1 − δ0) est admissible sous le coût

L(θ, δ) = (θ − δ1)2 + (1 − θ − δ2)2. (8.15)

(Indication : Utiliser la représentation bayésienne de δ0 pour montrer queZ
[R(θ, δ) −R(θ, (δ0, 1 − δ0))] dθ

θ(1 − θ) ≥ 0

et en déduire que le seul cas d’égalité est δ1 = δ0, δ2 = 1 − δ0.)
c. Montrer qu’une classe complète pour le coût (8.15) est constituée des esti-

mateurs tels que δ1 = 1 − δ2.
d. Généraliser le résultat b. au cas multinomial x ∼ Mk(n, p1, . . . , pk). (Indica-

tion : Procéder par récurrence.)

Section 8.2.2

8.6 Déterminer les lois a priori bêta Be(α, β) correspondant aux estimateurs ad-
missibles de l’Exemple 8.9.

Section 8.2.3

8.7 Dans le cadre de l’Exemple 8.12, montrer que le risque de Bayes de δπ est infini
et déterminer si δc∗ est un estimateur de Bayes.

8.8 ∗(Zidek, 1970) Pour x ∼ f(x|θ), θ ∈ R, tel que {θ; f(x|θ) > 0} soit un intervalle,
on étudie l’estimation de g(θ) sous coût quadratique. On cherche une condition
suffisante d’admissibilité pour l’estimateur de Bayes généralisé

δπ(x) =

R
g(θ)f(x|θ)π(θ)dθR
f(x|θ)π(θ) dθ

avec π une mesure et Z
R(θ, δπ)π(θ) dθ = +∞.
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a. On définit

M(x, θ) =

Z +∞

θ

[g(t) − δπ(x)]2f(x|t)π(t)dt

et

h(θ) =

Z »
M(x, θ)

f(x|θ)π(θ)

–2
f(x|θ) dx.

Montrer qu’il existe une fonction q(θ) telle que π̃(θ) = q(θ)π(θ) soit une
densité de probabilités et queZ

R(θ, δπ)π̃(θ) dθ < +∞.

b. Soit δ̃ l’estimateur de Bayes associé à π̃. Montrer que

r =

Z
[R(θ, δπ) −R(θ, δ)]π̃(θ) dθ =

Z
[
R
q′(θ)M(x, θ) dθ]2R
f(x|θ)π(θ) dθ

dx.

c. En désignant q(θ) par f2(θ), utiliser l’inégalité de Cauchy-Schwarz pour mon-
trer que

r ≤ 4

Z
[f ′(θ)]2h(θ)π(θ) dθ.

d. Montrer que si, pour tout (θ0, θ1) et ε > 0, il existe une fonction q telle
que q(t) = 1 sur (θ0, θ1) et un nombre réel r < ε, alors l’estimateur δπ est
admissible.

e. On considère la condition (E) : SiZ +∞

t

R(θ, δπ)π(θ) dθ = +∞, alors

Z +∞

t

1

h(θ)π(θ)
dθ = +∞.

Soit

y(θ) =

Z θ

θ1

1

h(t)π(t)
dt

et

f(t) =

„
1 − y(t)

F

«
I0≤y(t)≤F .

Montrer que

f ′(t) = − 1

Fh(t)π(t)
(0 ≤ y(t) ≤ F ),

et que Z +∞

θ1

[f ′(t)]2h(t)π(t) dt =
1

F
.

Déduire de (E) qu’il est possible de choisir F tel que r < ε. Conclure en
donnant une condition suffisante d’admissibilité.

f. Recommencer la question e. sous l’hypothèse symétrique, c’est-à-dire siZ t

−∞
R(θ, δπ)π(θ) dθ = +∞, alors

Z t

−∞

1

h(θ)π(θ)
dθ = +∞.

8.9 On considère le coût borné

L(θ, δ) = 1 − e−a(θ−δ)2 (a > 0),

pour l’estimation de θ avec x ∼ N (θ, 1).



8.6 Exercices 453

a. Déterminer les estimateurs de Bayes associés à l’a priori conjugué θ ∼
N (μ, τ 2).

b. Déterminer les estimateurs de Bayes associés à l’a priori π(θ) ∝ exp(−λ
|θ − μ|).

c. Étudier l’admissibilité de l’estimateur de Bayes généralisé associé à l’a priori
de Jeffreys π(θ) = 1 quand a varie. (Indication : Déterminer si le risque de
Bayes est fini et appliquer la méthode de Blyth si nécessaire.)

Section 8.2.4

8.10 Établir la formule de représentation (8.3) et vérifier les égalités de l’Exemple
8.25.

8.11 Montrer que les estimateurs δCZ proposés en Section 8.2 dans un cadre pois-
sonnien sont effectivement des estimateurs de Bayes généralisés en trouvant les
lois a priori correspondantes.

8.12 ∗(Berger, 1982a) Soit x de loi

x ∼ f(x|θ) = h(x)eθx−ψ(θ)

pour x ∈ [a, b]. Étant donné deux fonctions positives différentiables, m0 et d, on
pose

δ0(x) =
m′

0(x)

m0(x)
− h′(x)
h(x)

, γ(x) = 2
d′(x)
d(x)

, et δ(x) = δ0(x) + γ(x).

a. Montrer que, sous coût quadratique,

R(θ, δ) −R(θ, δ0) = Eθ

„
4

d(x)

»
d′′(x) + d′(x)

m′
0(x)

m0(x)

–«
,

moyennant certaines conditions de régularité comme

lim
x→a

h(x)γ(x)eθx = lim
x→b

h(x)γ(x)eθx = 0.

b. On suppose que l’une des fonctions

g1(x) =

Z x

a

1

m0(y)
dy ou g2(x) =

Z b

x

1

m0(y)
dy

est finie sur [a, b]. On note gi cette fonction. Montrer que si, en outre,

Eθ

˛̨̨
˛ ddx log gi

˛̨̨
˛
2

< +∞

et

lim
x→a

h(x)eθx g
′
i(x)

gi(x)
= lim

x→b
h(x)eθx g

′
i(x)

gi(x)
= 0,

alors δ0 est inadmissible et dominé par δ pour γ(x) = 2αg′i(x)/gi(x) si 0 ≤
α ≤ 1.

c. Appliquer au cas x ∼ G (ν, θ) et

π(θ) =
1

π

1

1 + θ2
.
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Section 8.2.5

8.13 Montrer que le noyau de transition (8.7) est lié à la mesure stationnaire π. (In-
dication : Montrer que la condition d’équilibre ponctuel s’applique.) En déduire
que la châıne associée est soit récurrente nulle, soit transiente lorsque l’a priori
π est impropre.

8.14 Soient x ∼ N (θ, 1) et π(θ) ∝ exp{−bθ2/2 + abθ}.
a. Donner des conditions nécessaires et suffisantes sur (a, b) pour que la distri-

bution a posteriori soit définie. Montrer que, dans ce cas, la distribution a
posteriori est normale de moyenne (x+ ab)/(1+ b) et de variance 1/(b+1).

b. Montrer que le noyau de transition (8.7) est alors donné par

η|θ ∼ N

„
θ + ab

1 + b
,
b+ 2

(1 + b)2

«
.

c. En déduire que la châıne de Markov est un modèle AR(1) (Section 4.5.2)

θ(t+1) =
1

1 + b
θ(t) +

ab

1 + b
+

√
b+ 2

1 + b
εt .

En conclure qu’elle est transiente lorsque b < 0 et récurrente si b = 0.

Section 8.3.1

8.15 Vérifier que les trois conditions du Lemme 8.23 sont bien satisfaites pour une
fonction de coût quadratique,

L(θ, δ) = (δ − θ)tQ(δ − θ),

pour toute matrice définie positive Q.

Section 8.3.2

8.16 ∗(Clevenson et Zidek, 1975) Soient (x1, . . . , xn) des variables aléatoires
indépendantes de Poisson, xi ∼ P(λi).

a. Utiliser une suite de lois a priori conjuguées et la méthode de Blyth pour
montrer que δ0(xi) = xi est un estimateur admissible de λi sous coût qua-
dratique.

b. Pour n ≥ 2, montrer que

Eλ

"
nX

i=1

1

λi

(
xi

„
1 +

n− 1Pn
i=1 xi

«−1

− λi

)2#
≤ Eλ

"
nX

i=1

1

λi
(xi − λi)

2

#

et en déduire que δ0(x1, . . . , xn) = (x1, . . . , xn) est un estimateur inadmissible
de λ = (λ1, . . . , λn). (Indication : Minimiser (en λ) Eλ[

P
i λ

−1
i (axi − λi)

2] et
remplacer la solution a par

P
i xi/

P
i xi + n− 1.)

8.17 Transposer la démarche de l’Exemple 8.27 au cas Poisson : montrer que, si
H0 : λ ≤ λ0 et ϕ(x) = Pλ0(X ≥ x), avec X ∼ P(λ0), alors ϕ est admissible
sous coût quadratique. (Indication : Utiliser la condition de Blyth.)

8.18 Reprendre l’Exercice 8.17 avec la distribution gamma, G (ν, θ) et H0 : θ ≤ θ0.
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8.19 Soit x ∼ N2(θ, I2). Déterminer si la condition de Blyth pour l’admissibilité de
δ0(x) = x est vérifiée par la suite πn(θ) qui vaut

πn(θ) = exp{−||θ||2/2n}.
Si cette suite ne convient pas, en proposer une autre.

8.20 ∗(Hwang et Brown, 1991) On considère x ∼ Np(θ, Ip). La région de confiance
standard est

Cx = {θ; ‖θ − x‖ < c},
avec Pθ(θ ∈ Cx) = 1−α. Grâce à la méthode de Blyth, montrer que l’évaluation
γ0(x) = 1 − α est admissible sous coût quadratique

L(θ, γ) = (γ − ICx(θ))2 ,

pour p ≤ 4. [Note : Robert et Casella, 1993, montrent en outre que cet estima-
teur constant est inadmissible pour p ≥ 5. À l’inverse, Hwang et Brown, 1991,
établissent, par validité fréquentiste, que γ0 est admissible quel que soit p (voir
la Section 5.5).]

8.21 Dans le cadre de l’Exemple 8.27, montrer que la loi marginale mn associée à
gn est croissante. Pour π(θ) = 1/θ, montrer que, pour x �= 0,

ϕ(x) =
1

B(x,m− x+ 1)

Z θ0

0

tx−1(1 − t)m−x dt

puis traiter le cas x = 0.

Section 8.4

8.22 Une classe C est dite complète minimale si C est complète et si aucun sous-
ensemble propre de C n’est complet.
a. Montrer que toute classe complète contient tous les estimateurs admissibles.
b. Montrer que, s’il existe une classe complète minimale, il s’agit exactement

des estimateurs admissibles.

8.23 ∗(Karlin et Rubin, 1956) On suppose que f(x|θ) satisfait la propriété des
rapports de vraisemblance monotones (en x ∈ R), avec θ ∈ Θ. Le problème
d’estimation est dit monotone si L(θ, δ) est minimal pour δ = q(θ), avec q
croissante en θ, et si L(θ, δ) est une fonction croissante de |δ − q(θ)|.
a. Montrer que, si L est convexe, les estimateurs qui sont des fonctions crois-

santes de x constituent une classe complète.
b. Montrer que, si δ0 n’est pas monotone, l’estimateur monotone δM, défini par

Pq−1(a)(δM(X) ≤ a) = Pq−1(a)(δ0(X) ≤ a), ∀a

domine δ0.
c. Si δM est strictement croissante, montrer que la relation ci-dessus implique

que δM(x) est un nombre a tel que

F (x|q−1(a)) = Pq−1(a)(δ0(X) ≤ a).

8.24 Appliquer l’Exercice 8.23 au cas où x ∼ N (θ, 1), L(θ, δ) = (θ− δ)2 et δ0(x) =
−cx+ b, avec c > 0.
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8.25 (Berger, 1985b) Soit Θ un ensemble fini de cardinal p. On suppose que l’en-
semble de risque R est borné et fermé inférieurement. On note Γ (R) la frontière
inférieure de R, c’est-à-dire

Γ (R) = {r ∈ R; � ∃ r′ ∈ R, r′ �= r et r′i ≤ ri, 1 ≤ i ≤ p} ⊂ R.

Le coût L est supposé convexe.
a. Montrer que l’ensemble des estimateurs dont le vecteur de risque est dans
Γ (R) forme une classe complète minimale.

b. Montrer que l’ensemble des estimateurs de Bayes forme une classe complète
et que l’ensemble des estimateurs de Bayes généralisés forme une classe
complète minimale.

c. *Généraliser au cas où L n’est pas convexe.

8.26 ∗(Berger et Srinivasan, 1978 ) On considère x ∼ Np(θ,Σ) avec Σ connu. La
moyenne θ est estimée sous coût quadratique. Montrer qu’un estimateur δ0 est
un estimateur de Bayes généralisé si et seulement si
(i) g(x) = Σ−1δ0(x) est continûment différentiable, avec un jacobien symétri-

que Jg(x) = ∇∇tg(x) ; et
(ii) pour g(x) = ∇r(x), exp{r(x)} peut être exprimée comme une transformée

de Laplace.

8.27 ∗(Fraisse et al., 1990 ) Soit x = (u, z) avec u ∈ R
k et z ∈ R, de densité

f(x|θ, δ) = exp{θ · u+ δz −K(θ, δ)}
par rapport à une mesure ν σ-finie, avec θ ∈ Θ ⊂ R

k et δ ∈ Δ, sous-ensemble
compact de R

∗
+.

a. Montrer (ou admettre) le lemme suivant : Si (μn) est une suite de mesures
à supports finis telles que, pour presque tout (u, z),

sup
n

‖∇ψμn(z)‖ < +∞,

alors il existe une mesure μ et une sous-suite (nk) telles que

lim
k→+∞

ψμnk
(u, z) = ψμ(u, z) et lim

k→+∞
∇ψμnk

(u, z) = ∇ψμ(u, z),

avec

ψμ(u, z) =

Z
Θ×Δ

eθ·u+δzμ(dθ, dδ).

b. Déduire de la Proposition 8.30 que, pour tout estimateur admissible ϕ de θ/δ
sous coût d’erreur quadratique δ2||ϕ − θ/δ||2, il existe une suite de mesures
(�n) à supports finis sur Θ ×Δ telles que

ϕ(u, z) = lim
n→+∞

R
θeθ·u+δzμn(dθ, dδ)R
δeθ·u+δzμn(dθ, dδ)

,

avec μn(dθ, dδ) = e−K(θ,δ)�n(θ, δ).
c. Montrer que l’hypothèse du lemme ci-dessus est satisfaite et que, pour tout

estimateur admissible ϕ, il existe μ0 tel qu’on ait presque partout

ϕ(u, z) =

R
θeθ·u+δzμ0(dθ, dδ)R
δeθ·u+δzμ0(dθ, dδ)

,

c’est-à-dire que ϕ est un estimateur de Bayes généralisé associé à μ0.
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8.28 (Fraisse et al., 1990) Soient x ∼ Np(θ, σ
2Ip) et s2 ∼ σ2χ2

q . La moyenne θ est
estimée sous coût quadratique, avec σ ∈ [a, b].
a. Montrer que ce modèle s’insère dans le cadre de l’Exercice 8.26.
b. On considère l’estimateur

ϕ(x, s2) = (Ip − h(xtBx, s2)C)x.

Montrer que, si ϕ est admissible, il existe � ∈ R
∗
+ tel que B = �C.

c. Comparer aux résultats de l’Exercice 8.26.

8.29 ∗(Moors, 1981) Soit x ∼ Be(p), avec 0.2 ≤ p ≤ 0.8. On estime le paramètre
p sous coût quadratique.
a. Montrer que δπ(1) = 1 − δπ(0) lorsque l’a priori π(p) est symétrique centré

sur 1/2.
b. Montrer que δπ(1) ≤ maxp[1 − 2p(1 − p)] = 0.68.
c. En déduire que, si un estimateur vérifie δ(1) = 1 − δ(0) et δ(1) > 0.68, il est

inadmissible.

8.30 ∗(Johnson, 1971) On considère x ∼ B(n, θ), avec θ à estimer sous coût qua-
dratique.
a. Rappeler pourquoi tout estimateur admissible est nécessairement un estima-

teur de Bayes.
b. Montrer que la réciproque est fausse, ce qui revient à proposer des estima-

teurs de Bayes inadmissibles.
c. Montrer que l’ensemble des estimateurs de Bayes admissibles est constitué

des estimateurs

δτ (x) =

8>>>>>>>>><
>>>>>>>>>:

0 si 0 ≤ x ≤ n,Z 1

0

θx−n(1 − θ)n−x−n−1 dτ (θ)Z 1

0

θx−n−1(1 − θ)n−x−n−1 dτ (θ)

si n < x < n,

1 si n ≤ x ≤ n .

d. Expliquer pourquoi δτ est un estimateur de Bayes pour une classe entière de
distributions a priori τ .

8.31 (Hwang et al., 1992) On considère H0 : θ ∈ Θ0. Les procédures de test γ sont
comparées sous un coût strictement convexe, L(IΘ0(θ), γ).
a. Montrer que γ0(x) = 1/2 est le seul estimateur minimax.
b. En déduire que γ0 est admissible.
c. Peut-on écrire γ0 comme un estimateur de Bayes généralisé ? Ce phénomène

contredit-il les théorèmes de classe complète (5.42 et 5.43) de la Section 5.4 ?

8.32 Étant donné x ∼ E xp(θ) et δc(x) = cx, déterminer le meilleur estimateur δc
de θ−1 sous coût quadratique. Montrer que cet estimateur est un estimateur de
Bayes généralisé et discuter son admissibilité.
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Section 8.5

8.33 (Robert et Casella, 1994) On considère x ∼ N (θ, 1) et l’ensemble de confiance
usuel Cx = [x − c, x + c]. Au lieu d’utiliser la probabilité fixe de confiance
α = Pθ(θ ∈ Cx), on propose une procédure ϕ qu’on évalue sous le coût

L(θ, ϕ) = d(θ, Cx)(ICx(θ) − ϕ)2,

le poids d(θ, Cx) étant une mesure de distance entre θ et la frontière de Cx.
a. Expliquer la pertinence d’un choix d’intervalle de confiance dépendant des

données et justifier le choix du poids de distance.
b. Dans le cas particulier

d(θ, Cx) = 1 − e−ω(θ−x)2
“
1 − e−ω(θ−x)2

”
,

montrer que cette distance est minimale pour |θ − x| = c si ω = log(2)/c2.
c. Donner la forme générale des estimateurs de Bayes sous cette fonction de coût

et montrer que le résultat de classe complète du Théorème 5.42 s’applique
dans ce cas.

d. Pour les classes de distances symétriques de la forme h(|θ − x|) et π(θ) = 1,
montrer que les estimateurs de Bayes sont constants et pas forcément égaux
à α. Ces estimateurs sont-ils admissibles ?

8.34 Déduire la Proposition 8.41 du Lemme 8.38.

8.35 Montrer que, si x ∼ Np(θ, Ip), δ0(x) = x est admissible pour la classe de coûts

L(θ, δ) = (θ − δ)tQ(θ − δ),

avec Q dans l’ensemble des matrices symétriques définies positives.

8.36 (Hwang, 1982b) Soit x ∼ Np(θ, Ip). Une classe d’estimateurs de θ est donnée
par

φa(x) = x− a

||x||2 I[K,+∞[(||x||2)x,

pour 0 ≤ a ≤ (p− 2).
a. Montrer que ϕa∗ associé à a∗ = p − 2 est optimal parmi les estimateurs ϕa

sous coût quadratique classique.
b. Démontrer le résultat de l’Exemple 8.39.
c. Appliquer la même technique à

ϕb(x) = x− b

||x||2 I[0,K](||x||2)x

et b ≥ (p− 2). En déduire une condition STUB.

Note 8.7.1

8.37 ∗Montrer que K dans (8.7) et K∗ dans (8.16) sont soit tous deux récurrents,
soit tous deux transients. (Indication : Utiliser la variable indicatrice

P∞
t=1 IB(xt)

pour un ensemble arbitraire B.)

8.38 ∗Dans le cadre de l’Exemple 8.43,

a. Montrer que l’équation (8.17) est vérifiée.
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b. Montrer que la châıne de Markov associée à K∗ peut s’écrire xt+1 = (xt +
b)zt+1, où les zt sont indépendants et de densité

f(z) =
Γ (2α+ a)

Γ (α+ a)Γ (α)

zα−1

(z + 1)2α+a
.

c. Montrer que zt a une moyenne infinie quand a+α ≤ 1 et que E[log(zt)] est
négative quand a < 0, nulle si a = 0, et positive quand a < 0.

d. Dans le cas b = 0, montrer que (xt) est récurrente si et seulement si a = 0.

8.39 ∗(Hobert et Robert, 1999) Soit x ∼ P(θ) avec π(θ) ∝ θa−1 exp{−bθ}.
a. Énoncer des conditions nécessaires et suffisantes sur (a, b) pour que la distri-

bution a posteriori soit définie et que la distribution a priori soit impropre.

b. Expliciter le noyau de transition (8.7) dans ce cas. Si b = −1/2 et a = k/2,
montrer que la transition est une loi du khi deux décentré.

c. Montrer que le noyau de transition (8.16) est

K∗(x, y) =
Γ (y + x+ a)

y!Γ (x+ a)
px+a(1 − p)y ,

avec p = (b+ 1)/(b + 2).

d. Montrer que cette distribution correspond à la loi binomiale négative stan-
dard lorsque a est un entier naturel.

e. Dans le cas général, la distribution de fonction de masse

P (Z = z) =
Γ (z + c)

z!Γ (c)
pc(1 − p)z

est appelée distribution binomiale négative généralisée N eg(c, p). Déduire
de la fonction génératrice que, si z1, . . . , zn sont indépendants de zi ∼
N B(ci, p), z1 + . . .+ zn ∼ N eg(c1 + . . .+ cn, p).

f. En déduire que (xt) associé au noyau K∗ est un processus de branchement,

xt+1 =

xtX
i=1

ηi,t + ωt+1

avec ηi,t ∼ N eg(1, p) et ωt+1 ∼ N eg(a, p).

g. En conclure que la châıne (xt) est récurrente si b = 0 et 0 < a < 1, et
transiente sinon.

8.40 ∗(Hobert et Robert, 1999) Soit x ∼ N eg(k, θ) avec π(θ) ∝ θa−1(1 − θ)b−1.

a. Formuler des conditions nécessaires et suffisantes sur (a, b) pour que la dis-
tribution a posteriori soit définie et que la distribution a priori soit impropre.

b. Expliciter le noyau de transition (8.7) pour b = k.

c. Montrer que la châıne de Markov correspondante (θ(t)) peut s’écrire θ(t+1) =
θ(t)/(ωt + θ(t)), les ωt étant i.i.d.

d. Montrer que E[log ωt] = 0 si et seulement si a = 0 et en déduire que la
châıne (θ(t)) est récurrente lorsque a = 0 et transiente sinon ;

8.41 Pour le noyau de transition (8.18),
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a. Montrer que la mesure stationnaire est π(θ)Ψ(θ), où π est la distribution
a priori et Ψ(θ) est la constante de normalisation en T (θ, η). (Indication :
Prouver que la condition de balance ponctuelle est vérifiée et utiliser l’égalité
π(θ)f(x|θ)π(η|x) = π(η)f(x|η)π(θ|x).)

b. En déduire que la châıne est récurrente positive lorsque le risque de BayesZ Z
(ϕ(θ) − E[ϕ(θ)|x])2 f(x|θ)π(θ)dxdθ

est fini.

8.7 Notes

8.7.1 Compléments sur la condition suffisante d’admissibilité d’Eaton

Hobert et Robert (1999) montrent que la condition suffisante de Eaton (1992)
s’applique également à une châıne duale, avec noyau de transition

K∗(x, y) =

Z
Θ

f(x|θ)π(θ|x) dθ, (8.16)

puisque les deux noyaux K dans (8.7) et K∗ sont de même nature, c’est-à-dire
qu’ils sont soit tous deux récurrents, soit tous deux transients. Ce résultat de
dualité est particulièrement intéressant lorsque l’espace d’échantillonnage est
plus simple que l’espace des paramètres, par exemple lorsque K∗ porte sur un
espace d’états fini. (Cette propriété a été utilisée dans un contexte complètement
différent par Diebolt et Robert, 1994, pour affiner les propriétés de convergence
d’un échantillonneur de Gibbs dans des modèles à variables latentes. Voir Robert
et Casella, 2004, Section 9.2.3.) Hobert et Robert (1999) illustrent l’intérêt de
cette condition dans des cadres classiques (Exercices 8.39 et 8.40).

Exemple 8.43. Soit un modèle gamma, x ∼ G a(α, θ), avec π(θ) ∝ θα−1

exp{−bθ}. La loi a posteriori est définie lorsque b ≥ 0 et a > −α. Alors que le
noyau de transition K ne peut pas être calculé analytiquement, K∗ s’écrit

K∗(x, y) =
Γ (2α+ a)Γ (b+ x)α+a

Γ (α+ a)Γ (α)

yα−1

(x+ y + b)2α+a
. (8.17)

Hobert et Robert (1999) montrent ensuite que ce noyau est récurrent si, et
seulement si, a = 0 (Exercice 8.38). ‖

Eaton (1999) généralise le résultat publié par Eaton (1992) à des fonctions
arbitraires de θ, ϕ(θ), estimées sous coût quadratique, à l’aide d’une autre
représentation markovienne. Au lieu du K(θ|η) défini par (8.7), Eaton (1999)
propose d’utiliser le noyau de transition

T (θ|η) = Ψ(η)−1(ϕ(θ) − ϕ(η))2K(θ|η) , (8.18)

où Ψ(θ) est le facteur de normalisation de cette densité. Un équivalent du
Théorème 8.19 dans ce cas est que l’estimateur de Bayes E

π[ϕ(θ)|x] est ad-
missible lorsque la châıne de Markov associée à T est récurrente. Bien que la
procédure ne soit pas complètement générale, puisque une étude de la châıne
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de Markov est nécessaire pour chaque fonction ϕ remarquable, l’extension aux
fonctions ϕ non bornées lui confère un intérêt indéniable. (Comme le suggère
Eaton, 1999, ce résultat s’étend à l’estimation de fonctions vectorielles ϕ(θ) sous
coût quadratique.)

Exemple 8.44. Dans le cas particulier d’une famille de position, si f(x|θ) =
g(x − θ) et si θ est estimé sous la fonction de coût L(θ, d) = (θ − d)2, alors le
noyau de Markov K associé à l’a priori plat π(θ) = c est

K(θ|η) =

Z
g(x− θ)g(x− η)dx = r(θ − η) ,

par un changement adéquat d’intégrande dans l’intégrale. Le noyau de transition
est

T (θ, η) ∝ (θ − η)2r(θ − η) = t(θ − η)
et le facteur de proportionnalité est indépendant de θ. Par conséquent, la châıne
de Markov associée à T est une marche aléatoire. Elle est récurrente en di-
mension un si le premier moment de t existe. Eaton (1999) montre que cette
condition est équivalente à l’existence d’un troisième moment de g. ‖



9

Invariance, mesures de Haar et estimateurs
équivariants

“The ring certainly looked like stone, but it felt harder than steel
and heavier than lead. And the circle of it was twisted. If she ran a
finger along one edge, it would go around twice, inside as well as out ;
it only had one edge.”

Robert Jordan, The Dragon Reborn.

9.1 Principes d’invariance

La notion d’invariance a été introduite dans un cadre fréquentiste essen-
tiellement pour réduire de façon considérable le nombre d’estimateurs accep-
tables, de sorte qu’un estimateur optimal puisse être trouvé. De ce point de
vue, cette notion est une alternative au concept d’estimation sans biais et
n’est donc pas pertinente pour le paradigme bayésien. Cependant, il existe
une autre raison de faire appel à l’invariance qui n’est pas liée à la Théorie
de la Décision : on peut exiger des estimateurs recherchés des propriétés de
convergence à l’égard d’un certain nombre de transformations et il est alors
logique de s’intéresser à cette notion. En outre, les estimateurs optimaux
(équivariants) sont toujours de Bayes ou de Bayes généralisés. Les mesures
correspondantes peuvent alors être considérées comme des lois a priori non
informatives découlant de la structure d’invariance. Au-delà du fait que l’op-
timalité classique suggère de nouveau des estimateurs de Bayes, c’est donc
surtout le lien entre structures d’invariance et distributions non informatives
qui nous pousse à étudier l’invariance d’un point de vue bayésien.
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Une première version du principe d’invariance est de considérer que les
propriétés d’une procédure statistique ne devraient pas dépendre de l’unité
de mesure utilisée. Si x et θ sont mesurés en une unité u1 et si y et η sont
les transformés de x et θ pour une autre unité u2, alors un estimateur δ2(y)
de η devrait correspondre à l’estimateur δ1(x) de θ par le même changement
d’unité. Insistons sur la généralité de cette notion d’unité de mesure : par
exemple, cela peut être un simple choix d’échelle (cm contre m)–auquel cas
on exige des estimateurs qu’ils soient équivariants par changement d’échelle–le
choix d’une origine particulière–on parle dans ce cas d’équivariance par chan-
gement de position–ou encore le choix de l’ordonnancement des observations
dans un échantillon x–on se restreint alors aux estimateurs symétriques69.

Exemple 9.1. On considère le problème d’estimation de la vitesse de la
lumière, θ, à partir d’une observation x, distribuée selon U ([θ − ε, θ + ε]),
et mesurée en mètres par seconde. Un changement d’unité typique dans ce
contexte est le changement d’échelle, y = τx, avec, par exemple, τ = 10−3

pour une conversion de mètres en kilomètres. Dans ce cas, y ∼ U ([η−ε′, η+ε′])
avec η = τθ, ε′ = τε, mais η représente toujours la même quantité intrinsèque,
à savoir la vitesse de la lumière. Si δ0 est un estimateur de θ dans l’unité ini-
tiale, il semble légitime d’exiger que l’estimateur dans le problème transformé
δ∗ vérifie la propriété d’équivariance d’échelle

δ∗(y) = τδ0(y/τ).

En outre, on suppose que le coût est le coût quadratique ajusté

L(θ, d) =
(

1− d

θ

)2

.

Il satisfait

L(θ, d) =
(

1− τd

τθ

)2

=
(

1− d∗

η

)2

= L(η, d∗)

lorsque d∗ = τ d. Par conséquent, le coût est invariant par ce changement
d’unité et les deux problèmes d’estimation sont formellement identiques. Il est
alors logique de choisir le même estimateur pour les deux problèmes, δ∗(y) =
δ0(y). On obtient en regroupant les deux équations

δ0(τy) = τδ0(y)

quels que soient τ et y. Finalement, les règles de décision compatibles avec
les exigences d’invariance sont nécessairement de la forme δ0(x) = ax, avec a
constante positive. ‖

69Comme nous avons discuté au Chapitre 2, il est rare de pouvoir obtenir une
invariance absolue où l’estimateur de toute transformation est la transformation
d’un même estimateur, à moins d’imposer des coûts invariants fonctionnels comme
dans la Section 2.5.4.
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Ce principe est souvent élargi en un principe d’invariance formelle, stipu-
lant que deux problèmes de structure formelle identique, (X , f(x|θ),L), de-
vraient être traités avec la même règle de décision, qu’ils soient physiquement
liés, comme dans le principe d’invariance restreint, ou pas. Dans l’exemple
précédent, la vitesse de la lumière est toujours le même objet. Cette exten-
sion n’est pas forcément naturelle d’un point de vue bayésien dans la mesure
où l’information a priori n’a aucune raison d’être identique dans les deux
problèmes. C’est donc uniquement dans les cadres non informatifs que les
deux approches sont compatibles.

Une approche bayésienne de l’invariance est justifiée par les trois raisons
suivantes :

(i) Le meilleur estimateur invariant (ou équivariant) est un estimateur de
Bayes généralisé pour une mesure particulière, dite mesure de Haar.

(ii) Cette mesure convient d’autant mieux dans les contextes non informa-
tifs que l’invariance suggère une méthode alternative pour construire des
distributions a priori non informatives.

(iii) La méthode la plus efficace pour obtenir les meilleurs estimateurs
équivariants est l’approche bayésienne.

Par conséquent, les considérations d’invariance vont dans le sens du pa-
radigme bayésien, puisqu’il recouvre une fois de plus un critère fréquentiste
d’optimalité. Dans ce chapitre, nous détaillons le lien entre invariance et ap-
proche bayésienne dans le cas des paramètres de position dans la Section 9.2,
avant de présenter le cadre général de l’invariance au cours de la Section 9.3,
puis la mesure de Haar en tant qu’a priori non informatif potentiel en Sec-
tion 9.4 et le théorème de Hunt-Stein, qui relie invariance et minimaxité, en
Section 9.5. (Pour des études plus détaillées sur l’invariance et des points de
vue généraux ou bayésiens, les lecteurs pourront se reporter à Berger, 1985b,
Chapitre 6, Eaton, 1989, et Wijsman, 1990.)

9.2 Le cas particulier des paramètres de position

Soit (x1, . . . , xn) de densité f(x1−θ, . . . , xn−θ), avec un paramètre de posi-
tion inconnu θ ∈ R. Le degré naturel d’invariance du problème est l’invariance
par translation. Si (x1, . . . , xn) subit la transformation

(y1, . . . , yn) = (x1 + a, . . . , xn + a) ,

la nouvelle variable aléatoire (y1, . . . , yn) est distribuée selon f(y1 − θ −
a, . . . , yn− θ−a) et η = θ+a est le paramètre de position correspondant. Par
conséquent, le vecteur transformé a le même type de densité et le problème
est invariant par translation. Il semble naturel de reproduire l’invariance en
exigeant la condition suivante sur les estimateurs δ de θ :

δ(x1 + a, . . . , xn + a) = δ(x1, . . . , xn) + a. (9.1)
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Cette condition est satisfaite, par exemple, par δ0(x1, . . . , xn) = x̄. En outre,
il parâıt également logique d’imposer la même restriction d’invariance sur la
fonction de coût, à savoir que L(θ + a, d + a) = L(θ, d) pour tout a. Une
fonction de coût compatible avec la structure d’invariance devrait donc être
de la forme

L(θ, d) = L(0, d− θ) = �(d− θ). (9.2)

Les estimateurs vérifiant (9.1) sont appelés équivariants et les fonctions de
coût répondant à (9.2) invariantes, sous l’action d’un groupe de translations.
Le but de ces contraintes est de réduire la classe des estimateurs “acceptables”
de façon suffisamment significative pour qu’il n’y ait finalement plus qu’un
seul meilleur estimateur équivariant sous le coût (9.2), puisque cela n’est pas
possible autrement (Exercice 2.36). Le lemme suivant explique pourquoi on
peut envisager l’unicité d’un estimateur optimal.

Lemme 9.2. Pour des fonctions de coût de la forme (9.2), les estimateurs
équivariants ont un risque constant.

Preuve. On a

R(δ, θ) = Eθ[�(δ(x)− θ)]
= Eθ[�(δ(x1 − θ, . . . , xn − θ))]
= E0[�(δ(x1, . . . , xn))] = R(δ, 0).

�

Par conséquent, on retrouve dans le cas particulier des estimateurs équiva-
riants sous coût équivariant une situation analogue à celle de l’ensemble des
estimateurs considérés sous risque bayésien : il existe un ordre total sur cette
classe restreinte, puisque comparer deux estimateurs est équivalent à compa-
rer deux nombres réels. C’est la raison pour laquelle un meilleur estimateur
équivariant peut exister.

Ce meilleur estimateur est classiquement déduit en conditionnant par rap-
port à une statistique libre maximale, telle que y = (x1 − xn, . . . , xn−1 − xn).
On vérifie alors de façon immédiate que tout estimateur équivariant peut
s’écrire δ0(x) + v(y), où δ0 est un estimateur équivariant particulier, par
exemple δ0(x) = xn.

Lemme 9.3. S’il existe une fonction v∗(y) qui minimise

E0[�(δ0(x) + v(y))|y],

le meilleur estimateur équivariant sous le coût (9.2) est

δ∗(x) = δ0(x) + v∗(y).
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Preuve. Par définition, le meilleur estimateur équivariant minimise (en v) le
risque constant

R(δ, θ) = E0[�(δ(x))] = E0[�(δ0(x) + v(y))].

On peut conditionner par rapport à y, puisque c’est une statistique libre, en
décomposant le risque en

E0[�(δ0(x) + v(y))] = E [E0[�(δ0(x) + v(y))|y]] .

Si v∗(y) minimise l’intégrande pour tout y, δ∗ minimise le risque dans la classe
des estimateurs équivariants. �

Dans le cas particulier où �(δ − θ) = (δ − θ)2, le facteur v∗ optimal est
donné par

v∗(y) = −E0[δ0(x)|y].
Nous avons ainsi obtenu le meilleur estimateur équivariant de Pitman (1939).

Corollaire 9.4. Pour le coût quadratique L(θ, d) = (θ − d)2, le meilleur
estimateur équivariant de θ est

δ∗(x1, . . . , xn) =

∫ +∞
−∞ θf(x1 − θ, . . . , xn − θ) dθ∫ +∞
−∞ f(x1 − θ, . . . , xn − θ) dθ

.

Preuve. On prend δ0(x) = xn en tant qu’estimateur équivariant particulier
pour le Lemme 9.3 et on note yn = xn pour compléter y. La densité de
(y1, . . . , yn) est alors (pour θ = 0)

gY (y1, . . . , yn) = f(y1 + yn, . . . , yn−1 + yn, yn),

car yi = xi − xn (i �= n) et le déterminant du jacobien est égal à 1. De plus,

E0[yn|y1, . . . , yn−1] =

∫ +∞
−∞ tf(y1 + t, . . . , yn−1 + t, t) dt∫ +∞
−∞ f(y1 + t, . . . , yn−1 + t, t) dt

=

∫ +∞
−∞ tf(x1 − xn + t, . . . , xn−1 − xn + t, t) dt∫ +∞
−∞ f(x1 − xn + t, . . . , xn−1 − xn + t, t) dt

= xn −
∫ +∞
−∞ θf(x1 − θ, . . . , xn−1 − θ, xn − θ) dθ∫ +∞

−∞ f(x1 − θ, . . . , xn − θ) dθ
,

par le changement de variable θ = xn − t. Avec

δ∗(x1, . . . , xn) = xn − E0[yn|y1, . . . , yn−1],

on déduit l’expression donnée ci-dessus pour δ∗. �
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L’intérêt principal du Corollaire 9.4 est, outre qu’il fournit le meilleur es-
timateur équivariant, de présenter cet estimateur comme un estimateur de
Bayes, bien que le calcul ne fasse intervenir aucune technique bayésienne.
L’estimateur de Pitman est bien un estimateur de Bayes associé à la distribu-
tion a priori π(θ) = 1, c’est-à-dire la distribution non informative habituelle
des paramètres de position (Chapitre 3). Ce résultat est d’ailleurs valable
pour d’autres coûts invariants (9.2), comme nous le verrons en Section 9.4.
Par conséquent, le meilleur estimateur équivariant peut être déterminé comme
l’estimateur δ qui minimise le coût a posteriori

E
π[L(θ, δ)|x] =

∫ +∞
−∞ �(θ − δ)f(x1 − θ, . . . , xn − θ) dθ∫ +∞

−∞ f(x1 − θ, . . . , xn − θ) dθ
,

ou, de manière équivalente,∫ +∞

−∞
�(θ − δ)f(x1 − θ, . . . , xn − θ) dθ,

et cette représentation simplifie grandement le calcul des meilleurs estimateurs
équivariants. Nous verrons dans la Section 9.4 que le lien entre meilleurs esti-
mateurs équivariants et une classe particulière d’estimateurs de Bayes existe
de façon beaucoup plus générale que pour le problème d’estimation de pa-
ramètres de position.

9.3 Problèmes de décision invariants

Nous présentons à présent une description abstraite du concept d’inva-
riance au moyen de groupes d’invariance qui nous permettra de généraliser le
lien entre problèmes invariants et analyse bayésienne. Soient un modèle sta-
tistique (X , Θ, f(x|θ)) et un problème d’inférence sur θ représenté par un
espace de décision, D . En outre, on suppose donné un groupe G de transfor-
mations sur X . (On peut aussi le voir comme une forme particulière d’infor-
mation a priori.) Nous allons maintenant illustrer l’importance de l’existence
d’un tel groupe dans plusieurs cas.

Définition 9.5. Le modèle statistique est dit invariant (ou fermé) sous l’ac-
tion du groupe G si, pour tout g ∈ G , il existe un unique θ∗ ∈ Θ tel que
y = g(x) soit distribué selon la densité f(y|θ∗). On note θ∗ = ḡ(θ).

Exemple 9.6. On considère x ∼ f(x− θ) et le groupe des translations

G = {gc; gc(x) = x+ c, c ∈ R} .
Le modèle statistique est invariant sous l’action de G . Ce n’est pas le cas avec
le groupe multiplicatif
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G ′ = {gc; gc(x) = cx, c > 0} ,

puisque

y = cx ∼ 1
c
f

(
y − cθ
c

)
. ‖

Lorsque le groupe G a une action globalement invariante sur le modèle,
on peut définir naturellement un ensemble Ḡ de transformations sur Θ. La
preuve que Ḡ est aussi un groupe est laissée aux lecteurs à titre d’exercice.
Dans un souci de simplification, nous adopterons les notations suivantes dans
ce qui suit : gx pour g(x) et ḡθ pour ḡ(θ).

On suppose de plus que la fonction de coût associée au modèle, L de
Θ ×D dans R

+, est discriminante, c’est-à-dire que deux décisions différentes
se verront affectées des coûts différents. En outre, on fait l’hypothèse de com-
patibilité suivante avec la structure d’invariance.

Définition 9.7. Si le modèle est invariant sous l’action de G , le coût L est
dit invariant sous G si, quels que soient g ∈ G et d ∈ D , il existe une unique
décision d∗ ∈ D telle que L(θ, d) = L(ḡθ, d∗) pour tout θ ∈ Θ. On note cette
décision d∗ = g̃(d) et on dit que le problème de décision est invariant sous G .

Dans ce cas, le groupe G induit un second groupe G̃ , agissant sur D .
Étant donné ces trois groupes G , Ḡ , et G̃ , et les hypothèses ci-dessus sur le
problème de décision, il semble logique de restreindre la classe des estimateurs
considérés aux estimateurs équivariants, c’est-à-dire à ceux qui satisfont

δ(gx) = g̃δ(x).

Dans des références plus anciennes, on qualifie parfois également ces esti-
mateurs d’invariants. Un cas particulier intéressant est l’estimation de θ, où
D = Θ, puisque G = G̃ dans ce contexte.

Exemple 9.8. (Suite de l’Exemple 9.6) On cherche à estimer θ sous coût
quadratique (θ− d)2. Le problème décisionnel est alors invariant et Ḡ = G̃ =
G . ‖

Exemple 9.9. Soit x ∼ N (0, σ2). La variance σ2 est estimée sous le coût
entropique,

L(σ, δ) =
δ

σ2
− log(δ/σ2)− 1,

présenté au Chapitre 2. Si on s’intéresse au groupe des transformations
d’échelle,

G = {gc; gc(x) = cx, c > 0} ,
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les groupes associés sont

Ḡ = G̃ =
{
ḡc(σ2) = c2σ2, c > 0

}
et le coût, donc le problème de décision, est également invariant sous l’action
de G . ‖

Exemple 9.10. Soient x ∼ Tp(ν, θ, Ip) et ||θ||2 le paramètre d’intérêt. Une
structure naturelle d’invariance est l’invariance sous transformations orthogo-
nales,

G = Ḡ =
{
gA; gA(x) = Ax, AtA = Ip

}
,

et le problème est invariant si le coût peut s’écrire

L(θ, δ) = L̃(||θ||2, δ),
puisqu’il existe toujours une matrice orthogonaleA telle que Aθ = ||θ||(1, 0, . . . ,
0)t et G̃ contient juste la transformation identité. Dans ce cas, les estimateurs
équivariants dépendent uniquement de ||x||2. ‖

Définition 9.11. Quand Ḡ est un groupe agissant sur Θ, θ1 et θ2 sont dits
équivalents s’il existe ḡ ∈ Ḡ avec θ2 = ḡθ1. Une orbite de Θ est une classe
d’équivalence pour cette relation et le groupe Ḡ est dit transitif si Θ n’a qu’une
seule orbite.

Si le groupe G est suffisamment petit, il peut y avoir de nombreuses orbites.
Par exemple, quand x ∼ B(n, p) et G est restreint à g0(x) = x et g1(x) =
n − x, Ḡ = {ḡ0, ḡ1} avec ḡ1(p) = 1 − p. Il y a donc une orbite associée à
chaque p ∈ [0, 0.5]. Quand G est plus grand, cette notion permet souvent de
généraliser le phénomène observé pour les paramètres de position.

Théorème 9.12. Le risque d’un estimateur équivariant est constant dans
toute orbite de Θ, c’est-à-dire que

R(δ, θ) = R(δ, ḡθ)

quel que soit g ∈ G .

Preuve. Comme pour les estimateurs de paramètres de position, on a

R(δ, θ) = Eθ [L(θ, δ(x))] = Eθ [L(ḡθ, g̃δ(x))]
= Eθ [L(ḡθ, δ(gx))]
= Eḡθ [L(ḡθ, δ(x))]
= R(δ, ḡθ)

pour tout g ∈ G . �
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Le résultat suivant est une conséquence immédiate du Théorème 9.12.

Corollaire 9.13. Si Ḡ est transitif, tout estimateur équivariant a un risque
constant.

Pour des groupes transitifs, il est donc légitime de chercher le meilleur esti-
mateur équivariant en minimisant le risque constant R(δ, θ0) dans la classe des
estimateurs équivariants. Néanmoins, il n’est pas pour autant toujours facile
d’avoir recours aux statistiques libres, comme dans la Section 9.2. Une solution
classique est de considérer la statistique invariante maximale pour réduire la
dimension du problème, de même qu’on utilise des statistiques exhaustives
minimales avec des coûts convexes.

Définition 9.14. Pour un groupe de transformations G , une statistique T (x)
est invariante si T (gx) = T (x) quels que soient x ∈ X et g ∈ G . On parle
de statistique invariante maximale si T est invariante et si T (x1) = T (x2)
implique l’équivalence de x1 et x2.

En d’autres termes, une statistique invariante maximale indexe les or-
bites de Ḡ . En particulier, si Ḡ est transitif, les seules statistiques invariantes
maximales sont constantes. De plus, il est alors clair que toute statistique in-
variante est une fonction d’une statistique invariante maximale. Remarquons
enfin que, si Ḡ est transitif, T (x) est nécessairement libre.

Exemple 9.15. Soit une distribution munie d’un paramètre d’échelle σ,

x = (x1, . . . , xn) ∼ 1
σn
f
(x1

σ
, . . . ,

xn

σ

)
,

et G désigne le groupe multiplicatif, constitué des transformations

gc(x1, . . . , xn) = (cx1, . . . , cxn) (c > 0).

Alors, si z = ||x||,
T (x) =

{
0 si z = 0,
x
z sinon,

est une statistique invariante maximale. ‖

Exemple 9.16. (Suite de l’Exemple 9.10) De façon analogue, si z = ||x||,
la statistique

T (x) =

{
0 si z = 0,
x
z sinon,

est également invariante maximale pour ce problème. ‖
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Pour déterminer le meilleur estimateur équivariant, on peut faire appel à
la statistique invariante maximale par conditionnement . (Il faut noter que le
choix d’une statistique invariante maximale particulière n’a pas d’importance
puisque, toutes les statistiques invariantes maximales étant en bijection, elles
génèrent toutes la même σ-algèbre.) En fait, si Ḡ est transitif et T est une
statistique invariante maximale, tout estimateur équivariant δ satisfait

R(δ, θ) = R(δ, θ0)
= Eθ0 [L(θ0, δ(x))]
= E

T
θ0
{Eθ0 [L(θ0, δ(x))|T (x) = t]}

pour une valeur arbitraire de θ0 (puisque le risque est constant). Comme T est
invariante maximale, tout x tel que T (x) = t peut s’écrire gxt, où xt est un
membre adéquat de l’orbite de x (en supposant l’axiome du choix). Alors, pour
un estimateur équivariant, δ(x) = g̃δ(xt). Il est donc suffisant de minimiser la
quantité ci-dessus en δ(xt), conditionnellement à T , pour obtenir le meilleur
estimateur équivariant. Bien que simple, le conditionnement ci-dessus se révèle
essentiel dans la détermination des meilleurs estimateurs équivariants et sera
réutilisé dans la suite.

Exemple 9.17. (Suite de l’Exemple 9.15) Remarquons que, dans ce cas,
T est également une statistique libre. Pour le coût entropique, le problème de
minimisation (en δ) est

E1[δ(x)− log δ(x)|T (x) = t] = E1[δ(zt)− log δ(zt)|T (x) = t]
= E1[zδ(t)− log δ(t)− log(z)|T (x) = t]

(avec z = ||x||). Par linéarité de l’espérance, δ(t) minimise

E1[z|T = t]δ(t)− log δ(t),

et vérifie donc
δ∗(t) =

1
E1[z|T = t]

.

Le meilleur estimateur équivariant de σ est donc

δ∗(x) =
||x||

E1[z|T = x/||x||] .

Dans le cas particulier où xi ∼ N (0, σ2), on en déduit que le meilleur esti-
mateur équivariant de σ est

δ∗(x) =
||x||

E1(||x||) =
Γ (p/2)√

2Γ (p+ 1/2)
||x||.

‖

De plus amples détails sur cette technique figurent dans Berger (1985b,
Section 6.5) et Eaton (1989, Section 2.3).
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9.4 Meilleurs estimateurs équivariants et distributions
non informatives

Nous nous intéressons à présent à la généralisation du résultat de la Section
9.2, obtenu dans le cas particulier des paramètres de position. Nous montrons
qu’il est effectivement possible d’établir un lien entre le meilleur estimateur
équivariant et une mesure σ-finie sur Θ qui est en fait la mesure de Haar
invariante à droite. Pour une étude plus détaillée et rigoureuse, les lecteurs
pourront consulter Eaton (1989) et Wijsman (1990).

Supposons d’abord que, pour un problème statistique invariant sous l’ac-
tion de G , il existe une densité de probabilité π∗ sur Θ également invariante
sous l’action de Ḡ , c’est-à-dire telle que

π∗(ḡA) = π∗(A)

pour tout ensemble mesurable de Θ, soit pour tout A ∈ B(Θ), et pour tout
g ∈ G . Dans ce cas, l’estimateur de Bayes associé à π∗, δ∗, minimise∫

Θ

R(δ∗, θ) dπ∗(θ) =
∫

Θ

R(δ∗, ḡθ) dπ∗(θ)

=
∫

Θ

Eθ

[
L(θ, g̃−1δ∗(gx))

]
dπ∗(θ)

et, si l’estimateur de Bayes est unique, il vérifie

δ∗(x) = g̃−1δ∗(gx)

π-presque partout, l’ensemble de mesure nulle sur lequel l’égalité n’est pas
satisfaite dépendant de la fonction g. Par conséquent, un estimateur de Bayes
associé à un a priori invariant et à un coût invariant strictement convexe est
presque équivariant. Lorsque G n’est pas dénombrable, la réunion (sur tous
les g) des ensembles de mesure nulle ci-dessus n’est pas nécessairement de
mesure nulle mais il est possible de montrer, moyennant quelques hypothèses
supplémentaires (Lehmann, 1986, Chapitre 6, Théorème 4), qu’il existe un
estimateur équivariant qui est un estimateur de Bayes pour π∗ (voir aussi
Strasser, 1985).

Exemple 9.18. On considère δπ(x) = E
π [θ|x] sous coût propre invariant. Si

π∗ est une distribution de probabilité invariante, l’estimateur de Bayes associé
à π∗ vérifie

δπ(gx) =

∫
Θ θf(gx|θ) dπ∗(θ)∫
Θ
f(gx|θ) dπ∗(θ)

=

∫
Θ θf(x|ḡ−1θ) dπ∗(θ)∫
Θ
f(x|ḡ−1θ) dπ∗(θ)

=

∫
Θ ḡηf(x|η) dπ∗(η)∫

Θ
f(x|η) dπ∗(η) .
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Donc, si ∫
Θ

ḡηf(x|η) dπ∗(η) = ḡ

∫
Θ

ηf(x|η) dπ∗(η),

quel que soit g ∈ G , δ∗ est bien équivariant. ‖

Les distributions de probabilité invariantes sont plutôt rares en pratique,
puisqu’elles ne peuvent exister que sur des groupes compacts70 Ḡ (voir Leh-
mann, 1983, Chapitre 4, Exemple 4.2 pour un exemple sur un groupe non
dénombrable). Dans d’autres contextes, il est nécessaire de considérer des me-
sures invariantes, pour lesquelles les résultats développés ci-dessus ne sont
pas toujours vrais (car les estimateurs de Bayes formels ne sont pas toujours
définis).

Exemple 9.19. (Suite de l’Exemple 9.6) Si π est invariante sous l’action
du groupe de translation, elle vérifie π(θ) = π(θ + c) quels que soient θ et c,
ce qui implique en particulier π(θ) = π(0) uniformément sur R et fait donc
de la mesure de Lebesgue une mesure invariante. ‖

Exemple 9.20. Soit x1, . . . , xn un échantillon de N (θ, σ2), avec θ et σ2 in-
connus. En utilisant un argument d’exhaustivité, on peut étudier uniquement
le couple (x̄, s), avec x̄ moyenne empirique et s2 somme des erreurs quadra-
tiques. Dans ce cadre, le groupe à considérer est le groupe affine

G = {ga,b; ga,b(x̄, s) = (ax̄+ b, as), a > 0, b ∈ R} ,

et Ḡ = G̃ = G si le paramètre à estimer est (θ, σ). Si π est une mesure
invariante, sa densité vérifie

a2π(aθ + b, aσ) = π(θ, σ), ∀a > 0, ∀b ∈ R ,

ce qui implique
π(θ, σ) = π(0, 1)/σ2.

Par conséquent, une mesure invariante est proportionnelle à π(θ, σ) = 1/σ2

et rappelle la mesure de Jeffreys vue dans le Chapitre 3. ‖

D’une façon générale, étant donné un groupe topologique localement com-
pact G et en notant K(G ) l’ensemble des fonctions réelles continues sur G à
support compact, on définit, pour tout g ∈ G , la transformation Lg sur K(G )

70Quand Ḡ n’est pas un sous-ensemble de R
p, la structure topologique induite par

Ḡ est la topologie induite par la composition de groupe et l’inversion, c’est-à-dire
la plus petite collection d’ensembles ouverts telle que la composition de groupe et
l’inversion soient continues (voir Rudin, 1976).
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(Lgf)(x) = f(gx) pour f ∈ K(G ), x ∈ G .

Une intégrale J sur K(G ) est dite invariante à gauche si

J(Lgf) = J(f)

quels que soient f ∈ K(G ) et g ∈ G . La mesure de Radon ν� associée à J
est dite mesure de Haar à gauche, et on peut montrer (Nachbin, 1965) que
cette mesure est unique à une constante multiplicative près. On définit Rg sur
K(G ) par

(Rgf)(x) = f(xg), pour f ∈ K(G ), x ∈ G ,

et on dérive de manière analogue des intégrales invariantes à droite et une
mesure de Haar à droite νr, également définie à un facteur près. Comme
nous l’avons énoncé ci-dessus, la finitude de la mesure de Haar, c’est-à-dire
l’existence d’une distribution de probabilité invariante, est en fait équivalente
à la compacité de G . Voir Eaton (1989, Chapitre 1) pour des exemples de
mesures de Haar ; Berger (1985b) s’intéresse au cas où G ⊂ R

k.
La définition du module de G est le multiplicateur Δ–qui est une fonction

réelle vérifiant Δ(g1g2) = Δ(g1)Δ(g2)–reliant ainsi les mesures de Haar à
droite et à gauche :

νr(dx) = Δ(x−1)ν�(dx)

(Exercices 9.13 et 9.15). On suppose l’existence d’une mesure de Radon μ sur
X telle que, pour tout f ,∫

X

f(g−1x)μ(dx) = Δ−1(g)
∫

X

f(x)μ(dx).

Cette relation établit une connexion entre le module de G et le jacobien de
la transformation de x en gx. Soient les distributions Pθ, θ ∈ Θ, de densité
f(x|θ) par rapport à μ. Alors, pour tout g ∈ G ,

f(x|θ) = f(gx|ḡθ)Δ−1(g).

On fait également l’hypothèse que Ḡ agit transitivement sur Θ. En ajoutant
quelques conditions, Eaton (1989, p. 84) démontre alors un théorème appa-
renté à celui de Fubini : Si νr est la mesure de Haar à droite sur G , si Q est
la projection de X sur X /G et si (Tf) est défini sur X /G par

(Tf)(Q(x)) =
∫

G

f(gx)νr(dg),

alors il existe une intégrale J1 définie sur K(X /G ) telle que

J1(Tf) =
∫

X

f(x)μ(dx).
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Ainsi l’intégrale de f par rapport à μ est l’intégrale sur toutes les orbites de
X (c’est-à-dire sur X /G ) de la moyenne de f par rapport à la mesure de
Haar à droite sur chaque orbite, Tf .

Soit un estimateur δ et, pour θ ∈ Θ fixé, posons

f0(x) = L(θ, δ(x))f(x|θ),
alors

R(δ, θ) =
∫

X

f0(x)μ(dx).

Il vient du théorème ci-dessous qu’il existe une intégrale J1 sur K(X /G ) telle
que

R(δ, θ) = J1(Tf0),

avec

(Tf0)(Q(x)) =
∫

G

L(θ, δ(gx))f(gx|θ)νr(dg)

=
∫

G

L(ḡθ, δ(x))f(x|ḡθ)νr(dg)

(voir Eaton, 1989, p. 85). Définissons aussi

H(a, x) =
∫

G

L(ḡθ, a)f(x|ḡθ)νr(dg),

qui ne dépend pas de θ (puisque Ḡ agit transitivement sur Θ). Remarquons
que H(δ(x), x) donne le risque de δ conditionnellement à l’orbite de x. Ce
constat est utile pour la détermination du meilleur estimateur équivariant.

Théorème 9.21. S’il existe a0(x) tel que
(i) H(a, x) ≥ H(a0(x), x) pour tout a ∈ D , x ∈ X ; et
(ii) a0(gx) = g̃a0(x) pour tout g ∈ G , x ∈X ,

alors δ0(x) = a0(x) est un meilleur estimateur équivariant.

Preuve. Soit un estimateur équivariant δ. Alors∫
G

L(ḡθ, δ(x))f(x|ḡθ)νr(dg) ≥
∫

G

L(ḡθ, a0(x))f(x|ḡθ)νr(dg).

En intégrant par rapport à J1, on déduit que R(δ, θ) ≥ R(δ0, θ). L’estimateur
δ0 domine alors δ. �

Ce théorème met en évidence la relation entre le meilleur estimateur
équivariant et un estimateur de Bayes particulier, puisque H(a, x) peut
également être interprété comme un risque de Bayes a posteriori. Si on
sélectionne arbitrairement un θ0 ∈ Θ, la fonction τ(g) = ḡθ0 définit en fait
une surjection de G dans Θ eu égard à la transitivité de Ḡ . Elle induit donc
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une mesure sur Θ, appelée mesure de Haar à droite sur Θ et définie par
π∗(B) = νr(τ−1(B)) pour tout B ∈ B(Θ). Elle est manifestement invariante
sous l’action de Ḡ . En outre,

H(a, x) =
∫

Θ

L(θ, a)f(x|θ) dπ∗(θ).

Cette extension de la mesure de Haar à droite à Θ donne une expression du
meilleur estimateur équivariant sous la forme d’un estimateur de Bayes pour
tout groupe transitif agissant sur le modèle statistique.

Corollaire 9.22. Le meilleur estimateur équivariant de θ est l’estimateur de
Bayes associé à la mesure de Haar à droite sur Θ, π∗, et au coût invariant
correspondant.

Nous avons donc une méthode qui permet d’obtenir les meilleurs estima-
teurs équivariants directement à partir de la mesure de Haar à droite. (Voir
Stein, 1965, et Zidek, 1965, pour des résultats analogues.)

Dans le raisonnement ci-dessus, la mesure dominante est μ et il s’agit donc
d’une mesure relativement invariante avec pour multiplicateur le module Δ−1.
En fait, si la mesure μ était relativement invariante avec un multiplicateur
arbitraire χ, c’est-à-dire que, pour tout f ∈ K(G ),∫

X

f(gx)μ(dx) = χ(g)
∫

X

f(x)μ(dx),

le Corollaire 9.22 serait toujours vrai (Eaton, 1989, p. 87).

Exemple 9.23. (Suite de l’Exemple 9.20) Nous avons la mesure de Haar
à gauche suivante sur Θ :

π�(θ, σ) = 1/σ2.

La mesure de Haar à droite peut en être déduite par inversion : si g = (a, b) et
g0 = (a0, b0), gg0 = (aa0, ab0 + b) pour la composition de groupe. En prenant
le jacobien en compte, nous voulons que la mesure de Haar à droite vérifie

a0π
r(b0σ + θ, a0σ) = πr(θ, σ)

pour tout (θ, σ) et uniformément sur a0, b0 ; ceci entrâıne

πr(θ, σ) = 1/σ,

à un facteur multiplicatif près. Par conséquent, la mesure de Haar à droite
est différente de la mesure de Haar à gauche et donne une alternative non
informative à l’a priori de Jeffreys (Section 3.6). Pour le coût quadratique
invariant,

L((θ, σ), δ) =
(θ − δ1)2
σ2

+
(
δ2
σ
− 1
)2

, (9.3)
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le meilleur estimateur équivariant est l’estimateur de Bayes associé à la dis-
tribution a priori πr , soit,

δ∗1(x̄, s) =
E

πr

[θ/σ2|x̄, s]
Eπr [1/σ2|x̄, s] , δ∗2(x̄, s) =

E
πr

[1/σ|x̄, s]
Eπr [1/σ2|x̄, s] .

Puisque
πr(θ, σ|x̄, s) ∝ σ−(n+1)e−n(x̄−θ)2/2σ2

e−s2/2σ2
,

il s’agit d’un cas particulier de distribution conjuguée sur (θ, σ) et

δ∗1(x̄, s) = x̄, δ∗2(x̄, s) =
Γ (n/2)√

2Γ ((n+ 1)/2)
s.

Remarquons que δ2 est aussi l’estimateur obtenu dans l’Exemple 9.15. ‖

Exemple 9.24. (Eaton, 1989) Soit un modèle multiplicatif N (θ, θ2), à n
observations x1, . . . , xn. Ce modèle apparâıt dans des contextes où la difficulté
de mesure d’un objet augmente avec sa magnitude (Physique des particules,
Astronomie, etc.). Si nous estimons θ sous le coût

L(θ, d) =
(θ − d)2
θ2

,

le problème est invariant sous l’action du groupe multiplicatif. La mesure de
Haar à droite est alors π(θ) = 1/|θ|. (Il s’agit aussi de la mesure de Haar à
gauche puisque le groupe est commutatif.)

Le meilleur estimateur équivariant de θ est donc

δ∗(x1, . . . , xn) =
E

π[1/θ|x1, . . . , xn]
Eπ[1/θ2|x1, . . . , xn]

et

π(θ|x) ∝ 1
θ2

exp

{
−

n∑
i=1

(xi − θ)2/2θ2
}

∝ 1
θ2

exp

{
−1

2

(
nx̄

s2
− 1
θ

)2

s2

}
,

pour s2 =
∑n

i=1 x
2
i . La distribution a posteriori est alors inverse normale

généralisée I N (2, nx̄/s2, 1/s2) (Robert, 1991) et

E
π [1/θ|x̄, s2] =

√
2s 1F1(1; 1/2;n2x̄2/2s2)

Γ (1/2)1F1(1/2; 1/2;n2x̄2/2s2)
.

Par conséquent,
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δ∗(x1, . . . , xn) =
√

2 Γ (3/2) 1F1(3/2; 1/2;n2x̄2/2s2)
Γ (1/2)1F1(1; 1/2;n2x̄2/2s2)

s.

Dans ce cas, le meilleur estimateur équivariant domine l’estimateur du maxi-
mum de vraisemblance

δ̂(x̄, s) =
−x̄+ (x̄2 + 4s2)1/2

2
,

qui est également équivariant. Pour plus de résultats sur les modèles multi-
plicatifs, voir Gleser et Healy (1976), Kariya et al. (1988) et Perron et Giri
(1990). ‖

Les lecteurs pourront se référer à Eaton (1989), Lehmann (1986) et Berger
(1985b) pour d’autres exemples d’utilisation des mesures de Haar concernant
la détermination de meilleurs estimateurs équivariants dans les cadres des tests
et de calculs de régions de confiance. Pour un traité général de mathématiques
sur les mesures de Haar, voir Nachbin (1965).

9.5 Le théorème de Hunt-Stein

Replaçons-nous dans le cas évoqué en début de la section précédente, c’est-
à-dire celui où G est compact et où il existe une distribution de probabilité
invariante sur Θ. Alors le meilleur estimateur équivariant est un estimateur
(propre) de Bayes et est donc admissible la plupart du temps. Comme le risque
est constant lorsque Ḡ est transitif, le meilleur estimateur équivariant est aussi
minimax. Si G n’est pas compact, le meilleur estimateur équivariant est un
estimateur de Bayes généralisé associé à la mesure de Haar à droite et n’est
donc pas nécessairement admissible. L’effet Stein (Note 2.8.2) illustre cette
possible sous-optimalité en montrant que le meilleur estimateur équivariant
d’un paramètre de position, x, est inadmissible pour le coût quadratique en
dimension 3 et plus. Par conséquent, il est vain d’espérer une réponse générale
à la question de l’admissibilité du meilleur estimateur équivariant pour des
groupes non compacts.

En revanche, il est possible d’étendre la propriété de minimaxité au-delà
du cas compact, grâce au théorème de Hunt-Stein71. Ce résultat est conforme
à l’intuition puisque, quand un problème est invariant, il existe un estimateur
équivariant à risque constant qui atteint la borne inférieure du risque maximal

inf
δ

sup
θ
R(δ, θ).

71Ce théorème est également célèbre pour être resté longtemps sans démonstration
publiée, bien que Kiefer (1957) en ait fourni une dans un cas particulier.
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En outre, il semble logique de tirer partie de la structure naturelle d’invariance
du modèle pour améliorer un estimateur δ en le “moyennant” par intégration
sur G

δ∗(x) =
∫

G

δ(gx)νr(dg),

si L(θ, d) est convexe en d et si le théorème inspiré de celui de Fubini, présenté
en Section 9.4, s’applique (en supposant que δ∗ est bien définie). De façon
informelle, nous obtiendrions alors en fait

R(δ, θ) = Eθ[L(θ, δ(x))]
= E

T (Eθ[L(θ, δ(x))|Q(x) = T ])
≥ E

T [L(θ, δ∗(t))] = R(δ∗, θ).

Cette amélioration rappelle le résultat de domination du théorème de Rao-
Blackwell, dans le cas du conditionnement à une statistique exhaustive.

Nous poussons un pas plus loin la formalisation de la démonstration en
introduisant la notion de groupe moyennable présentée en détail par Bondar
et Milnes (1981). Présentons tout d’abord un contre-exemple qui montre que
l’intuition n’a pas toujours raison, en particulier lorsque les structures d’inva-
riance sont trop fortes, c’est-à-dire lorsque G est trop grand.

Exemple 9.25. (Stein, 1965) Soient x ∼ Np(0, Σ) et y ∼ Np(0, �Σ) avec
p ≥ 2. Le paramètre � est estimé sous la fonction de coût

L((�,Σ), d) = I[1/2,+∞)

(∣∣∣∣1− d

�

∣∣∣∣
)
.

Le problème est alors invariant sous l’action du groupe linéaireGLp parce que,
si B est une matrice régulière, Bx ∼ Np(0, BΣBt) et By ∼ Np(0, �BΣBt).
Puisque ḡB(�,Σ) = (�,BΣBt), les estimateurs équivariants sont en réalité
invariants

δ(Bx,By) = δ(x, y)

quels que soient x, y et B. Si x et y sont linéairement indépendants (ce qui
est vrai avec probabilité 1), on peut trouver B telle que

Bx = (1, 0, . . . , 0)t et By = (0, 1, 0, . . . , 0)t,

ce qui implique que les estimateurs équivariants sont constants presque par-
tout. Comme

R(δ0, (�,Σ)) = 1 si
∣∣∣∣1− δ0

�

∣∣∣∣ > 1/2

pour une constante donnée δ0, le risque minimax des estimateurs équivariants
est de 1.

En posant
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δ1(x, y) =
∣∣∣∣ y2x1

∣∣∣∣ ,
le risque de δ1 est

R(δ1, θ) = P�,Σ

(∣∣∣∣1−
∣∣∣∣ y2x1�

∣∣∣∣
∣∣∣∣ ≥ 1/2

)

= P

(∣∣∣∣1−
∣∣∣∣z1z2
∣∣∣∣
∣∣∣∣ ≥ 1/2

)
,

où z1, z2 sont i.i.d. N (0, 1). Par conséquent, le risque est également constant,
mais strictement plus petit que 1. On peut remarquer que δ1 est aussi un
estimateur équivariant pour le groupe multiplicatif, qui semble une structure
d’invariance mieux appropriée. ‖

Afin d’obtenir une approche plus générale du problème, on considère à
présent un groupe localement compact de transformations G , avec une mesure
de Haar à droite νr. Soit V une algèbre de fonctions mesurables essentiellement
bornées à valeurs réelles sur G , telle que la fonction constante 1 soit dans V .

Définition 9.26. Une moyenne sur V est une fonctionnelle m, linéaire et
continue sur V , telle que

(i) m(1) = 1 ; et
(ii) m(f) ≥ 0 si f ∈ V et f ≥ 0 (presque sûrement).

L’existence d’une telle fonctionnelle m est en fait une condition nécessaire
et suffisante pour le théorème de Hunt-Stein. Si m existe, il est possible de
moyenner sur les orbites de X par rapport à G , comme nous l’avons évoqué
en début de section.

Exemple 9.27. (Bondar et Milnes, 1981) Pour G = R et n ∈ N, on considère

mn(f) =
1
2n

∫ n

−n

f(x) dx;

alors mn définit une moyenne sur L∞(R). De plus, la suite (mn) a un point
d’accumulation m dans la topologie faible sur L∞ : pour tout f ∈ L∞, ε > 0
et n0 ∈ N, il existe n ≥ n0 tel que

|mn(f)−m(f)| < ε.

En particulier, ce point d’accumulation vérifie m(f) = 0 quelle que soit f
telle que f(x) tende vers 0 quand x tend vers ±∞. Notons également que m
n’est pas σ-additive et que la suite (mn) ne converge pas vers m au sens de
la topologie faible. ‖
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Définition 9.28. La moyenne m est invariante à droite si, pour toutes f ∈ V
et g ∈ G , m(fg) = m(f), avec fg(x) = f(xg). Le groupe G est dit moyen-
nable s’il existe une moyenne invariante à droite sur L∞(G ) ou, de façon
équivalente, sur CB(G ), l’espace des fonctions continues bornées sur G .

Comme le montrent Bondar et Milnes (1981), l’existence d’un groupe
moyennable est équivalente à l’existence d’une suite de mesures de proba-
bilité presque invariantes à droite : il existe alors une suite (Pn) de mesures
de probabilité sur G telle que, pour tous B ∈ B(G ) et g ∈ G ,

lim
n→+∞ |Pn(Bg)− Pn(B)| = 0.

En outre, il existe une suite (Gn) d’ensembles compacts imbriqués tels que la
densité de Pn soit νr(Gn)−1

IGn(g) (par rapport à νr). La suite (Gn) conduit
donc à une approximation de la mesure de Haar νr par une suite de distri-
butions de probabilité et ces distributions sont presque invariantes au sens
où

B ∩Gn = Bg ∩Gn, Pn(B) = Pn(Bg)

(on peut également consulter Strasser, 1985, et Lehmann, 1986). L’Exemple
9.27 est une illustration directe de ce résultat.

Des exemples de groupes moyennables sont les groupes additifs et multi-
plicatifs, le groupe de transformations position-échelle (Exemple 9.18) et le
groupe Tp des matrices triangulaires supérieures inversibles. À l’inverse, le
groupe linéaire GLp et le groupe SLp des matrices de déterminant 1 ne sont
pas moyennables. Bondar et Milnes (1981) donnent de nombreux exemples de
groupes moyennables et de groupes non moyennables.

Le théorème de Hunt-Stein établit la minimaxité du meilleur estimateur
équivariant.

Théorème 9.29. Si le groupe G est moyennable et si le problème statistique
(X , f(x|θ),D ,L) est invariant sous l’action de G , l’existence d’un estima-
teur minimax implique celle d’un estimateur minimax équivariant. De plus,
un estimateur équivariant qui est minimax dans l’ensemble des estimateurs
équivariants est minimax.

Des preuves de ce théorème figurent dans Berger (1985b, Section 6.7)
pour le cas où G est fini, Lehmann (1983, Section 9.5) pour les tests et
Le Cam (1986, Section 8.6) dans des cadres plus généraux, en tant que
conséquence du théorème du point fixe de Markov-Kakutani. Comme précisé
plus haut, le théorème de Hunt-Stein repose sur une version modifiée du
théorème de Fubini. Nous nous contentons ici de donner une idée générale
de la démonstration. On suppose que L est convexe. Pour un estimateur δ à
valeurs réelles, on pose

δ∗(x) = m(δ̃x),
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où m est la moyenne invariante à droite et δ̃x(g) = δ(gx). L’estimateur δ∗ est
alors équivariant puisque, si g0 ∈ G ,

δ∗(g0x) =
∫

G

g̃−1δ(gg0x) dm(g)

=
∫

G

g̃0g̃
−1
0 g̃−1δ(gg0x) dm(g)

= g̃0

∫
G

g̃−1δ(gx) dm(g)

= g̃0δ
∗(x),

par l’invariance à droite de m. Par ailleurs,

sup
θ
R(δ∗, θ) ≤ sup

θ

∫
G

∫
X

L
(
θ, g̃−1δ(gx)

)
f(x|θ) dx dm(g) (9.4)

par convexité de L. Il vient

sup
θ
R(δ∗, θ) ≤ sup

θ

∫
G

∫
X

L (ḡθ, δ(gx)) f(x|θ) dx dm(g)

= sup
θ

∫
G

R(ḡθ, δ) dm(g)

≤ sup
θ
R(δ, θ),

ce qui entrâıne72 la domination de δ par δ∗.
Une conséquence du théorème de Hunt-Stein est que, dans le cas normal,

l’estimateur du maximum de vraisemblance, x ∼ Np(θ, Ip), est minimax pour
tout p, bien qu’inadmissible pour p ≥ 3. Le même résultat est vrai si x ∼
Np(θ, σ2Ip) et la variance inconnue σ2 est estimée par s2/q, avec s2 ∼ σ2χ2

q.

9.6 L’invariance en Statistique bayésienne

Pour conclure ce chapitre, nous mentionnons ici les réserves émises par
Berger (1985b) quant aux conséquences des exigences d’invariance dans l’ap-
proche bayésienne. Elles concernent en particulier le processus de détermina-
tion de distributions non informatives, même s’il a l’avantage de présenter en
le justifiant un choix alternatif à l’a priori de Jeffreys (Exemple 9.18).

Une critique qu’on peut adresser à la notion d’invariance est que, bien
qu’intuitivement attractive, elle n’est pas dénuée d’ambigüıté et, puisqu’il est

72Insistons sur le fait que ces indications n’ont pas valeur de preuve rigoureuse,
puisque l’application du théorème de Fubini à (9.12) n’est pas toujours justifiée. Il se
trouve que cette opération de moyenne ne peut être effectuée que sous des conditions
précises. Sinon, on obtiendrait de même un résultat d’admissibilité pour le meilleur
estimateur équivariant sous coût convexe, résultat contesté par l’effet Stein.
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parfois possible de considérer plusieurs groupes globalement invariants, les
meilleurs estimateurs équivariants en résultant peuvent être distincts, ce qui
contredit le principe de vraisemblance.

Un inconvénient plus direct de la méthode est que les structures naturelles
d’invariance d’un modèle statistique peuvent être trop faibles et donc sans
intérêt pour déterminer un estimateur, ou trop fortes et donc trop contrai-
gnantes. Une illustration extrême du premier écueil est obtenue avec la dis-
tribution de Poisson, pour laquelle il n’existe aucune structure d’invariance.
L’exemple suivant se place dans le cas opposé (voir aussi l’Exemple 9.25).

Exemple 9.30. Soit une famille de distributions symétriques par rapport à
un paramètre de position θ, c’est-à-dire telles que x ∼ f(|x− θ|). La fonction
de coût est �(|d− θ|). Si on prend en compte l’invariance par symétrie, c’est-
à-dire le fait que la distribution de y = −x appartienne à la même famille, les
estimateurs correspondant à π(θ) = 1 et satisfaisant

δ(x+ c) = δ(x) + c et δ(−x) = −δ(x)
se réduisent à δ(x) = x, qui n’est pas nécessairement un choix judicieux. ‖

Un excès d’invariance peut évidemment être modéré en ignorant certaines
structures d’invariance, c’est-à-dire en ne considérant qu’un sous-groupe G0

de G qui induise une action transitive sur Θ, tout en étant aussi petit que
possible. Cependant, même lorsqu’il est envisageable, le choix d’un tel sous-
groupe peut se révéler crucial dans la suite du processus inférentiel.

Une dernière critique importante est que la modélisation de problèmes
statistiques par des structures d’invariance peut être néfaste d’un point de
vue subjectif, puisqu’elle impose la compatibilité des structures de décision
avec l’invariance–et donc, en particulier, le choix d’un coût invariant–ce qui
peut contredire l’information a priori–la seule distribution a priori compa-
tible étant la mesure de Haar. La méthode peut également être peu effi-
cace, puisque les estimateurs équivariants sont parfois fortement inadmissibles,
comme le montrent l’effet Stein et l’Exemple 9.25 (voir aussi les Exemples 4.4-
4.9 de Lehmann, 1983, Section 4.4). Par ailleurs, l’invariance ne conduit pas
nécessairement à une distribution non informative satisfaisante comme on le
voit dans l’Exemple 9.30. Enfin, en pratique, le calcul des mesures de Haar à
droite peut se révéler fastidieux.

9.7 Exercices

Section 9.2

9.1 (Blackwell et Girshick, 1954) On considère la distribution f avec les poids
f(k) = 1/k(k + 1) pour k = 1, 2, . . . et x ∼ f(x − θ), avec θ ∈ R. Pour la
fonction de coût
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L(θ, d) =

(
d− θ si d > θ,

0 sinon,

montrer que les estimateurs équivariants sont de la forme x − c et que tout
estimateur équivariant a un risque infini. Comparer à l’estimateur constant
δ0(x) = c.

9.2 Soit x une observation issue d’une loi de Cauchy C (θ, 1). Pour un coût qua-
dratique, montrer que tous les estimateurs équivariants sont de risque infini.
Proposer un estimateur à risque fini différent de l’estimateur constant.

9.3 (Berger, 1985b) Soit

x = (x1, . . . , xn) ∼ f(x1 − θ, . . . , xn − θ),
avec θ inconnu. On veut tester l’hypothèse H0 : f = f0 contre H1 : f = f1 sous
le coût 0 − 1.
a. Montrer que T (x) = (x1 − xn, . . . , xn−1 − xn) est une statistique invariante

maximale pour le groupe de transformations

G = {gc; gc(x1, . . . , xn) = (x1 + c, . . . , xn + c), c ∈ R} .
b. En déduire qu’un test invariant ne dépend que de y = T (x) et que les tests

optimaux ont la région de rejet suivante :

W = {f∗1 (y) ≥ Kf∗0 (y)},
où f∗i est la densité de y sous Hi.

9.4 (Berger, 1985b) Soit x distribué selon

Pθ(x = θ − 1) = Pθ(x = θ + 1) = 1/2.

La fonction de coût associée est

L(θ, d) =

(
|θ − d| si |θ − d| ≤ 1,

1 sinon.

Déterminer les meilleurs estimateurs équivariants pour le groupe de translation
et montrer qu’ils sont dominés par

δ∗(x) =

(
x+ 1 si x ≤ 0,

x− 1 sinon.

9.5 (Berger, 1985b) Soit x1, . . . , xn un échantillon de la distribution normale
tronquée à R+ de densité

f(x|θ) =

„
2

π

«1/2

e−(x−θ)2/2
I[θ,+∞)(x).

Montrer que le meilleur estimateur équivariant de θ sous coût quadratique est

δ∗(x) = x̄− exp{−n(x(1) − x̄)2/2}√
2nπΦ(

√
n(x(1) − x̄))

.
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Section 9.3

9.6 Soit x ∼ N (θ, aθ2), avec θ ∈ R et a > 0 connu. Le paramètre θ est estimé sous
le coût L(θ, d) = ( d

θ
− 1)2.

a. Montrer que le problème est invariant sous le groupe de transformations

G = {gc; gc(x) = cx, c > 0}.

L’action du groupe est-elle transitive ?
b. Donner les meilleurs estimateurs équivariants et du maximum de vraisem-

blance de θ.
c. Les comparer aux estimateurs obtenus dans l’Exercice 3.33 et dans l’Exemple

9.24.
d. Montrer, à l’aide de l’Exercice 3.33, que le meilleur estimateur équivariant
δ0 est un estimateur de Bayes généralisé.

9.7 (Lehmann, 1983) On cherche à estimer un paramètre d’échelle σ, sous le coût

L(σ, δ) =

„
δ

σ
− 1

«2

, (9.5)

pour n observations

x1, . . . , xn ∼ 1

σn
f
“x1

σ
, . . . ,

xn

σ

”
.

a. Si z = (x1/xn, . . . , xn−1/xn, xn/|xn|), montrer que tout estimateur de σ
équivariant sous transformation d’échelle peut s’écrire

δ(x) = δ0(x)/ω(z),

avec δ0 un estimateur équivariant particulier et que z est une statistique
invariante maximale.

b. Déterminer la fonction ω∗ qui minimise

E[L(σ, δ(x))|z]

sous (9.5) et en déduire le meilleur estimateur équivariant.
c. Transformer l’écriture de cet estimateur pour retrouver le résultat de la Sec-

tion 9.4 avec la mesure de Haar correspondante.
d. Reprendre les questions précédentes pour le problème d’estimation de σr

(r ∈ R
∗
+) sous le coût

L(σ, δ) =

„
δ

σr
− 1

«2

.

9.8 Appliquer les résultats de l’Exercice 9.7 aux cas suivants :
(i) x1, . . . , xn i.i.d. N (0, σ2) ;
(ii) x1, . . . , xn i.i.d. G (α, σ) ; et
(iii) x1, . . . , xn i.i.d. U [0, σ].

9.9 Reprendre l’Exercice 9.7 sous les coûts suivants :

L(σ, δ) =
|δ − σ|
σ

, L(σ, δ) =
δ

σ
− log(δ/σ) − 1, L(σ, δ) =

“σ
δ
− 1
”2

.
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9.10 (Lehmann, 1983) On considère le problème d’estimation de σ dans le cas où

x = (x1, . . . , xn) ∼ 1

σn
f

„
x1 − θ
σ

, . . . ,
xn − θ
σ

«
,

sous l’action du groupe affine

Ga = {ga,b; ga,b(x) = ax+ b1, a > 0, b ∈ R},

avec 1 = (1, . . . , 1) ∈ R
n.

a. Déterminer le meilleur estimateur équivariant sous le coût (9.5) de même que
dans l’Exercice 9.7. (Indication : Utiliser les transformations yi = xi − xn et
poser zi = yi/yn−1 (i �= n− 1), zn−1 = yn−1/|yn−1|.)

b. Comparer à une formulation bayésienne avec la mesure de Haar à droite.
c. Reprendre les questions précédentes pour l’estimation de θ sous le coût

L(θ, δ) =
(θ − δ)2
σ2

.

d. Appliquer au cas où xi − θ ∼ E xp(σ) et montrer que le meilleur estimateur
équivariant de θ est

δ∗(x) = x(1) − 1

n2

nX
i=1

(xi − x(1)).

9.11 ∗(Eaton, 1989) On considère G ⊂ R
∗
+ × R muni de l’opération de groupe

(a1, b1)(a2, b2) = (a1a2, a1b2 + b1).

Si D = {x ∈ R
n; x1 = · · · = xn}, on considère X = R

n −D. On suppose que
G agit sur X de la façon suivante

(a, b)x = ax+ ben,

avec en = (1, . . . , 1)t. Montrer que la statistique invariante maximale est

f(x) =
x− x̄en

s(x)
,

avec x̄ =
P
xi/n, s

2(x) =
P

(xi − x̄)2.
9.12 ∗(Eaton, 1989) Vérifier que, s’il existe un multiplicateur ξ sur G , c’est-à-dire

une fonction à valeurs réelles telle que ξ(g1g2) = ξ(g1)ξ(g2), qui satisfasse

f(x|θ) = f(gx|ḡθ)ξ(g)

uniformément sur X , Θ, G , la famille

P = {f(x|θ); θ ∈ Θ}

est G -invariante. En déduire que, dans ce cas, l’estimateur du maximum de vrai-
semblance est équivariant, comme tout estimateur de Bayes associé à une mesure
a priori relativement invariante, c’est-à-dire telle qu’il existe un multiplicateur
ξ1 avec π(gB) = ξ1(g)π(B) uniformément en B et g.
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9.13 ∗(Delampady, 1989) Soit x ∼ Np(θ, Ip). On teste l’hypothèse H0 : θ = θ0
contreH1 : θ �= θ0. Ce problème est invariant sous l’action du groupe orthogonal
Go et on considère uniquement les distributions a priori de la classe invariante

I = {π; π(gA) = π(A),∀A ∈ B(Rp),∀g ∈ Go}.
a. Montrer que t(x) = ||x||2 est une statistique invariante maximale, distribuée

selon une loi du χ2
p décentré, de paramètre de non-centralité η(θ) = ||θ||2

(la statistique invariante maximale correspondante sur Ḡ0), et que sa densité
peut s’écrire

q(t(x)|η(θ)) =

Z
Go

f(gx|θ) dμ(g),
avec μ mesure de Haar sur G0.

b. En déduire que si Bπ est le facteur de Bayes, il vérifie

inf
π∈I

Bπ(x) =
q(t(x)|θ0)
q(t(x)|η̂) ,

avec η̂ estimateur du maximum de vraisemblance de η.
c. Comparer avec la p-value pour différentes valeurs de t(x).

9.14 Montrer que les coûts intrinsèques définis en Section 2.5.4 sont naturellement
invariants.

9.15 On considère x ∼ N (θ, σ2). Le paramètre d’intérêt est eθ et σ2 est connu.
a. Montrer que

Eθ[e
ax] = eaθ+a2σ2/2.

b. Parmi les estimateurs de la forme δc(x) = ex+cσ2
, déterminer le meilleur

estimateur (en c) pour le coût quadratique L2, δ
∗. Montrer que δ∗ est un

estimateur de Bayes et déterminer l’a priori correspondant π∗. (Indication :
Considérer d’abord la mesure de Lebesgue et le coût quadratique pondéré

L0(θ, δ) = e−2θ(eθ − δ)2.
Quel est l’estimateur de Bayes pour l’a priori de Lebesgue sous L2 ?)

c. Reprendre la question précédente pour le coût d’erreur absolu

L1(θ, δ) = |eθ − δ|.
Montrer que le meilleur estimateur est associé à π(θ) = e−θ. Cette réponse
est-elle surprenante du point de vue de l’invariance ?

d. Étant donné l’estimateur δ∗, nous souhaitons évaluer les performances de δ∗

sous L0 et L2, c’est-à-dire estimer L0(θ, δ
∗(x)) et L2(θ, δ

∗(x)) sous le coût
quadratique

(L0(θ, δ
∗(x)) − γ)2 . (9.6)

Montrer que, pour π(θ) = 1, le coût a posteriori E
π[L0(θ, δ

∗)|x] est constant
et égal au risque constant de δ∗.

e. Montrer que, pour π∗(θ) = exp(−2θ), la variance a posteriori de δ∗ est

γπ(x) = e2x−2σ2
“
1 − e−σ2

”
.

Montrer que γπ est un estimateur non biaisé du risque, Eθ[L2(θ, δ
∗(x))], et

qu’il est dominé par l’estimateur de Bayes de L2(θ, δ
∗(x)) sous π(θ) = e−4θ.

Peut-on justifier l’utilisation de cet a priori par des considérations d’inva-
riance ?
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Section 9.4

9.16 ∗(Eaton, 1989) Montrer que, pour un groupe topologique G , deux intégrales
invariantes à gauche, c’est-à-dire deux fonctionnelles telles queZ

G

f(gx)μ(dx) =

Z
G

f(x)μ(dx)

pour tous f ∈ L1(μ) et g ∈ G , sont nécessairement proportionnelles.

9.17 ∗(Eaton, 1989) On considère ν� une mesure de Haar à gauche, f ∈ K(G ) et

J1(f) =

Z
G

f(xg−1)ν�(dx).

a. Montrer que J1 est invariant à gauche. En déduire qu’il existe une fonction
Δ sur G telle que

J1(f) = Δ(g)

Z
G

f(x)ν�(dx) = Δ(g)J(f).

La fonction Δ est appelée le module de G .
b. Montrer que Δ ne dépend pas du choix de J1 et que Δ(g1g2) = Δ(g1)Δ(g2)

(c’est-à-dire que Δ est un multiplicateur).
c. Soit J2 tel que

J2(f) =

Z
G

f(x)Δ(x−1)ν�(dx).

Montrer que J2 est invariante à droite et satisfait

J2(f) =

Z
G

f(x−1)ν�(dx).

En déduire que, si ν� est une mesure de Haar à gauche,

νr(dx) = Δ(x−1)ν�(dx)

est une mesure de Haar à droite.
d. Si G est compact, montrer que Δ est identiquement égal à 1. (Indication :

Utiliser la continuité de Δ et le fait que Δ(G ) soit compact.)
e. On note G = GLn, le groupe linéaire de R

n et dx la mesure de Lebesgue sur
Ln,n, l’espace vectoriel des matrices n× n. Montrer que

J(f) =

Z
G

f(x)
dx

|det(x)|n
est à la fois invariante à droite et à gauche. En déduire que Δ = 1. G est-il
compact ?

9.18 ∗(Eaton, 1989) Soient G un groupe compact agissant sur X et ν l’unique dis-
tribution de probabilité de Haar sur G . On définit U , variable aléatoire uniforme
sur G , par

P (U ∈ B) = ν(B).

a. Soit x ∈ X . Montrer que μx, définie par

μx(B) = P (Ux ∈ B)

est l’unique probabilité G -invariante sur l’orbite de x, Ox.
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b. Si P est une distribution G -invariante sur X , montrer que

P =

Z
X

μxP (dx).

c. Une section mesurable Y ⊂ X est définie par
(i) Y est mesurable ;
(ii) ∀x ∈ X , Y ∩Ox = {y(x)} ; et
(iii) la fonction t(x) = y(x) est mesurable pour la σ-algèbre induite par X
sur Y .
Montrer que, pour toute distribution de probabilité Q sur Y ,

P =

Z
Y

μyQ(dy)

est G -invariant sur X et que, réciproquement, toute probabilité G -invariante
peut s’écrire de cette façon.

d. Soient U une variable aléatoire uniforme sur G , Y une section mesurable de
X et X une variable aléatoire sur X . Déduire de c. l’équivalence entre les
propriétés suivantes :
(i) la distribution de gX est indépendante de g ∈ G ; et
(ii) il existe Y , variable aléatoire sur Y , indépendante de U , telle que UY a
la même distribution que X.

e. Appliquer au cas X = {0, 1}n.

9.19 On considère x ∼ N (θ, 1) et on s’intéresse plus particulièrement à la quantité
h(θ) = ecθ.
a. Déterminer le risque de l’estimateur de Bayes de h(θ) associé à π(θ) = 1 et

au coût quadratique, R(θ, δπ), et montrer que l’estimateur de Bayes de h(θ)
associé à π′(θ) = R(θ, δπ)−1 domine δπ.

b. Remarquer que R(θ, δπ)−1(ecθ−δ)2 est un coût invariant et établir le résultat
suivant : Pour tout coût invariant L(θ, δ), si δπ est l’estimateur associé à L
et à la mesure de Haar π, et si ω(θ) = Eθ[L(θ, δπ(x))], l’estimateur associé à
L et π′(θ) = π(θ)/ω(θ) est le meilleur estimateur équivariant.

Section 9.5

9.20 ∗(Berger, 1985b) On considère le cas particulier où le groupe G est fini, c’est-
à-dire

G = {g1, . . . , gm}.
On suppose que le coût L(θ, a) est invariant, convexe en a, et, en outre, que
l’action induite par le groupe G sur D satisfait

g̃

 
1

m

mX
i=1

ai

!
=

1

m

mX
i=1

g̃(ai).

Démontrer le théorème de Hunt-Stein avec l’hypothèse supplémentaire que D
est convexe. (Indication : Montrer que, pour tout estimateur δ, il existe un
estimateur invariant associé δI qui domine δ.)

9.21 Dans le cadre de l’Exemple 9.25, déterminer le risque exact de l’estimateur δ1.
(Indication : Remarquer que z1/z2 est distribuée comme une variable aléatoire
de Cauchy.)
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9.22 Considérer l’estimation de � dans l’Exemple 9.25 pour la structure d’invariance
induite par le groupe multiplicatif.

9.23 Soient (x1, . . . , xp) et (y1, . . . , yp) de distributions normales Np(0, Σ) et Np(0,
ΔΣ). On teste l’hypothèse H0 : Δ ≤ Δ0 contre H1 : Δ > Δ0.
a. Montrer que le problème est invariant sous GLp, groupe des transformations

linéaires régulières.
b. Montrer que G Lp est transitif sur l’espace d’échantillonnage, à un en-

semble de mesure nulle près. En déduire que les estimateurs équivariants sont
constants, c’est-à-dire que les tests invariants de niveau α sont ϕα(x, y) =
1 − α.

c. Montrer que ϕc(x, y) = Iy2
1≤cx2

1
domine ϕα sous le coût 0 − 1 pour α =

PΔ0(y2
1 > cx

2
1).

d. GLp est-il moyennable ?

9.24 Soit l’échantillon x1, . . . , xn ∼ C (μ, σ2).
a. Montrer que la mesure de Haar est πH(μ, σ) ∝ 1/σ.
b. On s’intéresse à la reparamétrisation yi = 1/xi. Montrer que yi ∼ C (ν, τ 2)

et exprimer ν et τ en fonction de μ et σ.
c. Montrer que πH(ν, τ ) ∝ 1/τ n’est pas la transformée de πH(μ, σ) et conclure

sur les limites de l’invariance pour la reparamétrisation.

Section 9.6

9.25 ∗(Villegas, 1990) On considère une famille de distributions de probabilité Pθ

sur X , avec θ ∈ Θ et T (x) à valeurs dans un espace affine euclidien E, telle que
la fonction de vraisemblance soit

�(θ|x) = c1(x)c2(θ) exp{−||T (x) − θ||2/2}.
Ce modèle est appelé bayésien euclidien si π(θ) = 1.
a. En déduire que la distribution a priori euclidienne correspondante pour un

modèle de Poisson P(λ) est π(λ) = 1/λ.
b. Montrer que la p-value p(x) = Pλ0(X ≥ x) du test de H0 : λ ≤ λ0 contre
H1 : λ > λ0 est liée à la distribution a priori, mais que cela n’est pas vrai
pour le test alternatif de H0 : λ ≥ λ0 contre H1 : λ < λ0.

c. Montrer que la distribution a priori de Haldane

π(p) =
1

p(1 − p) (9.7)

est également un modèle euclidien lorsque x ∼ B(n, p). La loi (9.7) est-elle
encore l’a priori euclidien pour la distribution binomiale négative N eg(n, p) ?

d. Si 0 < x < n, montrer que, dans le cas binomial, les p-values Pp0(X ≤ x)
et Pp0(X ≥ x) associées aux hypothèses H0 : p ≥ p0 et H0 : p ≤ p0 ne
correspondent pas à la distribution euclidienne (9.7).

e. Dans le cas normal N (μ, σ2), montrer que les distributions euclidiennes a
priori sont les suivantes :
(i) π(θ) = 1 si θ = μ ;
(ii) π(θ) = 1 si θ = σ−2 ; et
(iii) π(θ) = θ2 si (θ1, θ2) = (μ, σ−2).

9.26 Étudier les problèmes de compatibilité entre les exigences d’invariance et le
principe de vraisemblance. Déterminer en particulier si l’estimateur du maxi-
mum de vraisemblance est toujours un estimateur invariant.
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9.27 *Pour une fonction de coût arbitraire L(θ, δ) et une distribution a priori donnée
π, on suppose que l’estimateur de Bayes δπ est tel que 0 < R(θ, δπ) < ∞ quel
que soit θ.
a. Si on définit Lπ(θ, δ) = L(θ, δ)/R(θ, δπ), montrer que δπ a un risque constant

de 1. Cela implique-t-il que δπ soit minimax ? (Indication : δπ n’est pas
nécessairement l’estimateur de Bayes sous Lπ.)

b. On considère le cas particulier où x ∼ N (θ, 1) et π est N (θ0, τ
2). Calculer

R(θ, δπ) et étudier le comportement de l’estimateur de Bayes associé à π et
Lπ, comparativement à δπ (numériquement, si nécessaire).

c. Si δπ
1 , associé à π et Lπ

1 = Lπ, est différent de δπ, une suite d’estimateurs δπ
n

peut être définie récursivement avec Lπ
n = Lπ

n−1/R(θ, δπ
n−1). Que peut-on dire

de la limite de la suite (δπ
n) ?

d. Étudier la suite ci-dessus pour x ∼ P(λ), π(λ) = 1 et L(λ, δ) = (1 − λ/δ)2.
9.8 Notes

9.8.1 Invariance et paradoxes de marginalisation

En plus d’apporter un nouveau point de vue sur l’estimation équivariante, Hel-
land (1999) considère que l’utilisation de mesures de Haar à droite est un moyen
d’échapper aux paradoxes de marginalisation, comme l’ont observé Dawid et al.
(1973). (Voir les Exercices 3.45-3.51.)

Plus précisément, étant donné un modèle (X , Θ, f(x|θ)) muni d’un groupe G
agissant sur X et le groupe correspondant Ḡ agissant sur Θ, une fonction h(θ)
est dite estimable invariablement si h(θ1) = h(θ2) entrâıne h(ḡθ1) = h(ḡθ2)
pour tout ḡ ∈ Ḡ (Hora et Buehler, 1966). Helland (1999) estime que la perspec-
tive d’invariance et l’utilisation de la mesure de Haar correspondante devraient
être limitées à l’estimation de fonctions des paramètres estimables invariable-
ment. Par exemple, bien que la mesure de Lebesgue soit la mesure de Haar à
droite pour le groupe de translation et s’applique donc à la distribution normale
Np(θ, Ip), elle ne devrait pas être utilisée pour l’estimation de ||θ||2, à cause de
l’inefficacité mise en évidence à la Section 3.5.4. Ce point de vue est d’une
certaine façon lié à la construction de lois a priori de référence : étant donné
un paramètre d’intérêt, on devrait d’abord déterminer la structure d’invariance
adéquate puis en déduire la mesure de Haar à droite en tant qu’a priori non in-
formatif correspondant. Deux défauts de cette approche sont (a) qu’il existe des
fonctions pour lesquelles il est impossible de trouver des groupes d’invariance
non triviaux et (b) qu’il y a toujours une part d’arbitraire dans le choix de ces
groupes, lorsqu’ils existent.

Exemple 9.31. (Helland, 1999) Si x ∼ Np(θ, σ
2Ip) et θ est sur la sphère de

rayon c, le meilleur estimateur équivariant de θ sous le groupe de rotations
est associé à la mesure uniforme sur la sphère et est donné par (8.10). (Voir
l’Exercice 4.37.) Si c = ||θ||2 est inconnu, il peut être estimé à partir de ||x||
plutôt que de x (voir les Exemples 3.34 et 3.36), en utilisant par exemple l’es-
timateur du maximum de vraisemblance ou l’amélioration de Saxena et Alam
(1982) (||x||2 − p)+. Si on insère l’expression de l’estimateur κ(x) de c dans δc,
on obtient l’estimateur

δ̃ = κ(x)
Ip/2(κ(x)||x||)
Ip/2−1(κ(x)||x||)

x

||x|| ,
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avec Iν fonction de Bessel modifiée. Il se comporte comme un estimateur à
rétrécisseur (2.16) pour de grandes valeurs de ||x||, comme le montrent Bock et
Robert (1985) et Beran (1996). (Voir l’Exercice 10.37.) ‖

Pour une fonction estimable invariablement h(θ), Helland (1999) considère le
sous-groupe de Ḡ suivant :

K̄ = {ḡ ∈ Ḡ ; h(ḡθ) = h(θ) pour tout θ ∈ Θ} ,
puisque h(θ) est un invariant maximal pour K̄. Étant donné le sous-groupe
correspondant de G ,

K = {g ∈ G ; ḡ ∈ K̄} ,
soit z une variable maximalement invariante pour K. Si η = h(θ), Helland
(1999) montre que le paradoxe de marginalisation ne se produit pas pour (η, z)
lorsqu’on utilise la mesure de Haar à droite associée à Ḡ . Cela signifie que,
sous cette mesure, si θ = (η, ξ) et x = (z, y), et si la distribution a posteriori
marginale de η dépend seulement de z, elle peut être obtenue comme distribution
a posteriori sur z uniquement.



10

Extensions hiérarchique et empirique

“Books and papers and scrolls covered nearly every flat surface,
with all sorts of odd things interspeded among the piles, and some-
times on top of them. Strange shapes of glass or metal, spheres and
tubes interlinked, and circles held inside circles, stood among bones
and skulls of every shape and description.”

Robert Jordan, The Dragon Reborn.

10.1 Lois a priori incomplètes

Dans les chapitres précédents, nous avons mis en avant (parfois avec insis-
tance !) l’ambivalence de l’analyse bayésienne : elle a un potentiel d’élimination
suffisant pour conduire à une prise de décision pratique mais cette efficacité
doit être mâıtrisée. Ainsi, les choix subjectifs de l’analyse bayésienne peuvent
toujours être réglés pour aboutir à une conclusion fixée à l’avance. De tels tra-
vers sont certes également possibles dans un cadre fréquentiste, par le choix
des fonctions de coût ou d’estimation, et l’approche classique ne fait même
pas de distinction entre les parties objective et subjective d’une analyse. Mais
notre message essentiel ici, déjà présenté dans le Chapitre 3, est que le choix
d’une loi a priori par le statisticien devrait toujours être justifiable, c’est-à-dire
établi à partir d’arguments sensés (ou “reproductibles”). Par conséquent, le
fait que les outils bayésiens puissent donner des inférences erronées ne saurait
être vu comme un défaut du paradigme bayésien.

Une critique plus pertinente est en revanche que l’information a priori
est rarement assez riche pour en déduire une loi a priori exacte. Il parâıt
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alors nécessaire d’incorporer cette incertitude au modèle bayésien, bien que
la notion de lois a priori semble insuffisante pour rendre pleinement compte
de l’ignorance. La modélisation de cette incertitude résiduelle a inspiré des
variations autour du paradigme bayésien, comme les probabilités hautes et
basses de Dempster (1968) ou les probabilités imprécises de Walley (1991).

L’hypothèse de l’analyse bayésienne hiérarchique est au contraire que
ces considérations peuvent être incorporées au paradigme bayésien. Il s’agit
de modéliser l’information a priori en la décomposant en plusieurs niveaux
de distributions a priori conditionnelles. On peut par là même distinguer
les caractères structurel et subjectif de l’information. Suivant le paradigme
bayésien, l’incertitude à tous les niveaux est prise en compte au moyen de lois
a priori additionnelles. Dans les cas les plus simples, la structure hiérarchique
ne contient que deux niveaux, les paramètres du premier étant associés à une
distribution a priori définie dans le second. La distribution de premier ni-
veau est en général une loi a priori conjuguée, un choix qui se justifie par
la facilité de calcul mais aussi parce que le niveau le plus haut peut d’une
certaine manière compenser les erreurs de modélisation des plus bas niveaux.
(Une autre justification pour la modélisation conjuguée se trouve dans Dalal
et Hall, 1983, et Diaconis et Ylvisaker, 1985 ; voir la Section 3.4.) Nous avons
déjà étudié des exemples d’une telle modélisation dans le Chapitre 6, comme
dans l’Exemple 6.21.

Une caractéristique générale de la modélisation hiérarchique est qu’elle
améliore la robustesse des estimateurs de Bayes obtenus : tout en intégrant
l’information a priori, ces estimateurs sont également performants d’un point
de vue fréquentiste (minimaxité et admissibilité), même si ces deux critères
sont souvent difficiles à concilier.

On trouve d’autres justifications à la modélisation bayésienne hiérarchique
dans les problèmes réels, puisqu’il existe des cadres en médecine, biolo-
gie, élevage animalier, économie, etc., dans lesquels la population à la-
quelle on s’intéresse peut être vue comme sous-population d’une population,
voire comme sous-population d’une sous-population d’une population globale.
C’est, par exemple, le cas en méta analyse, lorsqu’on cherche à rassembler
les résultats de plusieurs expériences concernant le même phénomène mais
réalisées sur différents lieux ou populations et suivant divers protocoles (voir,
par exemple, Mosteller et Chalmers, 1992, Mengersen et Tweedie, 1995, ou
Givens et al., 1997).

Exemple 10.1. (Guihenneuc-Jouyaux et al., 1998) Le virus de l’immu-
nodéficience humaine (VIH) est le virus responsable du SIDA. Pour un patient
donné, la transition de l’infection VIH vers le SIDA peut être représentée
par sept étapes de gravité croissante, la dernière étant celle du SIDA. Les
déplacements entre les états sont représentés par un modèle de Markov à
temps continu avec générateur infinitésimal Λ. (Cela signifie que la distribu-
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tion de l’état à l’instant T , connaissant la distribution ω0 = (ω01, . . . , ω07) à
l’instant 0, est donnée par le produit matriciel ω0 · exp{TΛ}73.)

Les six premières étapes d’infection du VIH ne sont pas observables direc-
tement mais seulement par le biais de variables aléatoires (1 ≤ i ≤ n , 1 ≤ j ≤
ni),

xij ∼N
(
μSij , σ

2
)
,

où i désigne l’individu et j le point d’évolution, 1 ≤ Sij ≤ 6 étant l’étape
du VIH. Les xij représentent des marqueurs sanguins (taux de T4) sujets à
une grande variabilité et à des erreurs de mesure. Il s’agit d’un cas particulier
de modèle de Markov caché (Exercice 6.50), avec la difficulté supplémentaire
que la châıne de Markov cachée opère à temps continu. Mais l’algorithme
forward-backward vu dans l’Exercice 6.51 s’applique aussi ici (Exercice 10.2).
Un modèle similaire a été proposé par Kirby et Spiegelhalter (1994).

Les Sij constituent donc le premier niveau d’un modèle hiérarchique, avec
des hyperparamètres, comme la matrice génératrice Λ, correspondant au se-
cond niveau et commun à tous les individus. Un autre hyperparamètre est δ,
la distribution a priori de l’étape du VIH à la première observation. Il est sou-
vent pratique de représenter ces modèles hiérarchiques sous forme de graphes
(plus précisément de graphes acycliques orientés ou DAG (pour Directed Acy-
clic Graph)). La Figure 10.1 donne cette représentation pour le modèle VIH,
avec la convention usuelle que les rectangles correspondent à des quantités
observées ou connues et les cercles aux quantités inconnues ; les flèches sym-
bolisent la dépendance probabiliste. (Voir la Note 10.7.1 et Lauritzen, 1996,
pour plus de détails sur les modèles graphiques.) ‖

L’analyse bayésienne empirique part de la même idée d’imprécision sur l’in-
formation a priori, mais la traite à un niveau plus pragmatique. On considère
dans cette optique qu’il est illusoire d’espérer modéliser cette imprécision sur
plusieurs niveaux de lois conditionnelles, alors même que le premier niveau est
déjà très faiblement connu. De façon assez paradoxale, l’analyse bayésienne
empirique repose elle aussi sur une modélisation a priori conjuguée, en esti-
mant les hyperparamètres à partir des observations et en utilisant ensuite cet
“a priori estimé” comme a priori normal pour l’inférence. Il va sans dire que
le remplacement des hyperparamètres par des hyperparamètres estimés, qui
constitue la base de l’analyse bayésienne empirique, l’exclut de fait du para-
digme bayésien. Mais elle permet au statisticien de tirer parti de l’information
a priori vague de manière simplifiée. En outre, il se trouve que les estimateurs
ainsi construits ont souvent de bonnes propriétés fréquentistes même s’il y
a trop d’arbitraire dans la détermination des hyperparamètres pour en faire
une règle générale. Un avantage annexe de la modélisation bayésienne em-
pirique est de fournir des justifications bayésiennes à l’effet de Stein (Note

73L’extension de la fonction exponentielle aux cas multivariés comme celui-ci est
obtenue en utilisant le développement en série de exp(x). Voir l’Exercice 10.2.
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Fig. 10.1. Graphe acyclique orienté du modèle hiérarchique. (Source : Guihenneuc-
Jouyaux et al., 1998.)

2.8.2). L’analyse bayésienne empirique se présente enfin comme une alterna-
tive attrayante lorsque l’analyse bayésienne hiérarchique est trop compliquée
à mettre en œuvre, même si cet argument est de moins en moins justifié avec
l’efficacité grandissante des techniques de calcul (voir le Chapitre 6).

10.2 Analyse bayésienne hiérarchique

Cette section n’est qu’une courte introduction à l’analyse bayésienne
hiérarchique et elle cible plus particulièrement quelques aspects intéressants
de cette approche. Pour un traitement plus exhaustif, voir Berger (1985b),
en lien avec la notion de robustesse, Deely et Lindley (1981), Dumouchel et
Harris (1983), George (1986b), Angers et MacGibbon (1990), Gelman et al.
(2003), Hobert (2000b) et Draper (1995). Pour les applications à l’élevage
animalier, voir, par exemple, Fouley et al. (1992).

10.2.1 Modèles hiérarchiques

Pour des raisons liées à la modélisation des observations ou à la décomposi-
tion de l’information a priori, il peut arriver que le modèle statistique bayésien
soit hiérarchique, c’est-à-dire mette en jeu plusieurs niveaux de distributions
a priori conditionnelles.



10.2 Analyse bayésienne hiérarchique 499

Définition 10.2. Un modèle bayésien hiérarchique est un modèle statistique
bayésien (f(x|θ), π(θ)), dans lequel la loi a priori π(θ) est décomposée en
plusieurs lois conditionnelles

π1(θ|θ1), π2(θ1|θ2), . . . , πn(θn−1|θn)

et une loi marginale πn+1(θn) telle que

π(θ) =
∫

Θ1×...×Θn

π1(θ|θ1)π2(θ1|θ2) · · ·πn+1(θn) dθ1 · · · dθn+1. (10.1)

Les paramètres θi sont appelés hyperparamètres de niveau i (1 ≤ i ≤ n).

Avant d’insister sur l’utilité d’une telle décomposition, remarquons qu’on
trouve également des structures hiérarchiques dans des modèles statistiques
classiques.

Exemple 10.3. Un cas typique d’utilisation de modèles hiérarchiques est la
prise en compte d’effets aléatoires au sein d’un modèle linéaire. Cette exten-
sion peut s’écrire sous la forme

y|θ ∼ Np(θ,Σ1),
θ|β ∼ Np(Xβ,Σ2),

sans lien avec une modélisation bayésienne. La moyenne de y, θ, est décompo-
sée en effets fixes, Xβ, et en effets aléatoires, Zη, avec η normale de moyenne
0 (la matrice de covariance Σ2 peut alors être singulière). Ces modèles sont
souvent employés en biométrie, en particulier en amélioration de races ani-
males, pour différencier l’influence des éléments fixes (par exemple, lignée,
race, année, etc.) de celle des facteurs aléatoires (par exemple, femelles dans
une lignée). ‖

Un autre exemple classique de structure hiérarchique non bayésienne est
celui des modèles à variables latentes, comme les mélanges (Section 6.4) ou
les mélanges cachés (Note 6.6.3). Le vecteur des variables latentes z constitue
alors le premier niveau du modèle bayésien hiérarchique, la modélisation a
priori en tant que telle ayant lieu à des niveaux plus élevés.

Ces exemples montrent bien que la frontière entre modèles hiérarchiques
classiques et bayésiens est parfois floue et dépend essentiellement de l’in-
terprétation des paramètres. Par exemple, dans le modèle à effets aléatoires,
la procédure est classique si l’inférence porte sur les effets fixes (β) mais
bayésienne si on considère l’effet global (θ). De même, si on s’intéresse aux
variables latentes zt, comme dans le modèle à volatilité stochastique (4.41)
pour les y∗t , il s’agit de données manquantes alors que, si elles sont utilisées
pour représenter le modèle de façon plus pratique, comme dans le cas des
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mélanges utilisés pour la modélisation non paramétrique, les zt peuvent être
considérés comme partie intégrante de la modélisation a priori.

Insistons sur le fait qu’un modèle bayésien hiérarchique n’est rien d’autre
qu’un cas particulier de modèle bayésien. Ainsi, si

x ∼ f(x|θ), θ ∼ π1(θ|θ1), . . . , θn ∼ πn+1(θn), (10.2)

on retrouve le modèle bayésien usuel

x ∼ f(x|θ), θ ∼ π(θ),

pour l’a priori

π(θ) =
∫

Θ1×...×Θn

π1(θ|θ1) . . . πn(θn−1|θn)πn+1(θn) dθ1 · · · dθn.

Cela montre que les modèles hiérarchiques s’intègrent bien au paradigme
bayésien et donc que cette approche bénéficie des propriétés générales d’op-
timalité de la perspective bayésienne avec quelques avantages additionnels
liés à la décomposition de la loi a priori (voir la Section 10.3). Cela montre
également pourquoi il est rarement nécessaire d’aller plus loin que deux ni-
veaux de décomposition conditionnelle dans la hiérarchie. Si les hyperpa-
ramètres θ1, . . . , θn ne sont d’aucun intérêt pour l’inférence (sur θ), il est
équivalent de considérer le modèle hiérarchique plus simple

x|θ ∼ f(x|θ), θ|θ1 ∼ π1(θ|θ1) ,
avec

θ1 ∼ π2(θ1) =
∫

Θ2×...×Θn

π1(θ1|θ2) · · ·πn+1(θn) dθ2 · · · dθn ,

qui élimine les étapes intermédiaires et les hyperparamètres supplémentaires.
Néanmoins, une décomposition plus compliquée peut toujours se justifier pour
la construction et le calcul pratique d’estimateurs de Bayes, comme nous
l’avons vu dans le Chapitre 6.

Exemple 10.4. Robert et Reber (1998) étudient une expérience dans la-
quelle des rats sont intoxiqués par une substance, puis traités par un placebo
ou un médicament. Le modèle associé à cette expérience est un modèle linéaire
à effets additifs : étant donné xij , yij et zij , j-ièmes réponses du rat i aux
étapes respectivement de contrôle, d’intoxication et de traitement, on suppose
que (1 ≤ i ≤ I)

xij ∼N (θi, σ
2
c ), 1 ≤ j ≤ Jc

i ,
yij ∼N (θi + δi, σ

2
a), 1 ≤ j ≤ Ja

i ,
zij ∼N (θi + δi + ξi, σ

2
t ), 1 ≤ j ≤ J t

i ,

où θi est la mesure de contrôle moyenne, δi l’effet moyen d’intoxication et ξi
l’effet moyen de traitement pour le rat i, les variances de ces mesures étant
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constantes pour les effets de contrôle, d’intoxication et de traitement. Une
variable (observée) supplémentaire est wi, qui est égale à 1 si le rat est traité
avec le médicament, et 0 sinon.

Puisque le but de l’expérience est de déterminer l’effet global du médica-
ment testé, les différentes moyennes individuelles sont mises en relation par
une loi a priori commune (conjuguée) (1 ≤ i ≤ I),

θi ∼ N (μθ, σ
2
θ), δi ∼ N (μδ, σ

2
δ ),

et
ξi ∼ N (μP , σ

2
P ) ou ξi ∼ N (μD, σ

2
D),

suivant que le rat i soit traité avec un placebo ou avec un médicament. Les
hyperparamètres du modèle,

μθ, μδ, μP , μD, σc, σa, σt, σθ, σδ, σP , σD ,

sont alors associés aux lois a priori non informatives de Jeffreys. Cet a priori
permet de déduire une loi a posteriori bien définie pourvu qu’il y ait au moins
deux observations pour chaque étape de l’expérience. ‖

10.2.2 Justifications

L’analyse bayésienne hiérarchique s’appuie en partie sur les travaux de
Good (voir Good, 1980, 1983, pour plus de détails). Lindley et Smith (1972)
traitent le cas particulier des modèles linéaires, en jouant sur la dualité
entre l’analyse bayésienne classique d’un modèle à effets aléatoires et l’ana-
lyse bayésienne hiérarchique d’un modèle de régression standard. Bien qu’un
modèle bayésien hiérarchique ne soit qu’un cas particulier de modèle bayésien,
comme en témoigne l’équation (10.1), la décomposition

π(θ) =
∫

Θ1

π1(θ|θ1)π2(θ1) dθ1

ou sa généralisation (10.1) peuvent être privilégiées pour un certain nombre
de raisons :

(i) Les deux premiers niveaux de la hiérarchie peuvent être suggérés par des
raisons objectives liées à la modélisation du phénomène observé comme cas
particulier d’une métapopulation sur laquelle on dispose de connaissances
a priori, ce qui justifie le recours à l’approche bayésienne. C’est le cas
des Exemples 10.3 et 10.4. Plus généralement, comme nous l’avons vu en
Section 10.1, les modèles bayésiens hiérarchiques interviennent naturelle-
ment en méta analyse lorsqu’on doit regrouper les résultats de différentes
études.
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Exemple 10.5. (Berger, 1985b) On considère xi ∼ N (βi, 10) (i = 1, . . . ,
7), correspondant à des mesures annuelles indépendantes du quotient in-
tellectuel (QI) d’un enfant, sur sept années consécutives. Dans la mesure
où les tests de QI intègrent une correction tenant compte de l’âge, il est
raisonnable de considérer que les βi ont la même moyenne θ, qui est la
“vraie” valeur du QI. On peut alors poser la loi a priori de premier niveau
suivante :

βi|θ ∼N (θ, σ2
π) (i = 1, . . . , 7).

De plus, si l’enfant fait partie d’un ensemble bien identifié, on peut dis-
poser d’une information sur cette population comme, par exemple,

θ ∼ N (ξ, τ2),

avec ξ et τ connus. Nous obtenons ainsi le deuxième niveau d’analyse. Au
contraire, une alternative non informative serait de prendre π2(θ) = 1. ‖

(ii) En poussant plus loin la justification ci-dessus, un chercheur peut vouloir
diviser la modélisation a priori en deux parties, la première correspondant
à l’information structurelle concernant le modèle et la seconde correspon-
dant à une information plus subjective. Par exemple, l’information peut
être liée à des restrictions linéaires imprécises sur les paramètres d’un
modèle de régression et la loi des hyperparamètres π2(θ1) peut prendre en
compte le caractère incertain de ces restrictions.

Exemple 10.6. Albert (1988) s’intéresse aux incertitudes sur les modèles
linéaires généralisés (McCullagh et Nelder, 1989) (i = 1, . . . , n)

yi|xi ∼ exp{θi · yi − ψ(θi)} , ∇ψ(θi) = E[yi|xi] = h(xt
iβ) ,

où h est la fonction de lien et xi ∈ R
q un vecteur de covariables, en

reportant la contrainte de linéarité ∇ψ(θi) = h(xt
iβ) à un niveau plus

haut de hiérarchie, c’est-à-dire en introduisant l’a priori conjugué

θi ∼ exp {λ [θi · ξi − ψ(θi)]}
tel que E[∇ψ(θi)] = h(xt

iβ). Le paramètre de régression β est alors
transféré à un second niveau avec, éventuellement, un a priori normal
β ∼ Nq(0, τ2Iq), qui admet comme cas limite τ = ∞ l’a priori constant.
La variance a posteriori de ψ(θi) est alors un indicateur de la précision
du modèle linéaire généralisé et permet donc de mesurer la pertinence de
l’hypothèse de linéarité. ‖

Exemple 10.7. (Suite de l’Exemple 10.4) Une alternative également
considérée dans Robert et Reber (1998) est de choisir comme loi a priori
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δi ∼ pN (μδ1, σ
2
δ1) + (1 − p)N (μδ2, σ

2
δ2), (10.3)

qui introduit deux niveaux différents d’intoxication, c’est-à-dire deux
réactions à l’intoxication au sein de la population de rats. Comme l’ex-
pliquent Robert et Reber (1998), il existe des raisons liées au métabolisme
justifiant cette modification de la loi a priori. Même si la structure de
mélange se répercute sur les lois marginales des yij , elle est différente d’un
modèle de mélange habituel puisqu’elle exige que les yij pour 1 ≤ j ≤ Ja

i

appartiennent à la même composante de mélange. ‖

(iii) À l’inverse, dans un cadre non informatif, un modèle bayésien hiérarchique
est un compromis entre les lois non informatives de Jeffreys, qui sont dif-
fuses mais parfois difficiles à utiliser et à expliquer, et les lois conjuguées,
qui sont subjectivement peu justifiables mais numériquement pratiques.
Lorsque les hyperparamètres ont une hyperdistribution a priori (ou hyper
a priori), on fait un pas vers le non informatif, tout en étant généralement
capable d’établir la loi a posteriori de θ. Une option est d’itérer cet ar-
gument par l’introduction d’une loi conjuguée sur θ1, π2(θ1|θ2) et une
loi non informative sur θ2. Néanmoins, l’introduction d’une loi conjuguée
sur θ1 ne permet plus forcément de garantir que l’estimateur de Bayes
soit calculable analytiquement et, pire encore, ne semble pas améliorer la
robustesse du modèle. Quel que soit le nombre de niveaux dans la dis-
tribution, intégrer sur les paramètres inconnus ne peut que renforcer la
robustesse de la loi a priori par rapport à une approche conjuguée clas-
sique. Les lecteurs pourront lire Berger (1985b) pour comprendre en quoi
la modélisation hiérarchique est intéressante du point de vue de la robus-
tesse.

Exemple 10.8. On considère le modèle de régression classique, y =
Xβ + ε, c’est-à-dire y ∼ Nn(Xβ, σ2In), avec β ∈ R

p. Pour des rai-
sons structurelles, les coefficients de régression sont presque les mêmes.
Par exemple, les βi peuvent décrire les taux d’investissement de plusieurs
constructeurs automobiles européens qui sont généralement assez proches.
On suppose alors que βi ∼ N (ξ, σ2

π), ξ étant la valeur usuelle. Un tel
modèle est dit échangeable (voir la Note 3.8.2, Bernardo et Smith, 1994,
et Gelman et al., 2003 ). Si on dispose de plus d’informations sur la valeur
habituelle, on peut prendre ξ = ξ0 ou ξ ∼ N (ξ0, τ2). Sinon, le second
niveau peut être non informatif : π2(ξ) = 1. ‖

Exemple 10.9. (Suite de l’Exemple 10.3) Dans le cadre du modèle
linéaire à effets aléatoires,

y|θ ∼ Np(θ,Σ1),
θ|β ∼ Np(Xβ,Σ2),
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Lindley et Smith (1972) et Smith (1973) supposent que β vérifie également
une relation linéaire et utilisent l’a priori suivant :

β ∼ Nn(Zξ,Σ3).

Un a priori alternatif assurant plus de robustesse est

β ∼ Tn(α,Zξ,Σ3),

mais cette distribution met en jeu un niveau de hiérarchie supplémentaire
par rapport à la distribution normale originale, comme le montre Dickey
(1968). En effet, on a

β|z ∼Np(Zξ,Σ3/z), z ∼ G (α/2, α/2),

dans ce cas. Si on considère β|z ∼ Np(μ, zΣ3) (loi conjuguée) et π(z) =
1/z (loi non informative), la loi marginale

β ∼ Tp(p/2, μ,Σ3),

est propre, contrairement au cas de la loi non informative π(β) = 1. ‖

(iv) Un autre aspect positif de l’analyse bayésienne hiérarchique est qu’elle
augmente également la robustesse de l’analyse bayésienne classique d’un
point de vue fréquentiste, puisqu’elle réduit l’arbitraire sur le choix de
l’hyperparamètre (parfois reporté à un niveau plus élevé) et établit une
moyenne des réponses bayésiennes conjuguées. La Section 10.3 montre
que, dans le cas normal, de nombreuses lois a priori sur les hyperpa-
ramètres donnent des estimateurs de Bayes généralisés minimax.

(v) Un dernier avantage de l’approche bayésienne hiérarchique est sa capa-
cité à souvent simplifier les calculs bayésiens. La décomposition d’une
loi a priori π en plusieurs composantes π1, . . . , πn (qui peuvent être, par
exemple, des lois conjuguées) permet parfois d’obtenir des approximations
plus aisées de certaines quantités a posteriori par simulation, comme nous
l’avons déjà mentionné en Section 6.3.5 au sujet de l’échantillonnage de
Gibbs.

10.2.3 Décompositions conditionnelles

Une caractéristique particulièrement intéressante des modèles hiérarchi-
ques est que le conditionnement est possible à tous les niveaux et cette liberté
dans la décomposition de la loi a posteriori compense l’augmentation appa-
rente de complexité de la structure. Par exemple, si

θ|θ1 ∼ π1(θ|θ1), θ1 ∼ π2(θ1),

nous avons le résultat suivant.
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Lemme 10.10. La loi a posteriori de θ est

π(θ|x) =
∫

Θ1

π(θ|θ1, x)π(θ1|x) dθ1,

avec

π(θ|θ1, x) =
f(x|θ)π1(θ|θ1)
m1(x|θ1) ,

m1(x|θ1) =
∫

Θ

f(x|θ)π1(θ|θ1) dθ,

π(θ1|x) =
m1(x|θ1)π2(θ1)

m(x)
,

m(x) =
∫

Θ1

m1(x|θ1)π2(θ1) dθ1.

En outre, cette décomposition est valide pour les moments a posteriori, c’est-
à-dire pour toute fonction h, on a

E
π[h(θ)|x] = E

π(θ1|x) [Eπ1 [h(θ)|θ1, x]] ,
où

E
π1 [h(θ)|θ1, x] =

∫
Θ

h(θ)π(θ|θ1, x) dθ.

Ce résultat découle naturellement du théorème de Bayes, la dernière égalité
provenant du théorème de Fubini. Il n’en a pas moins des conséquences im-
portantes sur le calcul des estimateurs de Bayes puisqu’il montre qu’on peut
simuler π(θ|x) en générant d’abord θ1 selon π(θ1|x) puis θ selon π(θ|θ1, x),
dans le cas où ces deux lois conditionnelles sont plus accessibles.

Exemple 10.11. (Suite de l’Exemple 10.4) La loi a posteriori du vecteur
de paramètres complet s’écrit

π((θi, δi, ξi)i, μθ, . . . , σc, . . . |D) ∝
I∏

i=1

{
exp−{(θi − μθ)2/2σ2

θ + (δi − μδ)2/2σ2
δ}

Jc
i∏

j=1

exp−{(xij − θi)2/2σ2
c}

Ja
i∏

j=1

exp−{(yij − θi − δi)2/2σ2
a}

Jt
i∏

j=1

exp−{(zij − θi − δi − ξi)2/2σ2
t }
}

∏
�i=0

exp−{(ξi − μP )2/2σ2
P }
∏
�i=1

exp−{(ξi − μD)2/2σ2
D} (10.4)

σ
− P

i Jc
i −1

c σ
− P

i Ja
i −1

a σ
− P

i Jt
i−1

t (σθσδ)−I−1σ−ID−1
D σ−IP −1

P ,
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où D désigne l’échantillon. Les lois marginales a posteriori des paramètres
d’intérêt ne s’intègrent donc pas analytiquement et ne permettent pas d’obte-
nir des formules explicites pour les espérances a posteriori de ces paramètres.
Néanmoins, on peut obtenir les lois conditionnelles complètes, comme le
montre l’Exercice 10.14. ‖

Naturellement, le Lemme 10.10 n’est valable que lorsque les différentes
intégrales sont bien définies. Mais ce n’est pas toujours le cas puisque les lois
de second niveau sont généralement impropres. Le lemme suivant donne une
condition suffisante d’existence des moments a posteriori pour x|θ ∼ Np(θ,Σ)
(voir Berger et Robert, 1990, pour une démonstration).

Lemme 10.12. Si la loi marginale

m(x) =
∫

Θ

f(x|θ)π(θ) dθ

est finie pour tout x ∈ R
k, alors la moyenne et la variance de la loi a posteriori

π(θ|x) existent toujours.

Le résultat suivant porte sur un autre avantage des modèles hiérarchiques,
à savoir leur influence dans le calcul des estimateurs bayésiens hiérarchiques :

Lemme 10.13. Pour le modèle hiérarchique (10.2), la densité conditionnelle
complète de θi sachant x et les θj (j �= i) vérifie

π(θi|x, θ, θ1, . . . , θn) = π(θi|θi−1, θi+1)

avec la convention θ0 = θ et θn+1 = 0.

Preuve. Puisque

π(θi|x, θ, θ1, . . . , θn) ∝ f(x|θ)π1(θ|θ1) · · ·πn+1(θn+1)
∝ πi−1(θi−1|θi)πi(θi|θi+1) ,

la distribution a posteriori ne dépend que des deux niveaux adjacents de la
hiérarchie. �

L’importance de ce résultat pourtant simple réside dans le fait que seuls
des hyperparamètres locaux interviennent dans les lois conditionnelles d’un
modèle hiérarchique. Dans des cadres comme les modèles graphiques ou spa-
tiaux, où la densité jointe est définie localement sur un groupe d’hyperpa-
ramètres (appelé clique dans les modèles graphiques), le Lemme 10.13 montre
que les techniques numériques telles que l’échantillonneur de Gibbs (Section
6.3.3) sont les seules envisageables pour traiter ces modèles complexes.
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10.2.4 Problèmes numériques

Un inconvénient des modèles hiérarchiques est qu’ils ne permettent en
général pas un calcul explicite des estimateurs de Bayes, même lorsque les
niveaux successifs sont conjugués, et il faut donc avoir recours à des techniques
numériques d’approximation.

Exemple 10.14. On considère x ∼ B(n, p) et p|m ∼ Be(m,m) avec m ∈
N

∗. Alors,

π1(p|m) =
Γ (2m)
Γ (m)2

[p(1− p)]m−1

= (2m− 1)
(

2m− 2
m− 1

)
[p(1− p)]m−1.

Si la loi a priori de second niveau est π2(m) = 1/(2m− 1), la loi a priori sur
p est

π(p) =
∫

N∗
π1(p|m)π2(m) dm

=
+∞∑
n=0

(
2n
n

)
[p(1− p)]n.

La loi a posteriori

π(p|x) =
∫
π1(p|m,x)π2(m|x) dm

ne peut être obtenue analytiquement puisque même si π(p|m,x) est une loi
bêta Be(m+ x,m+ n− x), π(m|x) est la loi bêta-binomiale

(m+ x− 1) . . .m (m+ n− x− 1) . . .m
(2m+ n− 1) . . . (2m)(2m− 1)

à un facteur de normalisation près. Les quantités a posteriori comme E
π[p|x]

ne sont pas calculables analytiquement. ‖

La solution la plus naturelle en analyse hiérarchique est de faire appel
à des outils de simulation. En effet, comme nous l’avons vu ci-dessus, la
décomposition issue des Lemmes 10.10 et 10.13 est particulièrement per-
tinente dans ce contexte, puisqu’elle permet de simuler naturellement par
l’échantillonneur de Gibbs ou d’autres techniques MCMC (Sections 6.3.2 et
6.3.3). Cela était déjà manifeste dans les exemples de la Section 6.3.5 et ceux
qui suivent ne font que confirmer l’adéquation entre modèles hiérarchiques et
méthodes MCMC (voir aussi Gelman et al., 2003 , et Robert et Casella, 1999,
Section 7.1.6).
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Exemple 10.15. Soient

x ∼ Np(θ,Σ) et θ|μ, ξ ∼ Np(μ,B(ξ)) ,

avec B(ξ) = ξC − Σ. La matrice définie positive C est fixée et ξ varie sur
la demi-droite [λmax(C−1Σ),+∞), où λmax(A) désigne la plus grande valeur
propre de A. Cette représentation de la matrice de covariance a posteriori
simplifie les calculs tout en garantissant la robustesse des estimateurs. Par
exemple, une modélisation de second niveau sur (μ, ξ) peut impliquer des lois
non informatives. Cependant, une hypothèse commune est de supposer que
μ = Y β pour β ∈ R

k et pour un régresseur donné Y tel que Y tCY soit de
rang plein, avec une loi non informative sur β. On peut alors montrer que
m(x) < +∞ si p > 2 + k (Exercice 10.12). ‖
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Fig. 10.2. Courbes de convergence pour μθ (en haut à gauche), μδ (en haut à
droite), μP (en bas à gauche) et μD (en bas à droite) dans l’expérience de l’Exemple
10.4. Les courbes en pointillés qui représentent les moyennes Rao–Blackwellisées
partielles sont presque indiscernables des moyennes standard. (Source : Robert et
Reber, 1998.)

Exemple 10.16. (Suite de l’Exemple 10.4) Puisque les distributions
conditionnelles complètes correspondent aux distributions standard (Exercice
10.14), l’échantillonneur de Gibbs est applicable. La Figure 10.2 montre la
convergence des espérances a posteriori des quatre moyennes, en fonction du
nombre d’itérations k, à la fois pour la moyenne partielle et l’estimateur de
Rao-Blackwell (voir la Section 6.3.4). Étant donné que les deux quantités
convergent vers le même estimateur de Bayes, la forte ressemblance des deux
courbes est un indicateur partiel de convergence, ce qui suggère que dix mille
itérations d’un échantillonneur de Gibbs devraient être suffisantes pour assu-
rer la stabilité.



10.2 Analyse bayésienne hiérarchique 509

Fig. 10.3. Histogrammes des échantillons de Gibbs pour μθ , μδ , μP et μD dans
l’expérience de l’Exemple 10.4. (Source : Robert et Reber, 1998.)

Puisque nous souhaitons évaluer les effets de l’intoxication et des deux
traitements, nous nous intéressons aux comparaisons de μδ, μD, μP et de
μD−μP à 0. Le Tableau 10.1 donne les probabilités a posteriori que les effets
soient significatifs, c’est-à-dire qu’on ait 0 > μδ, μD > 0, etc., ainsi que les
intervalles de confiance, les uns comme les autres étant des approximations
obtenues par les échantillons de Gibbs de la Figure 10.3. Cela nous permet de
conclure que les effets de l’intoxication, des médicaments et du placebo sont
significatifs, bien qu’à un degré moindre pour le placebo. On peut également
constater que l’effet du médicament est significativement différent de celui du
placebo. ‖

Tab. 10.1. Probabilités a posteriori de fiabilité et intervalles de confiance à 95%
pour les effets de moyennes.

μδ μD μP μD − μP

Probabilité 1.00 0.9998 0.94 0.985
Confiance [-3.48,-2.17] [0.94,2.50] [-0.17,1.24] [0.14,2.20]

10.2.5 Extensions hiérarchiques du modèle normal

Dans cette section, comme dans la Section 10.3, nous considérons le cas
particulier de la loi normale,

x ∼ Np(θ,Σ)

parce qu’il donne des expressions partiellement exprimables analytiquement.
Comme dans Lindley et Smith (1972), Smith (1973) et Berger (1985b), nous
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faisons appel à une loi conjuguée de premier niveau θ ∼Np(μ,Σπ), pour une
décomposition plus facile des estimateurs.

Lemme 10.17. Dans le modèle normal conjugué, l’estimateur de Bayes
hiérarchique est

δπ(x) = E
π2(μ,Σπ|x)[δ(x|μ,Σπ)],

avec

δ(x|μ,Σπ) = x−ΣW (x− μ),
W = (Σ +Σπ)−1,

π2(μ,Σπ|x) ∝ (detW )1/2 exp{−(x− μ)tW (x − μ)/2}π2(μ,Σπ).

La preuve est une conséquence directe du Lemme 10.10 et du fait que la
loi marginale m1(x|μ,Σπ) est normale Np(μ,W−1).

Exemple 10.18. (Suite de l’Exemple 10.15) Le choix d’une loi a priori
constante sur β donne une expression analytique de δπ(x). Il existe alors une
fonction hk (Exercice 10.19) telle que

δπ(x) = x− hp−k−2(||x||2∗)ΣC−1(x− Px),

avec

P = Y (Y tC−1Y )−1Y tC−1,

||x||2∗ = xC−1(Ip − P )x.

Remarquons que Px est la projection orthogonale de x sur le sous-espace
H = {μ = Y β, β ∈ R

k} selon la métrique définie par C−1. L’estimateur δπ

est donc une somme pondérée de x et de cette projection. Par conséquent, δπ

prend en compte l’information a priori de façon adaptative, en fonction de la
distance ||x||∗ de x à H . ‖

Exemple 10.19. On considère le modèle hiérarchique échangeable :

x|θ ∼ Np(θ, σ2
1Ip),

θ|ξ ∼ Np(ξ1, σ2
πIp),

ξ ∼ N (ξ0, τ2),

avec 1 = (1, . . . , 1)t ∈ R
p. Dans ce cas,

δ(x|ξ, σπ) = x− σ2
1

σ2
1 + σ2

π

(x− ξ1),
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π2(ξ, σ2
π |x) ∝ (σ2

1 + σ2
π)−p/2 exp{− ‖x− ξ1‖

2

2(σ2
1 + σ2

π)
}e−(ξ−ξ0)

2/2τ2
π2(σ2

π)

∝ π2(σ2
π)

(σ2
1 + σ2

π)p/2
exp

{
− p(x̄− ξ)2

2(σ2
1 + σ2

π)
− s2

2(σ2
1 + σ2

π)
− (ξ − ξ0)2

2τ2

}

avec s2 =
∑

i(xi − x̄)2. Alors, π2(ξ|σ2
π , x) suit une loi normale N (μ(x, σ2

π),
Vπ(σ2

π)), où

μ(x, σ2
π) = x̄− σ2

1 + σ2
π

σ2
1 + σ2

π + pτ2
(x̄− ξ0), Vπ(σ2

π) =
τ2(σ2

1 + σ2
π)

σ2
1 + σ2

π + pτ2
.

Alors

δπ(x) = E
π2(σ2

π|x)

[
x− σ2

1

σ2
1 + σ2

π

(x− x̄1)− σ2
1 + σ2

π

σ2
1 + σ2

π + pτ2
(x̄− ξ0)1

]

et

π2(σ2
π|x) ∝

τ exp− 1
2

[
s2

σ2
1 + σ2

π

+
p(x̄− ξ0)2

pτ2 + σ2
1 + σ2

π

]
(σ2

1 + σ2
π)(p−1)/2(σ2

1 + σ2
π + pτ2)1/2

π2(σ2
π). (10.5)

Berger (1985b, p. 184-185) donne une démonstration détaillée de ce résultat,
ainsi que l’expression correspondante de la variance a posteriori de θ.

Noter que l’estimateur bayésien hiérarchique a une forme particulière

δπ(x) = x− E
π2(σ2

π |x)

[
σ2

1

σ2
1 + σ2

π

]
(x− x̄1)

−E
π2(σ

2
π|x)

[
σ2

1 + σ2
π

σ2
1 + σ2

π + pτ2

]
(x̄− ξ0)1. (10.6)

Cela signifie que les deux niveaux hiérarchiques induisent deux types différents
de rétrécissement pour l’estimateur de Bayes. L’hypothèse d’échangeabilité
explique le second terme, (x − x̄1), qui réduit l’observation vers la moyenne
commune x̄ ; ce serait l’estimateur à utiliser dans le cas d’une relation exacte
entre les paramètres du modèle. De même, le troisième terme découle de l’hy-
pothèse que la moyenne commune varie autour de ξ0.

Dans le cas où l’information concernant ξ0 n’est pas fiable, une loi non
informative peut être utilisée pour le deuxième niveau, soit, π2(σ2

π) = 1 et
τ2 = +∞. Alors, pour p ≥ 4,

δπ(x) = x− E
π2(σ2

π|x)

[
σ2

1

σ2
1 + σ2

π

]
(x − x̄1)

= x− hp−2(‖x− x̄1‖2)(x− x̄1) (10.7)

et
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π2(σ2
π|x) ∝ (σ2

1 + σ2
π)−(p−1)/2 exp

{
− s2

2(σ2
1 + σ2

π)

}
, (10.8)

la fonction hk étant celle de l’Exemple 10.8 (voir aussi l’Exercice 10.19). On
peut vérifier que (10.7) et (10.8) viennent de (10.5) et (10.6) lorsque τ2 tend
vers +∞, et que (10.8) ne définit une loi propre que lorsque p ≥ 4. L’utilité
de l’hypothèse d’échangeabilité en dimension 3 est subordonnée à l’existence
d’une information supplémentaire, à savoir une information a priori sur la
position de la moyenne commune ξ. Cette contrainte recoupe des résultats
fréquentistes sur la minimaxité de (10.7), qui n’est vraie que pour p ≥ 4
(Brown, 1988).

Il faut noter que, si σ1 est également inconnu, avec une loi a priori
(éventuellement non informative) π0, les égalités (10.6) et (10.7) sont tou-
jours vraies, à condition que les espérances soient prises par rapport à la loi
a posteriori π(σ2

1 , σ
2
π|x). De façon analogue, si ξ est distribué selon une loi de

Student à α degrés de liberté T (α, ξ0, τ2) plutôt que selon une loi normale,
nous avons montré dans l’Exemple 10.3 que cette loi se décompose en un
mélange de lois gaussiennes N (ξ0, τ2/z) par une loi gamma G (α/2, α/2) sur
z. Par conséquent, δπ peut être obtenu à partir de (10.6) et (10.7) en intégrant
par rapport à z. Voir Angers (1987, 1992) pour une étude plus détaillée sur
la modélisation a priori par des lois de Student. ‖

Exemple 10.20. (Suite de l’Exemple 10.8) Dans le cadre du modèle
de régression classique, une hypothèse d’échangeabilité sur les paramètres βi

(1 ≤ i ≤ p) conduit à des estimateurs similaires à ceux que nous venons de
voir. Lorsque

βi ∼ N (ξ, σ2
π) et π(ξ) = 1,

Lindley et Smith (1972), par une analyse similaire à l’Exemple 10.19, ob-
tiennent l’estimateur

δπ(y) =
{
Ip +

σ2

σ2
π

(XtX)−1(Ip − p−1Jp)
}−1

β̂,

avec β̂ estimateur des moindres carrés β̂ = (XtX)−1Xty et Jp matrice (p×p)
ne contenant que des 1. L’analogie avec l’exemple ci-dessus est plus marquante
si on écrit δπ sous la forme

δπ(y) = β̄1 +
{
Ip +

σ2

σ2
π

(XtX)−1(Ip − p−1Jp)
}−1

(β̂ − β̄1)

(car (Ip − p−1Jp)β̄1 = 0) puisque l’estimateur de Bayes est rétréci vers la
moyenne commune β̄ (au sens matriciel). Remarquons qu’il s’exprime aussi

δπ(y) =
{
XtX +

σ2

σ2
π

(Ip − p−1Jp)
}−1

Xty.
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On voit bien alors comment l’échangeabilité atténue les problèmes numériques
et statistiques dus à la quasi-colinéarité des colonnes deX . En effet, la matrice

σ2

σ2
π

(Ip − p−1Jp)

joue un rôle de stabilisation pour cet estimateur. Si, dans l’a priori de se-
cond niveau, nous considérons plutôt ξ = 0, l’estimateur de Bayes est alors
(Exercice 10.23)

δπ(y) =
{
Ip +

σ2

σ2
π

(XtX)−1

}−1

β̂

=
(
XtX +

σ2

σ2
π

Ip

)−1

Xty.

On appelle ces estimateurs estimateurs ridges. Ils ont été proposés par Hoerl
et Kennard (1970) comme un remède aux problèmes de multicolinéarité dans
la matrice XtX , qui interviennent lorsque deux régresseurs (ou plus) sont
presque colinéaires. Le facteur matriciel

[
Ip + k(XtX)−1

]−1

stabilise l’estimateur des moindres carrés lorsque certaines valeurs propres de
XtX sont proches de 0 (voir également Lindley et Smith, 1972, et Goldstein
et Smith, 1974). Ces estimateurs ont été ensuite généralisés en considérant un
facteur matriciel de la forme[

Ip + h(y)(XtX)−1
]−1

,

qui peut correspondre au cas σ2
π inconnu, avec une distribution a priori π2(σ2

π),
puisque l’estimateur de Bayes est alors

δπ(y) = E
π2(σ

2
π |y)

[
Ip +

σ2

σ2
π

(XtX)−1

]−1

β̂.

Le point de vue classique donne l’impression que les impératifs de réduction
de la multicolinéarité et de minimaxité sont contradictoires, puisque Casella
(1980, 1985a) montre que des conditions nécessaires de minimaxité pour les
estimateurs ridges ne sont pas compatibles avec l’influence stabilisatrice de
ces estimateurs. Robert (1998) observe le même phénomène pour d’autres
classes d’estimateurs à rétrécisseur et montre que cet antagonisme est dû
à la monodimensionnalité du problème de multicolinéarité, ce qui explique
pourquoi une amélioration uniforme de β̂ est impossible, du fait de l’effet
Stein. ‖
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10.3 Optimalité des estimateurs bayésiens hiérarchiques

D’une74 façon générale, les estimateurs bayésiens hiérarchiques étant si-
milaires aux estimateurs de Bayes habituels, ils ne sont ni plus ni moins ad-
missibles que les estimateurs de Bayes décrits dans les chapitres précédents.
Par exemple, les conditions nécessaires et suffisantes du Chapitre 8 restent
vraies pour les estimateurs bayésiens hiérarchiques. De même, les propriétés
liées à l’invariance dans le Chapitre 9 ne sont en aucun cas liées à la structure,
hiérarchique ou non, des lois à priori.

Mais nous verrons également dans un cas particulier qu’il est effectivement
possible de tirer parti de la spécificité des estimateurs bayésiens hiérarchiques
pour obtenir une condition générale de minimaxité, en utilisant les lois a priori
de second niveau. De tels résultats montrent ce que l’approche bayésienne
hiérarchique permet de gagner en robustesse, en incluant l’information a priori
la plus subjective aux niveaux les plus élevés. On conçoit alors cette démarche
comme un compromis entre une analyse bayésienne directe et une réponse aux
exigences fréquentistes.

Considérons de nouveau le modèle normal, x ∼ Np(θ,Σ) avec Σ connu.
Comme dans la Section 10.2.5, la loi a priori de premier niveau sur θ est
conjuguée, θ ∼ Np(μ,Σπ). La loi a priori π2 sur les hyperparamètres μ,Σπ se
décompose ainsi :

π2(μ,Σπ) = π1
2(Σπ|μ)π2

2(μ).

Dans ce cas,

m(x) =
∫

Rp

m(x|μ)π2
2(μ) dμ,

avec
m(x|μ) =

∫
f(x|θ)π1(θ|μ,Σπ)π1

2(Σπ|μ) dθ dΣπ.

En outre, l’estimateur de Bayes

δπ(x) = x+Σ∇ logm(x) (10.9)

peut s’écrire

δπ(x) =
∫
δ(x|μ)π2

2(μ|x) dμ,

où

δ(x|μ) = x+Σ∇ logm(x|μ),

π2
2(μ|x) =

m(x|μ)π2
2(μ)

m(x)
.

74Cette section peut être omise en première lecture puisqu’elle ne traite que de
la minimaxité d’une classe particulière d’estimateurs bayésiens hiérarchiques dans
le cas gaussien. Son but est d’illustrer le gain en robustesse obtenu grâce à la
modélisation hiérarchique.
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Ces décompositions conditionnelles seront utiles ci-dessous.
Soit Q matrice (p × p) symétrique définie positive associée au coût qua-

dratique
LQ(θ, δ) = (θ − δ)tQ(θ − δ). (10.10)

Un estimateur δ est minimax pour le coût (10.10) s’il satisfait

R(θ, δ) = Eθ[LQ(θ, δ(x))] ≤ tr(ΣQ),

puisque tr(ΣQ) est le risque minimax de δ0(x) = x. La méthode de l’estimateur
sans biais du risque a été suggérée par Stein (1973, 1981) pour déterminer
des conditions suffisantes de minimaxité. (Voir Brown, 1988, et Rukhin, 1995,
pour des analyses détaillées de cette méthode.) Il s’agit d’obtenir un opérateur
différentiel D , indépendant de θ, tel que

R(θ, δ) = Eθ[Dδ(x)],

pour tout paramètre θ et tout estimateur δ. Cette technique donne effective-
ment une condition suffisante de minimaxité sous la forme Dδ(x) ≤ tr(QΣ)
(Exercice 2.56). Dans le cas particulier (10.9), l’opérateur différentiel est ob-
tenu grâce au résultat suivant (Berger et Robert, 1990).

Lemme 10.21. Si m(x) vérifie les trois conditions

(1) Eθ‖∇ logm(x)‖2 < +∞; (2) Eθ

∣∣∣∣∂2m(x)
∂xi∂xj

/
m(x)

∣∣∣∣ < +∞;

et (1 ≤ i ≤ p)
(3) lim

|xi|→+∞

∣∣∇ logm(x)
∣∣ exp{−(1/2)(x− θ)tΣ−1(x− θ)} = 0,

l’estimateur sans biais du risque de δπ s’écrit

Dδπ(x) = tr(QΣ)

+
2

m(x)
tr(Hm(x)Q̃)− (∇ logm(x))tQ̃(∇ logm(x)),

avec

Q̃ = ΣQΣ, Hm(x) =
(
∂2m(x)
∂xi∂xj

)
.

Cet estimateur sans biais du risque conduit alors à une condition suffisante
de minimaxité :

2
m(x)

tr(Hm(x)Q̃)− (∇ logm(x))tQ̃(∇ logm(x)) ≤ 0.

On note div l’opérateur divergence, c’est-à-dire

divf(x) =
n∑

i=1

∂fi

∂xi
(x),

pour toute fonction différentiable f de R
n dans R

n.
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Corollaire 10.22. Si m satisfait les conditions du Lemme 10.21 et si

div
(
Q̃∇

√
m(x)

)
≤ 0, (10.11)

δπ est minimax.

Preuve. Il suffit de considérer le développement de div(Q̃∇√m(x)) pour
obtenir

div(Q̃∇
√
m(x)) =

1
2
div

(
Q̃
∇m(x)√
m(x)

)

=
1

2
√
m(x)

div(Q̃∇m(x)) − 1
4

(
∇m(x)

m(x)
√
m(x)

)t

Q̃∇m(x)

=

√
m(x)
4

[
2

m(x)
tr(Hm(x)Q̃)−∇ logm(x)tQ̃∇ logm(x)

]

et calculer le terme additionnel en Dδπ(x). �

Dans le cas particulier où Σ = Q = Ip, la condition du Corollaire 10.22
peut se simplifier en une condition sur le laplacien de m(x)1/2 :

Δ
√
m(x) =

n∑
i=1

∂2

∂x2
i

(
√
m(x)) ≤ 0

(on dit alors que
√
m(x) est surharmonique). Comme la vérification pratique

de cette inégalité est souvent difficile, on utilise parfois une condition de mi-
nimaxité plus explicite, découlant du Corollaire 10.22 en conditionnant par
rapport à μ.

Lemme 10.23. L’estimateur δπ est minimax si

div
(
Q̃∇m(x|μ)

)
≤ 0. (10.12)

Preuve. On a

div(Q̃∇m(x)) =
∫

div
(
Q̃∇m(x|μ)

)
π2

2(μ) dμ

et (10.12) entrâıne (10.11). �

Par conséquent, si Q̃ = Ip et si m(x|μ) est surharmonique, l’estimateur
bayésien hiérarchique correspondant est minimax. Ce résultat peut sembler
évident dans sa formulation et sa démonstration mais il est en réalité assez
général. Il donne en effet une condition nécessaire et suffisante de minimaxité
qui ne dépend pas de π2

2(μ) et autorise donc une modélisation quelconque
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sur l’hyperparamètre μ. D’un point de vue subjectif, il semble beaucoup plus
important d’avoir une liberté totale pour la loi a priori de μ que pour le
choix complémentaire sur Σπ, puisqu’il est souvent plus facile d’obtenir de
l’information sur μ que sur Σπ. L’exemple suivant montre de plus que la
condition (10.12) est vérifiée par un ensemble important de lois π1

2 .

Exemple 10.24. (Suite de l’Exemple 10.15) On considère de nouveau le
cas où Σπ = ξC − Σ et Q = Σ−1CΣ−1 (alors Q̃ = C). Il vient du Lemme
10.12 que

m(x|μ) ∝
∫ ∞

0

ξ−p/2 exp
{
− (x− μ)tC−1(x− μ)

2ξ

}
π1

2(ξ|μ) dξ.

Donc

div
(
Q̃∇m(x|μ)

)
∝
∫ ∞

0

(
−p
ξ

+
(x− μ)tC−1(x− μ)

ξ2

)

×e−(x−μ)tC−1(x−μ)/2ξξ−p/2π1
2(ξ|μ) dξ ,

et (10.12) est équivalent à

ψ(a) =
∫ ∞

0

(2a− pξ)ξ−(p+4)/2e−a/ξπ1
2(ξ|μ) dξ ≤ 0, ∀a ≥ 0.

Si π1
2 est presque partout différentiable, on obtient, par une intégration par

parties,

ψ(a) = −2e−a/ξ0ξ
−p/2
0 π′2(ξ0|μ)−

∫ +∞

ξ0

ξ−p/2e−a/ξπ1
2(ξ|μ) dξ,

avec ξ0 = inf(supp(π1
2)) et π′2 dérivée de π1

2 . Cette expression implique que :

Proposition 10.25. Si π1
2(ξ|μ) est croissante quel que soit μ ∈ R

p, δπ est
minimax pour toute loi a priori π2

2 .

Par conséquent, si π1
2(ξ|μ) = 1 pour ξ0 ≤ ξ avec λmax(C−1Σ) ≤ ξ0,

l’estimateur de Bayes correspondant est minimax. ‖

Cet exemple peut être étendu au cas où θ ∼ Np(μ, σ2
πΣ) et où π1

2(σ
2
π |μ) est

strictement croissante (C = Σ et ξ = σ2
π−1). Cette classe n’inclut évidemment

pas tous les estimateurs hiérarchiques et tous les estimateurs minimax, mais
elle contient tout de même tous les estimateurs minimax proposés par Straw-
derman (1971) et Berger (1975a, 1980b), certains étant de plus admissibles
(voir également Kubokawa, 1991, et l’Exercice 10.36).

Remarquons que les lois a priori suggérées par la Proposition 10.25 sont
contre-intuitives : il semble en effet difficile, des points de vue subjectif et
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non informatif, de trouver des avantages à une loi croissante en terme de
variance. Les lois a priori sont au contraire souvent décroissantes pour de
grandes valeurs de σ2

π . C’est par exemple le cas de la loi non informative de
Jeffreys π(σ2

π) = 1/σ2
π. Ce résultat est donc une indication implicite de l’aspect

artificiel de la notion de minimaxité : donner le même poids a posteriori à
toutes les valeurs possibles du paramètre revient à favoriser a priori les plus
invraisemblables (ou les moins favorables).

L’exemple ci-dessous illustre les points forts de l’approche bayésienne
hiérarchique d’un point de vue minimax, même lorsque la loi de premier ni-
veau est plus rudimentaire. Il présente également une propriété de robustesse
de minimaxité, au sens où la minimaxité ne dépend pas tant de la normalité de
la loi a priori que de sa symétrie sphérique. Ce résultat est donc un équivalent
bayésien aux résultats fréquentistes de Cellier et al. (1989).

Exemple 10.26. Soit x ∼ Np(θ, Ip). La moyenne θ est estimée sous coût
quadratique. Au lieu d’utiliser une loi de premier niveau conjuguée, on choisit
la loi uniforme sur la sphère de rayon c,

π1(θ|c) ∝ I{||θ||2=c},

formulant ainsi seulement une hypothèse de symétrie sphérique pour la loi
a priori globale. La loi a priori de second niveau π2(c) est une loi gamma
G (α, β). L’estimateur de Bayes est alors (voir Robert et al., 1990)

δπ(x) =
2α
p

1
1 + 2β

1F1(α+ 1; (p+ 2)/2; ||x||2/(2 + 4β))
1F1(α; p/2; ||x||2/(2 + 4β))

x,

où on note 1F1 la fonction confluente hypergéométrique. Avec α < 1 et β = 0,
on obtient

δπ(x) =
2α
p

1F1(α+ 1; (p+ 2)/2; ||x||2/2)
1F1(α; p/2; ||x||2/2)

x,

qui est un estimateur minimax et admissible (voir Alam, 1973). ‖

10.4 L’alternative bayésienne empirique

La méthodologie que nous étudions à présent jusqu’à la fin de ce chapitre
ne découle pas des principes bayésiens75, puisqu’elle consiste à approcher la loi
a priori par des méthodes fréquentistes lorsque l’information a priori est trop
limitée. Nous l’incluons tout de même dans ce livre pour plusieurs raisons :

75Le nom de bayésien empirique est doublement trompeur puisque, d’une part, la
méthode n’est pas bayésienne et, d’autre part, les véritables méthodes bayésiennes
sont tout autant empiriques puisque liées aux données ! À moins, bien sûr, de prendre
empirique dans son sens péjoratif...
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(i) elle peut être considérée comme une méthode duale de l’analyse bayé-
sienne hiérarchique présentée ci-dessus ;

(ii) elle est asymptotiquement équivalente à l’approche bayésienne ;
(iii) elle est souvent étiquetée “bayésienne” par les fréquentistes et les

praticiens ; et
(iv) elle constitue dans certains cas une approximation acceptable lorsque

la modélisation bayésienne réelle est trop compliquée ou trop chère.
Nous verrons que l’analyse bayésienne empirique se situe entre les approches
classique et bayésienne et nous montrerons que l’alternative hiérarchique est
souvent préférable. Cette section n’est qu’une courte introduction à l’approche
bayésienne empirique. Les lecteurs intéressés pourront se reporter à Mor-
ris (1983b), Berger (1985b), Maritz et Lwin (1989) ou bien Carlin et Louis
(2000a,b) pour des études plus complètes sur le sujet.

10.4.1 Le principe bayésien empirique non paramétrique

Robbins (1951, 1955, 1964, 1983) décrit le point de vue bayésien empirique
de la façon suivante. Soient (n+1) observations indépendantes x1, . . . , xn+1 de
densités f(xi|θi) ; le problème porte sur l’inférence sur θn+1, avec l’hypothèse
supplémentaire que les θi ont tous été tirés selon le même a priori inconnu g.
D’un point de vue bayésien, cela revient à dire que la loi d’échantillonnage est
connue, mais que la loi a priori ne l’est pas. La loi marginale,

fg(x) =
∫
f(x|θ)g(θ) dθ, (10.13)

peut alors être utilisée pour retrouver la distribution g à partir des observa-
tions, puisque x1, . . . , xn peut être vu comme un échantillon i.i.d. de loi fg. En
résolvant ce problème inverse, on obtient ainsi une approximation ĝn qu’on
peut substituer à la vraie loi a priori pour obtenir l’expression suivante de la
loi a posteriori

π̃(θn+1|xn+1) ∝ f(xn+1|θn+1)ĝn(θn+1). (10.14)

Naturellement, cette technique n’est pas bayésienne, bien qu’elle repose sur
la formule de Bayes (10.14) et rejoigne parfois la modélisation classique, puis-
qu’elle utilise les données deux fois. Confronté à la méconnaissance de g,
le réflexe bayésien serait d’indexer cette loi par un hyperparamètre λ et de
modéliser cette ignorance par une loi a priori de second niveau π2(λ)76. Deely
et Lindley (1981) comparent les deux approches dans le cas d’une loi de Pois-
son.

Le cadre initial de Robbins (1955) est principalement non paramétrique et
fait usage des observations x1, . . . , xn+1 pour estimer fg. (Dans le cas général,

76L’indexation par λ n’est formellement pas restrictive, comme le montre l’Exer-
cice 1.2.
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la densité marginale fg peut être estimée par une méthode à noyau ; voir par
exemple Devroye et Györfi, 1985.)

Exemple 10.27. On considère les xi distribués selon une loi P(θi) (i =
1, . . . , n). Si pk(x1, . . . , xn) est le nombre d’observations égales à k, k ∈ N,
pk(x1, . . . , xn) donne une estimation de la loi marginale,

fg(k) =
∫ +∞

0

e−θ θ
k

k!
g(θ) dθ.

Si xn+1 ∼P(θn+1) et si θn+1 est estimé sous coût quadratique, l’estimateur
de Bayes est

δg(xn+1) = E
g[θ|xn+1] =

∫ +∞
0

e−θθxn+1+1g(θ) dθ∫ +∞
0

e−θθxn+1g(θ) dθ

=
fg(xn+1 + 1)
fg(xn+1)

(xn+1 + 1).

Donc l’approximation bayésienne empirique de δg est

δEB(xn+1) =
pxn+1+1(x1, . . . , xn)
pxn+1(x1, . . . , xn) + 1

(xn+1 + 1), (10.15)

où on a remplacé fg par son approximation. ‖

Cette méthode souffre de plusieurs inconvénients :

(a) L’utilisation d’estimations non paramétriques, par exemple pour la densité
a priori, comme préliminaire à une procédure d’estimation paramétrique
semble sous-optimale, car il est toujours plus difficile d’évaluer les erreurs
commises dans une étape non paramétrique. Ainsi, dans l’exemple ci-
dessus, si le numérateur de (10.15) est nul, l’estimateur est nul.

(b) Plus généralement, les estimations non paramétriques de la densité de
mélange g dans (10.13) par des techniques de maximum de vraisemblance
sont souvent basiques, puisqu’elles correspondent à des lois à support fini.
(Voir Bohning, 1999, ou Carlin et Louis, 2000a77). De telles lois a priori
sont rarement acceptables du point de vue bayésien.

(c) Il est assez rare d’avoir des relations fonctionnelles entre la moyenne (ou
toute autre fonction d’intérêt) et la loi marginale, comme dans l’Exemple
10.27. Lorsqu’une telle relation n’existe pas, le calcul de l’estimateur de
g est généralement trop compliqué pour garantir que les estimateurs en
résultant soient de bonnes approximations des vrais estimateurs de Bayes.

77Cela est également vrai pour des approches a priori utilisant des noyaux ou des
processus de Dirichlet.
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(d) L’approximation n’est effectivement justifiée que pour des échantillons de
taille importante, c’est-à-dire lorsque l’estimateur de la loi marginale f̂n

g

est acceptable. Dans le cas contraire, comme le montre l’Exemple 10.27,
f̂n

g subit des variations trop importantes et doit être lissé pour être d’une
quelconque utilité (voir Maritz et Lwin, 1989).

(e) L’hypothèse selon laquelle on dispose de nombreux problèmes identiques
et indépendants concernant la même loi a priori est forte et peut ne pas
être vérifiée en pratique. Ainsi, un échantillon unique, même très grand,
ne permet pas d’estimer fg, car il ne correspond qu’à une seule observa-
tion de θ. Cette critique reste valable avec l’approche paramétrique (voir,
notamment, la Proposition 10.31).

Pour toutes ces raisons, nous ne pousserons pas plus loin l’étude de l’ana-
lyse bayésienne empirique non paramétrique ; nous allons à présent nous res-
treindre au principe bayésien empirique paramétrique de Morris (1983b).

10.4.2 Principe bayésien empirique paramétrique

Un intérêt pratique des techniques bayésiennes empiriques est de déter-
miner des approximations dans des contextes non informatifs. Nous avons
montré dans les chapitres précédents que l’approche bayésienne était un outil
efficace pour obtenir des procédures optimales d’un point de vue fréquentiste,
sous la forme d’un cadre unifié d’inférence statistique. L’analyse bayésienne
empirique peut alors être vue comme une approximation pratique de cet outil.

Pour les familles exponentielles, lorsque la loi a priori n’est pas disponible,
le plus simple est de considérer l’a priori conjugué associé à f(x|θ), π(θ|λ).
Tandis que l’approche hiérarchique introduit une loi supplémentaire sur les
hyperparamètres λ, l’analyse bayésienne empirique propose d’estimer ces hy-
perparamètres à partir de la loi marginale

m(x|λ) =
∫

Θ

f(x|θ)π(θ|λ) dθ

pour obtenir λ̂(x) et d’utiliser π(θ|λ̂(x), x) en tant que pseudo-a posteriori.
Cette méthode est donc une version paramétrique de l’idée originale de Rob-
bins (1955).

Un inconvénient de l’analyse bayésienne empirique est qu’elle repose sur
des méthodes fréquentistes pour l’estimation des hyperparamètres de m(x|λ),
alors qu’on pourrait tout aussi bien employer des techniques bayésiennes,
comme le montre la Note 10.7.2. Une conséquence de ce choix est qu’un
grand nombre de méthodes est utilisable : par exemple, l’estimateur de λ
peut être choisi par la méthode des moments ou par la méthode du maximum
de vraisemblance. Il en résulte un aspect arbitraire de l’analyse bayésienne
empirique, qui est le défaut principal de la démarche, puisqu’il exclut l’emploi
de la Théorie de la Décision. L’analyse bayésienne empirique est alors souvent
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employée comme un outil pour justifier a posteriori des estimateurs déjà exis-
tants, comme nous le verrons à la Section 10.5. L’approche la plus répandue
est d’utiliser des estimateurs du maximum de vraisemblance pour des raisons
à la fois pratiques et théoriques, en particulier à cause de la ressemblance
entre l’estimation par maximum de vraisemblance et le paradigme bayésien.
Une justification supplémentaire de ce choix est donnée ci-dessous dans le cas
particulier de l’estimation d’un paramètre naturel d’une famille exponentielle
sous coût quadratique.

Lemme 10.28. On considère

x ∼ f(x|θ) = eθ·x−ψ(θ)h(x), x ∈ R
k.

Si θ est distribué selon π(θ|λ), λ ∈ R
p, et λ̂(x) est la solution des équations

de vraisemblance associées à m(x|λ), l’estimateur de Bayes empirique de θ
vérifie

δEB(x) = (∇ logm(x|λ)) ∣∣
λ=λ̂(x)

−∇ log h(x)

= ∇[logm(x|λ̂(x))] −∇ log h(x).

Preuve. On a

∇ logm(x|λ̂(x)) = (∇ logm(x|λ)) ∣∣
λ=λ̂(x)

+∇xλ̂(x)∇λm(x|λ)∣∣
λ=λ̂(x),

où ∇λm(x|λ) est le vecteur de composantes

∂m(x|λ)
∂λi

(1 ≤ i ≤ p) ,

et ∇xλ̂(x) est la matrice (k × p) de composantes

∂λ̂i(x)
∂xj

(1 ≤ i ≤ p, 1 ≤ j ≤ k) .

Par définition de λ̂(x), le second terme est nul. �
Par conséquent, un calcul bayésien habituel à partir de la loi a posteriori

approchée π(θ|λ̂(x)) conduit au même résultat que l’approche bayésienne em-
pirique, où on remplace λ par λ̂(x). Mais cette justification n’est manifeste-
ment pas d’une grande généralité puisqu’elle n’est vraie que pour la moyenne
a posteriori du paramètre naturel d’une famille exponentielle.

Exemple 10.29. (Suite de l’Exemple 10.27) On suppose que π(θ|λ) est
une loi exponentielle E xp(λ). Alors

m(xi|λ) =
∫ +∞

0

e−θ θ
xi

xi!
λe−θλdθ

=
λ

(λ+ 1)xi+1
=
(

1
λ+ 1

)xi λ

λ+ 1
,
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et xi|λ ∼ G eo(λ/λ+1). L’estimateur du maximum de vraisemblance de λ est
λ̂(x) = 1/x̄ et l’estimateur de Bayes empirique de θn+1 est

δEB(xn+1) =
xn+1 + 1

λ̂+ 1
=

x̄

x̄+ 1
(xn+1 + 1),

la moyenne x̄ étant établie sur les n premières observations. ‖

Exemple 10.30. Soient x1, . . . , xn, n observations indépendantes de B(m,
pi). Casella (1985b) (voir aussi Morisson, 1979) utilise ce modèle pour re-
présenter la décision d’acheter une nouvelle voiture dans l’année à venir. On
suppose que les paramètres pi (1 ≤ i ≤ n) sont distribués selon la même loi a
priori conjuguée

pi ∼ B(α, β).

L’estimateur de Bayes correspondant de pi est

δπ
i (xi) =

α+ β

α+ β + 1
α

α+ β
+
(

1− α+ β

α+ β + 1

)
xi

m

et la loi marginale de xi est appelée bêta-binomiale,

P (xi = k|α, β) =
B(k + α,m− k + β)

B(α, β)
.

comme dans l’Exemple 10.14. Kendall et Stuart (1979) montrent que, pour
cette loi marginale,

E(xi|m) =
α

α+ β
, var(xi|m) =

1
m

αβ

(α+ β)2
α+ β +m

α+ β + 1
.

Lorsque α et β sont estimés par la méthode des moments, l’estimateur
bayésien empirique de pi est

γEB
i (x1, . . . , xn) =

α̂+ (xi/m)

α̂+ β̂ + 1
.

(L’Exercice 10.29 porte sur les données utilisées par Morisson, 1979.) ‖

La Section 10.5 présente les parallèles remarquables existant entre les ma-
nifestations de l’effet de Stein et l’approche bayésienne empirique et déduit
grâce à cette dernière de bons estimateurs pour l’estimation ponctuelle, ainsi
que pour les tests et régions de confiance. Le résultat qui suit explique, au
contraire, pourquoi les tests de Bayes empiriques sont d’une utilité limitée
pour un unique échantillon.
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Proposition 10.31. On considère le test de H0 : θ = θ0 contre H1 : θ = θ1
à partir d’un échantillon x1, . . . , xn, i.i.d. f(x|θ). Une approche bayésienne
empirique donne la procédure de test de rapport de vraisemblances

ϕ(x) =

{
1 si

∏n
i=1 f(xi|θ0) >

∏n
i=1 f(xi|θ1) ,

0 sinon,
(10.16)

quel que soit le niveau de confiance.

Preuve. Dans ce cadre, l’ensemble des paramètres inconnus est réduit à π0,
la probabilité a priori de H0. La loi marginale de x est alors

m(x|π0) = π0

n∏
i=1

f(xi|θ0) + (1 − π0)
n∏

i=1

f(xi|θ1)

et correspond à l’estimateur du maximum de vraisemblance de π0 suivant :

π̂0(x1, . . . , xn) =

{
1 si

∏n
i=1 f(xi|θ0) >

∏n
i=1 f(xi|θ1) ,

0 sinon.

La réponse bayésienne étant

ϕπ(x1, . . . , xn) =

{
1 si P (θ = θ0|x1, . . . , xn, π0) > α ,

0 sinon,

la probabilité a posteriori de H0 est

P (θ = θ0|x1, . . . , xn, π̂0) =
π̂0

∏n
i=1 f(xi|θ0)

π̂0

∏n
i=1 f(xi|θ0) + (1− π̂0)

∏n
i=1 f(xi|θ1)

d’où (10.16). �

Lorsque l’on considère plusieurs problèmes de test simultanément, ce com-
portement extrême des tests de Bayes empiriques disparâıt (Maritz et Lwin,
1989). Cependant, il est plutôt rare d’avoir à tester simultanément plusieurs
hypothèses sur des paramètres de la même loi et l’intérêt pratique de l’ap-
proche bayésienne empirique pour les tests s’en trouve d’autant limité. On
considère l’estimation des régions de confiance dans la Section 10.5, en rela-
tion avec l’effet Stein. Pour des études alternatives, voir Laird et Louis (1987)
ou Carlin et Gelfand (1991).

Présentons en guise de conclusion une légère modification de l’approche
bayésienne empirique consistant à utiliser des mélanges de lois conjuguées,
puisqu’ils constituent également une famille conjuguée (voir le Lemme 3.23).
Si xi ∼ f(xi|θi) et

θi ∼
n∑

j=1

pjπ(θi|λj),



10.5 Justifications bayésiennes empiriques de l’effet Stein 525

la loi marginale de xi est

xi|p, λ ∼
n∑

j=1

pj

∫
Θ

f(xi|θ)π(θ|λj) dθ.

(Voir la Section 6.4 et la Note 6.6.6 pour de plus amples détails sur l’ana-
lyse bayésienne de ce problème.) Maritz et Lwin (1989) étudient plus parti-
culièrement l’application à l’analyse bayésienne empirique. Un inconvénient
de cette extension est bien sûr qu’elle nécessite un plus grand nombre d’hyper-
paramètres et donc un plus grand nombre d’échantillons indépendants, tout
en présentant toujours certains des défauts énumérés ci-dessus.

Insistons de nouveau sur le fait que la légitimité des méthodes bayésiennes
empiriques n’est qu’asymptotique (Deely et Lindley, 1981). Leur popula-
rité est liée aux bonnes propriétés fréquentistes de certains estimateurs
ainsi obtenus et aux simplifications importantes qu’elles apportent dans la
résolution de problèmes complexes, en comparaison de l’analyse bayésienne
hiérarchique. (Consulter, par exemple, Carter et Rolph, 1974, ou Hui et Ber-
ger, 1983.) Pour des problèmes portant sur des échantillons de tailles finies,
les méthodes bayésiennes empiriques ne sont que des approximations des
méthodes bayésiennes exactes et ne peuvent donc se prévaloir de la même
cohérence. En particulier, il est impossible de mener une inférence bayésienne
complète en utilisant π(θ|x, λ(x)), car ce n’est pas une loi a posteriori. Enfin,
l’accroissement permanent de la puissance et des méthodes de calcul dispo-
nibles (Chapitre 6) réduit le besoin en approximations empiriques d’analyses
hiérarchiques plus complexes. (Voir Berger, 1985b, Berger et Berliner, 1986,
et Berger et Robert, 1990.)

10.5 Justifications bayésiennes empiriques de l’effet Stein

L’analyse bayésienne empirique de l’effet Stein, décrit en Note 2.8.2, four-
nit un cadre d’unification des différentes apparitions de ce paradoxe, selon
lequel l’estimation jointe de paramètres indépendants peut être améliorable
globalement en termes de qualité de l’estimation, sans qu’aucune composante
ne puisse être améliorée uniformément. En outre, cette analyse explique la
forme originelle des estimateurs de James-Stein et montre qu’ils correspondent
à l’information a priori vague que θ est proche de 0.

10.5.1 Estimation ponctuelle

Nous commençons par un exemple qui illustre naturellement le fondement
bayésien empirique de l’effet Stein.
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Exemple 10.32. Soient x ∼ Np(θ, Ip) et θi ∼N (0, τ2). La loi marginale de
x est alors

x|τ2 ∼ Np(0, (1 + τ2)Ip)

et conduit à l’estimateur du maximum de vraisemblance de τ2 suivant,

τ̂2 =

{
(||x||2/p)− 1 si ||x||2 > p ,

0 sinon.

L’estimateur bayésien empirique correspondant de θi sous coût quadratique
est obtenu en remplaçant τ2 par τ̂2 dans l’estimateur de Bayes,

δEB(x) =
τ̂2x

1 + τ̂2

=
(

1− p

||x||2
)+

x. (10.17)

L’estimateur (10.17) est en fait un estimateur tronqué de James-Stein. Par
conséquent, ces estimateurs peuvent être interprétés en tant qu’estimateurs
bayésiens empiriques liés à l’information que les espérances des observations
sont proches de 0. L’estimateur originel de James-Stein peut également s’écrire
comme un estimateur bayésien empirique, avec une méthode d’estimation
fréquentiste alternative. En réalité, étant donné la loi marginale de x, le
meilleur estimateur sans biais de 1/(1+ τ2) est (p−2)/||x||2, ce qui conduit à

δEB(x) =
(

1− p− 2
||x||2

)
x. (10.18)

‖

Cet exemple illustre aussi les lacunes dans les justifications de l’approche
bayésienne empirique, qui ne sait pas comparer les différentes méthodes d’esti-
mation des hyperparamètres. Ce problème de défaut de classement est plus lar-
gement caractéristique de l’approche fréquentiste dans son ensemble. La com-
paraison entre les estimateurs (10.17) et (10.18) doit être fondée sur d’autres
considérations.

Exemple 10.33. Soient deux vecteurs indépendants, x ∼ Np(θ, σ2Ip) et
y ∼ Nq(0, σ2Iq), comme dans la régression linéaire. Le paramètre d’intérêt
est le facteur de variance σ2, évalué sous coût entropique,

L(σ2, d) =
d

σ2
− log(d/σ2)− 1.

Outre les considérations intrinsèques (Section 2.5.4), une raison pour laquelle
on peut préférer ce coût au coût quadratique est qu’il induit l’estimateur
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du maximum de vraisemblance ||y||2/p + q en tant que meilleur estimateur
équivariant78 de σ2. Sous ce coût, l’estimateur de Bayes de σ2 est

δπ(x) =
(
E

π [σ−2|x])−1
. (10.19)

Pour la loi conjuguée gamma-normale sur (θ, σ2),

θ|σ2 ∼ Np(0, τσ2Ip), σ−2 ∼ G (ν/2, β/2) ,

l’estimateur (10.19) est alors

δπ(x, y) =
1

p+ q + ν

( ||x||2
1 + τ

+ ||y||2 + β

)

et la maximisation de la vraisemblance marginale (en (τ, ν, β)) conduit à l’es-
timateur bayésien empirique suivant (voir Kubokawa et al., 1993b) :

δEB(x, y) = min
( ||y||2

q
,
||x||2 + ||y||2

p+ q

)
. (10.20)

Mettons en évidence l’aspect intuitif de cet estimateur : il n’utilise l’infor-
mation additionnelle dans x concernant σ2 que si ||x||2 n’est pas trop grand,
c’est-à-dire si θ est proche de 0, puisque

||x||2 + ||y||2
p+ q

est le meilleur estimateur équivariant d’échelle de σ2 lorsque θ = 0.
L’intérêt réel de ce résultat est montré par Brewster et Zidek (1974) :

l’estimateur (10.20) améliore uniformément le meilleur estimateur équivariant
δ�(x, y) = ||y||2/q sous coût entropique. (Voir Maatta et Casella, 1990, pour
une étude détaillée des différents aspects de l’estimation de variance.) ‖

Morris (1983a) considère l’effet Stein en plus grande généralité que dans
le cadre de l’Exemple 10.32. Il étudie en fait le modèle bayésien de régression

x|θ ∼ Np(θ, Λ),
θ|β, σ2

π ∼ Np(Zβ, σ2
πIp),

avec Λ = diag(λ1, . . . , λp) et Z matrice (p× q) de rang plein. La loi marginale
de x est alors

xi|β, σ2
π ∼ N (z′iβ, σ

2
π + λi)

et la loi a posteriori de θ est
78Cet argument ne saurait justifier l’utilisation du coût entropique, puisqu’il

légitime a posteriori un estimateur donné, au lieu d’utiliser des considérations utili-
taires conduisant à une détermination pratique de l’estimateur.
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θi|xi, β, σ
2
π ∼ N ((1− bi)xi + biz

′
iβ, λi(1− bi)) ,

avec bi = λi/(λi + σ2
π). Si toutes les variances λi sont identiques et égales à

σ2, les meilleurs estimateurs équivariants de β et b sont donnés par

β̂ = (ZtZ)−1Ztx et b̂ =
(p− q − 2)σ2

s2
,

avec s2 =
∑p

i=1(xi−z′iβ̂)2. On déduit de ces estimateurs des hyperparamètres
l’estimateur bayésien empirique de θ suivant :

δEB(x) = Zβ̂ +

(
1− (p− q − 2)σ2

||x− Zβ̂||2

)
(x− Zβ̂), (10.21)

qui est de la forme des estimateurs de Stein généraux.
Dans le cas particulier où on suppose que les moyennes sont identiques

(hypothèse d’échangeabilité), la matrice Z est réduite au vecteur 1 et β est
un nombre réel ; l’estimateur bayésien empirique est alors

δEB(x) = x̄1 +
(

1− (p− 3)σ2

||x− x̄1||2
)

(x− x̄1).

Il s’agit donc de l’estimateur de Stein qui rétrécit vers la moyenne commune,
présenté dans Efron et Morris (1975). Voir Morris (1983b) pour le cas où les
variances λi ne sont pas identiques.

10.5.2 Évaluation de la variance

Comme nous l’avons décrit ci-dessus, l’estimation des hyperparamètres β
et σ2

π modifie considérablement le comportement des procédures résultantes.
Bien que nous venions de voir que les estimateurs ponctuels obtenus sont
en général efficaces, cette approche sous-estime la variance a posteriori de
π(θ|x, β, b) en utilisant la variance empirique var(θi|x, β̂, b̂). Il est donc trom-
peur d’utiliser l’analyse bayésienne empirique pour étudier les performances
de δEB en estimant son coût quadratique (θi − δEB

π )2 par var(θi|x, β̂, b̂), car
on obtient une sous-estimation de l’erreur résultant de l’utilisation de δEB.

Morris (1982) considère la variabilité supplémentaire issue de l’estimation
des hyperparamètres en modifiant les estimateurs. Dans le cas échangeable,
les procédures obtenues sont

δEB(x) = x− B̃(x− x̄1),

V EB
i (x) =

(
σ2 − p− 1

p
B̃

)
+

2
p− 3

b̂(xi − x̄)2,

avec
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b̂ =
p− 3
p− 1

σ2

σ2 + σ̂2
π

, σ̂2
π = max

(
0,
||x− x̄1||2
p− 1

− σ2
π

)
et

B̃ =
p− 3
p− 1

min
(

1,
σ2(p− 1)
||x− x̄1||2

)
.

Cette dernière quantité estime le rapport σ2/(σ2 + σ2
π). Cependant, cette

modification, bien que plus satisfaisante, souffre toujours du défaut général
de l’inférence bayésienne empirique, à savoir que les procédures sont souvent
justifiées par des raisons sur mesure (ou empiriques !) qui ne peuvent être
généralisées en un principe (même si Kass et Steffey, 1989, présentent une
généralisation partielle).

Remarquons l’analogie entre la variance empirique modifiée V EB
i et la

variance hiérarchique pour le même modèle,

V HB
i (x) = σ2

(
1− p− 1

p
E

π

[
σ2

σ2 + σ2
π

∣∣∣∣x
])

+ var
[

σ2

σ2 + σ2
π

∣∣∣∣x
]

(xi − x̄)2

(Berger, 1985b). Cette ressemblance n’est pas une cöıncidence, puisque cette
modification améliore l’approche bayésienne empirique originelle en emprun-
tant un peu plus à l’analyse bayésienne réelle. Ghosh et Saleh (1989) et
Blattberg et George (1991) présentent des exemples d’utilisation de l’analyse
bayésienne empirique en Économétrie et établissent un lien avec les estima-
teurs de Stein dans les modèles de régression.

10.5.3 Régions de confiance

Il existe une autre caractéristique de l’effet Stein interprétable dans un
contexte bayésien empirique. Dans le cas des régions de confiance recentrées
(Section 5.5), Hwang et Casella (1982) montrent que, à volume égal, certaines
régions ont une probabilité de couverture plus grande que la moyenne. Ces
ensembles correspondent alors à des régions HPD empiriques.

Exemple 10.34. Hwang et Casella (1982) comparent la région de confiance
habituelle

C0(x) = {θ; ‖θ − x‖2 ≤ cα},
où x ∼Np(θ, Ip) à

Ca(x) = {θ; ‖θ − δa(x)‖2 ≤ cα},
avec δa(x) = [1 − (a/||x||2)]+x. Ils montrent que, pour a suffisamment petit
et p ≥ 4, l’ensemble Ca vérifie, quel que soit θ,

Pθ(θ ∈ Ca(x)) > Pθ(θ ∈ C0(x)) = 1− α.
Casella et Hwang (1983) considèrent également les régions recentrées de vo-
lume variable
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Cv
δ (x) = {θ; ‖θ − δ(x)‖2 ≤ v(x)}

et ils déterminent δ et v par une analyse bayésienne empirique à partir d’une
région HPD α-crédible. Le centre de la région est l’estimateur de James-Stein

δ(x) =
(

1− p− 2
||x||2

)+

x

et le rayon est donné par

v(x) =

⎧⎨
⎩
(
1− p−2

cα

) [
cα − p log

(
1− p−2

cα

)]
si ||x||2 < cα ,(

1− p−2
||x||2

) [
cα − p log

(
1− p−2

||x||2
)]

sinon.

La forme du rayon variable est justifiée par un coût linéaire

L(θ, C) = k vol(C)− IC(θ),

déjà vu à la Section 5.5 (Exercice 10.29). Cette région de confiance bayésienne
empirique a alors un niveau de confiance d’au moins 1− α (au sens fréquen-
tiste), sauf pour les plus petites valeurs de p. ‖

Exemple 10.35. Une objection classique à l’encontre des régions de confian-
ce recentrées repose sur leur inutilité pratique dans la mesure où le niveau de
confiance rapporté est toujours

inf
θ
Pθ(θ ∈ Ca(x)) = 1− α = Pθ(θ ∈ C0(x)).

En ce sens, on peut dire que les régions standard sont plus précises puisqu’elles
cöıncident exactement avec le niveau de confiance rapporté. Nous avons déjà
parlé de la valeur intrinsèque de ces niveaux de confiance à la Section 5.5
et les lecteurs pourront se référer au Chapitre 5 pour des commentaires sur
le côté artificiel de la notion de niveau de confiance. On propose aussi une
voie alternative à la fin du Chapitre 5 : il s’agit d’un niveau de confiance
conditionnel, γ(x), plus adapté à la région recentrée Ca(x), qu’on évalue sous
coût quadratique

(γ(x)− ICa(x))2. (10.22)

Pour le modèle présenté dans l’Exemple 10.33, George et Casella (1994) pro-
posent une solution bayésienne empirique à ce problème d’évaluation avec une
région recentrée de la forme

CEB(x) = {θ; ‖θ − (1 − b̂)x‖2 ≤ c}
et un rapport de confiance

γEB(x) = P (χ2
p ≤ c/(1− b̂)).
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Si θ ∼ Np(0, τ2Ip), la réponse bayésienne serait

γπ(x) = P π(θ ∈ CB(x)|x)
= P π(||θ − (1− b)x||2 ≤ c|x)
= P (χ2

p ≤ c/(1− b)),
puisque θ|x ∼Np((1− b)x, (1− b)) avec 1− b = τ2/(σ2 + τ2). Les estimateurs
bayésiens empiriques établis par George et Casella (1994) dans γEB sont

1− b̂(x) = max
(
d, 1− a

||x||2
)

= ua,d(||x||2),

et CEB est centré sur l’estimateur de Stein tronqué associé à a et d ≤ 1. George
et Casella (1994) montrent de plus que l’estimateur bayésien empirique ainsi
obtenu

γEB(x) = P

[
χ2

p ≤
c

max{d, (||x||2 − a)/||x||2}
]
,

domine le rapport constant 1− α sous coût quadratique (10.22), pour d ≤ 1
et a suffisamment petit. Une valeur possible pour d est

d =
2c

c+ 2a+
√
c(c+ 4a)

.

Voir Lu et Berger (1989b) pour une autre solution. ‖

10.5.4 Commentaires

Pour conclure cette étude des méthodes bayésiennes empiriques, reve-
nons sur leur nature duale : ces procédures inférentielles s’inspirent à la
fois de méthodes fréquentistes et bayésiennes et on peut penser que les
améliorations qu’elles apportent aux estimateurs fréquentistes classiques pro-
viennent de l’approche bayésienne. Mais leur sous-optimalité (notamment en
termes d’admissibilité) peut être attribuée au refus d’adopter un point de
vue complètement bayésien et à l’arbitraire en résultant dans les choix de
méthodes. Il est finalement assez logique qu’une méthode qui repose sur des
estimateurs classiques mais sous-optimaux (tels que l’estimateur du maxi-
mum de vraisemblance de la moyenne dans le cas normal multidimension-
nel) et sur des techniques de circonstance non légitimées par la Théorie de
la Décision (comme l’estimation sans biais ou la méthode des moments) ne
puisse déboucher sur des procédures optimales. Le fait que ces estimateurs
soient dominés par de vrais estimateurs de Bayes (Brown, 1988) est un argu-
ment supplémentaire pour l’adoption sans restriction du paradigme bayésien,
même s’il nécessite une modélisation hiérarchique. Le développement de nou-
velles techniques numériques (Chapitre 6), permettant aujourd’hui de trai-
ter des modèles bien plus complexes qu’avant, apparâıt comme un coup de
grâce porté à ces méthodes empiriques qui présentaient auparavant l’avantage
d’alléger la lourdeur des calculs des analyses bayésiennes complètes.
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10.6 Exercices

Section 10.1

10.1 Dans le cas d’un modèle représenté par un graphe acyclique orienté, comme
celui de la Figure 10.1, montrer que la densité conditionnelle complète d’une
variable (ou nœud) sachant les autres variables du modèle est la même que la
loi de ce nœud sachant uniquement les nœuds auxquels il est connecté.

10.2 Dans le cadre de l’Exemple 10.1,

a. Montrer que, si le générateur Λ peut se décomposer en PΛ̃P t, où P est la
matrice orthogonale des vecteurs propres de Λ et Λ̃ est la matrice diagonale
des valeurs propres de Λ, λi (i = 1, . . . , 7), alors

exp{Λ} = P

0
BBB@
eλ1 0 . . . 0

0 eλ2 . . . 0
. . .

0 0 . . . eλ7

1
CCCAP t ,

et exp{TΛ} = exp{Λ}T .

b. En déduire que les formules de récurrence forward-backward (6.31) de

l’Exercice 6.51 s’appliquent ici en remplaçant pij par p
(T )
ij , élément (i, j)

de la matrice exp{Λ}T .

c. Déterminer la complexité numérique de ces formules et comparer avec la
représentation alternative suivante : introduire des valeurs manquantes x∗ij
telles que les individus soient observés à intervalles réguliers avec un temps
interobservations de η, ajouter ces valeurs manquantes à l’échantillon et
calculer les formules de forward-backward sur l’échantillon complet. (Re-
marquer que cette opération fait que exp{Λ}η n’est calculée qu’une fois.)

Section 10.2.1

10.3 Montrer que l’hyper a priori choisi dans l’Exemple 10.4 donne une loi a pos-
teriori bien définie s’il y a au moins deux observations pour chaque étape de
l’expérience.

10.4 Représenter le modèle hiérarchique de l’Exemple 10.4 sous la forme d’un
graphe acyclique orienté, comme celui de la Figure 10.1.

10.5 Soit J ∼ Mk(N ; p1, . . . , pk) une variable aléatoire multinomiale. On suppose
que N est simulé selon une loi de Poisson de paramètre λ. Déterminer la loi
marginale de J . Donner, en particulier, la matrice de covariance. Généraliser au
cas p = (p1, . . . , pk) ∼ D(α1, . . . , αk), loi de Dirichlet.

10.6 Une mouche pond N œufs selon une loi de Poisson P(λ) et chaque œuf survit
avec probabilité p.

a. Montrer que la loi du nombre d’œufs survivants x est alors hiérarchique

x|N ∼ B(N, p), N ∼ P(λ).

b. Calculer la distribution marginale de x et la distribution a posteriori de N .
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10.7 Dans le cadre de l’Exemple 10.6, avec p connu, donner la loi a posteriori de N
si π2(λ) = 1/λ. Étudier la généralisation au cas où p est inconnu et π1(p) = 1.

Section 10.2.2

10.8 Si y|θ ∼ Np(θ,Σ1), θ|β ∼ Np(Xβ,Σ2) et β ∼ Nq(μ,Σ3), établir les lois a
priori et a posteriori de θ.

10.9 On se place dans un cadre de régression logistique, c’est-à-dire qu’on considère
des observations (x1, y1), . . . , (xn, yn) telles que xi ∈ R

k et yi ∈ {0, 1} avec

P (yi = 1|xi) = exp(xt
iβ)/(1 + exp(xt

iβ)) .

Déterminer une condition suffisante sur π(τ ) pour que la distribution a posteriori
de β soit définie lorsque β|τ ∼ Nq(0, τ

2Ip). (Les xi sont supposés fixés.)

10.10 Reprendre l’Exercice 10.9 avec un modèle probit, c’est-à-dire avec

P (yi = 1|xi) = Φ(xt
iβ)

et Φ fonction de répartition de la loi normale standard.

Section 10.2.3

10.11 Établir les Lemmes 10.10 et 10.12.

10.12 ∗(Berger et Robert, 1990) Dans le cadre de l’Exemple 10.15, on suppose que
μ ∈ H = {μ = Y β; β ∈ R

�} et π2(β, σ
2
π) = 1. Montrer que m(x) < +∞ si

p > 2 + �.

10.13 Spiegelhalter et Lauritzen (1990) présentent le modèle suivant : les poids yij

de soixante rats sont relevés chaque semaine, les trente premières observations
constituant le groupe de contrôle (1 ≤ i ≤ 60, 1 ≤ j ≤ 5). Le modèle associé est

yij ∼ N (αi + βij, σi) ,

avec σi = σc pour i ≤ 30, σi = σt pour 31 ≤ i ≤ 60 et

(αi, βi) ∼ N2 ((αc, βc), Σc) (i = 1, . . . , 30) ,

(αi, βi) ∼ N2 ((αt, βt), Σt) (i = 31, . . . , 60) .

Compléter le modèle avec des lois a priori non informatives sur les hyperpa-
ramètres et étudier si la distribution a posteriori est bien définie.

10.14 Dans le cadre de l’Exemple 10.11, on définit les moyennes

xi =
1

Jc
i

Jc
iX

i=1

xij , yi =
1

Ja
i

Ja
iX

i=1

yij , zi =
1

Jt
i

Jt
iX

i=1

zij

et

θ =
1

I

IX
i=1

θi, δ =
1

I

IX
i=1

δi.

Montrer que les densités conditionnelles complètes s’écrivent (1 ≤ i ≤ I)
μθ ∼ N (θ, σ2

θ/I), μδ ∼ N (δ, σ2
δ/I),

μP ∼ N

0
@X

�i=0

ξi/IP , σ
2
P /IP

1
A , μD ∼ N

0
@X

�i=1

ξi/ID, σ
2
D/ID

1
A ,
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θi ∼ N

„
σ−2

θ μθ + Jc
i σ

−2
c xi + Ja

i σ
−2
a (yi − δi) + Jt

i σ
−2
t (zi − δi − ξi)

σ−2
θ + Jc

i σ
−2
c + Ja

i σ
−2
a + Jt

iσ
−2
t

,

(σ−2
θ + Jc

i σ
−2
c + Ja

i σ
−2
a + Jt

iσ
−2
t )−1

«

δi ∼ N

„
σ−2

δ μδ + Ja
i σ

−2
a (yi − θi) + Jt

iσ
−2
t (zi − θi − ξi)

σ−2
δ + Ja

i σ
−2
a + Jt

iσ
−2
t

,

(σ−2
δ + Ja

i σ
−2
a + Jt

iσ
−2
t )−1

«

ξi ∼ N

 
σ−2�i

D σ
−2(1−�i)
P μ�i

Dμ
1−�i
P + Jt

i σ
−2
t (zi − θi − δi)

σ−2�i
D σ

−2(1−�i)
P + Jt

i σ
−2
t

,

(σ−2�i
D σ

−2(1−�i)
P + Jt

iσ
−2
t )−1

«

σ−2
c ∼ G a

 X
i

Jc
i

2
,
X
i,j

(xij − θi)
2

2

!
,

σ−2
a ∼ G a

 X
i

Ja
i

2
,
X
i,j

(yij − θi − δi)2
2

!
,

σ−2
t ∼ G a

 X
i

Jt
i

2
,
X
i,j

(zij − θi − δi − ξi)2
2

!
,

σ−2
θ ∼ G a

 
I
2
,
X

i

(θi − μθ)
2

2

!
, σ−2

δ ∼ G a

 
I
2
,
X

i

(δi − μδ)
2

2

!
,

σ−2
P ∼ G a

0
@ IP

2
,
X
�i=0

(ξi − μP )2

2

1
A , σ−2

D ∼ G a

0
@ ID

2
,
X
�i=1

(ξi − μD)2

2

1
A .

10.15 (Suite de l’Exercice 10.14) Lorsque les δi sont distribués selon (10.3),
donner les densités conditionnelles complètes correspondantes.

Section 10.2.4

10.16 ∗(Berger et Robert, 1990) Soient x ∼ Np(θ,Σ), θ ∼ Np(yβ, σ
2
πIp), et β ∼

N�(β0, A), avec rang(A) = m.
a. Montrer que si, pour K > 0, les deux intégralesZ K

0

π2(σ
2
π)dσ2

π et

Z +∞

K

1

(σ2
π)(p−�+m)/2

π2(σ
2
π)dσ2

π

sont finies, alors m(x) < +∞ pour tout x ∈ R
p.

b. Montrer que la condition a. est satisfaite si, pour ε > 0, K1 > 0, K2 > 0,

π2(σ
2
π) <

K1

K2 + (σ2
π)(2+ε−p+�−m)/2

,

c’est-à-dire si π2(σ
2
π) = 1 et p− l +m > 2.

10.17 ∗(Berger, 1985b) Dans le cadre de l’Exemple 10.19, calculer la variance a
posteriori. Étudier également le cas non informatif.

10.18 (Lindley et Smith, 1972) Élargir l’Exemple 10.19 au modèle général

x|θ ∼ Np(A1θ,Σ1), θ|β ∼ N�(A2β,Σ2), β|ξ ∼ Nq(A3ξ,Σ3),

et vérifier les résultats de l’Exemple 10.8.
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10.19 (Berger, 1985b) Montrer que, pour le modèle de l’Exemple 10.19 avec des
lois non informatives sur ξ et σ2

π, l’estimateur bayésien hiérarchique est

δπ(x) = x− hp−2(||x− x̄1||2)(x− x̄1)

avec

hp(t) =
p

2t
(1 −Hp(t)),

Hp(t) =

8>>>>>>><
>>>>>>>:

tp/2

(p/2)!
n
et −P(p−2)/2

i=1 ti/i!
o si p est pair,

tp/2

Γ (p/2)
n
et[2Φ(

√
2t) − 1] −P(p−3)/2

i=1
t(i+3)/2

Γ (i+3/2)

o si p est impair.

10.20 Dans le cadre de l’Exemple 10.14, calculer la moyenne a posteriori de p quand
x = 3, n = 5.

Section 10.2.5

10.21 Comparer les modèles

x ∼ Np(θ, Ip), θ|μ ∼ Np(μ, τ 2Ip), π2(μ, τ
2) = 1/τ 2,

et

x ∼ Np(θ, Ip), θ|μ ∼ Np(μ, Ip), μ|ξ ∼ Np(ξ, τ 2Ip), π2(ξ, τ
2) = 1/τ 2,

selon les estimateurs de θ.

10.22 Soient xi ∼ N (μi, σ
2) et μi|μ, τ ∼ N (μ, τ 2) (i = 1, . . . , n).

a. Montrer que π(μ, τ ) = 1/τ conduit à une loi a posteriori indéfinie.
b. Montrer que π(μ, τ ) = 1 permet de contourner le problème ci-dessus.

10.23 Dans le cadre de l’Exemple 10.8, montrer que l’estimateur de Bayes

δπ(y) = E
π2(σ2

π|y)

»
Ip +

σ2

σ2
π

(XtX)−1

–−1

β̂

peut s’écrire sous la forme

ˆ
Ip + h(y)(XtX)−1

˜−1
β̂.

(Indication : Utiliser une diagonalisation conjointe de Ip et XtX.) Expliquer
comment cet estimateur peut aider à réduire la multicolinéarité.

Section 10.3

10.24 ∗(Stein, 1981) Démontrer le Lemme 10.21 à l’aide d’une intégration par
parties et mettre ce résultat en relation avec l’Exercice 2.56.
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10.25 ∗SiH est la matrice hessienne définie au Lemme 10.21, montrer que l’équivalent
de (10.10) pour la matrice de covariance est

V EB(x) = Σ +Σ
H(x)

m(x)
Σ −Σ(∇ logm(x))(∇ logm(x))tΣ.

En utilisant une technique analogue à l’Exercice 10.24, montrer qu’un estimateur
sans biais de l’erreur matricielle moyenne

Eθ[(θ − δ(x))(θ − δ(x))t]

peut s’écrire sous la forme différentielle

V̂δHB(x) = Σ + 2Σ
H(x)

m(x)
Σ −Σ(∇ logm(x))(∇ logm(x))tΣ.

Déduire de cette expression l’estimateur sans biais du risque quadratique.

10.26 ∗En utilisant l’approximation suivante de 1F1(a; b; z) :

1F1(a; b; z) � Γ (b)

Γ (a)
ez/2(z/2)a−b

„
1 +

(1 − a)(b− a)
(z/2)

«
,

donner une approximation de l’estimateur δπ de l’Exemple 10.26 et la comparer
à l’estimateur de James-Stein.

10.27 On considère x ∼ Np(θ, Ip), θ ∼ Np(0, τ
2Ip) et, si η = 1/(1 + τ 2), on

suppose que π2(η) = η2−(p/2). Montrer que l’estimateur bayésien hiérarchique
correspondant peut s’écrire explicitement

δHB(x) =

„
1

1 − e−||x||2/2
− 2

||y||2
«
x ,

et déterminer s’il est minimax et admissible.

10.28 ∗(Hartigan, 1983) Soit une observation x ∼ Np(θ, Ip).

a. Si f est une fonction positive croissante majorée par 2(p− 2), montrer que

δf (x) =

„
1 − f(||x||2)

||x||2
«
x

domine δ0(x) = x pour le coût quadratique usuel. (Indication : Utiliser l’esti-
mateur sans biais du risque obtenu dans l’Exercice 2.56.)

b. Soit π un a priori sur θ tel que, conditionnellement à τ 2, θ ∼ Np(0, τ
2) et

τ 2 ∼ π1. On suppose que l’hyper a priori π1 est une fonction log-concave
de log(τ 2 + 1) et que (τ 2 + 1)1−απ1(τ

2) est strictement croissante en τ 2. À
l’aide du résultat général de a., montrer que l’estimateur bayésien hiérarchique
associé à π domine δ0 si 4 − 2α ≤ p. (Indication : Montrer que δπ(x) =
(1 − E[(τ 2 + 1)−1|x])x et que E[(τ 2 + 1)−1|x]) est strictement croissante en
||x||2 tout en étant clairement majorée par 2(p− 2).)

c. Montrer que de telles lois a priori ne peuvent être propres que pour α < 0
et donc qu’on ne peut garantir l’admissibilité de ces estimateurs de Bayes
minimax que pour p ≥ 5.
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d. Montrer que le risque de Bayes est en fait fini pour α < 2 et en déduire que les
estimateurs bayésiens hiérarchiques sont admissibles quel que soit p. [Note :
Strawderman, 1971, a montré dans le cas particulier π1(τ

2) = (1+τ 2)α−1 que
la dimension limite pour l’existence d’estimateurs de Bayes minimax propres
est précisément p = 5.]

Section 10.4.2

Tab. 10.2. Intentions d’achat de voiture par foyer.

Intentions 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

Réponses 293 26 21 21 10 9 12 13 11 10 21

10.29 (Casella, 1985b) Dans un sondage sur les intentions d’achat de voiture,
quatre cent quarante-sept foyers évaluent leur probabilité de se procurer un
nouveau véhicule au cours de l’année à venir. Les résultats de ce sondage sont
donnés dans le Tableau 10.2.

Les réponses xi (1 ≤ i ≤ 447) sont modélisées par une loi binomiale renormalisée
B(10, pi), c’est-à-dire que 10xi ∼ B(10, pi), et les pi sont distribués suivant une
loi Be(α, β).

a. Utiliser la distribution marginale pour donner des estimateurs de α et β par
la méthode des moments.

b. Calculer un estimateur bayésien empirique des pi sous coût quadratique.
c. Les vraies intentions pi étant connues à la fin de l’année, on peut rapporter

dans le Tableau 10.3 les différences avec les déclarations initiales. Comparer
les coûts quadratiques de l’estimateur classique (c’est-à-dire p̂i = xi), de
l’estimateur bayésien empirique et d’un estimateur de Bayes de votre choix.

Tab. 10.3. Proportions d’achats de voitures en fonction des probabilités d’inten-
tion.

Intentions 0 0.1—0.3 0.4—0.6 0.7—0.9 1

Déclarations 0 0.19 0.51 0.79 1
Réalisations 0.07 0.19 0.41 0.48 0.583

10.30 Déterminer l’équivalent de la Proposition 10.31 pour le test H0 : θ =
θ0 contre H1 : θ = θ1 pour deux problèmes indépendants d’échantillons
x1, . . . , xn ∼ f(x|θ), y1, . . . , ym ∼ f(y|θ′) et P (θ = θ0) = P (θ′ = θ0) = π0.

Généraliser à p échantillons et appliquer au cas du test de θi = 0 contre θi = 1
pour xi ∼ N (θi, 1) (1 ≤ i ≤ p).

10.31 ∗(Hartigan, 1983) On considère x ∼ Np(θ, σ
2Ip) et θ ∼ Np(0, τ 2Ip), avec σ2

inconnu et s2 ∼ σ2χ2
k.

a. Donner un estimateur bayésien empirique de θ à partir des estimateurs de
maximum de vraisemblance de τ 2 et σ2 et déterminer si l’estimateur obtenu
est minimax. (Indication : Utiliser l’Exercice 10.28.)
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b. Comparer aux estimateurs bayésiens empiriques utilisant les estimateurs des
moments de σ2 et τ 2.

c. Si π(σ2, τ 2) ∝ (σ2 + σ2
0)

α−1(σ2)β−1, montrer que la distribution a posteriori
de (σ−2, (σ2 + τ 2)−1) est

χ2
k−2β/s× χ2

p−2α/||x||2Iσ2≤σ2+τ2 .

Montrer que l’estimateur obtenu est minimax si

p− α
k − β − 2

≤ 2(p− 2)

k + 1
.

(Indication : Utiliser le Théorème 2.52.)

10.32 (Hartigan, 1983) Soient un modèle multinomial Mk(n; p1, . . . , pk) et une
observation (n1, . . . , nk). Une loi conjuguée a priori possible est la loi de Dirichlet
D(α1, . . . , αk).

a. Montrer que

E

"
kX

i=1

n2
i

#
= n+ (n− 1)

α+ 1

kα+ 1
,

et déterminer quand l’équation des moments obtenue à partir de cette
égalité a une solution positive. Donner un estimateur bayésien empirique de
(p1, . . . , pk) dans ce cas.

b. Calculer un estimateur bayésien empirique en utilisant les estimateurs du
maximum de vraisemblance des αi. [Note : Consulter Good, 1975, pour plus
de détails sur ce modèle.]

10.33 ∗(Morris, 1983a) Une famille exponentielle de densité

f(x|θ) = h(x)eθx−ψ(θ)

a une variance quadratique si la variance peut s’écrire

V (μ) = ψ′′(θ) = v0 + v1μ+ v2μ
2,

où μ = ψ′(θ) est l’espérance de f(x|θ). Morris (1982) donne une caractérisation
des six familles de variance quadratique (Exercice 3.9). Ces lois sont notées
NEF (μ, V (μ)).

a. Montrer que la loi conjuguée de μ peut s’écrire

g(μ) = K(m,μ0)e
mμ0θ(μ)−mψ(θ(μ))V −1(μ) (10.23)

et que

E
π[μ] = μ0, V π(μ) = τ 2

0 =
V (μ0)

m− v2 ,
Par conséquent, la loi conjuguée est aussi une famille exponentielle de variance
quadratique. Établir une table de correspondances entre loi de l’échantillon
et loi a priori conjuguée pour les six familles obtenues dans l’Exercice 3.24.

b. Montrer que l’estimateur de Bayes associé à (10.23) pour n observations
indépendantes x1, . . . , xn et le coût quadratique est

δπ(x1, . . . , xn) = (1 −B)x̄+Bμ0,

où

B =
V (μ0) + v2τ

2
0

V (μ0) + (n+ v2)τ 2
0

.
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c. Montrer que, pour la loi conjuguée (10.23), les moments marginaux de x̄ sont

E[x̄] = μ0, var(x̄) =
V (μ0)

n

m+ n

m− v2 .

d. Soient k observations indépendantes

xi|μi ∼ NEF (μi, V (μi)/n) (1 ≤ i ≤ k),
de paramètres indépendants μi selon la loi conjuguée (10.23). Si x̄ =

P
i xi/k

et s =
P

i(xi − x̄)2 et si

E[V (x̄)(k − 1)]

E[s]
= E

»
V (x̄)(k − 3)

s

–

(les espérances étant prises sous la loi marginale), montrer qu’un estimateur
bayésien empirique pour μi est

δEB
i (x1, . . . , xk) = (1 − B̂)xi + B̂x̄,

avec

B̂ = min

„
v2

n+ v2

k − 1

k
+

n

n+ v2

(k − 3)V (x̄)

ns
, 1

«
.

Section 10.5.1

10.34 Montrer que, pour la loi marginale de l’Exemple 10.32, (p − 2)/||x||2 est
effectivement un estimateur sans biais de 1/(1 + τ 2).

10.35 Démontrer la formule (10.20) de l’Exemple 10.33.

10.36 ∗(Kubokawa, 1991) Soient δJS(x) = [1 − (p − 2)/||x||2]x, l’estimateur de
James-Stein, et x ∼ Np(θ, Ip). On pose λ = ||θ||2/2 ; fp(t;λ) est la densité du
khi deux décentrée avec paramètre de non-centralité λ.

a. Pour la troncature de δJS

δ1(x; c, r) =

8<
:
„

1 − c

||x||2
«
x si ||x||2 < r,

δJS(x) sinon,

montrer que le risque quadratique de δ1(x; c, r) est minimal pour

c1(r, λ) = p− 2 − 2fp(r;λ)R r

0
(1/t)fp(t;λ) dt

.

b. On pose

c1(r) = p− 2 − 2R 1

0
tp/2−2e(1−t)r/2dt

.

Montrer que δ1(x; c1(r), r) domine δJS pour tout r.
c. En utilisant un argument de limite, montrer que

δ∗1(x) =

„
1 − c1(||x||2)

||x||2
«
x

domine δJS. [Note : Cet estimateur vient de Strawderman, 1971, et Berger,
1975a. Voir l’Exercice 10.28.]
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d. Montrer que δ∗1 est admissible. (Indication : On pourra utiliser la condition
suffisante du Théorème 8.13.)

10.37 ∗(Bock et Robert, 1985) On considère x ∼ Np(θ, Ip) et θ ∼ U{‖θ‖2=c}, loi
uniforme sur la sphère de rayon c. Proposer un estimateur bayésien empirique de
θ en fonction de ||x||2 et montrer que, si cet estimateur découle de l’estimateur
du maximum de vraisemblance de c, alors δEB(x) = h(x)x avec„

1 − p

||x||2
«+

≤ h(x) ≤
„

1 − p− 1

||x||2
«+

.

Discuter la robustesse de l’effet Stein en termes de symétrie sphérique.

10.38 ∗(George, 1986a) Soit y ∼ Np(θ, Ip). Cet exercice établit un estimateur qui
choisit entre plusieurs partitions de y en vecteurs plus petits avant de rétrécir
l’observation vers chacun de ces vecteurs. Pour k = 1, . . . ,K, notons

y = (yk1, . . . , ykJk
)Ck et θ = (θk1, . . . , θkJk

)Ck

les partitions de y et θ en vecteurs ykj et θkj de dimensions pkj (1 ≤ j ≤ Jk),
avec Ck matrice de permutation contenant des 0 et des 1 avec un seul 1 pour
chaque ligne et chaque colonne. Pour k = 1, . . . ,K, soit δk = (δk1, . . . , δkJk

)Ck

un estimateur de composantes

δkj(ykj) = ykj + ∇ logmkj(ykj),

où les fonctions mkj de R
pkj dans R sont deux fois différentiables. On pose

également

mk(y) =

JkY
j=1

mkj(ykj) et m∗(y) =

KX
k=1

ωkmk(y),

pour ωk ≥ 0 (1 ≤ k ≤ K) et
P

k ωk = 1.

a. Si πkj est une loi a priori sur θkj et si mkj est la loi marginale correspondante
sur ykj (1 ≤ k ≤ K, 1 ≤ j ≤ Jk), montrer que mk est la loi marginale de y
pour la loi a priori

πk(θ) =

JkY
j=1

πkj(θkj) ,

et que δk est la moyenne a posteriori de cette loi.
b. En déduire que

δ∗(y) = y + ∇ logm∗(y)

est l’estimateur de Bayes pour la loi a priori

π∗(θ) =

KX
k=1

ωkπk(θ).

c. Montrer que δ∗ peut également s’écrire sous la forme

δ∗(y) =

KX
k=1

�k(y)δk(y),

avec �k(y) = ωkmk(y)/m∗(y), et interpréter ce résultat.
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d. Montrer que si, pour k = 1, . . . ,K,

Eθ

˛̨̨
˛∂2mk(y)

∂y2
i

ffi
mk(y)

˛̨̨
˛ < +∞,

Eθ||∇ logmk(y)||2 < +∞,

alors l’estimateur sans biais du risque de δ∗ peut s’écrire

Dδ∗(y) = p−
KX

k=1

�k(y)

"
Dδk(y) − (1/2)

KX
�=1

��(y)||δk(y) − δ�(y)||2
#
,

avec
Dδk(y) = ||∇ logmk(y)||2 − 2Δmk(y)/mk(y).

(Indication : Utiliser le Lemme 10.21 avec Q = Σ = Ip.)
e. En déduire que, si mkj est surharmonique, c’est-à-dire tel que Δmkj(ykj) ≤ 0

pour 1 ≤ k ≤ K, 1 ≤ j ≤ Jk, δ∗ est minimax. [Note : Ce résultat peut
être décrit par l’assertion qu’une combinaison convexe “propre” d’estimateurs
minimax est minimax.]

f. Pour 1 ≤ k ≤ K, 1 ≤ j ≤ Jk, on note Vkj un sous-espace de R
pkj , avec

dim Vkj = pkj − qkj et qkj ≥ 3 ; Pkj est le projecteur orthogonal associé de
R

pjk sur Vkj et skj = ||ykj − Pkjykj ||2. Donner les estimateurs à rétrécisseur
multiple δ∗ associés à

mkj(ykj) =

8><
>:
„
qkj − 2

eskj

«(qkj−2)/2

si skj ≥ qkj − 2,

exp(−skj/2) sinon.

(Indication : La solution est l’estimateur tronqué de James-Stein.)

Section 10.5.2

10.39 ∗(Kubokawa et al., 1993a) Soient x ∼ Np(θ, σ2Ip), y ∼ Nq(ξ, σ
2Iq), et

s ∼ σ2χ2
n, avec θ, ξ et σ inconnus. Un estimateur bayésien empirique de θ est

l’estimateur de James-Stein

δJS(x, s) =

„
1 − (p− 2)s

(n+ 2)||x||2
«
x.

Le but de cet exercice est de montrer que le remplacement de s par un estimateur
plus efficace de σ2 peut conduire à une amélioration de l’estimation de θ.

a. Montrer que, si γh(y, s) = sh(||y||2/s) domine γ0(s) = s/(n + 2) sous coût
quadratique invariant

L(σ2, γ) =
“ γ
σ2

− 1
”2

,

δJS est dominé par

δ̂(x, y, s) =

„
1 − (p− 2)γ(y, s)

||x||2
«
x

sous coût quadratique. (Indication : On rappelle que γ0 est le meilleur esti-
mateur équivariant de σ2.)
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b. Soit

δg(x, y, s) =

„
1 − (p− 2)s

||x||2 g(||y||2/s, ||x||2/s)
«
x.

On définit

g∗(u, v) = min

„
g(u, v),

1 + u+ v

p+ q + n

«
,

et supposons que g et g∗ sont des fonctions absolument continues de v. Mon-
trer que, si

E

»
∂g∗(U, V )

∂v
− ∂g(U,V )

∂v

–
≥ 0,

lorsque U = ||y||2/s et V = ||x||2/s, δg∗ domine δg.
c. En déduire que

δ2(x, y, s) = x− p− 2

||x||2 min

j
s

n+ 2
,
s+ ||y||2
n+ q + 2

,
s+ ||x||2 + ||y||2
n+ p+ q + 2

ff
x

domine δJS.

Section 10.5.3

10.40 ∗(Casella et Hwang, 1983) Soit x ∼ Np(θ, Ip). Sous le coût linéaire

L(θ, C) = k vol(C) − IC(θ),

on rappelle que les estimateurs de Bayes sont des régions HPD de la forme
{θ; π(θ|x) ≥ k} quand π({θ;π(θ|x) = k}) = 0. De plus, si

k = k0 = e−c2/2/(2π)p/2,

Joshi (1967a) montre que la région usuelle

C0
x = {θ; ||θ − x|| ≤ c},

est minimax.

a. Montrer que, si θ ∼ Np(0, τ 2Ip), l’ensemble de Bayes est

Cπ
x =

(
θ; ||θ − δπ(x)||2 ≤ − 2τ 2

τ 2 + 1
log

"
k

„
2πτ 2

τ 2 + 1

«p/2
#)

,

où δπ(x) = (τ 2/τ 2 +1)x est l’estimateur de Bayes de θ. Pour k = k0, montrer
que cet ensemble peut s’écrire

Cπ
x =

j
θ; ||θ − δπ(x)||2 ≤ τ 2

τ 2 + 1

»
c2 − p log

„
τ 2

τ 2 + 1

«–ff
.

b. En déduire qu’un ensemble de Bayes empirique simple est

CEB
x =

n
θ; ‖θ − δEB(x)‖2 ≤ vEB(x)

o
,

avec δEB(x) = (1 − [(p− 2)/||x||2])x et

vEB(x) =

„
1 − p− 2

||x||2
«„

c2 − p log

˛̨̨
˛1 − p− 2

||x||2
˛̨̨
˛
«
.
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c. Expliquer pourquoi il est préférable de considérer

δ+(x) =

„
1 − p− 2

||x||2
«+

x

et

ve(x) =

8>><
>>:
`
1 − p−2

c2

´ `
c2 − p log

ˆ
1 − p−2

c2

˜´
si ||x||2 < c,

“
1 − p−2

||x||2
”“
c2 − p log

h
1 − p−2

||x||2
i”

sinon.

d. Généraliser au cas où x ∼ Np(θ, σ
2Ip) et s2 ∼ σ2χ2

q .

Note 10.7.2

10.41 Dans le cadre de l’Exemple 10.38,

a. Montrer que

L(η, η̂) =
p

2
log

„
η

η̂

«
+

1

2

„
1

η̂
− 1

η

«
p η ,

et en déduire (10.26).

b. Montrer que la loi a posteriori associée à πd est bien définie pour d >
(4 − p)/2.

c. Prouver (10.27) et (10.28).

d. Déduire de l’approximation

1F1(a, b, z) = Γ (b) z−a

j
1 − a(1 + a− b)

z
+ O(z2)

ff

l’équivalence (10.29).

10.42 ∗(Suite de l’Exercice 10.41) En utilisant les conditions STUB (Section
8.5) et l’approximation (10.29), montrer que le choix d = 1 est optimal.

10.43 ∗(Suite de l’Exercice 10.41) Déduire d’Alam (1973) la minimaxité de
δEB
1 . (Indication : Voir l’Exemple 10.26.)

10.44 Dans le cadre de l’Exemple 10.39,

a. Montrer que le coût entropique est donné par (10.30) et en déduire la forme
générale des estimateurs de Bayes sous ce coût.

b. Montrer que, lorsque π(λ) = λ−d, la distribution a posteriori s’écrit

πd(λ|x) ∝ λn−d(λ+ 1)−
P

i xi−n

et en déduire que l’estimateur de Bayes de λ est donné par (10.31).

c. Montrer que la distribution conditionnelle π(θ|x, λ) ∝ θxe−(λ+1)θ et en
déduire que l’estimateur de Bayes de θi conditionnellement à λ est

E[θ|xi, λ] =
xi + 1

λ+ 1
.

10.45 (Suite de l’Exercice 10.44) Montrer que l’estimateur classique de θ,
γ0(x) = x, a un risque infini sous coût entropique.
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10.46 (Suite de l’Exercice 10.44) Montrer que l’estimateur de Bayes associé à
l’a priori intégré

π(θ) =

Z
π(θ, λ)dλ

est donné par

δπ(x) =

„
1 − n− d+ 1Pn

i=1 xi + n

«
(x+ 1) .

Déduire des différences sur les risques que l’estimateur de Bayes domine son
équivalent empirique sous coût entropique.

10.7 Notes

10.7.1 Modèles graphiques79

Les modèles graphiques sont des modèles statistiques où interviennent des struc-
tures de graphes (au sens de la théorie mathématique des graphes). Ils ont
été développés essentiellement pour représenter les relations d’indépendance
conditionnelle, d’abord dans le domaine des systèmes experts (Whittaker, 1990,
Spiegelhalter et Lauritzen, 1990, Spiegelhalter et Cowell, 1992, Spiegelhalter
et al., 1993). L’application de l’approche bayésienne à ces modèles, qui a per-
mis d’intégrer l’incertitude de modélisation, a été grandement facilitée par les
progrès des techniques MCMC, comme le montrent Madigan et York (1995)
dans un article introductif à partir duquel la présente note a été écrite.

La construction d’un modèle graphique est établie à partir d’une collection
d’hypothèses d’indépendance représentées par un graphe. Nous rappelons ici
quelques points essentiels de théorie des graphes et renvoyons à Lauritzen (1996)
pour plus de détails. Un graphe est défini par un ensemble de sommets ou nœuds,
α ∈ V , qui représente les variables aléatoires ou facteurs d’étude, et par un
ensemble d’arêtes, (α, β) ∈ V2, qui peuvent être associées à une direction (le
graphe est alors dit orienté) ou non (le graphe est non orienté) et représentent
les liens de dépendance entre les variables. Dans un graphe non orienté, les
variables α et β sont reliées par une arête si, conditionnellement à toutes les
autres variables, elles ne sont pas indépendantes. Dans un graphe orienté, α est
un parent de β si (α, β) est une arête (et β est alors un fils de α)80. Une hypothèse
usuelle sur les graphes est de les supposer acycliques, c’est-à-dire sans chemin
orienté reliant un nœud α à lui-même. On obtient alors la notion de graphes
acycliques orientés définie par Kiiveri et Speed (1982) et souvent représentée
par l’acronyme DAG.

Dans l’optique de construction de modèles probabilistes sur les graphes, une
notion importante est celle de clique. Une clique C est un sous-ensemble maximal
de nœuds tous connectés deux à deux (maximal au sens où il n’existe pas de
sous-ensemble contenant C et vérifiant cette condition). Un ordre des cliques
d’un graphe non orienté (C1, . . . , Cn) est dit parfait si les nœuds de chaque

79Cette note est fortement inspirée de la Note 7.6.6 de Robert et Casella, 1990.
80Les graphes orientés peuvent être transformés en graphes non orientés en ajou-

tant des liens entre les nœuds qui ont un fils commun et en ignorant les directions.
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clique Ci qui apparaissaient dans une clique antérieure sont tous membres de la
même clique précédente (ces nœuds sont appelés les séparateurs, α ∈ Si). Dans
ce cas, la densité jointe de la variable aléatoire V à valeurs dans V est

p(V ) =
Y
v∈V

p(v|P(v)) ,

où P(v) désigne les parents de v. Ceci peut également s’écrire

p(V ) =

nY
i=1

p(Ci)

nY
i=1

p(Si)

, (10.24)

et le modèle est alors dit décomposable ; voir Spiegelhalter et Lauritzen (1990),
Dawid et Lauritzen (1993) ou Lauritzen (1996). Comme le soulignent Spiegelhal-
ter et al. (1993), la représentation (10.24) induit un principe de traitement local,
qui permet de construire une loi a priori ou de simuler selon une loi condition-
nelle à partir d’une seule clique. (Autrement dit, la loi est de Markov par rapport
au graphe non orienté, ce que montrent Dawid et Lauritzen, 1993.) L’intérêt de
cette propriété apparâıt alors clairement dans le cadre d’une implémentation de
l’échantillonnage de Gibbs.

Lorsque les densités ou probabilités sont paramétrées, les paramètres sont notés
θA pour la loi marginale de V ∈ A, A ⊂ V . (Dans le cas des modèles discrets,
θ = θV peut cöıncider avec p lui-même ; voir l’Exemple 10.36.) La loi a priori
π(θ) doit alors être compatible avec la structure du graphe : Dawid et Lauritzen
(1993) montrent qu’il existe une solution de la forme

π(θ) =

nY
i=1

πi(θCi)

nY
i=1

π̃i(θSi)

, (10.25)

reproduisant ainsi la décomposition en cliques (10.24).

Exemple 10.36. On considère un graphe décomposable tel que les variables
aléatoires correspondant à tous les nœuds de V soient discrètes. Soient w ∈ W
une valeur possible pour le vecteur de ces variables aléatoires et θ(w) la proba-
bilité associée. Pour la décomposition parfaite en cliques (C1, . . . , Cn), on note
θ(wi) la probabilité marginale que le vecteur inclus (v, v ∈ Ci) prenne la valeur
wi (∈ Wi) et, de façon similaire, θ(ws

i ) est la probabilité que le vecteur inclus
(v, v ∈ Si) prenne la valeur ws

i en notant (S1, . . . , Sn) la suite de séparateurs
correspondante. Dans ce cas,

θ(w) =

nY
i=1

θ(wi)

nY
i=1

θ(ws
i )

.
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Comme le montrent Madigan et York (1995), une loi a priori de Dirichlet peut
être construite sur θW = (θ(w), w ∈ W ). Il induit de vraies lois a priori de
Dirichlet sur les θWi = (θ(wi), wi ∈ Wi), sous la contrainte que les poids de
Dirichlet soient identiques à l’intersection de deux cliques. Dawid et Laurit-
zen (1993) prouvent que cette loi a priori est unique, si les deux lois a priori
marginales sur les cliques sont données. ‖

Exemple 10.37. Giudici et Green (1999) donnent un autre exemple de spécifi-
cation a priori dans le cas d’un modèle graphique gaussien, X ∼ Np(0, Σ),
la matrice de précision K = {kij} = Σ−1 devant être compatible avec les
relations d’indépendance conditionnelles du graphe. Par exemple, si Xv et Xw

sont indépendants sachant le reste du graphe, alors kvw = 0. La vraisemblance
peut alors être factorisée en

f(x|Σ) =

nY
i=1

f(xCi |ΣCi)

nY
i=1

f(xSi |ΣSi)

,

avec les mêmes notations pour les cliques et les séparateurs que ci-dessus et avec
f(xC |ΣC) densité normale NpC (0, ΣC), d’après (10.24). L’a priori sur Σ peut
être défini comme les lois a priori inverses conjuguées de Wishart sur les ΣCi ,
sous certaines conditions de compatibilité. ‖

Madigan et York (1995) utilisent ce cadre pour proposer une approche MCMC
à la sélection de modèles et à la moyennisation de modèles. Dellaportas et Fors-
ter (1996) et Giudici et Green (1999) implémentent des algorithmes à sauts
réversibles pour déterminer la structure de graphe la plus probable associée à
un ensemble de données, les seconds le faisant sous une hypothèse gaussienne.

10.7.2 Approche bayésienne empirique

Comme nous l’avons évoqué dans la Section 10.4, la difficulté de l’approche
bayésienne empirique est qu’elle effectue l’estimation en deux étapes, la première
consistant à estimer l’hyperparamètre à partir de lois marginales et la seconde
à estimer le paramètre à partir du pseudo-a priori où l’hyperparamètre est rem-
placé par son estimation. Bien que l’inefficacité de cette procédure–comparée à
une méthode vraiment bayésienne–ne puisse être complètement levée, il semble
logique d’utiliser la technique d’estimation la plus efficace possible à la première
étape, à savoir une approche bayésienne non informative. Puisque le premier
niveau d’estimation n’est pas induit par un problème de décision, il est très
probable qu’aucune fonction de coût ne soit disponible. Les coûts intrinsèques
présentés en Section 2.5.4 font alors figure d’option par défaut naturelle dans ce
cas. De manière surprenante, cette solution, qui permet pourtant de s’affranchir
de l’arbitraire lié à l’estimation des hyperparamètres du bayésien empirique,
n’est pas utilisée dans la littérature. Les deux exemples ci-dessous viennent de
Fourdrinier et Robert (1995).
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Exemple 10.38. (Suite de l’Exemple 10.32) La distribution marginale de
x, m(x|η), est Np(0, η Ip), avec η = 1 + τ 2, et le coût entropique correspondant
pour l’estimation de η est

L(η, η̂) =

Z
log

„
m(x|η)
m(x|η̂)

«
m(x|η)dx

=
p

2

„
η

η̂
− log

„
η

η̂

«
− 1

«
. (10.26)

Puisque η est un paramètre d’échelle pour la distribution marginale, une fa-
mille de lois a priori non informatives naturelle est πd(η) = η−d sur [1,∞) et
l’estimateur correspondant de η est

η̂d =

R 1

0
ν(p/2)+d−3e−||x||2ν/2dνR 1

0
ν(p/2)+d−2e−||x||2ν/2dν

. (10.27)

L’estimateur bayésien empirique est alors

δEB
d (x) = (1 − η̂−1)x

=

R 1

0
ν(p/2)+d−3(1 − ν)e−||x||2ν/2dνR 1

0
ν(p/2)+d−2e−||x||2ν/2dν

x

=
2

p+ 2d− 2
1F1(2, d+ p/2, ||x||2/2)

1F1(2, d+ p/2 − 1, ||x||2/2) x , (10.28)

où 1F1 est la fonction confluente hypergéométrique (Abramowitz et Stegun,
1964, Chapitre 13). Puisque δEB

d (x) est asymptotiquement équivalent à„
1 − p+ 2(d− 2)

||x||2
«
x , (10.29)

le choix d = 1, c’est-à-dire π(η) = 1/η, est le choix optimal de d (Exercice
10.42). ‖

Exemple 10.39. (Suite de l’Exemple 10.29) Le coût entropique associé à
m(x|λ) est

L(λ, λ̂) = log

„
λ

λ̂

«
+

„
1 +

1

λ

«
log

 
λ̂+ 1

λ+ 1

!
(10.30)

et, pour π(λ) = λ−d, l’estimateur de Bayes correspondant de λ est

λ̂ =
n− dPn

i=1 xi + n− 1
. (10.31)

En utilisant également un coût entropique pour l’estimation de λ, L(θ, θ̂) =
θ̂ − θ − log(θ̂/θ), l’estimateur bayésien empirique de θ = (θ1, . . . , θn) est

θEB(x) =

„
1 − n− dPn

i=1 xi + n− 1

«
(x+ 1) , (10.32)

avec 1 = (1, . . . , 1) ∈ R
n. Fourdrinier et Robert (1995) montrent en outre qu’il

existe un choix optimal d∗ de d pour le coût entropique, avec d∗ ≤ 2 et que, sur
un intervalle de valeurs donné de d, θEB domine θ̂0 = x+ 1. ‖
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Une défense du choix bayésien

“A series of steps, each taken for good cause or pure necessity, each
seeming so reasonable at the time, and each leading to things he had
never imagined. He always seemed to find himself caught in that sort
of dance.”

Robert Jordan, Lord of Chaos.

Ce livre a introduit les aspects les plus importants de l’approche bayés-
ienne, principalement sous l’angle de la Théorie de la Décision. Il ne s’agit
évidemment pas d’une couverture exhaustive : d’une part, un traitement ap-
profondi de la plupart des notions abordées ici est possible et d’une certaine
manière souhaitable. D’autre part, il existe un nombre considérable d’applica-
tions de l’analyse bayésienne, et qui va croissant en particulier du fait des nou-
velles possibilités offertes par les méthodes de calcul présentées au Chapitre 6.
Nous pouvons ainsi mentionner les Biostatistiques (voir, par exemple, Berry
et Stangl, 1996) ; l’Économétrie (Zellner, 1971, 1984, Box et Tiao, 1973, Poi-
rier, 1995, Bauwens et al., 1999, ou Geweke, 1999) ; l’Environnemétrie (Parent
et al., 1998) ; les systèmes experts (Gilks et al., 1993, Cowell et al., 1999) ; la Fi-
nance (Jacquier et al., 1994, Pitt et Shephard, 1999) ; le traitement d’image et
la reconnaissance d’objets (Geman et Geman, 1984, Besag, 1986 ou Fitzgerald
et al., 1999) ; les réseaux de neurones (Ripley, 1992, Neal, 1999), le traitement
du signal (Andrieu et Doucet, 1999, Andrieu et al., 2000) ; les réseaux bayésiens
(Chickering et Heckerman, 2000, Kontkanen et al., 2000). (On pourra aussi
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consulter la revue par Berger, 2000, ainsi que Gatsonis et al., 1993, 1995,
1997, 1999, Gilks et al., 1996 et Carlin et Louis, 2000a pour des références ad-
ditionnelles.) Des ouvrages consacrés aux applications de l’analyse bayésienne
sont aussi disponibles, comme par exemple Pole et al. (1994), Congdon (2001,
2003), Gill (2002) ou Holmes et al. (2002).

Par conséquent, il nous semble utile, à ce stade du livre, de replacer l’ana-
lyse bayésienne dans cette approche théorique et décisionnelle plutôt que de
commencer à l’illustrer dans quelques applications choisies. Premièrement, ce
positionnement permet d’appréhender la cohérence de l’analyse bayésienne, en
soi et par rapport à d’autres théories statistiques. Deuxièmement, il n’est cer-
tainement pas inutile de bien posséder les bases théoriques d’une méthodologie
pour pouvoir l’appliquer efficacement dans toutes les situations réelles. C’est
pourquoi ce dernier chapitre contient une justification globale de l’approche
bayésienne qui résume et parfois étend les arguments développés jusqu’à
présent81. Le ton de ce chapitre est donc vaguement philosophique, plutôt
que méthodologique (ou mathématique), et les lecteurs pourront juger si le
sentiment qu’ils retirent de la lecture de cet ouvrage cöıncide avec la perspec-
tive défendue ci-après.

(1) Le choix d’une représentation probabiliste
Le fait de proposer une loi sur les paramètres inconnus d’un modèle statis-
tique est en quelque sorte une probabilisation de l’incertain. Nous voulons
traduire par ce néologisme une réduction axiomatique de la notion d’in-
connu à la notion d’aléatoire. Cette réduction étant acceptable–et elle
l’est en général pour la quasi-totalité des statisticiens–pour les modèles
d’échantillonnage, elle devrait l’être tout autant pour les paramètres qui
dirigent ces modèles. En particulier, la distinction entre échantillon et pa-
ramètres n’est jamais absolue. Il suffit par exemple de considérer le cas des
modèles à effets aléatoires (Chapitre 10) ou celui des vecteurs d’allocation
dans un modèle de mélange (Chapitre 6).
Plus fondamentalement, un modèle probabiliste n’est souvent qu’une in-
terprétation d’un certain phénomène–et non pas une explication. Si on
prend, par exemple, le cas des modèles économétriques, où les différences
entre les réalisations des variables endogènes et leur prévision linéaire
par rapport aux variables exogènes sont expliquées par une perturbation
aléatoire, il est évident que la nature aléatoire de cette différence est de
peu d’importance, ne serait-ce que parce que l’expérience ne peut être

81La présentation de ce chapitre est très différente de celle des chapitres
précédents, en ce qu’il ne contient ni théorème ni exemple, mais simplement une
suite de points (de (1) à (10)) qui sont des argumentations en faveur de l’approche
bayésienne. Ces points sont suivis de courtes réfutations des critiques les plus usuelles
avancées contre l’analyse bayésienne en Statistique.
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reproduite82. Par conséquent, la représentation de phénomènes inconnus
par un modèle probabiliste, au niveau des observations aussi bien qu’au
niveau des paramètres, n’a pas besoin de correspondre effectivement–ou
physiquement–à une génération issue d’une loi de probabilité, ni même de
nous obliger à accepter un schéma superdéterministe pour les phénomènes
analysés. Fondamentalement, l’absence de répétabilité de la plupart des
expériences ou collectes de données vient effacer en grande partie la
frontière entre aléatoire et non aléatoire.
En fait, les représentations probabilistes de phénomènes partiellement ex-
pliqués devraient surtout être comprises comme un outil simplificateur
mais efficace permettant l’analyse de ces phénomènes (voir le point (4)
ci-dessous). Cette perspective est similaire à la manière dont la Physique
peut aussi être vue comme une interprétation du monde, donc comme un
outil, suffisamment efficace pour permettre une meilleur compréhension
de l’univers (et, incidemment, la perpétuation du progrès technique), sans
qu’on ait à défendre l’existence d’une “vérité” de toute manière inattei-
gnable83.

(2) Conditionner par rapport aux données
La base de l’inférence statistique est fondamentalement un processus
d’inversion, puisqu’elle cherche à déduire les causes des effets, en pre-
nant en compte la nature probabiliste du modèle et l’influence de facteurs
complètement aléatoires (c’est-à-dire non intégrés dans l’analyse). Dans
ses versions discrètes comme dans ses versions continues, le théorème de
Bayes formalise cette inversion, comme le fait aussi la notion de vraisem-
blance �(θ|x), qui remplace la densité f(x|θ). L’échec de la Statistique
fiduciaire à fournir un système inférenciel satisfaisant (voir la Note 1.8.1)
peut en fait être associé à un refus (par cette théorie) de poursuivre cette
inversion jusqu’au bout de ses conséquences logiques et, corrélativement, à
une perpétuation de la confusion entre observations et variables aléatoires.
D’un point de vue probabiliste, si une analyse quantitative sur les pa-
ramètres θ est opérée conditionnellement à x, elle demande nécessairement
une distribution sur les paramètres θ, π(θ), pour pouvoir inverser les lois.
Si on intègre cette contrainte, l’approche bayésienne est la seule axioma-
tique cohérente qui respecte la perspective d’inversion des probabilités. La
difficulté pratique de la détermination de la loi a priori π n’apparâıt pas
au même niveau conceptuel (voir le point (ii) ci-dessous).

(3) Construire une véritable vraisemblance
Continuant l’argumentation des points (1) et (2) ci-dessus, nous pouvons
également faire remarquer qu’une modélisation a priori sur les paramètres

82En d’autres termes, un nombre arbitraire peut toujours être perçu comme une
unique réalisation d’une infinité de distributions !

83Voir aussi Popper (1983) pour sa justification alternative de la modélisation
scientifique via le réalisme métaphysique qu’il oppose en fait à cette approche ins-
trumentale.
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du modèle autorise une approche inférentielle complète sur ces paramètres,
donc la détermination d’une véritable vraisemblance de θ conditionnelle-
ment aux observations x. Par comparaison, les approches classiques en
Statistique n’aboutissent pas à cette complétude. En particulier, tant que
θ est pris comme inconnu mais fixe, on ne peut pas donner un sens pro-
babiliste précis à la fonction de vraisemblance.
Cette impossibilité qu’a l’analyse classique à conduire à des conclusions
quantitatives justifiées est par exemple illustrée par le cas des régions de
confiance et des tests, puisque cette analyse propose une problématique
inappropriée (et donc une réponse inappropriée). Comme le décrit le Cha-
pitre 5, les procédures classiques, que ce soient un intervalle de confiance
à 95% ou une p-value, tirent leur nature probabiliste d’une analyse
fréquentiste du problème. De leur point de vue, ce n’est plus le paramètre
θ qui appartient à un intervalle donné avec probabilité 95% condition-
nellement à x, mais plutôt l’intervalle déduit de x qui contient la valeur
(fixe mais inconnue) de θ avec probabilité 0.95. De nouveau, le manque
de répétabilité de la plupart des expériences invalide fortement ce point
de vue fréquentiste (voir aussi le point (9) ci-dessous).

(4) Voir les lois a priori comme outils ou résumés
Le choix d’une loi a priori π ne nécessite pas un quelconque degré de
croyance en cette distribution. Il est en fait plutôt rare de disposer d’une
loi a priori complètement spécifiée, le cas de la boule de billard de Tho-
mas Bayes étant, paradoxalement, un contre-exemple exceptionnel où la
construction de l’expérience détermine la loi a priori. D’un point de vue
plus général, π doit être considéré soit comme un outil qui fournit une
procédure inférentielle unificatrice qui possède des propriétés fréquentistes
acceptables (voir les points (6) et (8)), soit comme une manière de résumer
l’information a priori disponible ainsi que l’incertitude qui l’entoure. Que
l’analyse bayésienne puisse s’étendre à des contextes non informatifs–avec
quelques difficultés parfois, comme dans le cas des tests–est en fait la
preuve de cette polyvalence. De plus, que de nombreux estimateurs stan-
dard puissent se représenter via une modélisation non informative montre
bien que l’utilisation d’une loi a priori n’implique pas toujours un biais
dans le processus statistique mais, au contraire, qu’elle autorise en sus le
traitement quantitatif mentionné au point (3). En fait, ces cöıncidences
sont des arguments supplémentaires en faveur de la validité de l’approche
bayésienne, puisqu’elle fournit un champ inférentiel incluant aussi les es-
timateurs classiques.

(5) Intégrer les bases subjectives de la connaissance
D’un point de vue plus philosophique, il est globalement accepté que
la connaissance procède de la confrontation entre ses a priori et des
expériences, voulues ou subies. Par exemple, selon Kant, bien que la
connaissance débute avec l’expérimentation, il ne s’ensuit pas que la
connaissance soit entièrement déduite de l’expérimentation. En effet, sans
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a priori, ce qui signifie ici, sans une structure préétablie du monde, l’ob-
servation n’a pas de sens, car elle ne procède plus d’une confirmation ou
d’une confrontation à un modèle de référence. Par conséquent, la construc-
tion de la connaissance par l’expérimentation n’est possible que par l’exis-
tence d’un système de représentation a priori, évidemment primitif à l’ori-
gine, qui se trouve progressivement enrichi et actualisé au travers de ces
expériences successives. Dans cette perspective, l’apprentissage est perçu
comme le réexamen critique de systèmes de référence préexistants à la
lumière d’expériences successives.
Ce point de vue est aussi partagé par Poincaré (1902) :

On dit souvent qu’il faut expérimenter sans idée préconçue.
Cela n’est pas possible ; non seulement ce serait rendre toute
expérience stérile, mais on le voudrait qu’on ne le pourrait pas.
Chacun porte en soi sa conception du monde dont il ne peut se
défaire si aisément.

L’approche bayésienne est, bien entendu, en concordance avec cette pers-
pective, puisque les distributions a priori sont le plus souvent fondées sur
les résultats d’expériences antérieures. En fait, même l’aspect subjectif du
choix de la loi a priori peut être assimilé par cette théorie de la connais-
sance, puisqu’elle implique que chaque acquisition de connaissance est es-
sentiellement subjective, résultant d’une interaction entre les perceptions
individuelles et la réalité extérieure84.
Dans sa théorie (radicale) de l’Épistémologie, Feyerabend (1975) soutient
que l’individualisme (qu’on peut aussi traduire par subjectivité) est un
facteur important, mais totalement passé sous silence, des découvertes
scientifiques. Bien qu’il s’oppose fortement à cette vision subjective de la
connaissance, Popper (1983) reconnâıt également le rôle des intuitions a
priori (qu’il appelle systèmes), même si elles ne sont pas toujours fondées
sur l’expérience, dans l’histoire des Sciences–l’exemple le plus frappant
étant, de son point de vue, l’atomisme, c’est-à-dire la représentation de
la matière comme étant formée d’atomes, théorie qui mit plus de vingt
siècles avant d’être vérifiée expérimentalement.

(6) Choisir un système inférentiel unique et cohérent
Le but ultime de la Statistique est, sans conteste, de conduire à une
inférence sur un paramètre θ à partir d’observations x reliées à θ via
une loi de probabilité f(x|θ). De plus, il semble raisonnable de rechercher
l’efficacité (voire l’optimalité) dans cette démarche inférentielle, cette no-
tion d’optimalité pouvant être définie explicitement par le statisticien (ou
le décideur). Forcer l’inférence à se couler dans un moule décisionnel par le

84En exagérant un peu, on pourrait soutenir que la Statistique bayésienne répond
à ce souhait de Kant, exprimé dans l’introduction à sa Critique de la raison pure :
“La Philosophie a besoin d’une science qui détermine la possibilité, les principes et
l’étendue de toutes nos connaissances a priori.”
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choix d’une fonction de coût conduit à une clarification (nécessaire) de la
manière dont les outils inférentiels sont évalués, donc force le statisticien
ou le client à révéler ses préférences. En sus, quand le cadre décisionnel
se trouve complété par le choix de la loi a priori, les buts et desiderata
inférentiels mentionnés ci-dessus sont automatiquement remplis, puisque
l’approche bayésienne offre très généralement une unique procédure, qui
dépend bien sûr des propriétés du coût et de la connaissance a priori. Bien
entendu, l’unicité d’une procédure décisionnelle n’est pas un argument en
soi, puisque de nombreuses méthodologies, si insignifiantes soient-elles,
peuvent également posséder cette propriété.
Par conséquent, la plus importante caractéristique d’une démarche bayé-
sienne est que les estimateurs de Bayes sont construits par un processus
logique : démarrant de propriétés imposées aux procédures inférentielles,
traduites par la fonction de coût et la loi a priori, l’approche bayésienne
déduit la meilleure solution sous ces contraintes. À l’inverse, les procédures
classiques sont construites sans principe général, au sens où elles partent
d’un estimateur “arbitraire” (estimateur du maximum de vraisemblance,
moindres carrés, etc.) et ensuite seulement elles examinent ses propriétés
fréquentistes, d’ailleurs pas toujours dans un contexte décisionnel et sans
prétendre à une optimalité globale, comme le montre l’effet Stein. Dans
certaines situations, les approches classiques partent aussi d’un critére
pour le choix d’un estimateur (meilleur estimateur sans biais, meilleur es-
timateur équivariant, test uniformément plus puissant, etc.), mais elles ne
peuvent pas produire une méthodologie universellement constructive, c’est
à dire un algorithme, même formel, pour l’obtention des estimateurs op-
timaux (voir aussi le point (10)), et il est parfois nécessaire de restreindre
plus avant la classe des estimateurs considérés comme, par exemple, dans
le cas des tests uniformément plus puissants sans biais.
Cette opposition fondamentale dans les bases logiques des deux théories
renforce notre argument de cohérence de l’approche bayésienne, puisque
c’est la seule–en considérant les meilleurs estimateurs équivariants dans un
cadre d’estimation bayésienne sous la mesure de Haar appropriée–à four-
nir une méthodologie universelle et implémentable issue des contraintes
inférentielles.

(7) Mettre en œuvre le principe de vraisemblance
Le principe de vraisemblance, comme l’a montré le Chapitre 1, est fondé
sur les principes (logiques) de conditionnement et d’exhaustivité. Par
conséquent, il devrait toujours régir le choix des procédures d’estima-
tion, créant ainsi une propriété désirable de plus par rapport à celles
déjà mentionnées au point (6). La théorie bayésienne offre une technique
d’implémentation de ce principe, puisqu’elle permet la construction de
décisions compatibles avec ces diverses contraintes.
De plus, bien qu’elle incorpore la théorie (partielle) du maximum de vrai-
semblance comme cas particulier (pour π(θ) = 1), l’approche bayésienne
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peut aussi éviter certains paradoxes de vraisemblance comme ceux pré-
sentés dans la Section 4.1, grâce à l’utilisation des lois non informatives
de Jeffreys, même s’il faut garder à l’esprit l’incompatibilité de ces lois
avec le principe de vraisemblance. Un avantage supplémentaire et non
négligeable, par rapport à la théorie du maximum de vraisemblance, est
que l’approche bayésienne incorpore aussi naturellement les contraintes
imposées par une fonction de coût et donc agrèg le principe de vraisem-
blance et la Théorie de la Décision.

(8) Chercher des procédures fréquentistes optimales
Du point de vue de l’approche fréquentiste, l’argument majeur en fa-
veur de l’approche bayésienne est qu’elle s’accorde très fortement avec
les trois notions d’optimalité classique que sont la minimaxité, l’admis-
sibilité et l’équivariance. Nous avons en effet pu constater dans les Cha-
pitres 2, 8 et 9 que la plupart des estimateurs optimaux suivant l’un de
ces critères sont des estimateurs de Bayes ou des limites d’estimateurs
de Bayes (la notion de limite dépendant du contexte). Par conséquent,
non seulement il est possible de produire des estimateurs de Bayes qui
satisfont à un, à deux ou à trois de ces critères d’optimalité mais, plus
fondamentalement, les estimateurs de Bayes sont essentiellement les seuls
à atteindre ce but. Ainsi, un statisticien bayésien peut être opposé à toute
intervention subjective dans son traitement inférentiel sans pour autant
devoir s’interdire l’utilisation systématique d’estimateurs de Bayes ou de
Bayes généralisés, puisque la plupart d’entre eux satisfont ces critères85.
On peut aussi insister sur la dérivation aisée des estimateurs de Bayes,
qui fournit une méthode quasi universelle de construction d’estimateurs
optimaux. Dans cette perspective utilitaire, les lois a priori sont bien sûr
à considérer comme des instruments d’estimation et non plus comme des
résumés exhaustifs de l’information a priori, mais leur forme et leur uti-
lisation a posteriori demeurent bien évidemment les mêmes. L’optimalité
des procédures bayésiennes est aussi satisfaite sous l’angle des principaux
critères asymptotiques, puisque, sous les conditions assurant l’efficacité de
l’estimateur du maximum de vraisemblance, la plupart des estimateurs de
Bayes sont asymptotiquement efficaces et deviennent équivalents à l’esti-
mateur du maximum de vraisemblance quand la taille de l’échantillon crôıt
(voir Lehmann, 1983, et Ibragimov et Has’minskii, 1981), même si cette
optimalité n’a pas été abordée dans cet ouvrage, car elle ne correspond
pas particulièrement à notre vision de la Statistique.

(9) Résoudre le véritable problème
Il est aussi nécessaire de pouvoir fournir une alternative à l’approche
fréquentiste d’un point de vue pratique. En effet, les méthodes fréquentistes

85De ce point de vue, on peut faire remarquer que les prétentions fréquentistes
à l’objectivité (souvent opposée à la subjectivité inhérente à l’approche bayésienne)
sont quelque peu amoindries quand on prend en compte la nécessité qu’a cette
approche de sélectionner ses estimateurs avant de les comparer !
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sont justifiées par un argument de long terme. Par exemple, un intervalle
de confiance au niveau 0.95 utilisé pour des problèmes indépendants aura
un taux de succès global proche de 95%, ce qui fournit une évaluation
du statisticien. Au contraire, pour un décideur (le “client”), ces pro-
priétés de long terme n’ont pas vraiment d’intérêt puisqu’il ou elle est peu
intéressé(e) par les performances de long terme de la procédure proposée
par le statisticien. Ce qui compte est la garantie d’une performance accep-
table pour le problème qui l’occupe ! Par exemple, le fait qu’un médicament
soit efficace dans 99% des cas n’est pas un élément important pour un pa-
tient : il désire connâıtre ses chances de guérison. Une telle demande sur la
validation des procédures statistiques implique évidemment une structure
qui raisonne conditionnellement à x, ce qui nous ramène nécessairement
à l’approche bayésienne (voir le point (2)).
Cet argument ne semble pas s’appliquer à des cadres statistiques impli-
quant des expériences répétées, où la décision est prise par le même in-
dividu à chaque fois, comme en contrôle de qualité. Il n’empêche que ces
situations justifient tout autant une résolution bayésienne, puisqu’elles
sont propices à une exploitation des informations fournies par les résultats
antérieurs.

(10) Calculer des estimateurs via un programme d’optimisation
Un dernier point argumentant en faveur du choix bayésien est que les
procédures bayésiennes sont plus faciles à calculer que les procédures
d’autres théories. Une telle assertion peut sembler pour le moins para-
doxale quand on se réfère aux dévelopements des Chapitres 6 et 10 et,
par exemple, aux difficultés rencontrées dans le traitement des mélanges
de distributions ; plus généralement, nous avons bien vu dans les cha-
pitres précédents que les estimateurs de Bayes apparaissent très rare-
ment sous une forme explicite, sauf dans le cas très particulier des lois
conjuguées. Cependant, on peut facilement argumenter que l’approche
bayésienne fournit un programme universel de calcul de ses procédures,
quels que soient le coût, la loi des observations et la loi a priori, puisque la
solution consiste toujours en la minimisation du coût a posteriori, même
si la résolution pratique de cette minimisation demande l’utilisation de
techniques numériques ou de Monte Carlo.
Au contraire, l’approche fréquentiste ne dispose pas d’un algorithme uni-
versel de construction des estimateurs minimax ou admissibles, à l’excep-
tion peut-être d’émuler l’approche bayésienne par l’utilisation, respecti-
vement, de lois a priori les moins favorables (mais sans indiquer comment
obtenir ces lois les moins favorables !) ou de lois propres86. De même,

86Bien que les deux approches minimisent un coût, la différence majeure entre
elles est que, pour l’approche fréquentiste, la minimisation s’opère sur un espace
fonctionnel–l’espace des estimateurs–tandis que, pour l’approche bayésienne, elle
est effectuée sur l’espace de décision–l’espace des estimations. Les complexités res-
pectives de ces deux espaces sont, généralement, considérablement différentes.
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la seule technique générique de construction des meilleurs estimateurs
équivariants repose sur la connexion avec les mesures de Haar et leur
représentation bayésienne, comme nous l’avons démontré au Chapitre 9.
On peut argumenter que les estimateurs du maximum de vraisemblance
reposent également sur un programme général d’optimisation. Mais il
faut prendre en compte la nature intrinsèquement limitée de l’approche
vraisembliste, qui ne propose pas une couverture complète du champ
inférentiel. De plus, les estimateurs de Bayes autorisent des représentations
intégrales sous les coûts usuels, tandis que les estimateurs du maximum de
vraisemblance n’existent pas toujours. C’est par exemple le cas pour les
mélanges normaux, où la fonction de vraisemblance n’est pas bornée, ou
pour les distributions où il existe plusieurs maxima globaux de la fonction
de vraisemblance.
Par ailleurs, d’un pur point de vue pratique, il est certain que le calcul
effectif des estimateurs de Bayes est souvent plus délicat, car il implique
à la fois la résolution d’un programme de minimisation et des intégrations
multiples. Bien que ce soit certainement un problème véritable pour le
praticien, il faut cependant relativiser en prenant en compte l’existence de
techniques (et de logiciels) génériques, comme par exemple les méthodes
MCMC et winBUGS. En fait, la “révolution bayésienne” des années 1990
que représente le développement simultané et symbiotique de nouvelles
techniques de calcul et de nouveaux champs d’application de l’analyse
bayésienne en est la preuve.

Pour d’autres perspectives sur les avantages d’une approche bayésienne,
on pourra se reporter aux ouvrages indiqués dans les chapitres précédents,
en particulier Jeffreys (1961), Lindley (1971), Berger (1985b, Section 4.1 et
Section 4.12), Berger et Wolpert (1988), Bernardo et Smith (1994), Carlin et
Louis (2000a), O’Hagan et Forster (2002) et Gelman et al. (2003).

Les critiques de l’approche bayésienne sont nombreuses et nous ne voulons
pas en dresser une liste exhaustive, d’autant qu’elles échouent à exhiber des
incohérences fondamentales dans cette approche (les estimateurs de Bayes
non convergents mentionnés dans la Note 1.8.4 relèvent plus d’un phénomène
exotique que d’une difficulté intrinsèque). Par conséquent, nous considérons
seulement trois questions usuelles sur les lois a priori, puisqu’elles constituent
généralement l’aspect le plus critiqué de l’approche bayésienne.

(i) Le passage de l’information a priori, qui peut être vague ou mal spécifiée,
à la loi a priori n’est pas expliqué par les axiomes bayésiens.
Une réponse partielle, bien que superficielle, est que la même critique s’ap-
plique aux distributions d’échantillonnage, qui sont presque toujours sup-
posées connues. Dans de nombreux cas, et pour la plupart des approches,
la modélisation a toujours une influence décisive sur l’analyse résultante,
mais elle ne peut pas être formalisée au même degré que la méthodologie
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qui en résulte. La diversité des sources d’information, les différents degrés
de précision de cette information et l’évaluation des conséquences de la
sélection de la loi a priori font que la modélisation demeure plus un art
qu’une science. De plus, comme nous l’avons vu dans la Note 3.8.1, des
axiomes de cohérence sur l’ordonnancement des probabilités (ou des vrai-
semblances) a priori justifient en partie l’existence d’une loi a priori, même
si c’est généralement sur une σ-algèbre moins fine que désiré.
D’un point de vue pragmatique, la construction d’une loi a priori dépend
de la capacité des individus à pouvoir représenter leurs connaissances et
leurs incertitudes au travers d’une distribution de probabilité. Que les
décideurs ne soient pas en mesure de le faire à présent ne signifie pas
qu’ils ou elles ne peuvent pas acquérir cette capacité, à condition qu’ils
ou elles puissent être formé(e)s dans ce but. L’éducation a permis à la
quasi-totalité des individus des pays développés de traiter et de manipu-
ler des quantités numériques. Elle peut de même les former à manipuler
l’incertain. (Voir aussi Smith, 1988.)
Un autre argument qui mérite d’être mentionné est que l’analyse bayésien-
ne fournit également des outils permettant de faire face aux imprécisions
sur la loi a priori, via les approches hiérarchique et robuste. La ca-
ractéristique importante de la composante arbitraire dans le choix d’une
loi a priori est l’influence de l’information a priori sur l’inférence a pos-
teriori. Si différentes modélisations conduisent à des inférences similaires,
l’arbitraire n’a que peu d’importance. Si, au contraire, des divergences
apparaissent, elles signalent que la construction de la loi a priori doit être
mieux fondée et que ses aspects les plus fragiles doivent être évalués via
une analyse de sensibilité, sans pour autant rejeter l’information a priori
disponible. Cette décomposition des facteurs influant sur l’inférence nous
semble en fait constituer un avantage de l’analyse bayésienne (voir aussi
ci-dessous).

(ii) La subjectivité n’est qu’un prétexte à déviances et manipulations de toutes
sortes, comme par exemple le choix de la réponse désirée a priori.
De nouveau, il est possible d’adresser exactement la même critique à la
plupart des méthodologies alternatives, par exemple à propos du choix de
la fonction de coût ou de la classe d’estimateurs étudiés. Une illustration
due à Brown (1980) est que, pour toute dimension p0, il existe une fonction
de coût telle que l’effet Stein ne se produit que lorsque la dimension du
problème est supérieure à p0 (voir la Note 2.8.2).
Cette mise au point étant faite, la critique est aussi justifiée envers l’ana-
lyse bayésienne, au sens où l’introduction d’un facteur additionnel dans le
processus inférentiel peut toujours être détournée de son but originel. Une
illustration immédiate est l’emploi de masses de Dirac comme lois a priori !
Mais il existe évidemment des stratégies beaucoup plus discrètes pour
produire une inférence “à la commande”... C’est hélas une conséquence
inévitable des capacités d’inclusion (de l’information a priori) et d’adapta-
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tion qu’offre l’approche bayésienne. Bien entendu, dans les fondements de
cette approche existe un présupposé implicite d’honnêteté du statisticien
ou de l’expérimentateur qui est que le choix de la loi a priori doit pou-
voir se justifier (ou se falsifier en langage poppérien), au sens où le ou la
statisticien(ne) ou l’expérimentateur(trice) est responsable du passage de
l’information dont il ou elle dispose vers la loi a priori–même si cette jus-
tification accepte les arguments de recherche de simplicité ou d’intuition
personnelle, jusqu’à un certain niveau.

Insister sur la possibilité d’une vérification des sources de la modélisation
n’est pas sans rappeler l’impératif de répétabilité des expériences dans
les disciplines expérimentales, mais cette contrainte est curieusement ab-
sente dans d’autres méthodologies statistiques, ce qui signale l’ambigüıté
inhérente au choix d’une procédure d’estimation, comme par exemple l’op-
position entre estimateur du maximum de vraisemblance et estimateur
des moindres carrés. On peut ici défendre la thèse opposée que l’approche
bayésienne est à un certain point plus objective que les autres méthodes
inférentielles parce que, d’une part, elle identifie et sépare clairement les
différentes sources d’apport subjectif dans le processus inférentiel (distri-
bution d’échantillonnage, loi a priori, fonction de coût), ce qui permet par
la suite de faire d’éventuelles modifications sur ces facteurs. D’autre part,
elle développe des outils objectifs d’analyse d’influence (lois non informa-
tives, analyse de sensibilité, etc.). De ce point de vue, Poincaré (1902)
fournit un argument supplémentaire dans la suite de la citation du point
(5) :

Chacun porte en soi sa conception du monde dont il ne peut
se défaire si aisément. Il faut bien, par exemple, que nous nous
servions du langage, et notre langage n’est pétri que d’idées pré-
conçues et ne peut l’être d’autre chose. Seulement ce sont des
idées préconçues inconscientes, mille fois plus dangereuses que
les autres. Dirons-nous que si nous en faisons intervenir d’autres,
dont nous aurions pleine conscience, nous ne ferons qu’aggraver
le mal ! Je ne le crois pas ; j’estime plutôt qu’elles se serviront mu-
tuellement de contrepoids, j’allais dire d’antidote. [...] C’est assez
pour nous affranchir ; on n’est plus esclave quand on peut choisir
son mâıtre.

même si le tout dernier argument de cette citation est plus que discu-
table ! Le principe des règles d’arrêt illustre cette objectivité, au sens où
la décision bayésienne est indépendante du critère d’arrêt, donc n’est pas
influencée par les motivations subjectives qui ont conduit à cet échantillon.
Encore une fois, si on se place dans une perspective fréquentiste, les choix
des distributions d’échantillonnage et des fonctions de coût sont aussi des
facteurs déterminants qu’on passe souvent sous silence (Good, 1973).
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(iii) Dans un contexte intégralement non informatif, l’utilisation de lois pré-
tendues non informatives n’a aucune justification et ne sert que comme
argument à une extension factice du champ bayésien.
Bien entendu, nous ne voyons pas de contradiction intrinsèque à vou-
loir étendre le champ bayésien mais, plus fondamentalement, il nous
semble que les contextes totalement non informatifs ne sont pas légions et
qu’il existe toujours des indications a priori à exploiter, à moins que les
conditions de l’expérience n’exigent un traitement non informatif ou de
référence. On peut noter que les points (2), (3), (4) et (6) ci-dessus four-
nissent des réponses partielles à cette critique. En effet, dans un contexte
non informatif, la loi a priori ne peut pas correspondre à une traduction
de l’information a priori mais elle peut cependant être comprise comme
outil d’inférence efficace87. Vu sous cet angle, les méthodes bayésiennes
non informatives ne sont ni plus ni moins arbitraires que les méthodes par
maximum de vraisemblance, puisque toutes sont issues de la loi des ob-
servations, qui représente la seule information a priori disponible. Si une
fonction de coût est aussi fournie par le décideur ou le contexte, elle donne
une information supplémentaire dont l’approche bayésienne peut faire bon
usage, au contraire de la méthode du maximum de vraisemblance. Enfin,
comme ces approches non informatives fournissent la plupart des estima-
teurs usuels, elles ne peuvent être rejetées uniquement parce qu’elles sont
bayésiennes ! Au contraire, d’un point de vue strictement bayésien, on ar-
gumenterait que les bonnes performances de ces estimateurs découlent de
leur caractère bayésien (Jaynes, 1980).
Dans les points précédents, nous avons également insisté sur la nécessité
de conditionner en l’observation x. Ce conditionnement implique stricto
sensu l’existence d’une modélisation probabiliste sur θ, donc une loi a
priori, puisque l’approche par maximum de vraisemblance ne peut pas
fournir une inférence statistique complète et ne fonctionne que très rare-
ment comme distribution “objective” sur θ.
La technique de détermination de lois non informatives due à Jeffreys
n’est donc qu’une technique qui prend en compte l’information présente
dans le modèle (ce qui signifie dans ce cas l’information apportée par
les x sur θ), tout en conservant le riche éventail des outils bayésiens, en
restant compatible avec les contraintes intuitives comme l’invariance et
en incluant la plupart des procédures usuelles. La nécessité d’une telle
approche apparâıt clairement en théorie des tests, où la perspective de
Neyman-Pearson est déficiente à de nombreux points de vue88.

87Cette critique sur les lois non informatives procède d’un argument qui rejette
l’utilisation de l’information a priori, sauf lorsque celle-ci n’est pas disponible !

88La difficulté de traiter des hypothèses ponctuelles par des lois impropres,
abordée dans les Chapitres 5 et 7, est réelle et ne doit pas être sous-estimée. La
diversité de réponses possibles présentée par exemple au Chapitre 7 est cependant
rassurante.
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Bien que le traitement des paramètres de nuisance conduise à des diffi-
cultés techniques (comme par exemple les paradoxes de marginalisation
de la Section 3.5), la généralisation par les lois de référence proposée par
Bernardo (1979) fournit une solution partielle à cette difficulté. Un autre
problème mentionné dans ce livre est celui de l’estimation des modèles
de mélange, vue au Chapitre 6, qui est fondamentalement lié au manque
d’identifiabilité de ces modèles. Il admet néanmoins une résolution non
informative via un changement de paramètres (Robert et Titterington,
1998).

Un point positif de ces critiques est qu’elles soulignent l’importance de
construire rigoureusement la loi a priori dans l’analyse bayésienne. Elles
poussent également à des études plus avancées sur les techniques non infor-
matives, comme par exemple l’exploitation de l’information contenue dans la
fonction de coût ou la cohérence des suites de lois utilisées dans la comparaison
de modèles imbriqués. Elles signalent en sus le besoin de voir se développer
des techniques “automatiques” (ou semi-automatiques) de détermination des
lois a priori afin de permettre une utilisation plus universelle des méthodes
bayésiennes en Statistique appliquée. Des logiciels bayésiens sont dès à présent
disponibles (voir la Note 6.6.2, et Berger, 2000). En symbiose avec les
méthodes numériques d’approximation présentées au Chapitre 6, ces tech-
niques devraient favoriser la diffusion de la méthodologie bayésienne dans de
nombreuses communautés. La croissance exponentielle des applications bay-
ésiennes dans les dix dernières années est un signal fort que cette diffusion est
en cours (voir Berger, 2000).

Pour achever cette conclusion, notons enfin que le caractère antagoniste
des approches bayésiennes et non bayésiennes est parfois démesurément am-
plifié. Pour un observateur extérieur non statisticien, et en particulier pour les
étudiant(e)s, la querelle entre classiques et bayésiens n’est pas compréhensible
et donne l’image d’une discipline peu fiable puisque les experts n’arrivent
pas à y définir un standard unique ! Par ailleurs, l’utilisation toujours crois-
sante de techniques de traitement de données par des non statisticiens a ten-
dance à effacer les motivations philosophiques et les frontières théoriques
entre méthodes pour se consacrer à leur applicabilité. (On peut regret-
ter cette prise de pouvoir mais elle a déjà eu lieu !) D’un point de vue
théorique, les récents développements de la Théorie de la Décision (pa-
ramétrique et non paramétrique) ont renforcé les fondations bayésiennes des
notions classiques d’optimalité (voir (6)), tandis que l’état de l’art en robus-
tesse bayésienne cherche à réduire les problèmes de mauvais choix de la loi a
priori en prenant en compte des critères fréquentistes (comme la minimaxité
ou la minimaxité bayésienne étudiée dans Kempthorne, 1988). Par ailleurs,
des chercheurs éminents des deux communautés sont engagés dans la produc-
tion d’un contexte décisionnel qui donnerait des procédures acceptables par
les deux écoles, comme nous le décrivons dans la Note 5.7.4. En pratique,
les approximations fréquentistes sont aussi bien souvent nécessaires lorsque la
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construction de la loi a priori est délicate, par exemple lorsque l’information
de Fisher n’existe pas sous forme explicite ou quand la dimension de l’espace
des paramètres est trop grande.

Le choix de l’approche bayésienne peut donc être fondé sur la réconciliation
de la plupart des procédures classiques avec une analyse bayésienne ou
bayésienne généralisée, sur l’attrait indéniable de sa complétude et de sa
cohérence globale, et aussi sur sa capacité à élargir le champ des inférences
possibles, sans avoir besoin de rejeter toutes les procédures classiques. L’ap-
proche bayésienne nous semble tout simplement plus en harmonie avec ce que
doit être l’inférence statistique, tout en étant plus attrayante intellectuelle-
ment.
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Distributions de probabilité

Nous donnons dans cet appendice quelques rappels sur les distributions
les plus couramment utilisées dans ce livre, au travers de leur densité et des
deux premiers moments. Une revue quasi exhaustive des distributions usuelles
est fournie par les livres de Johnson et Kotz (1972), Johnson et al. (1994),
Johnson et al. (1995) et Johnson et Hoeting (2003). À chaque fois, les densités
sont données par rapport à la mesure de Lebesgue ou à la mesure de comptage,
suivant le contexte (variable réelle ou entière).

A.1. Loi normale, Np(θ,Σ)

(θ ∈ R
p et Σ est une matrice symétrique (p× p) définie positive)

f(x|θ,Σ) = (detΣ)−1/2(2π)−p/2e−(x−θ)tΣ−1(x−θ)/2

Eθ,Σ [X] = θ et Eθ,Σ[(X − θ)(X − θ)t] = Σ. Quand Σ n’est pas définie
positive, la loi Np(θ,Σ) n’a pas de densité par rapport à la mesure de
Lebesgue sur R

p. Pour p = 1, la loi log-normale est définie comme la loi
de expX quand X ∼ N (θ, σ2).

A.2. Loi gamma, G a(α, β)

(α, β > 0)

f(x|α, β) =
βα

Γ (α)
xα−1e−βx

I[0,+∞)(x)

Eα,β [X ] = α/β et varα,β(X) = α/β2. Des cas particuliers de la loi gamma
sont les lois d’Erlang, G a(α, 1), exponentielle G a(1, β) (notée E xp(β)) et
la loi du khi deux, G a(ν/2, 1/2) (notée χ2

ν). (Remarquons que la conven-
tion inverse est parfois adoptée pour le second paramètre, donc que la loi
G a(α, β) peut parfois être donnée comme G a(α, 1/β). Voir, par exemple,
Berger, 1985b, qui la définit ainsi pour pouvoir utiliser une loi gamma
comme loi conjuguée.)
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A.3. Loi bêta, Be(α, β)

(α, β > 0)

f(x|α, β) =
xα−1(1 − x)β−1

B(α, β)
I[0,1](x)

où

B(α, β) =
Γ (α)Γ (β)
Γ (α+ β)

.

Eα,β [X ] = α/(α + β) et varα,β(X) = αβ/[(α + β)2(α + β + 1)]. La loi
bêta s’obtient comme la loi de Y1/(Y1 + Y2) quand Y1 ∼ G a(α, 1) et
Y2 ∼ G a(β, 1).

A.4. Loi de Student, Tp(ν, θ,Σ)

(ν > 0, θ ∈ R
p, et Σ est une matrice symétrique a (p×p) définie positive.)

f(x|ν, θ,Σ) =
Γ ((ν + p)/2)/Γ (ν/2)

(detΣ)1/2(νπ)p/2

[
1 +

(x− θ)tΣ−1(x − θ)
ν

]−(ν+p)/2

Eν,θ,Σ [X] = θ (ν > 1) et Eθ,Σ[(X − θ)(X − θ)t] = νΣ/(ν − 2) (ν > 2).
Quand p = 1, un cas particulier de la loi de Student est la loi de Cauchy,
C (θ, σ2), qui correspond à ν = 1. La loi de Student Tp(ν, 0, I) s’obtient
comme loi de X/Z lorsque X ∼Np(0, I) et νZ2 ∼ χ2

ν . (On l’appelle aussi,
pour des raisons historiques, la loi du t de Student.)

A.5. Loi de Fisher, F (ν, �)

(ν, � > 0)

f(x|ν, �) =
Γ ((ν + �)/2)ν�/2�ν/2

Γ (ν/2)Γ (�/2)
x(ν−2)/2

(ν + �x)(ν+�)/2
I[0,+∞)(x)

Eν,�[X ] = �/(�−2) (� > 2) et varν,�(X) = 2�2(ν+�−2)/[ν(�−4)(�−2)2]
(� > 4).
La loi F (p, q) est aussi la loi de (X − θ)tΣ−1(X − θ)/p lorsque X ∼
Tp(q, θ,Σ). De plus, si X ∼ F (ν, �), νX/(�+ νX) ∼ Be(ν/2, �/2). (On
l’appelle aussi, toujours pour des raisons historiques, la loi du F de Fisher.)

A.6. Loi gamma inverse, I G (α, β)

(α, β > 0)

f(x|α, β) =
βα

Γ (α)
e−β/x

xα+1
I[0,+∞[(x)

Eα,β [X ] = β/(α−1) (α > 1) et varα,β(X) = β2/((α−1)2(α−2)) (α > 2).
Cette loi est celle de X−1 lorsque X ∼ G a(α, β). Elle apparâıt naturelle-
ment dans l’analyse bayésienne des lois gamma et normale.



A Distributions de probabilité 565

A.7. Loi du khi deux décentré, χ2
ν(λ)

(λ ≥ 0)

f(x|λ) =
1
2
(x/λ)(p−2)/4I(p−2)/2(

√
λx)e−(λ+x)/2

Eλ[X ] = p+ λ et varλ(X) = 3p+ 4λ. Cette loi est celle de X2
1 + · · ·+X2

p

lorsque Xi ∼ N (θi, 1) et θ21 + . . .+ θ2p = λ.
A.8. Loi de Dirichlet, Dk(α1, . . . , αk)

(α1, . . . , αk > 0 et α0 = α1 + · · ·+ αk)

f(x|α1, . . . , αk) =
Γ (α0)

Γ (α1) . . . Γ (αk)
xα1−1

1 . . . xαk−1
k I{P

xi=1}

Eα[Xi] = αi/α0, var(Xi) = (α0 − αi)αi/[α2
0(α0 + 1)] et cov(Xi, Xj) =

−αiαj/[α2
0(α0 + 1)] (i �= j). Comme cas particulier, notons que (X, 1 −

X) ∼ D2(α1, α2) est équivalent à X ∼ Be(α1, α2).
A.9. Loi de Pareto, Pa(α, x0)

(α > 0 et x0 > 0)

f(x|α, x0) = α
xα

0

xα+1
I[x0,+∞[(x)

Eα,x0 [X ] = αx0/(α − 1) (α > 1) et varα,x0(X) = αx2
0/[(α − 1)2(α − 2)]

(α > 2).
A.10. Loi binomiale, B(n, p)

(0 ≤ p ≤ 1)

f(x|p) =
(
n

x

)
px(1− p)n−x

I{0,...,n}(x)

Ep(X) = np et var(X) = np(1− p).
A.11. Loi multinomiale, Mk(n; p1, . . . , pk)

(pi ≥ 0 (1 ≤ i ≤ k) et
∑

i pi = 1)

f(x1, . . . , xk|p1, . . . , pk) =
(

n

x1 . . . xk

) k∏
i=1

pxi

i IP
xi=n

Ep(Xi) = npi, var(Xi) = npi(1 − pi), et cov(Xi, Xj) = −npipj (i �= j).
Notons que, si, X ∼Mk(n; p1, . . . , pk), alors Xi ∼ B(n, pi), et aussi que
la loi X ∼ B(n, p) correspond à (X,n −X) ∼ M2(n; p, 1 − p). Cette loi
est celle du tirage indépendant avec remise.

A.12. Loi de Poisson, P(λ)

(λ > 0)

f(x|λ) = e−λλ
x

x!
IN(x)

Eλ[X ] = λ et varλ(X) = λ.
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A.13. Loi binomiale négative, N eg(n, p)

(0 ≤ p ≤ 1)

f(x|p) =
(
n+ x+ 1

x

)
pn(1− p)x

IN(x)

Ep[X ] = n(1− p)/p et varp(X) = n(1− p)/p2.
A.14. Loi hypergéométrique, H yp(N ;n; p)

(0 ≤ p ≤ 1, n < N et pN ∈ N)

f(x|p) =

(
pn
x

)(
(1−p)N

n−x

)
(
N
n

) I{n−(1−p)N,...,pN}(x)I{0,1,...,n}(x)

EN,n,p[X ] = np et varN,n,p(X) = (N − n)np(1− p)/(N − 1). Cette loi est
celle du tirage sans remise.
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Notations

mathématiques

A ≺ B (B −A) est une matrice définie positive
|A|, det(A) déterminant de la matrice A
a+ max (a, 0)
Cp

n,
(
n
p

)
coefficient binomial

Dα fonction logistique
Δf(z) laplacien de f(z)
1F1(a; b; z) fonction confluente hypergéométrique
F− inverse généralisée de F
f(t) ∝ g(t) les fonctions f et g sont proportionnelles
Γ (a) fonction gamma (a > 0)
h = (h1, . . . , hn) = {hi} un caractère gras représente un vecteur
H = {hij} = ||hij || une majuscule représente une matrice
I, 1, J = 11′ matrice identité, vecteur identité, matrice unitaire
IA(t) fonction indicatrice (1 si t ∈ A, 0 sinon)
Iν(z) fonction de Bessel modifiée (z > 0)
λmax(A) plus grande valeur propre de la matrice A(

n
n1...nk

)
coefficient multinomial

∇f(z) gradient de f(z), soit le vecteur de terme
générique (∂/∂zi)f(z) (f(z) ∈ R et z ∈ R

p)
∇tf(z) divergence de f(z),

∑
(∂/∂zi)f(z)

(f(z) ∈ R
p et z ∈ R)

|| · ||TV norme de la variation totale
Ψ(x) fonction digamma (x > 0)
Σ ⊗ Ψ produit tensoriel des matrices Σ et Ψ
supp(f) support de f
tr(A) trace de la matrice A
|x| = (Σx2

i )
1/2 norme euclidienne

�x� partie entière de x, le plus grand entier inférieur à x
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�x� plus petit entier plus grand que x
x ∨ y maximum de x et y
x ∧ y minimum de x et y
< x, y > produit scalaire de x et y dans R

p

probabilistes

X,Y variable aléatoire (majuscule)
(X ,P ,B) triplet probabiliste : espace des variables, loi, et σ-algèbre
βn coefficient de β-mélangeance
δθ0(θ) masse de Dirac en θ0
E (θ) fonction énergie d’une distribution de Gibbs
E(π) entropie de la loi π
Eθ[g(X)] espérance de g(x) pour la loi f(x|θ) sur X
E

V [h(V )] espérance de h(v) pour la loi de V
E

π[h(θ)|x] espérance de h(θ) pour la loi de θ conditionnellement à x, π(θ|x)
F (x|θ) fonction de répartition de X , conditionnellement au paramètre θ
f(x|θ) densité de x indicée par le paramètre θ par rapport

à la mesure de Lebesgue ou à la mesure de comptage
iid indépendant et identiquement distribué (pour un échantillon)
λ(dx) mesure de Lebesgue (encore notée dλ(x))
Pθ distribution de probabilité indexée par le paramètre θ
ϕ(t) densité de la loi normale N (0, 1)
Φ(t) fonction de répartition de la loi normale N (0, 1)
f(x|θ)
Pθ loi de probabilité, indexée par le paramètre θ
p # q produit de convolution des lois p et q,

soit loi de la somme de X ∼ p et de Y ∼ q
pn� n-ième produit de convolution,

soit, loi de la somme de n variables iid de loi p
ϕ(t) densité de la loi normale N (0, 1)
Φ(t) fonction de répartition de la loi normale N (0, 1)
O(n), o(n) grand “O”, petit “o”. Quand n→∞, O(n)

n → constante,
ou Op(n), op(n) o(n)

n → 0, et l’indice p signifie en probabilité
Xt, X

(t) élément générique d’une châıne de Markov
x ∼ f(x|θ) x est distribuée suivant la loi de densité

de distributions

B(n, p) loi binomiale
Be(α, β) loi bêta
C (θ, σ2) loi de Cauchy
Dk(α1, . . . , αk) loi de Dirichlet
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E xp(λ) loi exponentielle
F (p, q) loi de Fisher
G a(α, β) loi gamma
I G (α, β) loi inverse gamma
I N (α, μ) loi normale inverse
χ2

p loi du khi deux centrée
χ2

p(λ) loi du khi deux non centrée
Mk(n; p1, .., pk) loi multinomiale
N (θ, σ2) loi normale unidimensionnelle
Np(θ,Σ) loi normale multidimensionnelle
N eg(n, p) loi binomiale négative
P(λ) loi de Poisson
P(x0, α) loi de Pareto
Tp(ν, θ,Σ) loi de Student multidimensionnelle
U[a,b],U ([a, b]) loi uniforme (continue)
W e(α, c) loi de Weibull
Wk(p,Σ) loi de Wishart

décisionnelles

D espace des décisions
G groupe agissant sur X
ḡ élément de Ḡ associé à g ∈ G
Ḡ groupe induit par G agissant sur Θ
g̃ élément de G̃ associé à g ∈ G

G̃ groupe induit par G agissant sur D
L(θ, δ) fonction de coût de δ en θ
M0,Mk modèles considérés
R(θ, δ) risque fréquentiste de δ en θ
r(π, δ) risque de Bayes de δ pour la loi a priori π
�(π, δ|x) risque a posteriori de δ pour la loi a priori π
Θ espace des paramètres
X espace des observations

statistiques

AR(p) processus autorégressif d’ordre p
ARMA(p, q) processus autorégressif à moyenne mobile d’ordre (p, q)
Bπ(x) facteur de Bayes
BA

12(x), B
G
12, B

M
12 pseudo-facteur de Bayes

B borne inférieure sur un facteur de Bayes
Cα région de confiance (ou crédible)
δJS(x) estimateur de James-Stein
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δπ(x) estimateur de Bayes
δ+(x) estimateur de James-Stein tronqué
δ�(x) estimateur randomisé
H0 hypothèse nulle
H1, Ha hypothèse alternative
I(θ) information de Fisher
L(θ, δ) fonction de coût de δ en θ
�(θ|x) vraisemblance, en tant que fonction de θ,

identique à f(x|θ)
�P (θ|x) vraisemblance profilée
m(x) loi marginale
MA(q) processus à moyenne mobile d’ordre q
P! domination au sens de Pitman
π(θ) loi a priori générique sur θ
πJ(θ) loi a priori de Jeffreys sur θ
π(θ|x) loi a posteriori générique sur θ
s2 somme des carrés des écarts à la moyenne empirique
θ, λ paramètres (lettres grecques minuscules)
Θ espace des paramètres (lettres grecques majuscules)
x̄ moyenne empirique
x∗, y∗ données latentes ou manquantes
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574 Références

Berger, J. et Berliner, L. (1986). Robust Bayes and empirical Bayes analysis
with ε-contamined priors. Ann. Statist., 14, 461–486.

Berger, J. et Bernardo, J. (1989). Estimating a product of means : Bayesian
analysis with reference priors. J. American Statist. Assoc., 84, 200–207.

Berger, J. et Bernardo, J. (1992a). On the development of the reference prior
method. In Bernardo, J., Berger, J., Dawid, A., Lindley, D., et Smith,
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578 Références

Brown, L. (1988). The differential inequality of a statistical estimation pro-
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Fraisse, A., Raoult, J., Robert, C., et Roy, M. (1990). Une condition nécessaire
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des Observations. Mallet-Bachelier, Paris. Transl. J. Bertrand.

Geisser, S. et Cornfield, J. (1963). Posterior distributions for multivariate
normal parameters. J. Royal Statist. Soc. Series B, 25, 368–376.
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Statistical Inference. Rinehart and Winston, Toronto.

Good, I. (1975). Estimation methods for two-way contingency tables. J. Royal
Statist. Soc. Series B, 37, 23–37.

Good, I. (1980). Some history of the hierarchical Bayesian methodology. In
Bernardo, J., DeGroot, M., Lindley, D., et Smith, A., éditeurs, Bayesian
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Statistics 4, pages 763–773. Oxford University Press, Oxford.

Raftery, A. et Lewis, S. (1992b). The number of iterations, convergence diag-
nostics and generic Metropolis algorithms. Technical report, Department
of Statistics, Univ. of Washington, Seattle.

Raftery, A., Madigan, D., et Volinsky, C. (1996). Accounting for model un-
certainty in survival analysis improves predictive performance (with dis-
cussion). In Berger, J., Bernardo, J., Dawid, A., Lindley, D., et Smith,
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récurrence de Durbin-
Levinson
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de prévision, 183

d’une p-value, 268

en erreur absolue, 54, 87, 100
entropique, 90, 91, 101, 469, 526,

527, 543, 547

estimation de, 86, 190, 191
global, 285

intrinsèque, 23, 89, 101

invariant, 224, 469

par changement d’échelle, 189
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définition, 118
maximale, 117, 118

Environnemétrie, 549
équation

d’état, 213
d’observation, 213
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de la régression inverse, 227
de Pitman, 468
de Rao-Blackwell, 508
des moindres carrés, 36, 106, 203
du maximum a posteriori (MAP),

102, 105, 174, 176, 376
du maximum de vraisemblance,

22, 131, 521
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hétérocédasticité, 233
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de Jensen, 76
de Van Trees, 182

inadmissibilité, 107
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bêta-Pascal, 195
binomiale, 565
binomiale négative, 219, 566
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généralisée, 14
hypergéométrique, 3, 194, 566
impropre, 31
jointe, 24
la moins favorable, 31, 77, 79, 80,

263
pour les tests, 262

log-normale, 563
logistique, 218
mélange, voir mélange
marginale, 24, 117, 154, 521

estimation de la, 520
multimodale, 307
multinomiale, 194, 565
naturelle conjuguée, 130
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non centrée, 129
non informative, voir non

informatif
approximation, 54

normale, 116, 119, 126, 198, 210,
563

inverse généralisée, 128, 161, 478
tronquée, 354, 415

prédictive, 25
stationnaire, 208, 227, 323, 325,

326, 331
symétrique, 157
t, voir Student
unimodale, 167, 270

Loi des Grands Nombres, 67, 315, 324

Maple, 244
marche aléatoire, 208, 431
marché boursier, 207
marginalisation, 176

paradoxe de, 138, 163
Markov

châıne de, 207, 209, 210, 217, 323,
354

apériodique, 326
à temps continu, 496
cachée, 52, 209, 217, 341, 344,

357
ergodique, 331
génération d’une, 325
irréductible, 323, 352
Monte Carlo par, voir MCMC
ϕ-mélangeance, 352
récurrente, 432
réversible, 350
transiente, 363, 431

Kakutani, 482
modèle de

caché, 341, 358, 394
Mathematica, 244
mauvaise spécification, 31
maximum de vraisemblance, voir

estimateur du maximum de
vraisemblance

estimation, 22
et estimation non paramétrique,

520
méthode du, 555

MCMC, 323, 339

à sauts réversibles, 394
et DIC, 383
et loi impropre, 34
impact des méthodes, 342
pour les modèles

à dimensions variables, 377, 391
de mélange, 342–344
dynamiques, 364
hiérarchiques, 507
non paramétriques, 407

simulation et stockage, 396
médicament, 509
meilleur estimateur équivariant, 465,

471, 472, 527, 557
comme estimateur de Bayes, 468
de Pitman, 467
existence d’un, 466
sous coût entropique, 527

mélange, 34, 44, 52, 129, 157, 163, 218,
270, 290, 312, 364, 401, 503,
550

bêta, 163, 406
caché, 129, 185, 339, 361
continu, 137
d’échelle, 291
de masses de Dirac, 136
de Student, 235
échantillonnage de Gibbs pour, 344
estimation de, 561
exponentiel, 356, 394
géométrique, 27
non-identifiabilité, 408
normal, 4, 23, 45, 257, 310, 342,

372, 410
uniforme, 167

mesure
de Haar, 31, 465, 479, 482

à droite, 118, 148, 473, 475, 477,
481

à gauche, 475
droite contre gauche, 477
finitude, 475

de Lebesgue, 14, 30
de Radon, 475
de référence, 118
invariante, 474

méta analyse, 28, 496, 501
méta modèle, 117, 405
météorologiste, 70, 96, 245
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méthode
de filtrage particulaire, 319
de Monte Carlo, voir Monte Carlo
de Simpson, 314
des moments, 117, 120
ML-II, 117

métro de Londres, 416
minimax

analyse, 75
estimateur, 73, 76

randomisé, 76
règle de Bayes, 80
stratégie, 76

minimaxité, 73, 91, 148
et admissibilité, 81, 450

minimaxité, 518
condition nécessaire et suffisante

de, 516
d’estimateurs bayésiens

hiérarchiques, 512, 514
modèle

à variables latentes, 499
à facteurs, 230
AR(1), 207, 208, 232, 454
AR(p), 208, 210, 212, 213, 364

à sauts, 209
ARCH(p), 230, 233
ARIMA, 229
ARMA(p, q), 214
à variables latentes, 341, 460
à volatilité stochastique, voir

volatilité
causal, 229
censuré, 357
choix de, 17, 239, 245
complet, 400, 403

projection du, 400
construction d’un, 6
de calibration linéaire, voir

calibration
de capture-recapture, voir

capture-recapture
de Darroch, 196, 222
de dimension

variable, 391
de Markov, voir Markov, châıne

de, cachée
de Wolter, 196, 222
décomposable, 545

de mélange, voir mélange
discret, 191
dynamique, 206, 207
échangeable, 503
exploration de, 402
GARCH, 233
graphique, 341, 506, 544
hiérarchique, 48, 117, 334, 337,

353, 360, 497
échangeable, 510
et densité conditionnelle

complète, 506
et robustesse, 504

imbrication, 370, 376, 403, 405
imbriqué, 299
linéaire, 501

additif, 500
à effets aléatoires, voir effets

aléatoires
généralisé, 387, 399, 420, 502

logistique, 2
logit dichotomique, 46
MA(q), 212, 214
moyennage de, 342
moyenne de, 377, 395
multinomial, 415
normal, 198–206

avec a priori hiérarchique, 509
probit, 160, 355, 533

dichotomique, 46
qualitatif, 132
saturation de, 391, 410
spatial autorégressif, 384
statistique, 7, 115

invariant, 468
temporel, 222
tobit, 226
volatilité stochastique, 499
vrai, 115

module, 475, 489
moment

canonique, 42
méthode de, 365

Monte Carlo
approximation par, 179, 322
définition, 315
par fonction d’importance, 316
populationnel, 319
résolution par, 137
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moving average, voir MA
moyenne

a posteriori, 85
et théorème de Hunt-Stein, 481
fonctionnelle, 481
géométrique, 403, 415
harmonique, 386, 387
invariante à droite, 482
la plus élevée, 230
mobile, 212

multicolinéarité, 206, 513, 535
minimaxité, 513

multiplicateur, 475, 487
de Lagrange, 118

naissance et mort, 394
processus à temps continu, 395
processus de saut, 418, 419

naissances mâles, 138
Neyman-Scott, problème de, 54
nœud, 544
Le Nom de la Rose, 398
nombre de composantes, 366, 367, 373

inconnu, 372
non informatif, 137

a priori, 50, 51, 123, 137–151
comme limite de conjugués, 202
de Haldane, 287
de Jeffreys, 114, 139, 141–143,

147, 150, 151, 166, 200, 232,
248, 250, 560

et loi conjuguée, 123
et reparamétrisation, 138
et structure d’invariance, 463
mesure de Lebesgue comme, 84,

139, 249, 300, 474, 492
hiérarchique, 503
loi, 22
modélisation, 30, 552
réponse
p-value comme, 273

non-centralité, 488
non-identifiabilité, 26
non-transitivité, 111
normalisation

constante de, 132, 133, 235, 376,
385, 390

rapports de, 387
notation, 7, 567–570

nul modèle n’est parfait, 373, 374
numérique

approximation, 313
calcul, 189
intégration, 307, 308, 314, 319

et méthodes de Monte Carlo,
319

méthode, 238
minimisation, 190, 305
outil, 51
technique, 29

objectivité, 132
observation, 6, 7

espace d’, 66
imaginaire, 251
virtuelle, voir virtuelle, observation

Occam
fenêtre d’, 398
rasoir d’, 398

ondelette, 314, 406
base d’, 52
de Haar, 52

optimale
décision, voir décision, optimale

optimalité
asymptotique, 147
classique, 555

orbite, 470
ordre, 94, 95, 111, 147

dans P, 59
des préférences, 170
grossier, 170
partiel, 81, 92
relation d’, 169
social, 63
total, 67, 73

orthogonal
base, 314
polynôme, 160
régresseur, 398

paradigme, 9
paradoxe, 147

de Borel, 286
de Condorcet, 63
de Jeffreys-Lindley, 34, 247, 249,

291, 299, 300, 378
de l’information, 313, 342
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de marginalisation, 32, 138, 146,
163, 225, 400, 492, 493

de projection, 400
de Saint-Pétersbourg, 56, 64
de Simpson, 36, 63
de Stein, 102, 177
de vraisemblance, 555
des statistiques libres, 226

paramétrisation, 149, 401
choix de la, 57, 90
en moyenne, 171
influence, 57, 90
linéaire, 61
naturelle, 89

paramètre
aléatoire, 11
borné, voir borné
d’échelle, 139
d’interêt, 143
de non-centralité, 223, 445, 488,

539
de nuisance, 143, 144, 147, 148,

174, 179, 445, 561
de position, 30, 139, 465
espace de, 66
naturel, 91, 138
sous contrainte d’ordre, 23

parcimonie, 215, 231, 374, 396
pari, 167

désirable, 167
procédure de, 300

partiel
autocorrélation, 209, 211, 228, 364

inverse, 214
partition de l’échantillon, 312, 313
partitionnement, 138
performance, 67, 81

fréquentiste, 109
perspective conditionnelle fréquentiste,

302
pertinent

sous-ensemble
biaisé négativement, 300
biaisé positivement, 300

phénomène de dégénérescence, 214
Pillow Problems, 221
Pitman

admissibilité, 104
domination au sens de, 103

proximité de, 104, 111
pixel, 4, 105
placebo, 509
Pluralitas non est ponenda sine

necessitate, 398
point-selle, 365
polynôme

d’Hermite, 314, 346
Legendre, 406
orthogonal, 160
quadrature par, 314

population
estimation de la taille d’une, 194
finie, 192
rare, 193

précision, 181
évaluation, 86

prévision, 8, 182, 213, 277
cohérente, 168
conjuguée supérieure, 168
densité de, 367
pour la régression linéaire, 226
supérieure et inférieure, 167

prévisionniste, 70
principe

d’exhaustivité, 16, 17, 20
d’invariance, 464

formelle, 465
de conditionnement, 20, 21
de dualité, 331, 353
de la raison insuffisante, 114, 138
de parcimonie, 215, 231, 364, 396,

398
de vraisemblance, 17, 21, 71, 151,

203, 216, 251, 267, 301, 484,
554

et a priori de Jeffreys, 142
et Théorie de la Décision, 88
implémentation, 23, 35
justification, 20
mise en œuvre, 177, 179
version bayésienne du, 175

des règles d’arrêt, 19, 264
des zéros séparés, 80
minimax, 74

probabilisation, 550
probabiliste

interprétation, 3
modélisation, 3, 9, 11, 12
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probabilités
axiomes des, 50
imprécises, 496
inverses, 9
théorie des, 13

problème
de Fieller, 47
de Neyman-Scott, 144
inverse, 519
mal posé, 405
NP-complet, 313

processus
bêta, 52
de Dirichlet, 364
de saut, voir naissance et mort,

processus de saut
de Lévy, 52
inférentiel

apport subjectif dans un, 559
non stationnaire, 208
stationnaire, 211

programme
d’optimisation, 557
informatique, 315
universel, 556

projection, 475, 510, 541
de Kullback-Leibler, 420

proposition, 326
choix d’une, 326, 327, 329
indépendante, 329
par marche aléatoire, 327, 329, 344

pseudo-a priori, 391
puissance

d’un test, 258
de calcul, 323
du continu, 36
loi, 340

p-value, 266, 267, 273, 439
admissible, 440
comportement conservateur de la,

273

quadrature, 314
quantile, 153
quantité pivotale, 148
queue, 117

épaisse, 136

radiographie, 4

randomisation, 150, 261, 264

et distributions discrètes, 279

Rao-Blackwellisation, 332, 333, 338,
353, 390

rapport des risques, 138
rasoir d’Occam, 398

rationalité, 63

des décideurs, 63

réalisation, 7
récompense monétaire, 62

réconciliation, 271, 301, 561

récurrence, 432

au sens de Harris, 323
d’une châıne, 431, 433

de Durbin-Levinson, 211, 228

réduction, 68, 115
des principes, 17

et modélisation, 238

par la modélisation, 2–4, 8

référence
a priori

comme loi cöıncidente, 150

d’ordre inverse, 151
pour la calibration linéaire, 47

région

à queues égales, 280

HPD, 28, 148, 149, 283, 284, 542
α-crédible, 278

non connexe, 280

uniformément plus précise, 281

règle
d’arrêt, 19

de score, 96

propre, 96
régression

et calibration, 47

inverse, 226

isotonique, 39
linéaire, 132, 179

logistique, 132, 160, 218, 239, 350,
355, 400, 533

modèle de, 203, 206

non paramétrique, 6

normale, 413
poissonienne, 4

regroupement, 337

rejet d’une hypothèse nulle, 264
renouvellement, 324
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reparamétrisation, 129, 138, 211, 214,
215

invariance par, 101, 142
naturelle, 158
non paramétrique, 406

répétabilité des expériences, 67, 117,
170, 551, 552, 559

réponse la moins favorable, 268, 269
réponse non informative

pour des tests, 245
représentation

a priori, 553
de la matière, 553
espace d’état, 213, 214, 364

pour ARMA(p, q), 215
forward-backward, 358, 532
intégrale, 557
markovienne, 431
non paramétrique, 171
par mélange caché, 362
par polynôme retard, 228, 229
polynomiale orthogonale, 406
probabiliste, 551
stationnaire, 232

réseaux
bayésiens, 549
de neurones, 52, 549

restaurant chinois, 48
rétrécisseur

estimateur à, voir estimateur
rétroaction a priori, 162
RIC, 414
risque

amateurs de, 64, 85
aversion au, 64, 65
constant, 79, 82
continu, 434
ensemble de, 443
estimateur sans biais du, 102, 108,

515
fréquentiste, 66
intégré, 68
maximin, 77
minimax, 73
vecteurs de, 77

robustesse, 31, 91, 120, 124, 514, 518
dans la fonction de coût, 155
et analyse hiérarchique, 558

rumeur, 286

R, 360
sans biais, 15, 108
sauts réversibles, 397
Schwarz

critère de, 381
score de Brier, 95
sélection de variables, 372, 396, 400

descendante, 402
montante, 402

sélection, 230
séparateur, 545
séries temporelles, 206
Shakespeare

vocabulaire de, 198
SIDA, 496
signal

traitement du, 549
significativité

niveau de, 259, 261, 264, 266
usuel, 271

simulation, 306
acceptation-rejet, 346, 347
alternative à la, 319
bases, 315–319
d’une loi conditionnelle, 330, 339
itérative, 340
résultats, 53

software, 313
sommet, 544
S-Plus, 361
stationnarité, 208, 209, 215, 324

contrainte de, 208
Statistique

bayésienne
définition de la, 10
non paramétrique, 51

fiduciaire, 50, 551
linguistique, 198
mathématique, 51
perspective conditionnelle dans la,

14
statistique

complète, 37, 38
d’ordre, 37, 129
définition, 15
du rapport de vraisemblance, 173
exhaustive, 15, 125, 199

minimale, 16
invariante maximale, 471
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libre, 37, 38, 298, 301, 302, 471
Stein, 15, 106, 108, 479

condition d’admissibilité, 143
de effet, 497
effet, 92, 102, 186, 264, 282, 428,

513, 523, 525, 527, 558
analyse fréquentiste de l’, 107
et espace des paramètres fini,

108
robuste, 108

stochastique
complexité, 151
domination, 92, 111

STUB, voir bornes inférieures de
demi-queue

subjectivité, 123
suite

échangeable, 171
infiniment échangeable, 171

surajustement, 373
surharmonicité, 516, 541

table de contingence, 217
technique de saturation, 393
test, 34, 239

bilatèral, 250
comme problème d’estimation, 237
de Neyman-Pearson, 18
de Student, 301
du khi deux, 264, 405
du rapport de vraisemblance

séquentiel, 301
répété, 301
sans biais, 261
uniformément plus puissant

(UPP), 259
uniformément plus puissant sans

biais (UPPS), 262
minimax, 298

théorème
Central Limit, 4, 198, 199, 264
de Basu, 37
de Bayes, voir Bayes, théorème
de factorisation, 16, 21
de Fubini, 43, 69
de Hammersley-Clifford, 41, 352
de Hunt-Stein, 81, 479, 482, 483,

490
de la double projection, 421

de Markov-Kakutani, 482
de Rao-Blackwell, 16, 17, 76, 81,

98, 333, 480
de représentation de Riesz, 444
ergodique, 323, 324
hyperplan séparateur, 443

théorie
de l’information, 151
de la connaissance, 553
de la Décision, 8, 63, 112, 237

bayésienne, 184
fondements de la, 285
fréquentiste, 71

de Neyman-Pearson, 89, 239, 258,
274, 280

des jeux, 58, 69, 73, 75
des tests, 237

total
ignorance, 137
ordre, 63, 67, 68

traitement
analytique, 341
commodité du, 124
du signal, 118, 211, 358

tramway, 193
transformation d’échelle, 469
transience, voir Markov
transition

noyau de, 326
transitivité, 63, 169

utilité
construction de l’, 170
existence de la fonction d’, 63

vache laitière, 117
valeur, 80

aberrante, détection, 364
validation asymptotique

des estimateurs de Bayes, 54
des méthodes non paramétriques,

6
des méthodes bayésiennes

empiriques, 525
du maximum de vraisemblance, 23

variable
auxiliaire, 308, 340, 341, 354
explicative, 372
latente, 313
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variance

sous-estimation de la, 373

estimation d’une, normale, 282

fonction, 159

hétérogène, 233

inconnue, 204

sous-estimation de la, 528

VIH, 497

virtuel

échantillon, 116

observation, 124, 153, 171, 201,
299

vitesses de galaxies, 371, 419

volatilité, 233, 235, 341
vraisemblance, 9, 17, 21, 170

définition récursive de la, 213
explicite, 213
observée, 233
principe, voir principe de

vraisemblance
profilée, 179
rapport de, 242, 262, 380

Wheel of Time, The, 1, 55, 113, 175,
237, 305, 369, 423, 463, 495,
549

within-between, 325
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